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很高兴为邱锡鹏教授的《神经网络与深度学习》一书写序．
近年来由于阿尔法围棋战胜人类顶级高手新闻的轰动效应，让人工智能一

下子进入了寻常百姓家，成为家喻户晓的热词．阿尔法围棋能取得如此成功的
关键技术之一，正是所谓的深度学习．而其实在阿尔法围棋出现之前，以深度学
习为代表的人工智能技术已经在模式识别、计算机视觉、语音识别与生成、自然
语言处理、机器翻译等方面取得了重要的进步．也因此，2018年有计算机领域
诺贝尔奖之称的图灵奖颁给了对深度学习作出重要贡献的三位科学家：Yoshua
Bengio、Geoffrey Hinton和Yann LeCun．

邱锡鹏教授的《神经网络与深度学习》一书较全面地介绍了神经网络、机器
学习和深度学习的基本概念、模型和方法，同时也涉及深度学习中许多最新进
展．书后还提供了相关数学分支的简要介绍，以供读者需要时参考．

本书电子版已在GitHub上开放共享，得到广泛好评，相信此书的出版可以
给有意了解或进入这一颇有前途领域的读者提供一本很好的参考书．基本的深
度学习相当于函数逼近问题，即函数或曲面的拟合，所不同的是，这里用作基
函数的是非线性的神经网络函数，而原来数学中用的则是多项式、三角多项式、
B-spline、一般 spline以及小波函数等的线性组合．

由于神经网络的非线性和复杂性（要用许多结构参数和连接权值来描述），
它有更强的表达能力，即从给定的神经网络函数族中可能找到对特定数据集拟
合得更好的神经网络．相信这正是深度学习方法能得到一系列很好结果的重要
原因．直观上很清楚，当你有更多的选择时，你有可能作出更好的选择．当然，要
从非常非常多的选择中找到那个更好的选择并不容易．

这里既涉及设计合适的神经网络类型，也涉及从该类型的神经网络中找出
好的（即拟合误差小的）特定神经网络的方法．后者正是数学中最优化分支所研
究的问题．从数学角度看，目前深度学习中所用的优化算法还是属于比较简单的
梯度下降法．许多数学中已有的更复杂的算法，由于高维数问题都还没有得到应
用．本书中对这两方面都有很好的介绍．相信随着研究的不断发展，今后一定会
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提出更多新的神经网络和新的优化算法．
所谓成也萧何败也萧何，神经网络的非线性和复杂性（即要用大量参数来

描述，在深度网络场合其个数动辄上万、百万甚至更多）使得虽然通过大量的标
注数据经过深度学习可以得到一个结果误差很小的神经网络，但要用它来进行
解释却十分困难．其实这也是长期困扰神经网络方法的一个问题，使用深度神经
网络的深度学习方法也概莫能外．

难于解释相当于知其然不知其所以然．这对有些应用而言是可以的，但对
有些可能造成严重后果的应用而言则有很大问题．一般而言，人们除了希望知其
然，也会希望能知其所以然．

近来也有学者发现，一个精度很高的神经网络，去改变它的几个（甚至一
个）参数，就会使该网络的性能下降许多．换言之，深度学习方法的鲁棒性也有
待研究．

总之，本书介绍的基于神经网络的深度学习方法是近年来经过大量实践并
取得很好成果的一种很通用的方法，也是近年来人工智能领域中最活跃的分支
之一．相信无论在方法本身的发展上，抑或在新领域应用的研发上，都会呈现出
一派欣欣向荣的气象．

吴立德
于上海 ⋅复旦大学
2019年 8月 17日



前 言

近年来，以机器学习、知识图谱为代表的人工智能技术逐渐变得普及．从车
牌识别、人脸识别、语音识别、智能助手、推荐系统到自动驾驶，人们在日常生活
中都可能有意无意地用到了人工智能技术．这些技术的背后都离不开人工智能
领域研究者的长期努力．特别是最近这几年，得益于数据的增多、计算能力的增
强、学习算法的成熟以及应用场景的丰富，越来越多的人开始关注这个“崭新”的
研究领域：深度学习．深度学习以神经网络为主要模型，一开始用来解决机器学
习中的表示学习问题．但是由于其强大的能力，深度学习越来越多地用来解决一
些通用人工智能问题，比如推理、决策等．目前，深度学习技术在学术界和工业界
取得了广泛的成功，受到高度重视，并掀起新一轮的人工智能热潮．

然而，我们也应充分意识到目前以深度学习为核心的各种人工智能技术和
“人类智能”还不能相提并论．深度学习需要大量的标注数据，和人类的学习方式
差异性很大．虽然深度学习取得了很大的成功，但是深度学习还不是一种可以解
决一系列复杂问题的通用智能技术，而是可以解决单个问题的一系列技术．比如
可以打败人类的AlphaGo只能下围棋，而不会做简单的算术运算．想要达到通用
人工智能依然困难重重．

本书的写作目的是使得读者能够掌握神经网络与深度学习技术的基本原
理，知其然还要知其所以然．全书共 15章．第1章是绪论，概要介绍人工智能、
机器学习和深度学习，使读者全面了解相关知识．第2、3章介绍机器学习的基础
知识．第4～6章分别讲述三种主要的神经网络模型：前馈神经网络、卷积神经网络
和循环神经网络．第7章介绍神经网络的优化与正则化方法．第8章介绍神经网络
中的注意力机制和外部记忆．第9章简要介绍一些无监督学习方法．第10章介绍
一些模型独立的机器学习方法：集成学习、自训练和协同训练、多任务学习、迁移
学习、终身学习、元学习等，这些都是目前深度学习的难点和热点问题．第11章介
绍概率图模型的基本概念，为后面的章节进行铺垫．第12章介绍两种早期的深度
学习模型：玻尔兹曼机和深度信念网络．第13章介绍最近两年发展十分迅速的深
度生成模型：变分自编码器和生成对抗网络．第14章介绍深度强化学习的知识．
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第15章介绍应用十分广泛的序列生成模型．
2015年复旦大学计算机学院开设了“神经网络与深度学习”课程．讲好深度

学习课程并不是一件容易的事，当时还没有关于深度学习的系统介绍，而且课程
涉及的知识点非常多并且比较杂乱，和实践结合也十分紧密．作为任课教师，我
尝试梳理了深度学习的知识体系，并写了一本讲义放在网络上．虽然现在看起
来当时对深度学习的理解仍然十分粗浅，且讲义存在很多错误，但依然受到了很
多热心网友的鼓励．2016年年初，机械工业出版社华章公司的姚蕾编辑多次拜
访并希望我能将这个讲义整理成书．我一方面被姚蕾编辑的诚意打动，另一方面
也确实感到应该有一本面向在校学生和相关从业人员的关于深度学习的专门书
籍，因此最终有了正式出版的意愿．但我依然低估了写书的难度，一方面是深度
学习的发展十分迅速，而自己关于深度学习的认知也在不断变化，导致已写好的
内容经常需要修改；另一方面是平时的科研工作十分繁忙，很难抽出大段的时间
来静心写作，因此断断续续的写作一直拖延至今．

我理想中著书立说的境界是在某一个领域有自己的理论体系，将各式各样
的方法都统一到自己的体系下，并可以容纳大多数技术，从新的角度来重新解释
这些技术．本书显然还达不到这样的水平，但希望能结合自身的经验，对神经网
络和深度学习的相关知识进行梳理、总结，通过写书这一途径，也促使自己能够
更加深入地理解深度学习这一领域，提高自身的理论水平．

本书能够完成，首先感谢我的导师吴立德教授，他对深度学习的独到见解和
深入浅出的讲授，使得我对深度学习有了更深层次的认识，也感谢复旦大学计算
机学院的黄萱菁教授和薛向阳教授的支持和帮助．本书在写作时将书稿放在网
络上，也得到很多网友的帮助，特别感谢王利锋、林同茂、张钧瑞、李浩、胡可鑫、
韦鹏辉、徐国海、侯宇蓬、任强、王少敬、肖耀、李鹏等人指出了本书初稿的错误或
提出了富有建设性的意见．此外，本书在写作过程中参考了互联网上大量的优秀
资料，如维基百科、知乎、Quora等网站．

另外，我也特别感谢我的家人．本书的写作占用了大量的业余时间，没有家
人的理解和支持，这本书不可能完成．

最后，因为个人能力有限，书中难免有不当和错误之处，还望读者海涵和指
正，不胜感激．

邱锡鹏
于上海 ⋅复旦大学
2020年 3月 31日



常用符号表

𝑥, 𝑦,𝑚, 𝑛, 𝑡 标量，通常为变量
𝐾, 𝐿, 𝐷,𝑀,𝑁, 𝑇 标量，通常为超参数
𝒙 ∈ ℝ𝐷 𝐷维列向量
[𝑥1,⋯ , 𝑥𝐷] 𝐷维行向量
[𝑥1,⋯ , 𝑥𝐷]T or [𝑥1;⋯ ; 𝑥𝐷] 𝐷维列向量
0 or 0𝐷 （𝐷维）全 0向量
1 or 1𝐷 （𝐷维）全 1向量
𝕀𝑖 or 𝕀𝑖(𝑥) 第 𝑖维为 1（或𝑥），其余为 0的one-hot列向量
𝒙T 向量𝒙的转置

𝑨 ∈ ℝ𝐾×𝐷 大小为𝐾 × 𝐷的矩阵
𝒙 ∈ ℝ𝐾𝐷 (𝐾𝐷)维的向量
𝕄𝑖 or𝕄𝑖(𝒙) 第 𝑖列为1（或𝒙），其余为 0的矩阵
diag(𝒙) 对角矩阵，其对角线元素为𝒙
𝑰𝑁 or 𝑰 （𝑁 × 𝑁的）单位阵
diag(𝑨) 列向量，其元素为𝑨的对角线元素
𝒜 ∈ ℝ𝐷1×𝐷2×⋯×𝐷𝐾 大小为𝐷1 × 𝐷2 ×⋯ × 𝐷𝐾的张量

𝒞 or {𝑥(𝑛)}𝑁𝑛=1 集合
𝒟 or {(𝒙(𝑛), 𝑦(𝑛))}𝑁𝑛=1 数据集
ℝ𝐷 𝐷维实数空间

𝒩(𝜇, Σ) or𝒩(𝒙; 𝜇, Σ) （变量𝒙服从）均值为𝜇、方差为Σ的正态（高斯）分布
𝔼𝒙∼𝑝(𝒙)[𝑓(𝒙)] 期望
var𝒙∼𝑝(𝒙)[𝑓(𝒙)] 方差
exp(𝑥) 指数函数，默认指以自然常数 e为底的自然指数函数
log(𝑥) 对数函数，默认指以自然常数 e为底的自然对数函数

≜ 定义符号
𝐼(𝑥) 指示函数．当𝑥为真时，𝐼(𝑥) = 1；否则 𝐼(𝑥) = 0
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第一部分

机器学习基础



第 1章 绪论

一个人在不接触对方的情况下，通过一种特殊的方式，和对

方进行一系列的问答．如果在相当长时间内，他无法根据这些问

题判断对方是人还是计算机，那么就可以认为这个计算机是智

能的．
——阿兰·图灵（Alan Turing）

《Computing Machinery and Intelligence》

深度学习（Deep Learning）是近年来发展十分迅速的研究领域，并且在人
工智能的很多子领域都取得了巨大的成功．从根源来讲，深度学习是机器学习的
一个分支，是指一类问题以及解决这类问题的方法．

首先，深度学习问题是一个机器学习问题，指从有限样例中通过算法总结出
一般性的规律，并可以应用到新的未知数据上．比如，我们可以从一些历史病例
的集合中总结出症状和疾病之间的规律．这样当有新的病人时，我们可以利用总
结出来的规律，来判断这个病人得了什么疾病．

其次，深度学习采用的模型一般比较复杂，指样本的原始输入到输出目标
之间的数据流经过多个线性或非线性的组件（component）．因为每个组件都会
对信息进行加工，并进而影响后续的组件，所以当我们最后得到输出结果时，我
们并不清楚其中每个组件的贡献是多少．这个问题叫作贡献度分配问题（Credit
Assignment Problem，CAP）[Minsky, 1961]． 贡献度分配问题也经

常翻译为信用分配问

题或功劳分配问题．

在深度学习中，贡献度分配问题是
一个很关键的问题，这关系到如何学习每个组件中的参数．

目前，一种可以比较好解决贡献度分配问题的模型是人工神经网络（Artifi-
cial Neural Network，ANN）．人工神经网络，也简称神经网络，是一种受人脑神
经系统的工作方式启发而构造的数学模型．和目前计算机的结构不同，人脑神经
系统是一个由生物神经元组成的高度复杂网络，是一个并行的非线性信息处理
系统．人脑神经系统可以将声音、视觉等信号经过多层的编码，从最原始的低层
特征不断加工、抽象，最终得到原始信号的语义表示．和人脑神经网络类似，人工
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神经网络是由人工神经元以及神经元之间的连接构成，其中有两类特殊的神经
元：一类用来接收外部的信息，另一类用来输出信息．这样，神经网络可以看作信
息从输入到输出的信息处理系统．如果我们把神经网络看作由一组参数控制的
复杂函数，并用来处理一些模式识别任务（比如语音识别、人脸识别等），神经网
络的参数可以通过机器学习的方式来从数据中学习．因为神经网络模型一般比
较复杂，从输入到输出的信息传递路径一般比较长，所以复杂神经网络的学习可
以看成是一种深度的机器学习，即深度学习．

神经网络和深度学习并不等价．深度学习可以采用神经网络模型，也可以采
用其他模型（比如深度信念网络是一种概率图模型）．但是，由于神经网络模型
可以比较容易地解决贡献度分配问题，因此神经网络模型成为深度学习中主要
采用的模型．虽然深度学习一开始用来解决机器学习中的表示学习问题， 表示学习参见第1.3节．但是由
于其强大的能力，深度学习越来越多地用来解决一些通用人工智能问题，比如推
理、决策等．

在本书中，我们主要介绍有关神经网络和深度学习的基本概念、相关模型、
学习方法以及在计算机视觉、自然语言处理等领域的应用．在本章中，我们先介
绍人工智能的基础知识，然后再介绍神经网络和深度学习的基本概念．

1.1 人工智能

“智能”可以理解为“智

力”和“能力”．前者是

智能的基础，后者是指

获取和运用知识求解

的能力．

智能（Intelligence）是现代生活中很常见的一个词，比如智能手机、智能家
居、智能驾驶等．在不同使用场合中，智能的含义也不太一样．比如“智能手机”中
的“智能”一般是指由计算机控制并具有某种智能行为．这里的“计算机控制”+
“智能行为”隐含了对人工智能的简单定义．

简单地讲，人工智能（Artificial Intelligence，AI）就是让机器具有人类的智
能，这也是人们长期追求的目标．这里关于什么是“智能”并没有一个很明确的
定义，但一般认为智能（或特指人类智能）是知识和智力的总和，都和大脑的思
维活动有关．人类大脑是经过了上亿年的进化才形成了如此复杂的结构，但我们
至今仍然没有完全了解其工作机理．虽然随着神经科学、认知心理学等学科的发
展，人们对大脑的结构有了一定程度的了解，但对大脑的智能究竟是怎么产生的
还知道得很少．我们并不理解大脑的运作原理，以及如何产生意识、情感、记忆等
功能．因此，通过“复制”人脑来实现人工智能在目前阶段是不切实际的．

1950年，阿兰·图灵（Alan Turing）发表了一篇有着重要影响力的论文
《Computing Machinery and Intelligence》，讨论了创造一种“智能机器”的可能
性．由于“智能”一词比较难以定义，他提出了著名的图灵测试：“一个人在不接触
对方的情况下，通过一种特殊的方式和对方进行一系列的问答．如果在相当长时
https://nndl.github.io/

https://nndl.github.io/
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间内，他无法根据这些问题判断对方是人还是计算机，那么就可以认为这个计算
机是智能的”．图灵测试是促使人工智能从哲学探讨到科学研究的一个重要因素，
引导了人工智能的很多研究方向．因为要使得计算机能通过图灵测试，计算机就
必须具备理解语言、学习、记忆、推理、决策等能力．这样，人工智能就延伸出了很
多不同的子学科，比如机器感知（计算机视觉、语音信息处理）、学习（模式识别、
机器学习、强化学习）、语言（自然语言处理）、记忆（知识表示）、决策（规划、数
据挖掘）等．所有这些研究领域都可以看成是人工智能的研究范畴．

人工智能是计算机科学的一个分支，主要研究、开发用于模拟、延伸和扩展
人类智能的理论、方法、技术及应用系统等．和很多其他学科不同，人工智能这个
学科的诞生有着明确的标志性事件，就是 1956年的达特茅斯（Dartmouth）会
议．在这次会议上，“人工智能”被提出并作为本研究领域的名称．同时，人工智能
研究的使命也得以确定．John McCarthy提出了人工智能的定义：人工智能就是
要让机器的行为看起来就像是人所表现出的智能行为一样．

John McCarthy （19-
27～2011），人工智能
学科奠基人之一，1971
年图灵奖得主．目前，人工智能的主要领域大体上可以分为以下几个方面：

（1） 感知：模拟人的感知能力，对外部刺激信息（视觉和语音等）进行感
知和加工．主要研究领域包括语音信息处理和计算机视觉等．
（2） 学习：模拟人的学习能力，主要研究如何从样例或从与环境的交互中

进行学习．主要研究领域包括监督学习、无监督学习和强化学习等．
（3） 认知：模拟人的认知能力，主要研究领域包括知识表示、自然语言理

解、推理、规划、决策等．

1.1.1 人工智能的发展历史
人工智能从诞生至今，经历了一次又一次的繁荣与低谷，其发展历程大体上

可以分为“推理期”“知识期”和“学习期”[周志华, 2016]．
人工智能低谷，也叫人

工智能冬天（AI Win-
ter），指人工智能史上
研究资金及学术界研

究兴趣都大幅减少的

时期．人工智能领域经

历过好几次低谷期．每

次狂热高潮之后，紧

接着是失望、批评以及

研究资金断绝，然后在

几十年后又重燃研究

兴趣．1974～1980年及
1987～1993年是两个主
要的低谷时期，其他还

有几个较小的低谷．

1.1.1.1 推理期
1956年达特茅斯会议之后，研究者对人工智能的热情高涨，之后的十几年

是人工智能的黄金时期．大部分早期研究者都通过人类的经验，基于逻辑或者
事实归纳出来一些规则，然后通过编写程序来让计算机完成一个任务．这个时期
中，研究者开发了一系列的智能系统，比如几何定理证明器、语言翻译器等．这
些初步的研究成果也使得研究者对开发出具有人类智能的机器过于乐观，低估
了实现人工智能的难度．有些研究者甚至认为：“二十年内，机器将能完成人能做
到的一切工作”，“在三到八年的时间里可以研发出一台具有人类平均智能的机
器”．但随着研究的深入，研究者意识到这些推理规则过于简单，对项目难度评估

https://nndl.github.io/

https://nndl.github.io/
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不足，原来的乐观预期受到严重打击．人工智能的研究开始陷入低谷，很多人工
智能项目的研究经费也被消减．
1.1.1.2 知识期

到了 20世纪 70年代，研究者意识到知识对于人工智能系统的重要性．特别
是对于一些复杂的任务，需要专家来构建知识库．在这一时期，出现了各种各样
的专家系统（Expert System），并在特定的专业领域取得了很多成果．专家系统
可以简单理解为“知识库+推理机”，是一类具有专门知识和经验的计算机智能
程序系统．专家系统一般采用知识表示和知识推理等技术来完成通常由领域专
家才能解决的复杂问题，因此专家系统也被称为基于知识的系统．一个专家系统
必须具备三要素：1）领域专家级知识；2）模拟专家思维；3）达到专家级的水平．
在这一时期，Prolog（Programming in Logic）语言是主要的开发工具，用来建造
专家系统、智能知识库以及处理自然语言理解等．

Prolog是一种基于逻辑
学理论而创建的逻辑

编程语言，最初被运用

于自然语言、逻辑推理

等研究领域．

1.1.1.3 学习期
对于人类的很多智能行为（比如语言理解、图像理解等），我们很难知道其

中的原理，也无法描述这些智能行为背后的“知识”．因此，我们也很难通过知
识和推理的方式来实现这些行为的智能系统．为了解决这类问题，研究者开始将
研究重点转向让计算机从数据中自己学习．事实上，“学习”本身也是一种智能行
为．从人工智能的萌芽时期开始，就有一些研究者尝试让机器来自动学习，即机
器学习（Machine Learning，ML）．机器学习的主要目的是设计和分析一些学习
算法，让计算机可以从数据（经验）中自动分析并获得规律，之后利用学习到的
规律对未知数据进行预测，从而帮助人们完成一些特定任务，提高开发效率．机
器学习的研究内容也十分广泛，涉及线性代数、概率论、统计学、数学优化、计
算复杂性等多门学科．在人工智能领域，机器学习从一开始就是一个重要的研究
方向．但直到 1980年后，机器学习因其在很多领域的出色表现，才逐渐成为热门
学科．

图1.1给出了人工智能发展史上的重要事件．

1940 1945 1950 1955 1960 1965 1970 1975 1980 1985 1990 1995 2000 2005

McCulloch和 Pitts
提出人工神经元网络

图灵机

达特茅斯会议

Rosenblatt
提出“感知器”

推理期 知识期 学习期

知识系统兴起 专家系统兴起
神经网络重新流行

统计机器学习兴起
（支持向量机等）

深度学习的兴起

图 1.1 人工智能发展史

在发展了 60多年后，人工智能虽然可以在某些方面超越人类，但想让机
器真正通过图灵测试，具备真正意义上的人类智能，这个目标看上去仍然遥遥
无期．
https://nndl.github.io/

https://nndl.github.io/


1.2 机器学习 2021年 5月 18日 6

1.1.2 人工智能的流派
目前我们对人类智能的机理依然知之甚少，还没有一个通用的理论来指导

如何构建一个人工智能系统．不同的研究者都有各自的理解，因此在人工智能的
研究过程中产生了很多不同的流派．比如一些研究者认为人工智能应该通过研
究人类智能的机理来构建一个仿生的模拟系统，而另外一些研究者则认为可以
使用其他方法来实现人类的某种智能行为．一个著名的例子是让机器具有飞行
能力不需要模拟鸟的飞行方式，而是应该研究空气动力学．

尽管人工智能的流派非常多，但主流的方法大体上可以归结为以下两种： 关于人工智能的流派

并没有严格的划分定

义，也不严格对立．

有很多文献将人工智

能流派分为符号主义、

连接主义和行为主义

三种，其中行为主义

（Actionism）主要从生
物进化的角度考虑，主

张从和外界环境的互

动中获取智能．

（1） 符号主义（Symbolism），又称逻辑主义、心理学派或计算机学派，是
指通过分析人类智能的功能，然后用计算机来实现这些功能的一类方法．符号
主义有两个基本假设：a）信息可以用符号来表示；b）符号可以通过显式的规则
（比如逻辑运算）来操作．人类的认知过程可以看作符号操作过程．在人工智能
的推理期和知识期，符号主义的方法比较盛行，并取得了大量的成果．
（2） 连接主义（Connectionism），又称仿生学派或生理学派，是认知科学

领域中的一类信息处理的方法和理论．在认知科学领域，人类的认知过程可以看
作一种信息处理过程．连接主义认为人类的认知过程是由大量简单神经元构成
的神经网络中的信息处理过程，而不是符号运算．因此，连接主义模型的主要结
构是由大量简单的信息处理单元组成的互联网络，具有非线性、分布式、并行化、
局部性计算以及自适应性等特性．

符号主义方法的一个优点是可解释性，而这也正是连接主义方法的弊端．深
度学习的主要模型神经网络就是一种连接主义模型．随着深度学习的发展，越来
越多的研究者开始关注如何融合符号主义和连接主义，建立一种高效并且具有
可解释性的模型．

1.2 机器学习
机器学习（Machine Learning，ML）是指从有限的观测数据中学习（或“猜

测”）出具有一般性的规律，并利用这些规律对未知数据进行预测的方法．
机器学习的详细介绍

参见第2章．机器学
习是人工智能的一个重要分支，并逐渐成为推动人工智能发展的关键因素．

传统的机器学习主要关注如何学习一个预测模型．一般需要首先将数据表
示为一组特征（Feature），特征的表示形式可以是连续的数值、离散的符号或其
他形式．然后将这些特征输入到预测模型，并输出预测结果．这类机器学习可以
看作浅层学习（Shallow Learning）．浅层学习的一个重要特点是不涉及特征学
习，其特征主要靠人工经验或特征转换方法来抽取．
https://nndl.github.io/
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当我们用机器学习来解决实际任务时，会面对多种多样的数据形式，比如声
音、图像、文本等．不同数据的特征构造方式差异很大．对于图像这类数据，我们
可以很自然地将其表示为一个连续的向量． 将图像数据表示为向

量的方法有很多种，比

如直接将一幅图像的

所有像素值（灰度值或

RGB值）组成一个连
续向量．

而对于文本数据，因为其一般由离散
符号组成，并且每个符号在计算机内部都表示为无意义的编码，所以通常很难找
到合适的表示方式．因此，在实际任务中使用机器学习模型一般会包含以下几个
步骤（如图1.2所示）：
（1） 数据预处理：对数据的原始形式进行初步的数据清理（比如去掉一些

有缺失特征的样本，或去掉一些冗余的数据特征等）和加工（对数值特征进行缩
放和归一化等），并构建成可用于训练机器学习模型的数据集．
（2） 特征提取：从数据的原始特征中提取一些对特定机器学习任务有用的

高质量特征．比如在图像分类中提取边缘、尺度不变特征变换（Scale Invariant
Feature Transform，SIFT）特征，在文本分类中去除停用词等．
（3） 特征转换：对特征进行进一步的加工，比如降维和升维． 很多特征转换方法也

都是机器学习方法．
降维包括特征

抽取（Feature Extraction）和特征选择（Feature Selection）两种途径．常用的
特征转换方法有主成分分析（Principal Components Analysis，PCA）、 主成分分析参见

第9.1.1节．
线性判

别分析（Linear Discriminant Analysis，LDA）等．
（4） 预测：机器学习的核心部分，学习一个函数并进行预测．

原始数据 数据预处理 特征提取 特征转换 预测 结果

特征处理 浅层学习

图 1.2 传统机器学习的数据处理流程

上述流程中，每步特征处理以及预测一般都是分开进行的．传统的机器学
习模型主要关注最后一步，即构建预测函数．但是实际操作过程中，不同预测模
型的性能相差不多，而前三步中的特征处理对最终系统的准确性有着十分关键
的作用．特征处理一般都需要人工干预完成，利用人类的经验来选取好的特征，
并最终提高机器学习系统的性能．因此，很多的机器学习问题变成了特征工程
（Feature Engineering）问题．开发一个机器学习系统的主要工作量都消耗在了
预处理、特征提取以及特征转换上．

1.3 表示学习
为了提高机器学习系统的准确率，我们就需要将输入信息转换为有效的特

征，或者更一般性地称为表示（Representation）．如果有一种算法可以自动地学
习出有效的特征，并提高最终机器学习模型的性能，那么这种学习就可以叫作表
示学习（Representation Learning）．
https://nndl.github.io/

https://nndl.github.io/
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语义鸿沟 表示学习的关键是解决语义鸿沟（Semantic Gap）问题．语义鸿沟问
题是指输入数据的底层特征和高层语义信息之间的不一致性和差异性．比如给
定一些关于“车”的图片，由于图片中每辆车的颜色和形状等属性都不尽相同，因
此不同图片在像素级别上的表示（即底层特征）差异性也会非常大．但是我们理
解这些图片是建立在比较抽象的高层语义概念上的．如果一个预测模型直接建
立在底层特征之上，会导致对预测模型的能力要求过高．如果可以有一个好的表
示在某种程度上能够反映出数据的高层语义特征，那么我们就能相对容易地构
建后续的机器学习模型．

在表示学习中，有两个核心问题：一是“什么是一个好的表示”；二是“如何学
习到好的表示”．

1.3.1 局部表示和分布式表示
“好的表示”是一个非常主观的概念，没有一个明确的标准．但一般而言，一

个好的表示具有以下几个优点：
（1） 一个好的表示应该具有很强的表示能力，即同样大小的向量可以表示

更多信息．
（2） 一个好的表示应该使后续的学习任务变得简单，即需要包含更高层的

语义信息．
（3） 一个好的表示应该具有一般性，是任务或领域独立的．虽然目前的大

部分表示学习方法还是基于某个任务来学习，但我们期望其学到的表示可以比
较容易地迁移到其他任务上．

在机器学习中，我们经常使用两种方式来表示特征：局部表示（Local Rep-
resentation）和分布式表示（Distributed Representation）．

以颜色表示为例，我们可以用很多词来形容不同的颜色1，除了基本的“红”
“蓝”“绿”“白”“黑”等之外，还有很多以地区或物品命名的，比如“中国红”“天蓝
色”“咖啡色”“琥珀色”等．如果要在计算机中表示颜色，一般有两种表示方法．

一种表示颜色的方法是以不同名字来命名不同的颜色，这种表示方式叫
作局部表示，也称为离散表示或符号表示．局部表示通常可以表示为one-hot向
量的形式．

one-hot向量参见
第A.1.4节．假设所有颜色的名字构成一个词表𝒱，词表大小为 |𝒱|．我们可以用

一个 |𝒱|维的one-hot向量来表示每一种颜色．在第 𝑖种颜色对应的one-hot向量
中，第 𝑖维的值为 1，其他都为 0．

局部表示有两个优点：1）这种离散的表示方式具有很好的解释性，有利于
人工归纳和总结特征，并通过特征组合进行高效的特征工程；2）通过多种特征

1 据不完全统计，现有的颜色命名已经有1 300多种．https://en.wikipedia.org/wiki/Lists_of_colors
https://nndl.github.io/

https://en.wikipedia.org/wiki/Lists_of_colors
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组合得到的表示向量通常是稀疏的二值向量，当用于线性模型时计算效率非常
高．但局部表示有两个不足之处：1）one-hot向量的维数很高，且不能扩展．如果
有一种新的颜色，我们就需要增加一维来表示；2）不同颜色之间的相似度都为
0，即我们无法知道“红色”和“中国红”的相似度要高于“红色”和“黑色”的相
似度．

另一种表示颜色的方法是用RGB值来表示颜色，不同颜色对应到R、G、B三
维空间中一个点，这种表示方式叫作分布式表示． 将分布式表示叫作分

散式表示可能更容易

理解，即一种颜色的语

义分散到语义空间中

的不同基向量上．

分布式表示通常可以表示为低
维的稠密向量．

和局部表示相比，分布式表示的表示能力要强很多，分布式表示的向量维度
一般都比较低．我们只需要用一个三维的稠密向量就可以表示所有颜色．并且，
分布式表示也很容易表示新的颜色名．此外，不同颜色之间的相似度也很容易
计算．

表1.1列出了 4种颜色的局部表示和分布式表示．
表 1.1 局部表示和分布式表示示例

颜色 局部表示 分布式表示

琥珀色 [1, 0, 0, 0]T [1.00, 0.75, 0.00]T

天蓝色 [0, 1, 0, 0]T [0.00, 0.5, 1.00]T

中国红 [0, 0, 1, 0]T [0.67, 0.22, 0.12]T

咖啡色 [0, 0, 0, 1]T [0.44, 0.31 0.22]T

我们可以使用神经网络来将高维的局部表示空间ℝ|𝒱|映射到一个非常低维
的分布式表示空间ℝ𝐷, 𝐷 ≪ |𝒱|．在这个低维空间中，每个特征不再是坐标轴上
的点，而是分散在整个低维空间中．在机器学习中，这个过程也称为嵌入（Em-
bedding）．嵌入通常指将一个度量空间中的一些对象映射到另一个低维的度量
空间中，并尽可能保持不同对象之间的拓扑关系．比如自然语言中词的分布式表
示，也经常叫作词嵌入．

图1.3展示了一个 3维one-hot向量空间和一个 2维嵌入空间的对比．图中有
三个样本𝑤1，𝑤2和𝑤3．在 one-hot向量空间中，每个样本都位于坐标轴上，每个
坐标轴上一个样本．而在低维的嵌入空间中，每个样本都不在坐标轴上，样本之
间可以计算相似度．

https://nndl.github.io/

https://nndl.github.io/
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𝑤1

𝑤2

𝑤3

嵌入空间

图 1.3 one-hot向量空间与嵌入空间

1.3.2 表示学习
要学习到一种好的高层语义表示（一般为分布式表示），通常需要从底层特

征开始，经过多步非线性转换才能得到．
连续多次的线性转换

等价于一次线性转换．深层结构的优点是可以增加特征的重用
性，从而指数级地增加表示能力．因此，表示学习的关键是构建具有一定深度的
多层次特征表示 [Bengio et al., 2013]．

在传统的机器学习中，也有很多有关特征学习的方法，比如主成分分析、线
性判别分析、独立成分分析等．

参见第2.6.1节．

但是，传统的特征学习一般是通过人为地设计一
些准则，然后根据这些准则来选取有效的特征．特征的学习是和最终预测模型的
学习分开进行的，因此学习到的特征不一定可以提升最终模型的性能．

1.4 深度学习
为了学习一种好的表示，需要构建具有一定“深度”的模型，并通过学习算法

来让模型自动学习出好的特征表示（从底层特征，到中层特征，再到高层特征），
从而最终提升预测模型的准确率．所谓“深度”是指原始数据进行非线性特征转
换的次数．如果把一个表示学习系统看作一个有向图结构，深度也可以看作从输
入节点到输出节点所经过的最长路径的长度．

这样我们就需要一种学习方法可以从数据中学习一个“深度模型”，这就
是深度学习（Deep Learning，DL）．深度学习是机器学习的一个子问题，其主要
目的是从数据中自动学习到有效的特征表示．

深度学习虽然早期主

要用来进行表示学习，

但后来越来越多地用

来处理更加复杂的推

理、决策等问题．

图1.4给出了深度学习的数据处理流程．通过多层的特征转换，把原始数据
变成更高层次、更抽象的表示．这些学习到的表示可以替代人工设计的特征，从
而避免“特征工程”．
https://nndl.github.io/
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原始数据 底层特征 中层特征 高层特征 预测 结果

表示学习

深度学习

图 1.4 深度学习的数据处理流程

深度学习是将原始的数据特征通过多步的特征转换得到一种特征表示，并
进一步输入到预测函数得到最终结果．和“浅层学习”不同，深度学习需要解决
的关键问题是贡献度分配问题（Credit Assignment Problem，CAP）[Minsky,
1961]，即一个系统中不同的组件（component）或其参数对最终系统输出结果
的贡献或影响．以下围棋为例，每当下完一盘棋，最后的结果要么赢要么输．我们
会思考哪几步棋导致了最后的胜利，或者又是哪几步棋导致了最后的败局．如何
判断每一步棋的贡献就是贡献度分配问题，这是一个非常困难的问题．从某种意
义上讲，深度学习可以看作一种强化学习（Reinforcement Learning，RL），每个
内部组件并不能直接得到监督信息，需要通过整个模型的最终监督信息（奖励）
得到，并且有一定的延时性．

强化学习参见第14章．

目前，深度学习采用的模型主要是神经网络模型，其主要原因是神经网络模
型可以使用误差反向传播算法，从而可以比较好地解决贡献度分配问题．只要是
超过一层的神经网络都会存在贡献度分配问题，因此可以将超过一层的神经网
络都看作深度学习模型．随着深度学习的快速发展，模型深度也从早期的 5 ∼ 10
层增加到目前的数百层．随着模型深度的不断增加，其特征表示的能力也越来越
强，从而使后续的预测更加容易．

1.4.1 端到端学习
在一些复杂任务中，传统机器学习方法需要将一个任务的输入和输出之间

人为地切割成很多子模块（或多个阶段），每个子模块分开学习．比如一个自然
语言理解任务，一般需要分词、词性标注、句法分析、语义分析、语义推理等步骤．
这种学习方式有两个问题：一是每一个模块都需要单独优化，并且其优化目标和
任务总体目标并不能保证一致；二是错误传播，即前一步的错误会对后续的模型
造成很大的影响．这样就增加了机器学习方法在实际应用中的难度．

端到端学习（End-to-End Learning），也称端到端训练，是指在学习过程中
不进行分模块或分阶段训练，直接优化任务的总体目标．在端到端学习中，一般
不需要明确地给出不同模块或阶段的功能，中间过程不需要人为干预．端到端学
习的训练数据为“输入-输出”对的形式，无须提供其他额外信息．因此，端到端学
习和深度学习一样，都是要解决贡献度分配问题．目前，大部分采用神经网络模
型的深度学习也可以看作一种端到端的学习．
https://nndl.github.io/
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1.5 神经网络
随着神经科学、认知科学的发展，我们逐渐知道人类的智能行为都和大脑活

动有关．人类大脑是一个可以产生意识、思想和情感的器官．受到人脑神经系统
的启发，早期的神经科学家构造了一种模仿人脑神经系统的数学模型，称为人工
神经网络，简称神经网络．在机器学习领域，神经网络是指由很多人工神经元构
成的网络结构模型，这些人工神经元之间的连接强度是可学习的参数．

1.5.1 人脑神经网络
人类大脑是人体最复杂的器官，由神经元、神经胶质细胞、神经干细胞和血

管组成．其中，神经元（Neuron），也叫神经细胞（Nerve Cell），是携带和传输信
息的细胞，是人脑神经系统中最基本的单元．人脑神经系统是一个非常复杂的组
织，包含近860亿个神经元 [Azevedo et al., 2009]，每个神经元有上千个突触和其
他神经元相连接．这些神经元和它们之间的连接形成巨大的复杂网络，其中神经
连接的总长度可达数千公里．我们人造的复杂网络，比如全球的计算机网络，和
大脑神经网络相比要“简单”得多．

早在 1904年，生物学家就已经发现了神经元的结构．典型的神经元结构大
致可分为细胞体和细胞突起．
（1） 细胞体（Soma）中的神经细胞膜上有各种受体和离子通道，胞膜的

受体可与相应的化学物质神经递质结合，引起离子通透性及膜内外电位差发生
改变，产生相应的生理活动：兴奋或抑制．
（2） 细胞突起是由细胞体延伸出来的细长部分，又可分为树突和轴突．
a ) 树突（Dendrite）可以接收刺激并将兴奋传入细胞体．每个神经元可
以有一或多个树突．
b ) 轴突（Axon）可以把自身的兴奋状态从胞体传送到另一个神经元或
其他组织．每个神经元只有一个轴突．

神经元可以接收其他神经元的信息，也可以发送信息给其他神经元．神经元
之间没有物理连接，两个“连接”的神经元之间留有 20纳米左右的缝隙，并靠突
触（Synapse）进行互联来传递信息，形成一个神经网络，即神经系统．突触可以
理解为神经元之间的连接“接口”，将一个神经元的兴奋状态传到另一个神经元．
一个神经元可被视为一种只有两种状态的细胞：兴奋和抑制．神经元的状态取决
于从其他的神经细胞收到的输入信号量，以及突触的强度（抑制或加强）．当信
号量总和超过了某个阈值时，细胞体就会兴奋，产生电脉冲．电脉冲沿着轴突并
通过突触传递到其他神经元．图1.5给出了一种典型的神经元结构．

https://nndl.github.io/
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树突

细胞体

细胞核
髓鞘
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突触

轴突

神经膜细胞

图 1.5 典型神经元结构1

我们知道，一个人的智力不完全由遗传决定，大部分来自于生活经验．也就
是说人脑神经网络是一个具有学习能力的系统．那么人脑神经网络是如何学习
的呢？在人脑神经网络中，每个神经元本身并不重要，重要的是神经元如何组成
网络．不同神经元之间的突触有强有弱，其强度是可以通过学习（训练）来不断
改变的，具有一定的可塑性．不同的连接形成了不同的记忆印痕．1949年，加拿大
心理学家Donald Hebb在《行为的组织》（The Organization of Behavior）一书
中提出突触可塑性的基本原理，

Donald Hebb（1904～
1985），加拿大神经
心理学家，认知心理生

理学的开创者．

“当神经元 A的一个轴突和神经元B很近，足以
对它产生影响，并且持续地、重复地参与了对神经元B的兴奋，那么在这两个神
经元或其中之一会发生某种生长过程或新陈代谢变化，以致神经元A作为能使
神经元B兴奋的细胞之一，它的效能加强了．”这个机制称为赫布理论（Hebbian
Theory）或赫布规则（Hebbian Rule，或 Hebb’s Rule）．如果两个神经元总是相
关联地受到刺激，它们之间的突触强度增加．这样的学习方法被称为赫布型学习
（Hebbian learning）．Hebb认为人脑有两种记忆：长期记忆和短期记忆．短期记
忆持续时间不超过一分钟．如果一个经验重复足够的次数，此经验就可储存在长
期记忆中．短期记忆转化为长期记忆的过程就称为凝固作用．人脑中的海马区为
大脑结构凝固作用的核心区域．

1.5.2 人工神经网络
人工神经网络是为模拟人脑神经网络而设计的一种计算模型，它从结构、实

现机理和功能上模拟人脑神经网络．人工神经网络与生物神经元类似，由多个节
点（人工神经元）互相连接而成，可以用来对数据之间的复杂关系进行建模．不
同节点之间的连接被赋予了不同的权重，每个权重代表了一个节点对另一个节
点的影响大小．每个节点代表一种特定函数，来自其他节点的信息经过其相应的

1 图片来源：https://commons.wikimedia.org/wiki/File:Neuron_Hand-tuned.svg
https://nndl.github.io/
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权重综合计算，输入到一个激活函数中并得到一个新的活性值（兴奋或抑制）．
从系统观点看，人工神经元网络是由大量神经元通过极其丰富和完善的连接而
构成的自适应非线性动态系统．

虽然我们可以比较容易地构造一个人工神经网络，但是如何让人工神经网
络具有学习能力并不是一件容易的事情．早期的神经网络模型并不具备学习能
力．首个可学习的人工神经网络是赫布网络，采用一种基于赫布规则的无监督学
习方法．感知器是最早的具有机器学习思想的神经网络，但其学习方法无法扩展
到多层的神经网络上． 感知器参见第3.4节．直到 1980年左右，反向传播算法才有效地解决了多层神
经网络的学习问题，并成为最为流行的神经网络学习算法．

人工神经网络诞生之初并不是用来解决机器学习问题． 在本书中，人工神经网

络主要是作为一种映

射函数，即机器学习中

的模型．

由于人工神经网络
可以用作一个通用的函数逼近器（一个两层的神经网络可以逼近任意的函数），
因此我们可以将人工神经网络看作一个可学习的函数，并将其应用到机器学习
中．理论上，只要有足够的训练数据和神经元数量，人工神经网络就可以学到
很多复杂的函数．我们可以把一个人工神经网络塑造复杂函数的能力称为网络
容量（Network Capacity），这与可以被储存在网络中的信息的复杂度以及数量
相关．

1.5.3 神经网络的发展历史
神经网络的发展大致经过五个阶段．

第一阶段：模型提出 第一阶段为 1943年～1969年，是神经网络发展的第一个高
潮期．在此期间，科学家们提出了许多神经元模型和学习规则．

1943年，心理学家Warren McCulloch和数学家Walter Pitts最早提出了一
种基于简单逻辑运算的人工神经网络，这种神经网络模型称为MP模型，至此
开启了人工神经网络研究的序幕．1948年，Alan Turing提出了一种“B型图
灵机”．“B型图灵机”可以基于Hebbian法则来进行学习．

Hebbian法则参见
第8.6.1节．1951年，McCulloch

和 Pitts的学生Marvin Minsky建造了第一台神经网络机 SNARC． Marvin Minsky（1927～
2016），人工智能领域
最重要的领导者和创

新者之一，麻省理工学

院人工智能实验室的

创始人之一．因其在人

工智能领域的贡献，于

1969年获得图灵奖．

[Rosenblatt,
1958]提出了一种可以模拟人类感知能力的神经网络模型，称为感知器（Percep-
tron），并提出了一种接近于人类学习过程（迭代、试错）的学习算法．

在这一时期，神经网络以其独特的结构和处理信息的方法，在许多实际应用
领域（自动控制、模式识别等）中取得了显著的成效．
第二阶段：冰河期 第二阶段为 1969年～1983年，是神经网络发展的第一个低谷
期．在此期间，神经网络的研究处于长年停滞及低潮状态．

1969年，Marvin Minsky出版《感知器》一书，指出了神经网络的两个关键
缺陷：一是感知器无法处理“异或”回路问题；二是当时的计算机无法支持处理大

https://nndl.github.io/
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型神经网络所需要的计算能力．这些论断使得人们对以感知器为代表的神经网
络产生质疑，并导致神经网络的研究进入了十多年的“冰河期”．

但在这一时期，依然有不少学者提出了很多有用的模型或算法．1974年，
哈佛大学的 Paul Werbos发明反向传播算法（BackPropagation，BP）[Werbos,
1974]，但当时未受到应有的重视．1980年，福岛邦彦提出了一种带卷积和子采样
操作的多层神经网络：新知机（Neocognitron）[Fukushima, 1980]．新知机的提
出是受到了动物初级视皮层简单细胞和复杂细胞的感受野的启发．但新知机并
没有采用反向传播算法，而是采用了无监督学习的方式来训练，因此也没有引起
足够的重视．
第三阶段：反向传播算法引起的复兴 第三阶段为 1983年～1995年，是神经网络
发展的第二个高潮期．这个时期中，反向传播算法重新激发了人们对神经网络的
兴趣．

1983年，物理学家 John Hopfield提出了一种用于联想记忆（Associative
Memory）的神经网络，称为Hopfield网络．Hopfield网络在旅行商问题上取得
了当时最好结果，并引起了轰动． Hopfield网络参见

第8.6.1节．
1984年，Geoffrey Hinton提出一种随机化版本

的Hopfield网络，即玻尔兹曼机（Boltzmann Machine）．
玻尔兹曼机参见

第12.1节．真正引起神经网络第二次研究高潮的是反向传播算法．20世纪 80年代中
期，一种连接主义模型开始流行，即分布式并行处理（Parallel Distributed Pro-
cessing，PDP）模型 [McClelland et al., 1986]．反向传播算法也逐渐成为PDP模
型的主要学习算法．这时，神经网络才又开始引起人们的注意，并重新成为新的
研究热点．随后，[LeCun et al., 1989]将反向传播算法引入了卷积神经网络，并在
手写体数字识别上取得了很大的成功 [LeCun et al., 1998]．反向传播算法是迄今
最为成功的神经网络学习算法．目前在深度学习中主要使用的自动微分可以看
作反向传播算法的一种扩展．

自动微分参见

第4.5.3节．

然而，梯度消失问题（Vanishing Gradient Problem）阻碍神经网络的进一
步发展，特别是循环神经网络．为了解决这个问题，[Schmidhuber, 1992]采用两
步来训练一个多层的循环神经网络：1）通过无监督学习的方式来逐层训练每一
层循环神经网络，即预测下一个输入；2）通过反向传播算法进行精调．
第四阶段：流行度降低 第四阶段为 1995年～2006年，在此期间，支持向量机和
其他更简单的方法（例如线性分类器）在机器学习领域的流行度逐渐超过了神
经网络．

虽然神经网络可以很容易地增加层数、神经元数量，从而构建复杂的网络，
但其计算复杂性也会随之增长．当时的计算机性能和数据规模不足以支持训练
大规模神经网络．在 20世纪 90年代中期，统计学习理论和以支持向量机为代表
的机器学习模型开始兴起．相比之下，神经网络的理论基础不清晰、优化困难、可
https://nndl.github.io/
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解释性差等缺点更加凸显，因此神经网络的研究又一次陷入低潮．
第五阶段：深度学习的崛起 第五阶段为从 2006年开始至今，在这一时期研究
者逐渐掌握了训练深层神经网络的方法，使得神经网络重新崛起．

[Hinton et al., 2006]通过逐层预训练来学习一个深度信念网络， 深度信念网络参见

第12.3节．
并将其权

重作为一个多层前馈神经网络的初始化权重，再用反向传播算法进行精调．这
种“预训练+精调”的方式可以有效地解决深度神经网络难以训练的问题．随
着深度神经网络在语音识别 [Hinton et al., 2012]和图像分类 [Krizhevsky et al.,
2012]等任务上的巨大成功，以神经网络为基础的深度学习迅速崛起．近年来，随
着大规模并行计算以及GPU设备的普及，计算机的计算能力得以大幅提高．此
外，可供机器学习的数据规模也越来越大．在强大的计算能力和海量的数据规模
支持下，计算机已经可以端到端地训练一个大规模神经网络，不再需要借助预训
练的方式．各大科技公司都投入巨资研究深度学习，神经网络迎来第三次高潮．

1.6 本书的知识体系
本书主要对神经网络和深度学习所涉及的知识提出一个较全面的基础性介

绍．本书的知识体系如图1.6所示，可以分为三大块：机器学习、神经网络和概率图
模型．

概率图模型

神经网络 机器学习模型

前馈网络

全连接网络

卷积网络

图网络

记忆网络

循环网络

记忆增强网络 要素模型

线性模型

非线性模型 优化算法

随机梯度下降

学习准则

结构风险最小化

最大似然估计

最大后验估计

类型

监督学习

分类

回归

结构化学习

强化学习

无监督学习

密度估计

变分自编码器

生成对抗网络

深度信念网络

玻尔兹曼机

自编码器

聚类

模型

有向图

无向图

学习

EM算法

推断

精确推断

近似推断

图 1.6 本书的知识体系

本书的知识体系在各章节中的安排如下：
机器学习 机器学习可以分为监督学习、无监督学习和强化学习．第2章对机器
学习进行概述，使读者能够了解机器学习的基本概念以及三要素：模型、学习准
https://nndl.github.io/
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则和优化算法，并以线性回归为例来讲述不同学习算法之间的关联．第3章主要
介绍一些基本的线性模型．这两章都以监督学习为主进行介绍．第9章介绍了一
些无监督学习方法，包括无监督特征学习和概率密度估计．第10章中介绍了一些
和模型无关的机器学习方法．第14章介绍了深度强化学习的知识．
神经网络 神经网络作为一类非线性的机器学习模型，可以更好地实现输入和
输出之间的映射．

虽然这里将神经网络

结构大体上分为三种

类型，但是大多数网络

都是复合型结构，即一

个神经网络中包括多

种网络结构．

第4章到第6章分别讲述三种主要的神经网络模型：前馈神经网
络、卷积神经网络和循环神经网络．第6章也简单介绍了一种更一般性的网络：图
网络．第7章介绍神经网络的优化与正则化方法．第8章介绍神经网络中的注意力
机制和外部记忆．
概率图模型 概率图模型为机器学习提供了一个更加便捷的描述框架．第11章
介绍了概率图模型的基本概念，包括模型表示、学习和推断．目前深度学习和概
率图模型的融合已经十分流行．第12章介绍了两种概率图模型：玻尔兹曼机和深
度信念网络．第13章和第15章分别介绍两种概率生成模型：深度生成模型和序列
生成模型．

由于深度学习涉及非常多的研究领域，因此很多知识无法进行追根溯源并
深入介绍．每章最后一节都提供了一些参考文献，读者可根据需要通过深入阅读
来了解这些知识．此外，本书的附录中介绍了一些深度学习涉及的数学知识，包
括线性代数、微积分、数学优化、概率论和信息论等．

1.7 常用的深度学习框架
在深度学习中，一般通过误差反向传播算法来进行参数学习．采用手工方式

来计算梯度再写代码实现的方式会非常低效，并且容易出错．此外，深度学习模
型需要的计算机资源比较多，一般需要在CPU和GPU之间不断进行切换，开发
难度也比较大．因此，一些支持自动梯度计算、无缝CPU和GPU切换等功能的深
度学习框架就应运而生．

自动梯度计算参见

第4.5节．比较有代表性的框架包括：Theano、Caffe、TensorFlow、
Pytorch、飞桨（PaddlePaddle）、Chainer和MXNet等1．

（1） Theano2：由蒙特利尔大学的 Python工具包， Theano项目目前已停
止维护．

用来高效地定义、优
化和计算张量数据的数学表达式．Theano可以透明地使用GPU和高效的符号
微分．
（2） Caffe3：由加州大学伯克利分校开发的针对卷积神经网络的计算框架，

1 更全面的深度学习框架介绍可以参考https://en.wikipedia.org/wiki/Comparison_of_deep_
learning_software．

2 http://www.deeplearning.net/software/theano
3 全称为Convolutional Architecture for Fast Feature Embedding，http://caffe.berkeleyvision.org

https://nndl.github.io/
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主要用于计算机视觉．Caffe用C++和 Python实现，但可以通过配置文件来实
现所要的网络结构，不需要编码．

Caffe2已经被并入
PyTorch中．

（3） TensorFlow1：由Google公司开发的深度学习框架，可以在任意具
备CPU或者GPU的设备上运行．TensorFlow的计算过程使用数据流图来表示．
TensorFlow的名字来源于其计算过程中的操作对象为多维数组，即张量（Ten-
sor）． 计算图参见第4.5.3节．TensorFlow 1.0版本采用静态计算图，2.0版本之后也支持动态计算图．
（4） PyTorch2：由Facebook、NVIDIA、Twitter等公司开发维护的深度学

习框架，其前身为Lua语言的Torch3．PyTorch也是基于动态计算图的框架，在
需要动态改变神经网络结构的任务中有着明显的优势．
（5） 飞桨（PaddlePaddle）4：由百度开发的一个高效和可扩展的深度学习

框架，同时支持动态图和静态图．飞桨提供强大的深度学习并行技术，可以同时
支持稠密参数和稀疏参数场景的超大规模深度学习并行训练，支持千亿规模参
数和数百个节点的高效并行训练．
（6） MindSpore5：由华为开发的一种适用于端边云场景的新型深度学习

训练/推理框架．MindSpore为Ascend AI处理器提供原生支持，以及软硬件协同
优化．
（7） Chainer6：一个最早采用动态计算图的深度学习框架，其核心开发

团队为来自日本的一家机器学习创业公司Preferred Networks．和 Tensorflow、
Theano、Caffe等框架使用的静态计算图相比，动态计算图可以在运行时动态地
构建计算图，因此非常适合进行一些复杂的决策或推理任务．
（8） MXNet7：由亚马逊、华盛顿大学和卡内基·梅隆大学等开发维护的

深度学习框架．MXNet支持混合使用符号和命令式编程来最大化效率和生产率，
并可以有效地扩展到多个GPU和多台机器．

在这些基础框架之上，还有一些建立在这些框架之上的高度模块化的神经
网络库，使得构建一个神经网络模型就像搭积木一样容易．其中比较有名的模块
化神经网络框架有：1）基于TensorFlow和Theano的Keras8；2）基于Theano
的Lasagne9；

目前，Keras已经被集
成到TensorFlow 2.0版
本中．

3）面向图结构数据的DGL10．

1 https://www.tensorflow.org
2 http://pytorch.org
3 http://torch.ch
4 Parallel Distributed Deep Learning，http://paddlepaddle.org/
5 https://www.mindspore.cn/
6 https://chainer.org
7 https://mxnet.apache.org
8 http://keras.io/
9 https://github.com/Lasagne/Lasagne
10 Deep Graph Library，支持PyTorch、MXNet和TensorFlow，https://www.dgl.ai/．

https://nndl.github.io/
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https://github.com/Lasagne/Lasagne
https://www.dgl.ai/
https://nndl.github.io/


1.8 总结和深入阅读 2021年 5月 18日 19

1.8 总结和深入阅读
要理解深度学习的意义或重要性，就得从机器学习或者是人工智能的更广

的视角来分析．在传统机器学习中，除了模型和学习算法外，特征或表示也是影
响最终学习效果的重要因素，甚至在很多的任务上比算法更重要．因此，要开发
一个实际的机器学习系统，人们往往需要花费大量的精力去尝试设计不同的特
征以及特征组合，来提高最终的系统能力，这就是所谓的特征工程问题．

如何自动学习有效的数据表示成为机器学习中的关键问题．早期的表示学
习方法，比如特征抽取和特征选择，都是人工引入一些主观假设来进行学习的．
这种表示学习不是端到端的学习方式，得到的表示不一定对后续的机器学习任
务有效．而深度学习是将表示学习和预测模型的学习进行端到端的学习，中间不
需要人工干预．深度学习所要解决的问题是贡献度分配问题，而神经网络恰好是
解决这个问题的有效模型．套用马克思的一句名言，“金银天然不是货币，但货币
天然是金银”，我们可以说，神经网络天然不是深度学习，但深度学习天然是神经
网络．

目前，深度学习主要以神经网络模型为基础，研究如何设计模型结构，如何
有效地学习模型的参数，如何优化模型性能以及在不同任务上的应用等．[Ben-
gio et al., 2013]给出了一个很好的表示学习综述．若希望全面了解人工神经网络
和深度学习的知识，可以参考《Deep Learning》[Goodfellow et al., 2016]以及文
献 [Bengio, 2009]．关于神经网络的历史可以参考文献 [Anderson et al., 2000]．
斯坦福大学的CS231n1 和CS224n2是两门非常好的深度学习入门课程，分别从
计算机视觉和自然语言处理两个角度来讲授深度学习的基础知识和最新进展．

深度学习的研究进展非常迅速．因此，最新的文献一般会发表在学术会议
上．和深度学习相关的学术会议主要有：
（1） 国际表示学习会议3（International Conference on Learning Repre-

sentations，ICLR）：主要聚焦于深度学习．
（2） 神经信息处理系统年会4（Annual Conference on Neural Informa-

tion Processing Systems，NeurIPS）：交叉学科会议，但偏重于机器学习．主要包
括神经信息处理、统计方法、学习理论以及应用等．
（3） 国际机器学习会议5（International Conference on Machine Learn-

ing，ICML）：机器学习顶级会议，深度学习作为近年来的热点，也占据了 ICML
1 http://cs231n.stanford.edu
2 http://web.stanford.edu/class/cs224n/
3 http://www.iclr.cc
4 https://nips.cc
5 https://icml.cc
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的很大比例．
（4） 国际人工智能联合会议1（International Joint Conference on Artifi-

cial Intelligence，IJCAI）：人工智能领域最顶尖的综合性会议．历史悠久，从
1969年开始举办．
（5） 美国人工智能协会年会2（AAAIConference onArtificial Intelligence，

AAAI）：人工智能领域的顶级会议，每年二月份左右召开,地点一般在北美．
另外，人工智能的很多子领域也都有非常好的专业学术会议．在计算机视

觉领域，有计算机视觉与模式识别大会（IEEE Conference on Computer Vision
and Pattern Recognition，CVPR）和国际计算机视觉会议（International Com-
ference on Computer Vision，ICCV）．在自然语言处理领域，有计算语言学年
会（Annual Meeting of the Association for Computational Linguistics，ACL）
和自然语言处理实证方法大会（Conference on Empirical Methods in Natural
Language Processing，EMNLP）等．

参考文献
周志华, 2016. 机器学习[M]. 北京: 清华大学出版社.
Anderson J A, Rosenfeld E, 2000. Talking nets: An oral history of neural networks[M]. MIT Press.
Azevedo F A, Carvalho L R, Grinberg L T, et al., 2009. Equal numbers of neuronal and nonneuronal
cells make the human brain an isometrically scaled-up primate brain[J]. Journal of Comparative
Neurology, 513(5):532-541.

Bengio Y, 2009. Learning deep architectures forAI[J]. Foundations and trends inMachine Learning,
2(1):1-127.

Bengio Y, Courville A, Vincent P, 2013. Representation learning: A review and new perspectives[J].
IEEE transactions on pattern analysis and machine intelligence, 35(8):1798-1828.

Fukushima K, 1980. Neocognitron: A self-organizing neural network model for a mechanism of
pattern recognition unaffected by shift in position[J]. Biological cybernetics, 36(4):193-202.

Goodfellow I J, Bengio Y, Courville A C, 2016. Deep learning[M/OL]. MIT Press. http://www.
deeplearningbook.org/.

Hinton G, Deng L, Yu D, et al., 2012. Deep neural networks for acoustic modeling in speech recog-
nition: The shared views of four research groups[J]. IEEE Signal Processing Magazine, 29(6):
82-97.

Hinton G E, Salakhutdinov R R, 2006. Reducing the dimensionality of data with neural networks
[J]. Science, 313(5786):504-507.

Krizhevsky A, Sutskever I, Hinton G E, 2012. ImageNet classification with deep convolutional neu-
ral networks[C]//Advances in Neural Information Processing Systems 25. 1106-1114.

LeCun Y, Boser B, Denker J S, et al., 1989. Backpropagation applied to handwritten zip code recog-
nition[J]. Neural computation, 1(4):541-551.

1 https://www.ijcai.org
2 http://www.aaai.org

https://nndl.github.io/

http://www.deeplearningbook.org/
http://www.deeplearningbook.org/
https://www.ijcai.org
http://www.aaai.org
https://nndl.github.io/


参考文献 2021年 5月 18日 21

LeCun Y, Bottou L, Bengio Y, et al., 1998. Gradient-based learning applied to document recognition
[J]. Proceedings of the IEEE, 86(11):2278-2324.

McClelland J L, Rumelhart D E, Group P R, 1986. Parallel distributed processing: Explorations in
the microstructure of cognition. volume i: foundations & volume ii: Psychological and biological
models[M]. MIT Press.

Minsky M, 1961. Steps toward artificial intelligence[J]. Proceedings of the IRE, 49(1):8-30.
Rosenblatt F, 1958. The perceptron: a probabilistic model for information storage and organization
in the brain.[J]. Psychological review, 65(6):386.

Schmidhuber J, 1992. Learning complex, extended sequences using the principle of history com-
pression[J]. Neural Computation, 4(2):234-242.

Werbos P, 1974. Beyond regression: New tools for prediction and analysis in the behavioral sciences
[D]. Harvard University.

https://nndl.github.io/

https://nndl.github.io/


第 2章 机器学习概述

机器学习是对能通过经验自动改进的计算机算法的研究．

——汤姆·米切尔（TomMitchell）[Mitchell, 1997]

通俗地讲，机器学习（Machine Learning，ML）就是让计算机从数据中进
行自动学习，得到某种知识（或规律）．作为一门学科，机器学习通常指一类问题
以及解决这类问题的方法，即如何从观测数据（样本）中寻找规律，并利用学习
到的规律（模型）对未知或无法观测的数据进行预测．

在早期的工程领域，机器学习也经常称为模式识别（Pattern Recognition，
PR），但模式识别更偏向于具体的应用任务，比如光学字符识别、语音识别、人脸
识别等．这些任务的特点是，对于我们人类而言，这些任务很容易完成，但我们不
知道自己是如何做到的，因此也很难人工设计一个计算机程序来完成这些任务．
一个可行的方法是设计一个算法可以让计算机自己从有标注的样本上学习其中
的规律，并用来完成各种识别任务．随着机器学习技术的应用越来越广，现在机
器学习的概念逐渐替代模式识别，成为这一类问题及其解决方法的统称．

以手写体数字识别为例，我们需要让计算机能自动识别手写的数字．比如
图2.1中的例子，将 识别为数字 5，将 识别为数字 6．手写数字识别是一个经典
的机器学习任务，对人来说很简单，但对计算机来说却十分困难．我们很难总结
每个数字的手写体特征，或者区分不同数字的规则，因此设计一套识别算法是一
项几乎不可能的任务．在现实生活中，很多问题都类似于手写体数字识别这类问
题，比如物体识别、语音识别等．对于这类问题，我们不知道如何设计一个计算机
程序来解决，即使可以通过一些启发式规则来实现，其过程也是极其复杂的．因
此，人们开始尝试采用另一种思路，即让计算机“看”大量的样本，并从中学习到
一些经验，然后用这些经验来识别新的样本．要识别手写体数字，首先通过人工
标注大量的手写体数字图像（即每张图像都通过人工标记了它是什么数字），这
些图像作为训练数据，然后通过学习算法自动生成一套模型，并依靠它来识别新
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的手写体数字．这个过程和人类学习过程也比较类似，我们教小孩子识别数字也
是这样的过程．这种通过数据来学习的方法就称为机器学习的方法．

图 2.1 手写体数字识别示例（图片来源：[LeCun et al., 1998]）

本章先介绍机器学习的基本概念和基本要素，并较详细地描述一个简单的
机器学习例子——线性回归．

2.1 基本概念
首先我们以一个生活中的例子来介绍机器学习中的一些基本概念：样本、特

征、标签、模型、学习算法等．假设我们要到市场上购买芒果，但是之前毫无挑选
芒果的经验，那么如何通过学习来获取这些知识？

首先，我们从市场上随机选取一些芒果，列出每个芒果的特征（Feature） 特征也可以称为属性

（Attribute）．
，

包括颜色、大小、形状、产地、品牌，以及我们需要预测的标签（Label）．标签可以
是连续值（比如关于芒果的甜度、水分以及成熟度的综合打分），也可以是离散
值（比如“好”“坏”两类标签）．这里，每个芒果的标签可以通过直接品尝来获得，
也可以通过请一些经验丰富的专家来进行标记．

我们可以将一个标记好特征以及标签的芒果看作一个样本（Sample），也
经常称为示例（Instance）．

一组样本构成的集合称为数据集（Data Set）． 在很多领域，数据集也

经常称为语料库（Cor-
pus）．

一般将数据集分为两部分：
训练集和测试集．训练集（Training Set）中的样本是用来训练模型的，也叫训练
样本（Training Sample），而测试集（Test Set）中的样本是用来检验模型好坏
的，也叫测试样本（Test Sample）．

我们通常用一个𝐷维向量𝒙 = [𝑥1, 𝑥2,⋯ , 𝑥𝐷]T表示一个芒果的所有特征构
成的向量，称为特征向量（Feature Vector），其中每一维表示一个特征．

并不是所有的样本特

征都是数值型，需要通

过转换表示为特征向

量，参见第2.6节．

而芒果
的标签通常用标量𝑦来表示．
https://nndl.github.io/

https://nndl.github.io/
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假设训练集𝒟由𝑁个样本组成，其中每个样本都是独立同分布的（Identi-
cally and Independently Distributed，IID），即独立地从相同的数据分布中抽取
的，记为

𝒟 = {(𝒙(1), 𝑦(1)), (𝒙(2), 𝑦(2)),⋯ , (𝒙(𝑁), 𝑦(𝑁))}. (2.1)

给定训练集𝒟，我们希望让计算机从一个函数集合ℱ = {𝑓1(𝒙), 𝑓2(𝒙),⋯}中
自动寻找一个“最优”的函数𝑓∗(𝒙)来近似每个样本的特征向量𝒙和标签 𝑦之间
的真实映射关系．对于一个样本𝒙，我们可以通过函数𝑓∗(𝒙)来预测其标签的值

̂𝑦 = 𝑓∗(𝒙), (2.2)

或标签的条件概率

̂𝑝(𝑦|𝒙) = 𝑓∗𝑦 (𝒙). (2.3)

如何寻找这个“最优”的函数𝑓∗(𝒙)是机器学习的关键，一般需要通过学习
算法（Learning Algorithm）𝒜来完成．

在 有 些 文 献 中， 学

习算法也叫作学习器

（Learner）．
这个寻找过程通常称为学习（Learning）

或训练（Training）过程．
这样，下次从市场上买芒果（测试样本）时，可以根据芒果的特征，使用学习

到的函数𝑓∗(𝒙)来预测芒果的好坏．为了评价的公正性，我们还是独立同分布地
抽取一组芒果作为测试集𝒟′，并在测试集中所有芒果上进行测试，计算预测结
果的准确率 第2.7节中会介绍更多

的评价方法．

𝐴𝑐𝑐(𝑓∗(𝒙)) = 1
|𝒟′| ∑

(𝒙,𝑦)∈𝒟′
𝐼(𝑓∗(𝒙) = 𝑦), (2.4)

其中 𝐼(⋅)为指示函数，|𝒟′|为测试集大小．
图2.2给出了机器学习的基本流程．对一个预测任务，输入特征向量为𝒙，输

出标签为𝑦，我们选择一个函数集合ℱ，通过学习算法𝒜和一组训练样本𝒟，从ℱ
中学习到函数𝑓∗(𝒙)．这样对新的输入𝒙，就可以用函数𝑓∗(𝒙)进行预测．

𝑓∗(𝒙)

学习到的函数

𝒙
输入

̂𝑦或 ̂𝑝(𝑦|𝒙)
输出

𝒜

学习算法

𝒟 = {(𝒙(𝑛), 𝑦(𝑛))}𝑁𝑛=1
训练样本集合

ℱ = {𝑓1(𝒙), 𝑓2(𝒙),⋯}
函数集合

图 2.2 机器学习系统示例

https://nndl.github.io/
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2.2 机器学习的三个基本要素
机器学习是从有限的观测数据中学习（或“猜测”）出具有一般性的规律，并

可以将总结出来的规律推广应用到未观测样本上．机器学习方法可以粗略地分
为三个基本要素：模型、学习准则、优化算法．

2.2.1 模型
对于一个机器学习任务，首先要确定其输入空间𝒳和输出空间𝒴．不同机器

学习任务的主要区别在于输出空间不同．在二分类问题中𝒴 = {+1,−1}，在𝐶分
类问题中𝒴 = {1, 2,⋯ , 𝐶}，而在回归问题中𝒴 = ℝ． 这里，输入空间默认为

样本的特征空间．输入空间𝒳和输出空间 𝒴构成了一个样本空间．对于样本空间中的样本
(𝒙, 𝑦) ∈ 𝒳 × 𝒴，假定𝒙和 𝑦之间的关系可以通过一个未知的真实映射函数𝑦 =
𝑔(𝒙)或真实条件概率分布𝑝𝑟(𝑦|𝒙)来描述． 映射函数𝑔 ∶ 𝒳 → 𝒴．机器学习的目标是找到一个模型来近
似真实映射函数𝑔(𝒙)或真实条件概率分布𝑝𝑟(𝑦|𝒙)．

由于我们不知道真实的映射函数 𝑔(𝒙)或条件概率分布𝑝𝑟(𝑦|𝒙)的具体形式，
因而只能根据经验来假设一个函数集合ℱ，称为假设空间（Hypothesis Space），
然后通过观测其在训练集𝒟上的特性，从中选择一个理想的假设（Hypothesis）
𝑓∗ ∈ ℱ．

假设空间ℱ通常为一个参数化的函数族

ℱ = {𝑓(𝒙; 𝜃)|𝜃 ∈ ℝ𝐷}, (2.5)

其中𝑓(𝒙; 𝜃)是参数为𝜃的函数，也称为模型（Model），𝐷为参数的数量．
常见的假设空间可以分为线性和非线性两种，对应的模型 𝑓也分别称为线

性模型和非线性模型．

2.2.1.1 线性模型
线性模型的假设空间为一个参数化的线性函数族，即 对于分类问题，一般为

广义线性函数，参见公

式(3.3)．𝑓(𝒙; 𝜃) = 𝒘T𝒙 + 𝑏, (2.6)

其中参数𝜃包含了权重向量𝒘和偏置𝑏．

2.2.1.2 非线性模型
广义的非线性模型可以写为多个非线性基函数𝜙(𝒙)的线性组合

𝑓(𝒙; 𝜃) = 𝒘T𝜙(𝒙) + 𝑏, (2.7)

https://nndl.github.io/
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其中𝜙(𝒙) = [𝜙1(𝒙), 𝜙2(𝒙),⋯ , 𝜙𝐾(𝒙)]T为𝐾个非线性基函数组成的向量，参数 𝜃
包含了权重向量𝒘和偏置𝑏．

如果𝜙(𝒙)本身为可学习的基函数，比如

𝜙𝑘(𝒙) = ℎ(𝒘T
𝑘𝜙′(𝒙) + 𝑏𝑘), ∀1 ≤ 𝑘 ≤ 𝐾, (2.8)

其中 ℎ(⋅)为非线性函数，𝜙′(𝒙)为另一组基函数，𝒘𝑘和 𝑏𝑘为可学习的参数，则
𝑓(𝒙; 𝜃)就等价于神经网络模型．

2.2.2 学习准则
令训练集𝒟 = {(𝒙(𝑛), 𝑦(𝑛))}𝑁𝑛=1是由 𝑁个独立同分布的（Independent and

Identically Distributed，IID）样本组成，即每个样本 (𝒙, 𝑦) ∈ 𝒳 × 𝒴是从𝒳和𝒴
的联合空间中按照某个未知分布𝑝𝑟(𝒙, 𝑦)独立地随机产生的．这里要求样本分布
𝑝𝑟(𝒙, 𝑦)必须是固定的（虽然可以是未知的），不会随时间而变化．如果𝑝𝑟(𝒙, 𝑦)
本身可变的话，就无法通过这些数据进行学习．

一个好的模型 𝑓(𝒙, 𝜃∗)应该在所有 (𝒙, 𝑦)的可能取值上都与真实映射函数
𝑦 = 𝑔(𝒙)一致，即

|𝑓(𝒙, 𝜃∗) − 𝑦| < 𝜖, ∀(𝒙, 𝑦) ∈ 𝒳 × 𝒴, (2.9)

或与真实条件概率分布𝑝𝑟(𝑦|𝒙)一致，即 这里两个分布相似性

的定义不太严谨，更好

的方式为KL散度或交
叉熵．

|𝑓𝑦(𝒙, 𝜃∗) − 𝑝𝑟(𝑦|𝒙)| < 𝜖, ∀(𝒙, 𝑦) ∈ 𝒳 × 𝒴, (2.10)

其中 𝜖是一个很小的正数，𝑓𝑦(𝒙, 𝜃∗)为模型预测的条件概率分布中𝑦对应的概率．
模型𝑓(𝒙; 𝜃)的好坏可以通过期望风险（Expected Risk）ℛ(𝜃)来衡量，其定

义为
期 望 风 险也 经 常 称

为期望错误（Expected
Error）．

ℛ(𝜃) = 𝔼(𝒙,𝑦)∼𝑝𝑟(𝒙,𝑦)[ℒ(𝑦, 𝑓(𝒙; 𝜃))], (2.11)

其中𝑝𝑟(𝒙, 𝑦)为真实的数据分布，ℒ(𝑦, 𝑓(𝒙; 𝜃))为损失函数，用来量化两个变量之
间的差异．

2.2.2.1 损失函数
损失函数是一个非负实数函数，用来量化模型预测和真实标签之间的差异．

下面介绍几种常用的损失函数．
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0-1损失函数 最直观的损失函数是模型在训练集上的错误率，即0-1损失函数
（0-1 Loss Function）：

ℒ(𝑦, 𝑓(𝒙; 𝜃)) = {
0 if 𝑦 = 𝑓(𝒙; 𝜃)

1 if 𝑦 ≠ 𝑓(𝒙; 𝜃)
(2.12)

= 𝐼(𝑦 ≠ 𝑓(𝒙; 𝜃)), (2.13)

其中 𝐼(⋅)是指示函数．
虽然 0-1损失函数能够客观地评价模型的好坏，但其缺点是数学性质不是很

好：不连续且导数为 0，难以优化．因此经常用连续可微的损失函数替代．
平方损失函数 平方损失函数（Quadratic Loss Function）经常用在预测标签 𝑦
为实数值的任务中，定义为

ℒ(𝑦, 𝑓(𝒙; 𝜃)) = 1
2(𝑦 − 𝑓(𝒙; 𝜃))

2
. (2.14)

平方损失函数一般不适用于分类问题． 参见习题2-1．

交叉熵损失函数 交叉熵损失函数（Cross-Entropy Loss Function）一般用于
分类问题．假设样本的标签 𝑦 ∈ {1,⋯ ,𝐶}为离散的类别，模型𝑓(𝒙; 𝜃) ∈ [0, 1]𝐶

的输出为类别标签的条件概率分布，即

𝑝(𝑦 = 𝑐|𝒙; 𝜃) = 𝑓𝑐(𝒙; 𝜃), (2.15)
𝑓𝑐(𝒙; 𝜃)表 示 𝑓(𝒙; 𝜃)
的输出向量的第 𝑐维．并满足

𝑓𝑐(𝒙; 𝜃) ∈ [0, 1],
𝐶
∑
𝑐=1

𝑓𝑐(𝒙; 𝜃) = 1. (2.16)

我们可以用一个𝐶维的one-hot向量𝒚来表示样本标签．假设样本的标签为
𝑘，那么标签向量𝒚只有第𝑘维的值为 1，其余元素的值都为 0．标签向量𝒚可以看
作样本标签的真实条件概率分布𝑝𝑟(𝒚|𝒙)，即第 𝑐维（记为𝑦𝑐，1 ≤ 𝑐 ≤ 𝐶）是类别
为 𝑐的真实条件概率．假设样本的类别为 𝑘，那么它属于第 𝑘类的概率为 1，属于
其他类的概率为 0．

对于两个概率分布，一般可以用交叉熵来衡量它们的差异． 交叉熵参见第E.3.1节．标签的真实分布
𝒚和模型预测分布𝑓(𝒙; 𝜃)之间的交叉熵为

ℒ(𝒚, 𝑓(𝒙; 𝜃)) = −𝒚T log𝑓(𝒙; 𝜃) (2.17)

= −
𝐶
∑
𝑐=1

𝑦𝑐 log𝑓𝑐(𝒙; 𝜃). (2.18)
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比如对于三分类问题，一个样本的标签向量为𝒚 = [0, 0, 1]T，模型预测的
标签分布为 𝑓(𝒙; 𝜃) = [0.3, 0.3, 0.4]T，则它们的交叉熵为 −(0 × log(0.3) + 0 ×
log(0.3) + 1 × log(0.4)) = − log(0.4)．

因为𝒚为one-hot向量，公式 (2.18)也可以写为
ℒ(𝑦, 𝑓(𝒙; 𝜃)) = − log𝑓𝑦(𝒙; 𝜃), (2.19)

其中𝑓𝑦(𝒙; 𝜃)可以看作真实类别 𝑦的似然函数．因此，交叉熵损失函数也就是负
对数似然函数（Negative Log-Likelihood）．

参见第3.5.3节．Hinge损失函数 对于二分类问题，假设 𝑦的取值为 {−1, +1}，𝑓(𝒙; 𝜃) ∈ ℝ．
Hinge损失函数（Hinge Loss Function）为

ℒ(𝑦, 𝑓(𝒙; 𝜃)) = max (0, 1 − 𝑦𝑓(𝒙; 𝜃)) (2.20)

≜ [1 − 𝑦𝑓(𝒙; 𝜃)]+, (2.21)

其中 [𝑥]+ = max(0, 𝑥)．

2.2.2.2 风险最小化准则
一个好的模型𝑓(𝒙; 𝜃)应当有一个比较小的期望错误，但由于不知道真实的

数据分布和映射函数，实际上无法计算其期望风险ℛ(𝜃)．给定一个训练集𝒟 =
{(𝒙(𝑛), 𝑦(𝑛))}𝑁𝑛=1，我们可以计算的是经验风险（Empirical Risk），即在训练集上
的平均损失：

经 验 风 险 也 称 为经

验错误（Empirical Er-
ror）．

ℛ𝑒𝑚𝑝
𝒟 (𝜃) = 1

𝑁
𝑁
∑
𝑛=1

ℒ(𝑦(𝑛), 𝑓(𝒙(𝑛); 𝜃)). (2.22)

因此，一个切实可行的学习准则是找到一组参数𝜃∗使得经验风险最小，即
𝜃∗ = argmin

𝜃
ℛ𝑒𝑚𝑝
𝒟 (𝜃), (2.23)

这就是经验风险最小化（Empirical Risk Minimization，ERM）准则．
过拟合 根据大数定理可知，当训练集大小 |𝒟|趋向于无穷大时，经验风险就趋
向于期望风险． 如何选择训练样本个

数可以参考PAC学习
理论，参见第2.8.1节．

然而通常情况下，我们无法获取无限的训练样本，并且训练样本
往往是真实数据的一个很小的子集或者包含一定的噪声数据，不能很好地反映
全部数据的真实分布．经验风险最小化原则很容易导致模型在训练集上错误率
很低，但是在未知数据上错误率很高．这就是所谓的过拟合（Overfitting）．

定义 2.1 –过拟合： 给定一个假设空间ℱ，一个假设 𝑓属于ℱ，如果存在
其他的假设𝑓′也属于ℱ,使得在训练集上𝑓的损失比𝑓′的损失小，但在整
个样本空间上𝑓′的损失比𝑓的损失小，那么就说假设𝑓过度拟合训练数据
[Mitchell, 1997]．
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过拟合问题往往是由于训练数据少和噪声以及模型能力强等原因造成的．
为了解决过拟合问题，一般在经验风险最小化的基础上再引入参数的正则化
（Regularization）来限制模型能力，使其不要过度地最小化经验风险．

更多的正则化方法参

见第7.7节．这种准
则就是结构风险最小化（Structure Risk Minimization，SRM）准则：

𝜃∗ = argmin
𝜃

ℛ𝑠𝑡𝑟𝑢𝑐𝑡
𝒟 (𝜃) (2.24)

= argmin
𝜃

ℛ𝑒𝑚𝑝
𝒟 (𝜃) + 1

2𝜆‖𝜃‖
2 (2.25)

= argmin
𝜃

1
𝑁

𝑁
∑
𝑛=1

ℒ(𝑦(𝑛), 𝑓(𝑥(𝑛); 𝜃)) + 1
2𝜆‖𝜃‖

2, (2.26)

其中‖𝜃‖是ℓ2范数的正则化项，用来减少参数空间，避免过拟合；𝜆用来控制正则
化的强度．

正则化项也可以使用其他函数，比如 ℓ1范数．ℓ1范数的引入通常会使得参
数有一定稀疏性，因此在很多算法中也经常使用．

ℓ1范数的稀疏性参见
第7.7.1节．从贝叶斯学习的角度来讲，正

则化是引入了参数的先验分布，使其不完全依赖训练数据． 正则化的贝叶斯解释

参见第2.3.1.4节．和过拟合相反的一个概念是欠拟合（Underfitting），即模型不能很好地拟
合训练数据，在训练集上的错误率比较高．欠拟合一般是由于模型能力不足造成
的．图2.3给出了欠拟合和过拟合的示例．

欠拟合 正常 过拟合

图 2.3 欠拟合和过拟合示例

总之，机器学习中的学习准则并不仅仅是拟合训练集上的数据，同时也要使
得泛化错误最低．给定一个训练集，机器学习的目标是从假设空间中找到一个泛
化错误较低的“理想”模型，以便更好地对未知的样本进行预测，特别是不在训练
集中出现的样本．因此，我们可以将机器学习看作一个从有限、高维、有噪声的数
据上得到更一般性规律的泛化问题．

2.2.3 优化算法
在确定了训练集𝒟、假设空间ℱ以及学习准则后，如何找到最优的模型

𝑓(𝒙, 𝜃∗)就成了一个最优化（Optimization）问题．机器学习的训练过程其实就
是最优化问题的求解过程．
https://nndl.github.io/
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参数与超参数 在机器学习中，优化又可以分为参数优化和超参数优化．模型
𝑓(𝒙; 𝜃)中的 𝜃称为模型的参数，可以通过优化算法进行学习．除了可学习的参数
𝜃之外，还有一类参数是用来定义模型结构或优化策略的，这类参数叫作超参数
（Hyper-Parameter）．

在贝叶斯方法中，超参

数可以理解为参数的

参数，即控制模型参数

分布的参数．常见的超参数包括：聚类算法中的类别个数、梯度下降法中的步长、正则化
项的系数、神经网络的层数、支持向量机中的核函数等．超参数的选取一般都是
组合优化问题，很难通过优化算法来自动学习．因此，超参数优化是机器学习的
一个经验性很强的技术，通常是按照人的经验设定，或者通过搜索的方法对一组
超参数组合进行不断试错调整．

超参数的优化参见

第7.6节．

2.2.3.1 梯度下降法
为了充分利用凸优化中一些高效、成熟的优化方法， 梯度下降法参见

第C.2.2节．
比如共轭梯度、拟牛顿

法等，很多机器学习方法都倾向于选择合适的模型和损失函数，以构造一个凸函
数作为优化目标．但也有很多模型（比如神经网络）的优化目标是非凸的，只能
退而求其次找到局部最优解．

在机器学习中，最简单、常用的优化算法就是梯度下降法，即首先初始化参
数𝜃0，然后按下面的迭代公式来计算训练集𝒟上风险函数的最小值：

𝜃𝑡+1 = 𝜃𝑡 − 𝛼𝜕ℛ𝒟(𝜃)
𝜕𝜃 (2.27)

= 𝜃𝑡 − 𝛼 1𝑁
𝑁
∑
𝑛=1

𝜕ℒ(𝑦(𝑛), 𝑓(𝒙(𝑛); 𝜃))
𝜕𝜃 , (2.28)

其中 𝜃𝑡为第 𝑡次迭代时的参数值，𝛼为搜索步长．在机器学习中，𝛼一般称为学习
率（Learning Rate）．

2.2.3.2 提前停止
针对梯度下降的优化算法，除了加正则化项之外，还可以通过提前停止来防

止过拟合．
在梯度下降训练的过程中，由于过拟合的原因，在训练样本上收敛的参数，

并不一定在测试集上最优．因此，除了训练集和测试集之外，有时也会使用一
个验证集（Validation Set）来进行模型选择，测试模型在验证集上是否最优． 验证集也叫作开发集

（Development Set）．在每次迭代时，把新得到的模型 𝑓(𝒙; 𝜃)在验证集上进行测试，并计算错误率．
如果在验证集上的错误率不再下降，就停止迭代．这种策略叫提前停止（Early
Stop）．如果没有验证集，可以在训练集上划分出一个小比例的子集作为验证集．
图2.4给出了提前停止的示例．
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https://nndl.github.io/


2.2 机器学习的三个基本要素 2021年 5月 18日 31

提前停止

过拟合

迭代次数

错误率
训练集

验证集

图 2.4 提前停止的示例

2.2.3.3 随机梯度下降法
在公式 (2.27)的梯度下降法中，目标函数是整个训练集上的风险函数，这种

方式称为批量梯度下降法（Batch Gradient Descent，BGD）．批量梯度下降法在
每次迭代时需要计算每个样本上损失函数的梯度并求和．当训练集中的样本数
量𝑁很大时，空间复杂度比较高，每次迭代的计算开销也很大．

在机器学习中，我们假设每个样本都是独立同分布地从真实数据分布中随
机抽取出来的，真正的优化目标是期望风险最小．批量梯度下降法相当于是从
真实数据分布中采集𝑁个样本，并由它们计算出来的经验风险的梯度来近似期
望风险的梯度．为了减少每次迭代的计算复杂度，我们也可以在每次迭代时只
采集一个样本，计算这个样本损失函数的梯度并更新参数，即随机梯度下降法
（Stochastic Gradient Descent，SGD）．

随机梯度下降法也叫

作增量梯度下降法．当经过足够次数的迭代时，随机梯度下降
也可以收敛到局部最优解 [Nemirovski et al., 2009]．

随机梯度下降法的训练过程如算法2.1所示．

算法 2.1 随机梯度下降法
输入:训练集𝒟 = {(𝒙(𝑛), 𝑦(𝑛))}𝑁𝑛=1，验证集𝒱，学习率𝛼

1 随机初始化𝜃;
2 repeat
3 对训练集𝒟中的样本随机排序;
4 for 𝑛 = 1⋯𝑁 do
5 从训练集𝒟中选取样本 (𝒙(𝑛), 𝑦(𝑛));

6 𝜃 ← 𝜃 − 𝛼
𝜕ℒ(𝜃; 𝑥(𝑛), 𝑦(𝑛))

𝜕𝜃 ; // 更新参数
7 end
8 until模型𝑓(𝒙; 𝜃)在验证集𝒱上的错误率不再下降;
输出: 𝜃
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批量梯度下降和随机梯度下降之间的区别在于，每次迭代的优化目标是对
所有样本的平均损失函数还是对单个样本的损失函数．由于随机梯度下降实现
简单，收敛速度也非常快，因此使用非常广泛．随机梯度下降相当于在批量梯度
下降的梯度上引入了随机噪声．在非凸优化问题中，随机梯度下降更容易逃离局
部最优点．

2.2.3.4 小批量梯度下降法
随机梯度下降法的一个缺点是无法充分利用计算机的并行计算能力．小批

量梯度下降法（Mini-Batch Gradient Descent）是批量梯度下降和随机梯度下
降的折中．每次迭代时，我们随机选取一小部分训练样本来计算梯度并更新参
数，这样既可以兼顾随机梯度下降法的优点，也可以提高训练效率．

第 𝑡次迭代时，随机选取一个包含𝐾个样本的子集𝒮𝑡，计算这个子集上每个
样本损失函数的梯度并进行平均，然后再进行参数更新：

𝐾通常不会设置很大，
一般在 1 ∼ 100之间．
在实际应用中为了提

高计算效率，通常设置

为 2的幂2𝑛．𝜃𝑡+1 ← 𝜃𝑡 − 𝛼 1𝐾 ∑
(𝒙,𝑦)∈𝒮𝑡

𝜕ℒ(𝑦, 𝑓(𝒙; 𝜃))
𝜕𝜃 . (2.29)

在实际应用中，小批量随机梯度下降法有收敛快、计算开销小的优点，因此
逐渐成为大规模的机器学习中的主要优化算法 [Bottou, 2010]．

2.3 机器学习的简单示例——线性回归
在本节中，我们通过一个简单的模型（线性回归）来具体了解机器学习的一

般过程，以及不同学习准则（经验风险最小化、结构风险最小化、最大似然估计、
最大后验估计）之间的关系．

线性回归（Linear Regression）是机器学习和统计学中最基础和最广泛应
用的模型，是一种对自变量和因变量之间关系进行建模的回归分析．自变量数量
为 1时称为简单回归，自变量数量大于 1时称为多元回归．

从机器学习的角度来看，自变量就是样本的特征向量𝒙 ∈ ℝ𝐷（每一维对应
一个自变量），因变量是标签𝑦，这里𝑦 ∈ ℝ是连续值（实数或连续整数）．假设空
间是一组参数化的线性函数

𝑓(𝒙;𝒘, 𝑏) = 𝒘T𝒙 + 𝑏, (2.30)

其中权重向量𝒘 ∈ ℝ𝐷和偏置 𝑏 ∈ ℝ都是可学习的参数，函数𝑓(𝒙;𝒘, 𝑏) ∈ ℝ也
称为线性模型．
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为简单起见，我们将公式 (2.30)写为

𝑓(𝒙; �̂�) = �̂�T�̂�, (2.31)

其中 �̂�和 �̂�分别称为增广权重向量和增广特征向量：

�̂� = 𝒙 ⊕ 1 ≜

⎡
⎢
⎢
⎢
⎢
⎢
⎢
⎣

𝒙

1

⎤
⎥
⎥
⎥
⎥
⎥
⎥
⎦

=

⎡
⎢
⎢
⎢
⎢
⎢
⎢
⎣

𝑥1
⋮

𝑥𝐷
1

⎤
⎥
⎥
⎥
⎥
⎥
⎥
⎦

, (2.32)

�̂� = 𝒘⊕ 𝑏 ≜

⎡
⎢
⎢
⎢
⎢
⎢
⎢
⎣

𝒘

𝑏

⎤
⎥
⎥
⎥
⎥
⎥
⎥
⎦

=

⎡
⎢
⎢
⎢
⎢
⎢
⎢
⎣

𝑤1

⋮

𝑤𝐷

𝑏

⎤
⎥
⎥
⎥
⎥
⎥
⎥
⎦

, (2.33)

其中⊕定义为两个向量的拼接操作．
不失一般性，在本章后面的描述中我们采用简化的表示方法，直接用𝒘

和 𝒙分别表示增广权重向量和增广特征向量．这样，线性回归的模型简写为
𝑓(𝒙;𝒘) = 𝒘T𝒙．

2.3.1 参数学习
给定一组包含𝑁个训练样本的训练集𝒟 = {(𝒙(𝑛), 𝑦(𝑛))}𝑁𝑛=1，我们希望能够

学习一个最优的线性回归的模型参数𝒘．
我们介绍四种不同的参数估计方法：经验风险最小化、结构风险最小化、最

大似然估计、最大后验估计．
2.3.1.1 经验风险最小化

由于线性回归的标签𝑦和模型输出都为连续的实数值， 平方损失函数参见

第2.2.2.1节．
因此平方损失函数非

常合适衡量真实标签和预测标签之间的差异．
根据经验风险最小化准则，训练集𝒟上的经验风险定义为

ℛ(𝒘) =
𝑁
∑
𝑛=1

ℒ(𝑦(𝑛), 𝑓(𝒙(𝑛); 𝒘)) 为了简化起见，这里的

风险函数省略了
1
𝑁
．

= 1
2

𝑁
∑
𝑛=1

(𝑦(𝑛) −𝒘T𝒙(𝑛))
2

= 1
2‖𝒚 − 𝑿T𝒘‖2,

(2.34)

(2.35)

(2.36)
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其中 𝒚 = [𝑦(1),⋯ , 𝑦(𝑁)]T ∈ ℝ𝑁 是由所有样本的真实标签组成的列向量，而
𝑿 ∈ ℝ(𝐷+1)×𝑁是由所有样本的输入特征 𝒙(1),⋯ , 𝒙(𝑁)组成的矩阵：

𝑿 =

⎡
⎢
⎢
⎢
⎢
⎢
⎢
⎣

𝑥(1)1 𝑥(2)1 ⋯ 𝑥(𝑁)
1

⋮ ⋮ ⋱ ⋮

𝑥(1)𝐷 𝑥(2)𝐷 ⋯ 𝑥(𝑁)
𝐷

1 1 ⋯ 1

⎤
⎥
⎥
⎥
⎥
⎥
⎥
⎦

. (2.37)

风险函数ℛ(𝒘)是关于𝒘的凸函数，其对𝒘的偏导数为 参见习题2-2．

𝜕ℛ(𝒘)
𝜕𝒘 = 1

2
𝜕 ‖𝒚 − 𝑿T𝒘‖2

𝜕𝒘 (2.38)

= −𝑿(𝒚 − 𝑿T𝒘), (2.39)

令 𝜕
𝜕𝒘
ℛ(𝒘) = 0，得到最优的参数𝒘∗为 (𝑿𝑿T)−1𝑿也称为 𝑿T

的伪逆矩阵．

𝒘∗ = (𝑿𝑿T)−1𝑿𝒚 (2.40)

= (
𝑁
∑
𝑛=1

𝒙(𝑛)(𝒙(𝑛))T )
−1
(

𝑁
∑
𝑛=1

𝒙(𝑛)𝑦(𝑛) ). (2.41)

在古代汉语中“平方”

称为“二乘”．
这种求解线性回归参数的方法也叫最小二乘法（Least Square Method，LSM）．
图2.5给出了用最小二乘法来进行线性回归参数学习的示例．

−1.5 −1 −0.5 0 0.5 1 1.5

−1

0

1

2

𝑦 = 0.60𝑥 + 0.52

𝑥

𝑦

图 2.5 用最小二乘法来进行线性回归参数学习的示例

在最小二乘法中，𝑿𝑿T ∈ ℝ(𝐷+1)×(𝐷+1)必须存在逆矩阵，即𝑿𝑿T是满秩的
（rank(𝑿𝑿T) = 𝐷 + 1）．也就是说，𝑿中的行向量之间是线性不相关的，即每一个
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特征都和其他特征不相关．一种常见的𝑿𝑿T不可逆情况是样本数量𝑁小于特征
数量 (𝐷 + 1)，𝑿𝑿T的秩为𝑁． 参见习题2-3．这时会存在很多解𝒘∗，可以使得ℛ(𝒘∗) = 0．

当𝑿𝑿T不可逆时，可以通过下面两种方法来估计参数：1）先使用主成分分
析等方法来预处理数据，消除不同特征之间的相关性，然后再使用最小二乘法来
估计参数；2）使用梯度下降法来估计参数．先初始化𝒘 = 0，然后通过下面公式
进行迭代：

𝒘 ← 𝒘+ 𝛼𝑿(𝒚 − 𝑿T𝒘), (2.42)

其中 𝛼是学习率．这种利用梯度下降法来求解的方法也称为最小均方（Least
Mean Squares，LMS）算法．

2.3.1.2 结构风险最小化
最小二乘法的基本要求是各个特征之间要互相独立，保证𝑿𝑿T可逆． 共线性（Collinearity）

是指一个特征可以通

过其他特征的线性组

合来较准确地预测．

但即
使𝑿𝑿T可逆，如果特征之间有较大的多重共线性（Multicollinearity），也会使得
𝑿𝑿T的逆在数值上无法准确计算．数据集𝑿上一些小的扰动就会导致 (𝑿𝑿T)−1

发生大的改变，进而使得最小二乘法的计算变得很不稳定．为了解决这个问题，
[Hoerl et al., 1970]提出了岭回归（Ridge Regression），给𝑿𝑿T的对角线元素都
加上一个常数𝜆使得 (𝑿𝑿T + 𝜆𝐼)满秩，即其行列式不为 0．最优的参数𝒘∗为

𝒘∗ = (𝑿𝑿T + 𝜆𝐼)−1𝑿𝒚, (2.43)

其中𝜆 > 0为预先设置的超参数，𝐼为单位矩阵．
岭回归的解𝒘∗可以看作结构风险最小化准则下的最小二乘法估计，其目标

函数可以写为

参见习题2-4．ℛ(𝒘) = 1
2‖𝒚 − 𝑿T𝒘‖2 + 1

2𝜆‖𝒘‖
2, (2.44)

其中𝜆 > 0为正则化系数．

2.3.1.3 最大似然估计
机器学习任务可以分为两类：一类是样本的特征向量 𝒙和标签 𝑦之间存

在未知的函数关系 𝑦 = ℎ(𝒙)，另一类是条件概率 𝑝(𝑦|𝒙)服从某个未知分布．
第2.3.1.1节中介绍的最小二乘法是属于第一类，直接建模 𝒙和标签 𝑦之间的函
数关系．此外，线性回归还可以从建模条件概率𝑝(𝑦|𝒙)的角度来进行参数估计．

假设标签 𝑦为一个随机变量，并由函数𝑓(𝒙;𝒘) = 𝒘T𝒙加上一个随机噪声 𝜖
决定，即

这里把𝒙看作确定值的
参数．

𝑦 = 𝑓(𝒙;𝒘) + 𝜖, (2.45)
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= 𝒘T𝒙 + 𝜖, (2.46)

其中 𝜖服从均值为 0、方差为𝜎2的高斯分布．这样，𝑦服从均值为𝒘T𝒙、方差为𝜎2

的高斯分布：

𝑝(𝑦|𝒙;𝒘, 𝜎) = 𝒩(𝑦;𝒘T𝒙, 𝜎2) (2.47)

= 1
√2π𝜎

exp ( − (𝑦 − 𝒘T𝒙)2
2𝜎2 ). (2.48)

参数𝒘在训练集𝒟上的似然函数（Likelihood）为 似然函数是关于统计

模型的参数的函数．

似 然 𝑝(𝑥|𝑤)和 概 率
𝑝(𝑥|𝑤)之间的区别在
于：概率 𝑝(𝑥|𝑤)是描
述固定参数𝑤时随机
变量𝑥的分布情况，而
似然𝑝(𝑥|𝑤)则是描述
已知随机变量𝑥时不同
的参数𝑤对其分布的
影响．

𝑝(𝒚|𝑿;𝒘, 𝜎) =
𝑁
∏
𝑛=1

𝑝(𝑦(𝑛)|𝒙(𝑛); 𝒘, 𝜎) (2.49)

=
𝑁
∏
𝑛=1

𝒩(𝑦(𝑛); 𝒘T𝒙(𝑛), 𝜎2), (2.50)

其中𝒚 = [𝑦(1),⋯ , 𝑦(𝑁)]T为所有样本标签组成的向量，𝑿 = [𝒙(1),⋯ , 𝒙(𝑁)]为所
有样本特征向量组成的矩阵．

为了方便计算，对似然函数取对数得到对数似然函数（Log Likelihood）：

log𝑝(𝒚|𝑿;𝒘, 𝜎) =
𝑁
∑
𝑛=1

log𝒩(𝑦(𝑛); 𝒘T𝒙(𝑛), 𝜎2). (2.51)

最大似然估计（Maximum Likelihood Estimation，MLE）是指找到一组
参数𝒘使得似然函数 𝑝(𝒚|𝑿;𝒘, 𝜎)最大，等价于对数似然函数 log𝑝(𝒚|𝑿;𝒘, 𝜎)
最大．

令 𝜕 log𝑝(𝒚|𝑿;𝒘, 𝜎)
𝜕𝒘 = 0，得到 参见习题2-5．

𝒘𝑀𝐿 = (𝑿𝑿T)−1𝑿𝒚. (2.52)

可以看出，最大似然估计的解和最小二乘法的解相同． 最小二乘法参见公

式(2.40)．
2.3.1.4 最大后验估计

最大似然估计的一个缺点是当训练数据比较少时会发生过拟合，估计的参
数可能不准确．为了避免过拟合，我们可以给参数加上一些先验知识．

假设参数𝒘为一个随机向量，并服从一个先验分布𝑝(𝒘; 𝜈)．为简单起见，一
般令𝑝(𝒘; 𝜈)为各向同性的高斯分布：

𝑝(𝒘; 𝜈) = 𝒩(𝒘;0, 𝜈2𝐼), (2.53)
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其中 𝜈2为每一维上的方差．
根据贝叶斯公式， 贝叶斯公式参见公

式(D.32)．
参数𝒘的后验分布（Posterior Distribution）为

𝑝(𝒘|𝑿, 𝒚; 𝜈, 𝜎) = 𝑝(𝒘, 𝒚|𝑿; 𝜈, 𝜎)
∑𝒘 𝑝(𝒘, 𝒚|𝑿; 𝜈, 𝜎)

分 母 为 和𝒘无 关 的
常量．

∝ 𝑝(𝒚|𝑿,𝒘; 𝜎)𝑝(𝒘; 𝜈),

(2.54)

(2.55)

其中𝑝(𝒚|𝑿,𝒘; 𝜎)为𝒘的似然函数，𝑝(𝒘; 𝜈)为𝒘的先验．
似然函数的定义参见

公式(2.49)．

这种估计参数𝒘的后验概率分布的方法称为贝叶斯估计（Bayesian Esti-
mation），是一种统计推断问题． 统计推断参见

第11.3节．
采用贝叶斯估计的线性回归也称为贝叶斯线

性回归（Bayesian Linear Regression）．
贝叶斯估计是一种参数的区间估计，即参数在一个区间上的分布．如果我

们希望得到一个最优的参数值（即点估计），可以使用最大后验估计．最大后
验估计（Maximum A Posteriori Estimation，MAP）是指最优参数为后验分布
𝑝(𝒘|𝑿, 𝒚; 𝜈, 𝜎)中概率密度最高的参数：

𝒘𝑀𝐴𝑃 = argmax
𝒘

𝑝(𝒚|𝑿,𝒘; 𝜎)𝑝(𝒘; 𝜈), (2.56)

令似然函数𝑝(𝒚|𝑿,𝒘; 𝜎)为公式 (2.50)中定义的高斯密度函数，则后验分布
𝑝(𝒘|𝑿, 𝒚; 𝜈, 𝜎)的对数为

log𝑝(𝒘|𝑿, 𝒚; 𝜈, 𝜎) ∝ log𝑝(𝒚|𝑿,𝒘; 𝜎) + log𝑝(𝒘; 𝜈) (2.57)

∝ − 1
2𝜎2

𝑁
∑
𝑛=1

(𝑦(𝑛) −𝒘T𝒙(𝑛))
2
− 1
2𝜈2𝒘

T𝒘, (2.58)

= − 1
2𝜎2 ‖𝒚 − 𝑿T𝒘‖2 − 1

2𝜈2𝒘
T𝒘. (2.59)

可以看出，最大后验概率等价于平方损失的结构风险最小化，其中正则化系数
𝜆 = 𝜎2/𝜈2．

最大似然估计和贝叶斯估计可以分别看作频率学派和贝叶斯学派对需要估
计的参数𝒘的不同解释．当𝜈 → ∞时，先验分布𝑝(𝒘; 𝜈)退化为均匀分布，称为无
信息先验（Non-Informative Prior），最大后验估计退化为最大似然估计．

2.4 偏差-方差分解
为了避免过拟合，我们经常会在模型的拟合能力和复杂度之间进行权衡．拟

合能力强的模型一般复杂度会比较高，容易导致过拟合．相反，如果限制模型的
复杂度，降低其拟合能力，又可能会导致欠拟合．因此，如何在模型的拟合能力和
https://nndl.github.io/
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复杂度之间取得一个较好的平衡，对一个机器学习算法来讲十分重要．偏差-方
差分解（Bias-Variance Decomposition）为我们提供了一个很好的分析和指导
工具．

本节介绍的偏差-方差
分解以回归问题为例，

但其结论同样适用于

分类问题．

以回归问题为例，假设样本的真实分布为𝑝𝑟(𝒙, 𝑦)，并采用平方损失函数，模
型𝑓(𝒙)的期望错误为 为简单起见，省略了模

型𝑓(𝒙, 𝜃)的参数𝜃．

ℛ(𝑓) = 𝔼(𝒙,𝑦)∼𝑝𝑟(𝒙,𝑦)[(𝑦 − 𝑓(𝒙))2]. (2.60)

那么最优的模型为 参见习题2-8．

𝑓∗(𝒙) = 𝔼𝑦∼𝑝𝑟(𝑦|𝒙)[𝑦]. (2.61)

其中𝑝𝑟(𝑦|𝒙)为样本的真实条件分布，𝑓∗(𝒙)为使用平方损失作为优化目标的最
优模型，其损失为

𝜖 = 𝔼(𝒙,𝑦)∼𝑝𝑟(𝒙,𝑦)[(𝑦 − 𝑓∗(𝒙))2]. (2.62)

损失 𝜖通常是由于样本分布以及噪声引起的，无法通过优化模型来减少．
期望错误可以分解为

ℛ(𝑓) = 𝔼(𝒙,𝑦)∼𝑝𝑟(𝒙,𝑦)[(𝑦 − 𝑓∗(𝒙) + 𝑓∗(𝒙) − 𝑓(𝒙))
2
]

= 𝔼𝒙∼𝑝𝑟(𝒙)[(𝑓(𝒙) − 𝑓∗(𝒙))
2
] + 𝜖, 根 据 公 式(2.61)可 知，

𝔼𝒙𝔼𝑦[𝑦 − 𝑓∗(𝒙)] = 0.

(2.63)

(2.64)

其中第一项是当前模型和最优模型之间的差距，是机器学习算法可以优化的真
实目标．

在实际训练一个模型𝑓(𝒙)时，训练集𝒟是从真实分布𝑝𝑟(𝒙, 𝑦)上独立同分
布地采样出来的有限样本集合．不同的训练集会得到不同的模型．令𝑓𝒟(𝒙)表示
在训练集𝒟上学习到的模型，一个机器学习算法（包括模型以及优化算法）的能
力可以用不同训练集上的模型的平均性能来评价．

对于单个样本 𝒙，不同训练集𝒟得到模型 𝑓𝒟(𝒙)和最优模型 𝑓∗(𝒙)的期望
差距为

𝔼𝒟[(𝑓𝒟(𝒙) − 𝑓∗(𝒙))
2
]

= 𝔼𝒟[(𝑓𝒟(𝒙) − 𝔼𝒟[𝑓𝒟(𝒙)] + 𝔼𝒟[𝑓𝒟(𝒙)] − 𝑓∗(𝒙))
2
]

= (𝔼𝒟[𝑓𝒟(𝒙)] − 𝑓∗(𝒙))
2

⏟⎵⎵⎵⎵⎵⎵⏟⎵⎵⎵⎵⎵⎵⏟
(bias.x)2

+𝔼𝒟[(𝑓𝒟(𝒙) − 𝔼𝒟[𝑓𝒟(𝒙)])
2
]

⏟⎵⎵⎵⎵⎵⎵⎵⏟⎵⎵⎵⎵⎵⎵⎵⏟
variance.x

, 参见习题2-10．

(2.65)

(2.66)
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其中第一项为偏差（Bias），是指一个模型在不同训练集上的平均性能和最优模
型的差异，可以用来衡量一个模型的拟合能力．第二项是方差（Variance），是指
一个模型在不同训练集上的差异，可以用来衡量一个模型是否容易过拟合．

用𝔼𝒟[(𝑓𝒟(𝒙) − 𝑓∗(𝒙))2]来代替公式(2.64)中的 (𝑓(𝒙) − 𝑓∗(𝒙))
2
，期望错误

可以进一步写为

ℛ(𝑓) = 𝔼𝒙∼𝑝𝑟(𝒙)[𝔼𝒟[(𝑓𝒟(𝒙) − 𝑓∗(𝒙))2]] + 𝜖, (2.67)

= (bias)2 + variance + 𝜖. (2.68)

其中

(bias)2 = 𝔼𝒙[(𝔼𝒟[𝑓𝒟(𝒙)] − 𝑓∗(𝒙))
2
], (2.69)

variance = 𝔼𝒙[𝔼𝒟[(𝑓𝒟(𝒙) − 𝔼𝒟[𝑓𝒟(𝒙)])
2]]. (2.70)

最小化期望错误等价于最小化偏差和方差之和．
图2.6给出了机器学习模型的四种偏差和方差组合情况．每个图的中心点为

最优模型𝑓∗(𝒙)，蓝点为不同训练集𝐷上得到的模型𝑓𝒟(𝒙)．图2.6a给出了一种理
想情况，方差和偏差都比较低．图2.6b为高偏差低方差的情况，表示模型的泛化
能力很好，但拟合能力不足．图2.6c为低偏差高方差的情况，表示模型的拟合能力
很好，但泛化能力比较差．当训练数据比较少时会导致过拟合．图2.6d为高偏差
高方差的情况，是一种最差的情况． 参见习题2-9．

低方差

低偏差

(a)

高方差

(c)

高偏差

(b)

(d)

图 2.6 机器学习模型的四种偏差和方差组合情况

https://nndl.github.io/
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方差一般会随着训练样本的增加而减少．当样本比较多时，方差比较少，这
时可以选择能力强的模型来减少偏差．然而在很多机器学习任务上，训练集往往
都比较有限，最优的偏差和最优的方差就无法兼顾．

随着模型复杂度的增加，模型的拟合能力变强，偏差减少而方差增大，从而
导致过拟合．以结构风险最小化为例，我们可以调整正则化系数 𝜆来控制模型的
复杂度． 结构风险最小化参见

公式(2.26)．
当 𝜆变大时，模型复杂度会降低，可以有效地减少方差，避免过拟合，但

偏差会上升．当 𝜆过大时，总的期望错误反而会上升．因此，一个好的正则化系
数 𝜆需要在偏差和方差之间取得比较好的平衡．图2.7给出了机器学习模型的期
望错误、偏差和方差随复杂度的变化情况，其中红色虚线表示最优模型．最优模
型并不一定是偏差曲线和方差曲线的交点．

最优模型

模型复杂度

错
误

(bias)2
variance
ℛ(𝑓)

图 2.7 机器学习模型的期望错误、偏差和方差随复杂度的变化情况

偏差和方差分解给机器学习模型提供了一种分析途径，但在实际操作中难
以直接衡量．一般来说，当一个模型在训练集上的错误率比较高时，说明模型的
拟合能力不够，偏差比较高．这种情况可以通过增加数据特征、提高模型复杂度、
减小正则化系数等操作来改进．当模型在训练集上的错误率比较低，但验证集上
的错误率比较高时，说明模型过拟合，方差比较高．这种情况可以通过降低模型
复杂度、加大正则化系数、引入先验等方法来缓解．此外，还有一种有效降低方差
的方法为集成模型，即通过多个高方差模型的平均来降低方差． 集成模型可以降低

方差的原理参见

第10.1节．

2.5 机器学习算法的类型
机器学习算法可以按照不同的标准来进行分类．比如按函数𝑓(𝒙; 𝜃)的不同，

机器学习算法可以分为线性模型和非线性模型；按照学习准则的不同，机器学习
算法也可以分为统计方法和非统计方法．

但一般来说，我们会按照训练样本提供的信息以及反馈方式的不同，将机器
学习算法分为以下几类：
https://nndl.github.io/
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监督学习 如果机器学习的目标是建模样本的特征𝒙和标签 𝑦之间的关系：𝑦 =
𝑓(𝒙; 𝜃)或𝑝(𝑦|𝒙; 𝜃)，并且训练集中每个样本都有标签，那么这类机器学习称为监
督学习（Supervised Learning）．根据标签类型的不同，监督学习又可以分为回
归问题、分类问题和结构化学习问题．
（1） 回归（Regression）问题中的标签 𝑦是连续值（实数或连续整数），

𝑓(𝒙; 𝜃)的输出也是连续值．
（2） 分类（Classification）问题中的标签 𝑦是离散的类别（符号）．在分

类问题中，学习到的模型也称为分类器（Classifier）．分类问题根据其类别数量
又可分为二分类（Binary Classification）和多分类（Multi-class Classification）
问题．
（3） 结构化学习（Structured Learning）问题是一种特殊的分类问题．在

结构化学习中，标签𝒚通常是结构化的对象，比如序列、树或图等．
一种基于感知器的

结 构 化 学 习 参 见

第3.4.4节．
由于结构化学

习的输出空间比较大，因此我们一般定义一个联合特征空间，将𝒙, 𝒚映射为该空
间中的联合特征向量𝜙(𝒙, 𝒚)，预测模型可以写为

�̂� = argmax
𝒚∈Gen(𝒙)

𝑓(𝜙(𝒙, 𝒚); 𝜃), (2.71)

其中 Gen(𝒙)表示输入𝒙的所有可能的输出目标集合．计算 argmax的过程也称
为解码（Decoding）过程，一般通过动态规划的方法来计算．
无监督学习 无监督学习（Unsupervised Learning，UL） 无监督学习参见第9章．是指从不包含目标标
签的训练样本中自动学习到一些有价值的信息．典型的无监督学习问题有聚类、
密度估计、特征学习、降维等．
强化学习 强化学习（Reinforcement Learning，RL） 强化学习参见第14章．是一类通过交互来学习的
机器学习算法．在强化学习中，智能体根据环境的状态做出一个动作，并得到即
时或延时的奖励．智能体在和环境的交互中不断学习并调整策略，以取得最大化
的期望总回报．

监督学习需要每个样本都有标签，而无监督学习则不需要标签．一般而言，
监督学习通常需要大量的有标签数据集，这些数据集一般都需要由人工进行标
注，成本很高．因此，也出现了很多弱监督学习（Weakly Supervised Learning）
和半监督学习（Semi-Supervised Learning，SSL）的方法，希望从大规模的无标
注数据中充分挖掘有用的信息，降低对标注样本数量的要求．强化学习和监督学
习的不同在于，强化学习不需要显式地以“输入/输出对”的方式给出训练样本，
是一种在线的学习机制．

表2.1给出了三种机器学习类型的比较．

https://nndl.github.io/

https://nndl.github.io/


2.6 数据的特征表示 2021年 5月 18日 42

表 2.1 三种机器学习类型的比较

监督学习 无监督学习 强化学习

训练样本 训练集
{(𝒙(𝑛), 𝑦(𝑛))}𝑁𝑛=1

训练集
{𝒙𝑛}𝑁𝑛=1

智能体和环境交互的
轨迹 𝜏和累积奖励𝐺𝜏

优化目标 𝑦 = 𝑓(𝒙)或𝑝(𝑦|𝒙) 𝑝(𝒙)或带隐变量 𝒛
的 𝑝(𝒙|𝒛)

期望总回报𝔼𝜏[𝐺𝜏]

学习准则 期望风险最小化
最大似然估计

最大似然估计
最小重构错误

策略评估
策略改进

2.6 数据的特征表示
在实际应用中，数据的类型多种多样，比如文本、音频、图像、视频等．不同类

型的数据，其原始特征（Raw Feature）的空间也不相同．比如一张灰度图像（像
素数量为𝐷）的特征空间为 [0, 255]𝐷，一个自然语言句子（长度为𝐿）的特征空
间为 |𝒱|𝐿，其中𝒱为词表集合．而很多机器学习算法要求输入的样本特征是数学
上可计算的，因此在机器学习之前我们需要将这些不同类型的数据转换为向量
表示．

也有一些机器学习算

法（比如决策树）不需

要向量形式的特征．

图像特征 在手写体数字识别任务中，样本𝑥为待识别的图像．为了识别𝑥是什
么数字，我们可以从图像中抽取一些特征．如果图像是一张大小为𝑀×𝑁的图像，
其特征向量可以简单地表示为𝑀 × 𝑁维的向量，每一维的值为图像中对应像素
的灰度值．为了提高模型准确率，也会经常加入一个额外的特征，比如直方图、宽
高比、笔画数、纹理特征、边缘特征等．假设我们总共抽取了𝐷个特征，这些特征
可以表示为一个向量𝒙 ∈ ℝ𝐷．

文本特征 在文本情感分类任务中，样本𝑥为自然语言文本，类别 𝑦 ∈ {+1,−1}
分别表示正面或负面的评价．为了将样本𝑥从文本形式转为向量形式，一种简单
的方式是使用词袋（Bag-of-Words，BoW）模型． 词袋模型在信息检

索 中 也 叫 作向 量 空

间模型（Vector Space
Model，VSM）．

假设训练集合中的词都来自一
个词表𝒱，大小为 |𝒱|，则每个样本可以表示为一个 |𝒱|维的向量𝒙 ∈ ℝ|𝒱|．向量𝒙
中第 𝑖维的值表示词表中的第 𝑖个词是否在𝑥中出现．如果出现，值为1，否则为0．

比如两个文本“我 喜欢 读书”和“我 讨厌 读书”中共有“我”“喜欢”“讨
厌”“读书”四个词，它们的BoW表示分别为 单独一个单词的BoW

表示为one-hot向量．

𝒙1 = [1 1 0 1 ]T,
𝒙2 = [1 0 1 1 ]T.
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词袋模型将文本看作词的集合，不考虑词序信息，不能精确地表示文本信
息．一种改进方式是使用N元特征（N-Gram Feature），即每𝑁个连续词构成一
个基本单元，然后再用词袋模型进行表示． $和#分别表示文本的

开始和结束．
以最简单的二元特征（即两个词的组

合特征）为例，上面的两个文本中共有“$我”“我喜欢”“我讨厌”“喜欢读书”“讨
厌读书”“读书#”六个特征单元，它们的二元特征BoW表示分别为 参见习题2-11．

𝒙1 = [1 1 0 1 0 1]T,
𝒙2 = [1 0 1 0 1 1]T.

随着𝑁的增长，N元特征的数量会指数上升，上限为 |𝒱|𝑁．因此，在实际应
用中，文本特征维数通常在十万或百万级别以上．
表示学习 如果直接用数据的原始特征来进行预测，对机器学习模型的能力要
求比较高．这些原始特征可能存在以下几种不足：1）特征比较单一，需要进行
（非线性的）组合才能发挥其作用；2）特征之间冗余度比较高；3）并不是所有的
特征都对预测有用；4）很多特征通常是易变的；5）特征中往往存在一些噪声．

为了提高机器学习算法的能力，我们需要抽取有效、稳定的特征．传统的特
征提取是通过人工方式进行的，需要大量的人工和专家知识．一个成功的机器
学习系统通常需要尝试大量的特征，称为特征工程（Feature Engineering）．但
即使这样，人工设计的特征在很多任务上也不能满足需要．因此，如何让机器自
动地学习出有效的特征也成为机器学习中的一项重要研究内容，称为特征学习
（Feature Learning），也叫表示学习（Representation Learning）．

表示学习可以看作一

个特殊的机器学习任

务，即有自己的模型、

学习准则和优化方法．

特征学习在
一定程度上也可以减少模型复杂性、缩短训练时间、提高模型泛化能力、避免过
拟合等．

2.6.1 传统的特征学习
传统的特征学习一般是通过人为地设计一些准则，然后根据这些准则来选

取有效的特征，具体又可以分为两种：特征选择和特征抽取．

2.6.1.1 特征选择
特征选择（Feature Selection）是选取原始特征集合的一个有效子集，使得

基于这个特征子集训练出来的模型准确率最高．简单地说，特征选择就是保留有
用特征，移除冗余或无关的特征．
子集搜索 一种直接的特征选择方法为子集搜索（Subset Search）．假设原始特
征数为𝐷，则共有 2𝐷个候选子集．特征选择的目标是选择一个最优的候选子集．
最暴力的做法是测试每个特征子集，看机器学习模型哪个子集上的准确率最高．
但是这种方式效率太低．常用的方法是采用贪心的策略：由空集合开始，每一轮
https://nndl.github.io/
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添加该轮最优的特征，称为前向搜索（Forward Search）；或者从原始特征集合
开始，每次删除最无用的特征，称为反向搜索（Backward Search）．

子集搜索方法可以分为过滤式方法和包裹式方法．
（1）过滤式方法（Filter Method）是不依赖具体机器学习模型的特征选择

方法．每次增加最有信息量的特征，或删除最没有信息量的特征 [Hall, 1999]．特
征的信息量可以通过信息增益（Information Gain）来衡量，即引入特征后条件
分布𝑝𝜃(𝑦|𝒙)的不确定性（熵）的减少程度．
（2）包裹式方法（Wrapper Method）是使用后续机器学习模型的准确率作

为评价来选择一个特征子集的方法．每次增加对后续机器学习模型最有用的特
征，或删除对后续机器学习任务最无用的特征．这种方法是将机器学习模型包裹
到特征选择过程的内部．
ℓ1正则化 此外，我们还可以通过 ℓ1正则化来实现特征选择．由于 ℓ1正则化会
导致稀疏特征，因此间接实现了特征选择．

ℓ1正则化参见
第7.7.1节．

2.6.1.2 特征抽取
特征抽取（Feature Extraction）是构造一个新的特征空间，并将原始特征

投影在新的空间中得到新的表示．以线性投影为例，令𝒙 ∈ ℝ𝐷为原始特征向量，
𝒙′ ∈ ℝ𝐾为经过线性投影后得到的在新空间中的特征向量，有

𝒙′ = 𝑾𝒙, (2.72)

其中𝑾 ∈ ℝ𝐾×𝐷为映射矩阵．
特征抽取又可以分为监督和无监督的方法．监督的特征学习的目标是抽取

对一个特定的预测任务最有用的特征，比如线性判别分析（Linear Discriminant
Analysis，LDA）．而无监督的特征学习和具体任务无关，其目标通常是减少冗余
信息和噪声，比如主成分分析（Principal Component Analysis，PCA）和自编码
器（Auto-Encoder，AE）． 主 成 分 分 析 参 见

第9.1.1节．自编码器参
见第9.1.3节．表2.2列出了一些传统的特征选择和特征抽取方法．

表 2.2 传统的特征选择和特征抽取方法

监督学习 无监督学习

特征选择 标签相关的子集搜索、
ℓ1正则化、决策树

标签无关的子集搜索

特征抽取 线性判别分析 主成分分析、独立成分分
析、流形学习、自编码器
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特征选择和特征抽取的优点是可以用较少的特征来表示原始特征中的大部
分相关信息，去掉噪声信息，并进而提高计算效率和减小维度灾难（Curse of
Dimensionality）．对于很多没有正则化的模型，特征选择和特征抽取非常必要．

正则化参见第7.7节．经过特征选择或特征抽取后，特征的数量一般会减少，因此特征选择和特征抽取
也经常称为维数约减或降维（Dimension Reduction）．

2.6.2 深度学习方法
传统的特征抽取一般是和预测模型的学习分离的．我们会先通过主成分分

析或线性判别分析等方法抽取出有效的特征，然后再基于这些特征来训练一个
具体的机器学习模型．

如果我们将特征的表示学习和机器学习的预测学习有机地统一到一个模型
中，建立一个端到端的学习算法，就可以有效地避免它们之间准则的不一致性．
这种表示学习方法称为深度学习（Deep Learning，DL）． 参见第1.3节．深度学习方法的难点
是如何评价表示学习对最终系统输出结果的贡献或影响，即贡献度分配问题．目
前比较有效的模型是神经网络，即将最后的输出层作为预测学习，其他层作为表
示学习．

2.7 评价指标
为了衡量一个机器学习模型的好坏，需要给定一个测试集，用模型对测试集

中的每一个样本进行预测，并根据预测结果计算评价分数．
对于分类问题，常见的评价标准有准确率、精确率、召回率和F值等．给定测

试集𝒯 = {(𝒙(1), 𝑦(1)),⋯ , (𝒙(𝑁), 𝑦(𝑁))}，假设标签 𝑦(𝑛) ∈ {1,⋯ ,𝐶}，用学习好的
模型𝑓(𝒙; 𝜃∗)对测试集中的每一个样本进行预测，结果为 { ̂𝑦(1),⋯ , ̂𝑦(𝑁)}．
准确率 最常用的评价指标为准确率（Accuracy）： 由于中文的模糊性，关

于准确率和下文提到

的精确率的定义在有

些文献中刚好相反，具

体含义需要根据上下

文进行判断．

𝒜 = 1
𝑁

𝑁
∑
𝑛=1

𝐼(𝑦(𝑛) = ̂𝑦(𝑛)), (2.73)

其中 𝐼(⋅)为指示函数．
错误率 和准确率相对应的就是错误率（Error Rate）：

ℰ = 1 − 𝒜 (2.74)

= 1
𝑁

𝑁
∑
𝑛=1

𝐼(𝑦(𝑛) ≠ ̂𝑦(𝑛)). (2.75)
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精确率和召回率 准确率是所有类别整体性能的平均，如果希望对每个类都进
行性能估计，就需要计算精确率（Precision）和召回率（Recall）．精确率和召回
率是广泛用于信息检索和统计学分类领域的两个度量值，在机器学习的评价中
也被大量使用．

对于类别 𝑐来说，模型在测试集上的结果可以分为以下四种情况：
（1） 真正例（True Positive，TP）：一个样本的真实类别为 𝑐并且模型正确

地预测为类别 𝑐．这类样本数量记为

𝑇𝑃𝑐 =
𝑁
∑
𝑛=1

𝐼(𝑦(𝑛) = ̂𝑦(𝑛) = 𝑐). (2.76)

（2） 假负例（False Negative，FN）：一个样本的真实类别为 𝑐，模型错误地
预测为其他类．这类样本数量记为

𝐹𝑁𝑐 =
𝑁
∑
𝑛=1

𝐼(𝑦(𝑛) = 𝑐 ∧ ̂𝑦(𝑛) ≠ 𝑐). (2.77)

（3） 假正例（False Positive，FP）：一个样本的真实类别为其他类，模型错
误地预测为类别 𝑐．这类样本数量记为

𝐹𝑃𝑐 =
𝑁
∑
𝑛=1

𝐼(𝑦(𝑛) ≠ 𝑐 ∧ ̂𝑦(𝑛) = 𝑐). (2.78)

（4） 真负例（True Negative，TN）：一个样本的真实类别为其他类，模型
也预测为其他类．这类样本数量记为𝑇𝑁𝑐．对于类别 𝑐来说，这种情况一般不需要
关注．

这四种情况的关系可以用如表2.3所示的混淆矩阵（Confusion Matrix）来
表示．

表 2.3 类别 𝑐的预测结果的混淆矩阵

预测类别
̂𝑦 = 𝑐 ̂𝑦 ≠ 𝑐

真实类别
𝑦 = 𝑐 𝑇𝑃𝑐 𝐹𝑁𝑐
𝑦 ≠ 𝑐 𝐹𝑃𝑐 𝑇𝑁𝑐

根据上面的定义，我们可以进一步定义查准率、查全率和F值．
精确率（Precision），也叫精度或查准率，类别 𝑐的查准率是所有预测为类

别 𝑐的样本中预测正确的比例：

𝒫𝑐 =
𝑇𝑃𝑐

𝑇𝑃𝑐 + 𝐹𝑃𝑐
. (2.79)

https://nndl.github.io/

https://nndl.github.io/


2.7 评价指标 2021年 5月 18日 47

召回率（Recall），也叫查全率，类别 𝑐的查全率是所有真实标签为类别 𝑐的
样本中预测正确的比例：

ℛ𝑐 =
𝑇𝑃𝑐

𝑇𝑃𝑐 + 𝐹𝑁𝑐
. (2.80)

F值（F Measure）是一个综合指标，为精确率和召回率的调和平均：

ℱ𝑐 =
(1 + 𝛽2) × 𝒫𝑐 × ℛ𝑐
𝛽2 × 𝒫𝑐 +ℛ𝑐

, (2.81)

其中𝛽用于平衡精确率和召回率的重要性，一般取值为1．𝛽 = 1时的F值称为F1
值，是精确率和召回率的调和平均．
宏平均和微平均 为了计算分类算法在所有类别上的总体精确率、召回率和F1
值，经常使用两种平均方法，分别称为宏平均（Macro Average）和微平均（Mi-
cro Average）[Yang, 1999]．

宏平均是每一类的性能指标的算术平均值：

𝒫𝑚𝑎𝑐𝑟𝑜 =
1
𝐶

𝐶
∑
𝑐=1

𝒫𝑐, (2.82)

ℛ𝑚𝑎𝑐𝑟𝑜 =
1
𝐶

𝐶
∑
𝑐=1

ℛ𝑐, (2.83)

ℱ1𝑚𝑎𝑐𝑟𝑜 =
2 × 𝒫𝑚𝑎𝑐𝑟𝑜 × 𝑅𝑚𝑎𝑐𝑟𝑜
𝑃𝑚𝑎𝑐𝑟𝑜 + 𝑅𝑚𝑎𝑐𝑟𝑜

. (2.84)

值得注意的是，在有些文献上F1值的宏平均为ℱ1𝑚𝑎𝑐𝑟𝑜 =
1
𝐶
∑𝐶

𝑐=1ℱ1𝑐．
微平均是每一个样本的性能指标的算术平均值．对于单个样本而言，它的精

确率和召回率是相同的（要么都是 1，要么都是 0）．因此精确率的微平均和召回
率的微平均是相同的．同理，F1值的微平均指标是相同的．当不同类别的样本数
量不均衡时，使用宏平均会比微平均更合理些．宏平均会更关注小类别上的评价
指标．

在实际应用中，我们也可以通过调整分类模型的阈值来进行更全面的评价， 关于更详细的模型评

价指标，可以参考《机

器学习》[周志华, 2016]
的第 2章．

比如AUC（Area Under Curve）、ROC（Receiver Operating Characteristic）曲
线、PR（Precision-Recall）曲线等．此外，很多任务还有自己专门的评价方式，比
如TopN准确率．
交叉验证 交叉验证（Cross-Validation）是一种比较好的衡量机器学习模型的
统计分析方法，可以有效避免划分训练集和测试集时的随机性对评价结果造成
的影响． 𝐾一般大于 3．我们可以把原始数据集平均分为𝐾组不重复的子集，每次选𝐾 − 1组子
集作为训练集，剩下的一组子集作为验证集．这样可以进行𝐾次试验并得到𝐾个
模型，将这𝐾个模型在各自验证集上的错误率的平均作为分类器的评价．
https://nndl.github.io/
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2.8 理论和定理
在机器学习中，有一些非常有名的理论或定理，对理解机器学习的内在特性

非常有帮助．

2.8.1 PAC学习理论
当使用机器学习方法来解决某个特定问题时，通常靠经验或者多次试验来

选择合适的模型、训练样本数量以及学习算法收敛的速度等．但是经验判断或
多次试验往往成本比较高，也不太可靠，因此希望有一套理论能够分析问题难
度、计算模型能力，为学习算法提供理论保证，并指导机器学习模型和学习算法
的设计．这就是计算学习理论．计算学习理论（Computational Learning The-
ory）是机器学习的理论基础，其中最基础的理论就是可能近似正确（Probably
Approximately Correct，PAC）学习理论．

机器学习中一个很关键的问题是期望错误和经验错误之间的差异，称为泛
化错误（Generalization Error）．

泛化错误在有些文献

中也指期望错误，指在

未知样本上的错误．
泛化错误可以衡量一个机器学习模型𝑓是否可

以很好地泛化到未知数据．

𝒢𝒟(𝑓) = ℛ(𝑓) − ℛ𝑒𝑚𝑝
𝒟 (𝑓). (2.85)

根据大数定律，当训练集大小 |𝒟|趋向于无穷大时，泛化错误趋向于 0，即经
验风险趋近于期望风险．

lim
|𝒟|→∞

ℛ(𝑓) − ℛ𝑒𝑚𝑝
𝒟 (𝑓) = 0. (2.86)

由于我们不知道真实的数据分布 𝑝(𝒙, 𝑦)，也不知道真实的目标函数 𝑔(𝒙)，
因此期望从有限的训练样本上学习到一个期望错误为 0的函数𝑓(𝒙)是不切实际
的．因此，需要降低对学习算法能力的期望，只要求学习算法可以以一定的概率
学习到一个近似正确的假设，即PAC学习（PAC Learning）．一个PAC可学习
（PAC-Learnable）的算法是指该学习算法能够在多项式时间内从合理数量的训
练数据中学习到一个近似正确的𝑓(𝒙)．

PAC学习可以分为两部分：
（1） 近似正确（Approximately Correct）：一个假设𝑓 ∈ ℱ是“近似正确”

的，是指其在泛化错误𝒢𝒟(𝑓)小于一个界限 𝜖．𝜖一般为 0到 1
2
之间的数，0 < 𝜖 <

1
2
．如果𝒢𝒟(𝑓)比较大，说明模型不能用来做正确的“预测”．
（2） 可能（Probably）：一个学习算法𝒜有“可能”以1 − 𝛿的概率学习到这

样一个“近似正确”的假设．𝛿一般为 0到 1
2
之间的数，0 < 𝛿 < 1

2
．
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PAC学习可以下面公式描述：

𝑃((ℛ(𝑓) − ℛ𝑒𝑚𝑝
𝒟 (𝑓)) ≤ 𝜖) ≥ 1 − 𝛿, (2.87)

其中 𝜖,𝛿是和样本数量𝑁以及假设空间ℱ相关的变量．如果固定 𝜖,𝛿，可以反过来
计算出需要的样本数量

𝑁(𝜖, 𝛿) ≥ 1
2𝜖2 (log |ℱ| + log 2𝛿 ), (2.88)

参见 [Blum et al., 2016]
中定理 5.3．

其中 |ℱ|为假设空间的大小．从上面公式可以看出，模型越复杂，即假设空间ℱ越
大，模型的泛化能力越差．要达到相同的泛化能力，越复杂的模型需要的样本数
量越多．为了提高模型的泛化能力，通常需要正则化（Regularization）来限制模
型复杂度．

正则化参见第7.7节．

PAC学习理论也可以帮助分析一个机器学习方法在什么条件下可以学习到
一个近似正确的分类器．从公式 (2.88)可以看出，如果希望模型的假设空间越大，
泛化错误越小，其需要的样本数量越多．

2.8.2 没有免费午餐定理
没有免费午餐定理（No Free Lunch Theorem，NFL）是由Wolpert和Mac-

erday在最优化理论中提出的．没有免费午餐定理证明：对于基于迭代的最优化
算法，不存在某种算法对所有问题（有限的搜索空间内）都有效．如果一个算法
对某些问题有效，那么它一定在另外一些问题上比纯随机搜索算法更差．也就是
说，不能脱离具体问题来谈论算法的优劣，任何算法都有局限性．必须要“具体问
题具体分析”．

没有免费午餐定理对于机器学习算法也同样适用．不存在一种机器学习算
法适合于任何领域或任务．如果有人宣称自己的模型在所有问题上都好于其他
模型，那么他肯定是在吹牛．

2.8.3 奥卡姆剃刀原理
奥卡姆剃刀（Occam’sRazor）原理是由14世纪逻辑学家WilliamofOccam

提出的一个解决问题的法则：“如无必要，勿增实体”．奥卡姆剃刀的思想和机器
学习中的正则化思想十分类似：简单的模型泛化能力更好．如果有两个性能相近
的模型，我们应该选择更简单的模型．因此，在机器学习的学习准则上，我们经常
会引入参数正则化来限制模型能力，避免过拟合．

奥卡姆剃刀的一种形式化是最小描述长度（MinimumDescription Length，
MDL）原则，即对一个数据集𝒟，最好的模型𝑓 ∈ ℱ会使得数据集的压缩效果最
好，即编码长度最小．
https://nndl.github.io/
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最小描述长度也可以通过贝叶斯学习的观点来解释 [MacKay, 2003]．模型
𝑓在数据集𝒟上的对数后验概率为

max
𝑓

log𝑝(𝑓|𝒟) = max
𝑓

log𝑝(𝒟|𝑓) + log𝑝(𝑓) (2.89)

= min
𝑓

− log𝑝(𝒟|𝑓) − log𝑝(𝑓), (2.90)

其中− log𝑝(𝑓)和− log𝑝(𝒟|𝑓)可以分别看作模型 𝑓的编码长度和在该模型下
数据集𝒟的编码长度．也就是说，我们不但要使得模型𝑓可以编码数据集𝒟，也
要使得模型𝑓尽可能简单．

2.8.4 丑小鸭定理
丑小鸭定理（Ugly Duckling Theorem）是1969年由渡边慧提出的 [Watan-

abe, 1969]．
这里的“丑小鸭”是指

白天鹅的幼雏，而不是

“丑陋的小鸭子”．

渡边慧（1910～1993），
美籍日本学者，理论物

理学家，也是模式识别

的最早研究者之一．

“丑小鸭与白天鹅之间的区别和两只白天鹅之间的区别一样大”．这
个定理初看好像不符合常识，但是仔细思考后是非常有道理的．因为世界上不存
在相似性的客观标准，一切相似性的标准都是主观的．如果从体型大小或外貌的
角度来看，丑小鸭和白天鹅的区别大于两只白天鹅的区别；但是如果从基因的角
度来看，丑小鸭与它父母的差别要小于它父母和其他白天鹅之间的差别．

2.8.5 归纳偏置
在机器学习中，很多学习算法经常会对学习的问题做一些假设，这些假设就

称为归纳偏置（Inductive Bias）[Mitchell, 1997]．比如在最近邻分类器中，我们
会假设在特征空间中，一个小的局部区域中的大部分样本同属一类．在朴素贝叶
斯分类器中，我们会假设每个特征的条件概率是互相独立的．

归纳偏置在贝叶斯学习中也经常称为先验（Prior）．

2.9 总结和深入阅读
本章简单地介绍了机器学习的基础知识，并为后面介绍的神经网络进行一

些简单的铺垫．机器学习算法虽然种类繁多，但其中三个基本的要素为：模型、学
习准则、优化算法．大部分的机器学习算法都可以看作这三个基本要素的不同组
合．相同的模型也可以有不同的学习算法．比如线性分类模型有感知器、Logistic
回归和支持向量机，它们之间的差异在于使用了不同的学习准则和优化算法．

如果需要快速全面地了解机器学习的基本概念和体系，可以阅读《Pattern
Classification》[Duda et al., 2001]、《Machine Learning: a Probabilistic Perspec-
https://nndl.github.io/
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tive》[Murphy, 2012]、《机器学习》[周志华, 2016]和《统计学习方法》[李航,
2019]．

目前机器学习中最主流的一类方法是统计学习方法，将机器学习问题看作
统计推断问题，并且又可以进一步分为频率学派和贝叶斯学派．频率学派将模型
参数 𝜃看作固定常数；而贝叶斯学派将参数 𝜃看作随机变量，并且存在某种先验
分布．想进一步深入了解统计学习的知识，可以阅读《Pattern Recognition and
Machine Learning》[Bishop, 2007]和《The Elements of Statistical Learning:
Data Mining, Inference, and Prediction》[Hastie et al., 2009]．关于统计学习理
论的知识可以参考《Statistical Learning Theory》[Vapnik, 1998]．

此外，机器学习中一个重要内容是表示学习．[Bengio et al., 2013]系统地给
出了关于表示学习的全面综述．传统的表示学习方法，即特征选择和特征抽取，
可以参考《机器学习》[周志华, 2016]中的第 10章和第 11章．

习题

习题 2-1 分析为什么平方损失函数不适用于分类问题．
习题 2-2 在线性回归中，如果我们给每个样本 (𝒙(𝑛), 𝑦(𝑛))赋予一个权重 𝑟(𝑛)，经
验风险函数为

ℛ(𝒘) = 1
2

𝑁
∑
𝑛=1

𝑟(𝑛)(𝑦(𝑛) −𝒘T𝒙(𝑛))
2
, (2.91)

计算其最优参数𝒘∗，并分析权重 𝑟(𝑛)的作用．
习题 2-3 证明在线性回归中，如果样本数量𝑁小于特征数量𝐷 + 1，则𝑿𝑿T的秩
最大为𝑁．
习题 2-4 在线性回归中，验证岭回归的解为结构风险最小化准则下的最小二乘
法估计，见公式 (2.44)．
习题 2-5 在线性回归中，若假设标签 𝑦 ∼ 𝒩(𝒘T𝒙, 𝛽)，并用最大似然估计来优化
参数，验证最优参数为公式 (2.52)的解．
习题 2-6 假设有𝑁个样本 𝑥(1), 𝑥(2),⋯ , 𝑥(𝑁)服从正态分布𝒩(𝜇, 𝜎2)，其中𝜇未
知．1）使用最大似然估计来求解最优参数𝜇𝑀𝐿；2）若参数𝜇为随机变量，并服从
正态分布𝒩(𝜇0, 𝜎20 )，使用最大后验估计来求解最优参数𝜇𝑀𝐴𝑃．

习题 2-7 在习题2-6中，证明当𝑁 → ∞时，最大后验估计趋向于最大似然估计．
习题 2-8 验证公式 (2.61)．
习题 2-9 试分析什么因素会导致模型出现图2.6所示的高偏差和高方差情况．
https://nndl.github.io/

https://nndl.github.io/
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习题 2-10 验证公式 (2.66)．
习题 2-11 分别用一元、二元和三元特征的词袋模型表示文本“我打了张三”和
“张三打了我”，并分析不同模型的优缺点．
习题 2-12 对于一个三分类问题，数据集的真实标签和模型的预测标签如下：

真实标签 1 1 2 2 2 3 3 3 3

预测标签 1 2 2 2 3 3 3 1 2

分别计算模型的精确率、召回率、F1值以及它们的宏平均和微平均．
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第 3章 线性模型

正确的判断来自于经验，而经验来自于错误的判断．

——弗雷德里克·布鲁克斯（Frederick P. Brooks）
1999年图灵奖获得者

线性模型（Linear Model）是机器学习中应用最广泛的模型，指通过样本特
征的线性组合来进行预测的模型．给定一个𝐷维样本𝒙 = [𝑥1,⋯ , 𝑥𝐷]T，其线性
组合函数为

𝑓(𝒙;𝒘) = 𝑤1𝑥1 + 𝑤2𝑥2 +⋯+𝑤𝐷𝑥𝐷 + 𝑏 (3.1)

= 𝒘T𝒙 + 𝑏, (3.2)

为 简 单 起 见， 这 里

我们用𝑓(𝒙;𝒘)来表示
𝑓(𝒙;𝒘, 𝑏)．

其中𝒘 = [𝑤1,⋯ ,𝑤𝐷]T为𝐷维的权重向量，𝑏为偏置．上一章中介绍的线性回
归就是典型的线性模型，直接用𝑓(𝒙;𝒘)来预测输出目标𝑦 = 𝑓(𝒙;𝒘)．

在分类问题中，由于输出目标 𝑦是一些离散的标签，而 𝑓(𝒙;𝒘)的值域为
实数，因此无法直接用 𝑓(𝒙;𝒘)来进行预测，需要引入一个非线性的决策函数
（Decision Function）𝑔(⋅)来预测输出目标

𝑦 = 𝑔(𝑓(𝒙;𝒘)), (3.3)

其中𝑓(𝒙;𝒘)也称为判别函数（Discriminant Function）．
对于二分类问题，𝑔(⋅)可以是符号函数（Sign Function），定义为

𝑔(𝑓(𝒙;𝒘)) = sgn (𝑓(𝒙;𝒘)) (3.4)

≜ {
+1 if 𝑓(𝒙;𝒘) > 0,

−1 if 𝑓(𝒙;𝒘) < 0.
(3.5)

当𝑓(𝒙;𝒘) = 0时不进行预测．公式 (3.5)定义了一个典型的二分类问题的决策函
数，其结构如图3.1所示．
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+/−∑𝑥2
𝑤2

⋮

𝑥𝐷

𝑤𝐷

𝑥1 𝑤1

1
𝑏

图 3.1 二分类的线性模型

在本章，我们主要介绍四种不同线性分类模型：Logistic回归、Softmax回归、
感知器和支持向量机，这些模型的区别主要在于使用了不同的损失函数．

3.1 线性判别函数和决策边界
从公式(3.3)可知，一个线性分类模型（Linear Classification Model）或线

性分类器（Linear Classifier），是由一个（或多个）线性的判别函数𝑓(𝒙;𝒘) =
𝒘T𝒙 + 𝑏和非线性的决策函数 𝑔(⋅)组成．我们首先考虑二分类的情况，然后再扩
展到多分类的情况．

3.1.1 二分类
二分类（Binary Classification）问题的类别标签 𝑦只有两种取值，通常可

以设为 {+1, −1}或 {0, 1}．在二分类问题中，常用正例（Positive Sample）和负例
（Negative Sample）来分别表示属于类别+1和−1的样本．

在二分类问题中，我们只需要一个线性判别函数𝑓(𝒙;𝒘) = 𝒘T𝒙 + 𝑏．特征
空间ℝ𝐷中所有满足𝑓(𝒙;𝒘) = 0的点组成一个分割超平面（Hyperplane），称
为决策边界（Decision Boundary）或决策平面（Decision Surface）．

超平面就是三维空间

中的平面在更高维空

间的推广．𝐷维空间中
的超平面是𝐷 − 1维
的．在二维空间中，决

策边界为一个直线；在

三维空间中，决策边界

为一个平面；在高维空

间中，决策边界为一个

超平面．

决策边界
将特征空间一分为二，划分成两个区域，每个区域对应一个类别．

所谓“线性分类模型”就是指其决策边界是线性超平面．在特征空间中，
决策平面与权重向量𝒘正交．特征空间中每个样本点到决策平面的有向距离
（Signed Distance）为

参见习题3-2．𝛾 = 𝑓(𝒙;𝒘)
‖𝒘‖ . (3.6)

𝛾也可以看作点𝒙在𝒘方向上的投影．
图3.2给出了一个二分类问题的线性决策边界示例，其中样本特征向量𝒙 =

[𝑥1, 𝑥2]，权重向量𝒘 = [𝑤1, 𝑤2]．
https://nndl.github.io/

https://nndl.github.io/
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𝑥1

𝑥2

𝒘
T 𝒙 +

𝑏 =
0

𝑏
‖𝒘‖

𝒘

图 3.2 二分类的决策边界示例

给定𝑁个样本的训练集𝒟 = {(𝒙(𝑛), 𝑦(𝑛))}𝑁𝑛=1，其中 𝑦(𝑛) ∈ {+1,−1}，线性模
型试图学习到参数𝒘∗，使得对于每个样本 (𝒙(𝑛), 𝑦(𝑛))尽量满足

𝑓(𝒙(𝑛); 𝒘∗) > 0 if 𝑦(𝑛) = 1,

𝑓(𝒙(𝑛); 𝒘∗) < 0 if 𝑦(𝑛) = −1.
(3.7)

上面两个公式也可以合并，即参数𝒘∗尽量满足

𝑦(𝑛)𝑓(𝒙(𝑛); 𝒘∗) > 0, ∀𝑛 ∈ [1, 𝑁]. (3.8)

定义 3.1 –两类线性可分：对于训练集𝒟 = {(𝒙(𝑛), 𝑦(𝑛))}𝑁𝑛=1，如果存在权重
向量𝒘∗，对所有样本都满足𝑦𝑓(𝒙;𝒘∗) > 0，那么训练集𝒟是线性可分的．

为了学习参数𝒘，我们需要定义合适的损失函数以及优化方法．对于二分类
问题，最直接的损失函数为 0-1损失函数，即

ℒ01(𝑦, 𝑓(𝒙;𝒘)) = 𝐼(𝑦𝑓(𝒙;𝒘) < 0), (3.9)

其中 𝐼(⋅)为指示函数．但 0-1损失函数的数学性质不好，其关于𝒘的导数为 0，从
而导致无法优化𝒘．

https://nndl.github.io/

https://nndl.github.io/
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3.1.2 多分类
多分类（Multi-class Classification）问题是指分类的类别数𝐶大于 2．多分

类一般需要多个线性判别函数，但设计这些判别函数有很多种方式．
假设一个多分类问题的类别为 {1, 2,⋯ ,𝐶}，常用的方式有以下三种：
（1）“一对其余”方式：把多分类问题转换为𝐶个“一对其余”的二分类问

题．这种方式共需要𝐶个判别函数，其中第 𝑐个判别函数𝑓𝑐是将类别 𝑐的样本和
不属于类别 𝑐的样本分开．
（2）“一对一”方式：把多分类问题转换为𝐶(𝐶 − 1)/2个“一对一”的二分

类问题．这种方式共需要𝐶(𝐶 − 1)/2个判别函数，其中第 (𝑖, 𝑗)个判别函数是把类
别 𝑖和类别 𝑗的样本分开． 1 ≤ 𝑖 < 𝑗 ≤ 𝐶

（3）“argmax”方式：这是一种改进的“一对其余”方式，共需要𝐶个判
别函数

𝑓𝑐(𝒙;𝒘𝑐) = 𝒘T
𝑐𝒙 + 𝑏𝑐, 𝑐 ∈ {1,⋯ ,𝐶} (3.10)

对于样本𝒙，如果存在一个类别 𝑐，相对于所有的其他类别 ̃𝑐( ̃𝑐 ≠ 𝑐)有𝑓𝑐(𝒙;𝒘𝑐) >
𝑓 ̃𝑐(𝒙,𝒘 ̃𝑐)，那么𝒙属于类别 𝑐．“argmax”方式的预测函数定义为

𝑦 =
𝐶

argmax
𝑐=1

𝑓𝑐(𝒙;𝒘𝑐). (3.11)

参见习题3-3．“一对其余”方式和“一对一”方式都存在一个缺陷：特征空间中会存在一
些难以确定类别的区域，而“argmax”方式很好地解决了这个问题．图3.3给出
了用这三种方式进行多分类的示例，其中红色直线表示判别函数 𝑓(⋅) = 0的直
线，不同颜色的区域表示预测的三个类别的区域（𝜔1、𝜔2和𝜔3）和难以确定类
别的区域（‘?’）．在“argmax”方式中，相邻两类 𝑖和 𝑗的决策边界实际上是由
𝑓𝑖(𝒙;𝒘𝑖) − 𝑓𝑗(𝒙;𝒘𝑗) = 0决定，其法向量为𝒘𝑖 −𝒘𝑗．

(a)“一对其余”方式 (b)“一对一”方式 (c)“argmax”方式

图 3.3 多分类问题的三种方式

https://nndl.github.io/

https://nndl.github.io/
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定义 3.2 –多类线性可分：对于训练集𝒟 = {(𝒙(𝑛), 𝑦(𝑛))}𝑁𝑛=1，如果存在𝐶个
权重向量𝒘∗

1,⋯ ,𝒘∗
𝐶，使得第𝑐(1 ≤ 𝑐 ≤ 𝐶)类的所有样本都满足𝑓𝑐(𝒙;𝒘∗

𝑐) >
𝑓 ̃𝑐(𝒙,𝒘∗

̃𝑐), ∀ ̃𝑐 ≠ 𝑐，那么训练集𝒟是线性可分的．

从上面定义可知，如果数据集是多类线性可分的，那么一定存在一个“argmax”
方式的线性分类器可以将它们正确分开． 参见习题3-4．

3.2 Logistic回归
Logistic回归（Logistic Regression，LR）是一种常用的处理二分类问题的

线性模型．在本节中，我们采用𝑦 ∈ {0, 1}以符合Logistic回归的描述习惯．
为了解决连续的线性函数不适合进行分类的问题，我们引入非线性函数 𝑔 ∶

ℝ𝐷 → (0, 1)来预测类别标签的后验概率𝑝(𝑦 = 1|𝒙)．

𝑝(𝑦 = 1|𝒙) = 𝑔(𝑓(𝒙;𝒘)), (3.12)

其中 𝑔(⋅)通常称为激活函数（Activation Function），其作用是把线性函数的值
域从实数区间“挤压”到了 (0, 1)之间，可以用来表示概率．在统计文献中，𝑔(⋅)的
逆函数𝑔−1(⋅)也称为联系函数（Link Function）．

在Logistic回归中，我们使用Logistic函数来作为激活函数． Logistic函数参见
第B.4.2.1节．

标签𝑦 = 1的后
验概率为

𝑝(𝑦 = 1|𝒙) = 𝜎(𝒘T𝒙) (3.13)

≜ 1
1 + exp(−𝒘T𝒙) , (3.14)

为简单起见，这里𝒙 = [𝑥1,⋯ , 𝑥𝐷, 1]T和𝒘 = [𝑤1,⋯ ,𝑤𝐷, 𝑏]T分别为𝐷 + 1维
的增广特征向量和增广权重向量．

标签𝑦 = 0的后验概率为

𝑝(𝑦 = 0|𝒙) = 1 − 𝑝(𝑦 = 1|𝒙) (3.15)

= exp(−𝒘T𝒙)
1 + exp(−𝒘T𝒙) . (3.16)

将公式 (3.14)进行变换后得到

𝒘T𝒙 = log 𝑝(𝑦 = 1|𝒙)
1 − 𝑝(𝑦 = 1|𝒙) (3.17)

https://nndl.github.io/

https://nndl.github.io/
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= log 𝑝(𝑦 = 1|𝒙)
𝑝(𝑦 = 0|𝒙) , (3.18)

其中 𝑝(𝑦 = 1|𝒙)
𝑝(𝑦 = 0|𝒙)为样本𝒙为正反例后验概率的比值，称为几率（Odds），几率的

对数称为对数几率（Log Odds，或Logit）．公式 (3.17)中等号的左边是线性函数，
这样Logistic回归可以看作预测值为“标签的对数几率”的线性回归模型．因此，
Logistic回归也称为对数几率回归（Logit Regression）．

图3.4给出了使用线性回归和Logistic回归来解决一维数据的二分类问题的
示例．

−1.5 −1 −0.5 0 0.5 1 1.5

−1

0

1

2

𝑦 = 0.50⋅x+0.53

𝑥

𝑦

(a)线性回归

−3 −2 −1 0 1
−0.5

0

0.5

1

1.5

𝑤 = 6, 𝑏 = 9

𝑤 = 10, 𝑏 = 15

𝑥

𝑦

(b) Logistic回归

图 3.4 一维数据的二分类问题示例

3.2.1 参数学习
Logistic回归采用交叉熵作为损失函数，并使用梯度下降法来对参数进行

优化．
给定𝑁个训练样本 {(𝒙(𝑛), 𝑦(𝑛))}𝑁𝑛=1，用Logistic回归模型对每个样本𝒙(𝑛)进

行预测，输出其标签为 1的后验概率，记为 ̂𝑦(𝑛)，

̂𝑦(𝑛) = 𝜎(𝒘T𝒙(𝑛)), 1 ≤ 𝑛 ≤ 𝑁. (3.19)

由于𝑦(𝑛) ∈ {0, 1}，样本 (𝒙(𝑛), 𝑦(𝑛))的真实条件概率可以表示为

𝑝𝑟(𝑦(𝑛) = 1|𝒙(𝑛)) = 𝑦(𝑛), (3.20)

𝑝𝑟(𝑦(𝑛) = 0|𝒙(𝑛)) = 1 − 𝑦(𝑛). (3.21)

使用交叉熵损失函数，其风险函数为 为简单起见，这里忽略

了正则化项．

ℛ(𝒘) = − 1
𝑁

𝑁
∑
𝑛=1

(𝑝𝑟(𝑦(𝑛) = 1|𝒙(𝑛)) log ̂𝑦(𝑛) + 𝑝𝑟(𝑦(𝑛) = 0|𝒙(𝑛)) log(1 − ̂𝑦(𝑛))) (3.22)
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= − 1
𝑁

𝑁
∑
𝑛=1

(𝑦(𝑛) log ̂𝑦(𝑛) + (1 − 𝑦(𝑛)) log(1 − ̂𝑦(𝑛))). (3.23)

风险函数ℛ(𝒘)关于参数𝒘的偏导数为

𝜕ℛ(𝒘)
𝜕𝒘 = − 1

𝑁
𝑁
∑
𝑛=1

(𝑦(𝑛) ̂𝑦(𝑛)(1 − ̂𝑦(𝑛))
̂𝑦(𝑛) 𝒙(𝑛) − (1 − 𝑦(𝑛)) ̂𝑦(𝑛)(1 − ̂𝑦(𝑛))

1 − ̂𝑦(𝑛) 𝒙(𝑛)) ̂𝑦为 Logistic函数，
因此有

𝜕�̂�
𝜕𝒘T𝒙

=
̂𝑦(𝑛)(1 − ̂𝑦(𝑛))．参见
第B.4.2.1节．

= − 1
𝑁

𝑁
∑
𝑛=1

(𝑦(𝑛)(1 − ̂𝑦(𝑛))𝒙(𝑛) − (1 − 𝑦(𝑛)) ̂𝑦(𝑛)𝒙(𝑛))

= − 1
𝑁

𝑁
∑
𝑛=1

𝒙(𝑛)(𝑦(𝑛) − ̂𝑦(𝑛)).

(3.24)

(3.25)

(3.26)

采用梯度下降法，Logistic回归的训练过程为：初始化𝒘0 ← 0，然后通过下
式来迭代更新参数：

𝒘𝑡+1 ← 𝒘𝑡 + 𝛼 1𝑁
𝑁
∑
𝑛=1

𝒙(𝑛)(𝑦(𝑛) − ̂𝑦(𝑛)𝒘𝑡 ), (3.27)

其中𝛼是学习率， ̂𝑦(𝑛)𝒘𝑡 是当参数为𝒘𝑡时，Logistic回归模型的输出．
从公式 (3.23)可知，风险函数ℛ(𝒘)是关于参数𝒘的连续可导的凸函数．因

此除了梯度下降法之外，Logistic回归还可以用高阶的优化方法（比如牛顿法）
来进行优化．

3.3 Softmax回归
Softmax回归（Softmax Regression），也称为多项（Multinomial）或多类

（Multi-Class）的Logistic回归，是Logistic回归在多分类问题上的推广． Softmax回归也可以看
作一种条件最大熵模

型，参见第11.1.5.1节．对于多类问题，类别标签𝑦 ∈ {1, 2,⋯ , 𝐶}可以有𝐶个取值．给定一个样本𝒙，
Softmax回归预测的属于类别 𝑐的条件概率为

Softmax函数参见
第B.4.2.2节．

𝑝(𝑦 = 𝑐|𝒙) = softmax(𝒘T
𝑐𝒙) (3.28)

= exp(𝒘T
𝑐𝒙)

∑𝐶
𝑐′=1 exp(𝒘T

𝑐′𝒙)
, (3.29)

其中𝒘𝑐是第 𝑐类的权重向量．
Softmax回归的决策函数可以表示为

̂𝑦 =
𝐶

argmax
𝑐=1

𝑝(𝑦 = 𝑐|𝒙) (3.30)

=
𝐶

argmax
𝑐=1

𝒘T
𝑐𝒙. (3.31)
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与Logistic回归的关系 当类别数𝐶 = 2时，Softmax回归的决策函数为

̂𝑦 = argmax
𝑦∈{0,1}

𝒘T
𝑦𝒙 (3.32)

= 𝐼(𝒘T
1𝒙 − 𝒘T

0𝒙 > 0) (3.33)

= 𝐼((𝒘1 −𝒘0)T𝒙 > 0), (3.34)

其中 𝐼(⋅)是指示函数．对比公式 (3.5)中的二分类决策函数，可以发现二分类中的
权重向量𝒘 = 𝒘1 −𝒘0．

向量表示 公式 (3.29)用向量形式可以写为

�̂� = softmax(𝑾T𝒙) (3.35)

= exp(𝑾T𝒙)
1T
𝐶 exp (𝑾T𝒙) , (3.36)

其中𝑾 = [𝒘1,⋯ ,𝒘𝐶]是由𝐶个类的权重向量组成的矩阵，1𝐶为𝐶维的全 1向
量，�̂� ∈ ℝ𝐶为所有类别的预测条件概率组成的向量，第 𝑐维的值是第 𝑐类的预测
条件概率．

3.3.1 参数学习
给定𝑁个训练样本 {(𝒙(𝑛), 𝑦(𝑛))}𝑁𝑛=1，Softmax回归使用交叉熵损失函数来学

习最优的参数矩阵𝑾．
为了方便起见，我们用𝐶维的 one-hot向量𝒚 ∈ {0, 1}𝐶来表示类别标签．对

于类别 𝑐，其向量表示为

𝒚 = [𝐼(1 = 𝑐), 𝐼(2 = 𝑐),⋯ , 𝐼(𝐶 = 𝑐)]T, (3.37)

其中 𝐼(⋅)是指示函数．
采用交叉熵损失函数，Softmax回归模型的风险函数为 为简单起见，这里忽略

了正则化项．

ℛ(𝑾) = − 1
𝑁

𝑁
∑
𝑛=1

𝐶
∑
𝑐=1

𝒚(𝑛)𝑐 log �̂�(𝑛)𝑐 (3.38)

= − 1
𝑁

𝑁
∑
𝑛=1

(𝒚(𝑛))T log �̂�(𝑛), (3.39)

其中 �̂�(𝑛) = softmax(𝑾T𝒙(𝑛))为样本𝒙(𝑛)在每个类别的后验概率．
风险函数ℛ(𝑾)关于𝑾的梯度为

𝜕ℛ(𝑾)
𝜕𝑾 = − 1

𝑁
𝑁
∑
𝑛=1

𝒙(𝑛) (𝒚(𝑛) − �̂�(𝑛))T . (3.40)
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证明. 计算公式 (3.40)中的梯度，关键在于计算每个样本的损失函数ℒ(𝑛)(𝑾) =
−(𝒚(𝑛))T log �̂�(𝑛)关于参数𝑾的梯度，其中需要用到的两个导数公式为
（1） 若𝒚 = softmax(𝒛)，则 𝜕𝒚

𝜕𝒛
= diag (𝒚) − 𝒚𝒚T． Softmax函数的导数

参见第B.4.2.2节．
（2） 若 𝒛 = 𝑾T𝒙 = [𝒘T

1𝒙,𝒘T
2𝒙,⋯ ,𝒘T

𝐶𝒙]T，则 𝜕𝒛
𝜕𝒘𝑐
为第 𝑐列为𝒙，其余为 0

的矩阵．
𝜕𝒛
𝜕𝒘𝑐

= [𝜕𝒘
T
1𝒙

𝜕𝒘𝑐
, 𝜕𝒘

T
2𝒙

𝜕𝒘𝑐
,⋯ , 𝜕𝒘

T
𝐶𝒙

𝜕𝒘𝑐
] (3.41)

= [0,0,⋯ , 𝒙,⋯ ,0] (3.42)

≜ 𝕄𝑐(𝒙). (3.43)

根据链式法则，ℒ(𝑛)(𝑾) = −(𝒚(𝑛))T log �̂�(𝑛)关于𝒘𝑐的偏导数为

𝜕ℒ(𝑛)(𝑾)
𝜕𝒘𝑐

= −
𝜕 ((𝒚(𝑛))T log �̂�(𝑛))

𝜕𝒘𝑐

= −𝜕𝒛
(𝑛)

𝜕𝒘𝑐

𝜕�̂�(𝑛)
𝜕𝒛(𝑛)

𝜕 log �̂�(𝑛)
𝜕�̂�(𝑛) 𝒚(𝑛)

= −𝕄𝑐(𝒙(𝑛)) (diag (�̂�(𝑛)) − �̂�(𝑛)(�̂�(𝑛))T) (diag(�̂�(𝑛)))−1 𝒚(𝑛) 𝒚T diag(𝒚)−1 = 1T
𝐶为

全1的行向量．
= −𝕄𝑐(𝒙(𝑛)) (𝑰 − �̂�(𝑛)1T

𝐶) 𝒚(𝑛)

= −𝕄𝑐(𝒙(𝑛)) (𝒚(𝑛) − �̂�(𝑛)1T
𝐶𝒚(𝑛)) 𝒚为one-hot向量，所以

1T
𝐶𝒚 = 1．

= −𝕄𝑐(𝒙(𝑛)) (𝒚(𝑛) − �̂�(𝑛))
= −𝒙(𝑛) [𝒚(𝑛) − �̂�(𝑛)]𝑐 .

(3.44)

(3.45)

(3.46)

(3.47)

(3.48)

(3.49)

(3.50)

公式 (3.50)也可以表示为非向量形式，即
𝜕ℒ(𝑛)(𝑾)

𝜕𝒘𝑐
= −𝒙(𝑛) (𝐼(𝑦(𝑛) = 𝑐) − �̂�(𝑛)𝑐 ) , (3.51)

其中 𝐼(⋅)是指示函数．
根据公式 (3.50)可以得到

𝜕ℒ(𝑛)(𝑾)
𝜕𝑾 = −𝒙(𝑛) (𝒚(𝑛) − �̂�(𝑛))T . (3.52)

采用梯度下降法，Softmax回归的训练过程为：初始化𝑾0 ← 0，然后通过下
式进行迭代更新：

𝑾𝑡+1 ←𝑾𝑡 + 𝛼( 1𝑁
𝑁
∑
𝑛=1

𝒙(𝑛) (𝒚(𝑛) − �̂�(𝑛)𝑾𝑡 )
T

) , (3.53)

其中𝛼是学习率，�̂�(𝑛)𝑾𝑡 是当参数为𝑾𝑡时，Softmax回归模型的输出．
https://nndl.github.io/
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要注意的是，Softmax回归中使用的𝐶个权重向量是冗余的，即对所有的
权重向量都减去一个同样的向量𝒗，不改变其输出结果．因此，Softmax
回归往往需要使用正则化来约束其参数．此外，我们还可以利用这个特
性来避免计算Softmax函数时在数值计算上溢出问题．

3.4 感知器
感知器（Perceptron）由Frank Roseblatt于 1957年提出，是一种广泛使用

的线性分类器．
Frank Rosenblatt
（1928～1971），美国心
理学家，人工智能领域

开拓者．

最早发明的感知器是

一台机器而不是一种

算法，后来才被实现为

IBM 704机器上可运行
的程序．

感知器可谓是最简单的人工神经网络，只有一个神经元．
感知器是对生物神经元的简单数学模拟，有与生物神经元相对应的部件，如

权重（突触）、偏置（阈值）及激活函数（细胞体），输出为+1或−1．
感知器是一种简单的两类线性分类模型，其分类准则与公式 (3.5)相同，即

̂𝑦 = sgn(𝒘T𝒙). (3.54)

3.4.1 参数学习
感知器学习算法也是一个经典的线性分类器的参数学习算法．
给定𝑁个样本的训练集：{(𝒙(𝑛), 𝑦(𝑛))}𝑁𝑛=1，其中𝑦(𝑛) ∈ {+1,−1}，感知器学习

算法试图找到一组参数𝒘∗，使得对于每个样本 (𝒙(𝑛), 𝑦(𝑛))有

𝑦(𝑛)𝒘∗T𝒙(𝑛) > 0, ∀𝑛 ∈ {1,⋯ ,𝑁}. (3.55)

感知器的学习算法是一种错误驱动的在线学习算法 [Rosenblatt, 1958]．先
初始化一个权重向量𝒘 ← 0（通常是全零向量），然后每次分错一个样本 (𝒙, 𝑦)
时，即𝑦𝒘T𝒙 < 0，就用这个样本来更新权重．

𝒘 ← 𝒘+ 𝑦𝒙. (3.56)

具体的感知器参数学习策略如算法3.1所示．
根据感知器的学习策略，可以反推出感知器的损失函数为

ℒ(𝒘; 𝒙, 𝑦) = max(0, −𝑦𝒘T𝒙). (3.57)

采用随机梯度下降，其每次更新的梯度为

𝜕ℒ(𝒘; 𝒙, 𝑦)
𝜕𝒘 = {

0 if 𝑦𝒘T𝒙 > 0,

−𝑦𝒙 if 𝑦𝒘T𝒙 < 0.
(3.58)
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算法 3.1 两类感知器的参数学习算法
输入:训练集𝒟 = {(𝒙(𝑛), 𝑦(𝑛))}𝑁𝑛=1，最大迭代次数𝑇

1 初始化：𝒘0 ← 0, 𝑘 ← 0, 𝑡 ← 0 ;
2 repeat
3 对训练集𝒟中的样本随机排序;
4 for 𝑛 = 1⋯𝑁 do
5 选取一个样本 (𝒙(𝑛), 𝑦(𝑛));
6 if 𝒘T

𝑘(𝑦(𝑛)𝒙(𝑛)) ≤ 0 then
7 𝒘𝑘+1 ← 𝒘𝑘 + 𝑦(𝑛)𝒙(𝑛);
8 𝑘 ← 𝑘 + 1;
9 end
10 𝑡 ← 𝑡 + 1;
11 if 𝑡 = 𝑇 then break; // 达到最大迭代次数
12 end
13 until 𝑡 = 𝑇;
输出:𝒘𝑘

图3.5给出了感知器参数学习的更新过程，其中红色实心点为正例，蓝色
空心点为负例．黑色箭头表示当前的权重向量，红色虚线箭头表示权重的更新
方向．
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图 3.5 感知器参数学习的更新过程
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3.4.2 感知器的收敛性
[Novikoff, 1963]证明对于两类问题，如果训练集是线性可分的，那么感知器

算法可以在有限次迭代后收敛．然而，如果训练集不是线性可分的，那么这个算
法则不能确保会收敛．

当数据集是两类线性可分时， 参见定义3.1．对于训练集𝒟 = {(𝒙(𝑛), 𝑦(𝑛))}𝑁𝑛=1，其中𝒙(𝑛)为
样本的增广特征向量，𝑦(𝑛) ∈ {−1, 1}，那么存在一个正的常数 𝛾(𝛾 > 0)和权重向
量𝒘∗，并且 ‖𝒘∗‖ = 1，对所有𝑛都满足 (𝒘∗)T(𝑦(𝑛)𝒙(𝑛)) ≥ 𝛾．我们可以证明如下
定理．

定理 3.1 –感知器收敛性：给定训练集𝒟 = {(𝒙(𝑛), 𝑦(𝑛))}𝑁𝑛=1，令𝑅是训练集
中最大的特征向量的模，即

𝑅 = max
𝑛

‖𝑥(𝑛)‖.

如果训练集𝒟线性可分，两类感知器的参数学习算法3.1的权重更新次数不
超过 𝑅2

𝛾2
．

证明. 感知器的权重向量的更新方式为

𝒘𝑘 = 𝒘𝑘−1 + 𝑦(𝑘)𝒙(𝑘), (3.59)

其中𝒙(𝑘), 𝑦(𝑘)表示第𝑘个错误分类的样本．
因为初始权重向量为 0，在第𝐾次更新时感知器的权重向量为

𝒘𝐾 =
𝐾
∑
𝑘=1

𝑦(𝑘)𝒙(𝑘). (3.60)

分别计算 ‖𝒘𝐾‖2的上下界：
（1）‖𝒘𝐾‖2的上界为

‖𝒘𝐾‖2 = ‖𝒘𝐾−1 + 𝑦(𝐾)𝒙(𝐾)‖2

= ‖𝒘𝐾−1‖2 + ‖𝑦(𝐾)𝒙(𝐾)‖2 + 2𝑦(𝐾)𝒘T
𝐾−1𝒙(𝐾) 𝑦𝑘𝒘T

𝐾−1𝒙(𝐾) ≤ 0.

≤ ‖𝒘𝐾−1‖2 + 𝑅2

≤ ‖𝒘𝐾−2‖2 + 2𝑅2

≤ 𝐾𝑅2.

(3.61)

(3.62)

(3.63)

(3.64)

(3.65)
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（2）‖𝒘𝐾‖2的下界为

‖𝒘𝐾‖2 = ‖𝒘∗‖2 ⋅ ‖𝒘𝐾‖2 ‖𝒘∗‖ = 1．两个向量内
积的平方一定小于等

于这两个向量的模的

乘积．

≥ ‖𝒘∗T𝒘𝐾‖2

= ‖𝒘∗T
𝐾
∑
𝑘=1

(𝑦(𝑘)𝒙(𝑘))‖2

= ‖
𝐾
∑
𝑘=1

𝒘∗T(𝑦(𝑘)𝒙(𝑘))‖2 𝒘∗T(𝑦(𝑛)𝒙(𝑛))≥𝛾, ∀𝑛.

≥ 𝐾2𝛾2.

(3.66)

(3.67)

(3.68)

(3.69)

(3.70)

由公式 (3.65)和公式 (3.70)，得到

𝐾2𝛾2 ≤ ||𝒘𝐾 ||2 ≤ 𝐾𝑅2. (3.71)

取最左和最右的两项，进一步得到，𝐾2𝛾2 ≤ 𝐾𝑅2．然后两边都除𝐾，最终得到
𝐾 ≤ 𝑅2

𝛾2
．因此，在线性可分的条件下，算法3.1会在 𝑅2

𝛾2
步内收敛．

虽然感知器在线性可分的数据上可以保证收敛，但其存在以下不足：
（1） 在数据集线性可分时，感知器虽然可以找到一个超平面把两类数据分

开，但并不能保证其泛化能力．
（2） 感知器对样本顺序比较敏感．每次迭代的顺序不一致时，找到的分割

超平面也往往不一致．
（3） 如果训练集不是线性可分的，就永远不会收敛．

3.4.3 参数平均感知器
根据定理3.1，如果训练数据是线性可分的，那么感知器可以找到一个判别

函数来分割不同类的数据．如果间隔𝛾越大，收敛越快．但是感知器并不能保证找
到的判别函数是最优的（比如泛化能力高），这样可能导致过拟合．

感知器学习到的权重向量和训练样本的顺序相关．在迭代次序上排在后面
的错误样本比前面的错误样本，对最终的权重向量影响更大．比如有 1 000个训
练样本，在迭代 100个样本后，感知器已经学习到一个很好的权重向量．在接下
来的 899个样本上都预测正确，也没有更新权重向量．但是，在最后第 1 000个样
本时预测错误，并更新了权重．这次更新可能反而使得权重向量变差．

为了提高感知器的鲁棒性和泛化能力，我们可以将在感知器学习过程中的
所有𝐾个权重向量保存起来，

𝐾为感知器在训练中
权重向量的总更新

次数．并赋予每个权重向量𝒘𝑘一个置信系数 𝑐𝑘（1 ≤
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𝑘 ≤ 𝐾）．最终的分类结果通过这𝐾个不同权重的感知器投票决定，这个模型也
称为投票感知器（Voted Perceptron）[Freund et al., 1999]．

令 𝜏𝑘为第 𝑘次更新权重𝒘𝑘时的迭代次数（即训练过的样本数量），𝜏𝑘+1为
下次权重更新时的迭代次数，则权重𝒘𝑘的置信系数 𝑐𝑘设置为从 𝜏𝑘到 𝜏𝑘+1之间
间隔的迭代次数，即 𝑐𝑘 = 𝜏𝑘+1 − 𝜏𝑘．置信系数 𝑐𝑘越大，说明权重𝒘𝑘在之后的训
练过程中正确分类样本的数量越多，越值得信赖．

这样，投票感知器的形式为
投票感知器是一种集

成模型，参见第10.1节．̂𝑦 = sgn (
𝐾
∑
𝑘=1

𝑐𝑘 sgn(𝒘T
𝑘𝒙)), (3.72)

其中 sgn(⋅)为符号函数．
投票感知器虽然提高了感知器的泛化能力，但是需要保存𝐾个权重向量．

在实际操作中会带来额外的开销．因此，人们经常会使用一个简化的版本，通
过使用“参数平均”的策略来减少投票感知器的参数数量，也叫作平均感知器
（Averaged Perceptron）[Collins, 2002]．平均感知器的形式为

̂𝑦 = sgn ( 1𝑇
𝐾
∑
𝑘=1

𝑐𝑘(𝒘T
𝑘𝒙)) (3.73)

= sgn ( 1𝑇 (
𝐾
∑
𝑘=1

𝑐𝑘𝒘𝑘)T𝒙) (3.74)

= sgn (( 1𝑇
𝑇
∑
𝑡=1

𝒘𝑡)T𝒙) (3.75)

= sgn(�̄�T𝒙), (3.76)

其中𝑇为迭代总回合数，�̄�为𝑇次迭代的平均权重向量．这个方法非常简单，只
需要在算法3.1中增加一个 �̄�，并且在每次迭代时都更新 �̄�：

�̄� ← �̄� + 𝒘𝑡. (3.77)

但这个方法需要在处理每一个样本时都要更新 �̄�．因为 �̄�和𝒘𝑡都是稠密向量，
所以更新操作比较费时．为了提高迭代速度，有很多改进的方法，让这个更新只
需要在错误预测发生时才进行更新．

算法3.2给出了一个改进的平均感知器算法的训练过程 [Daumé III, 2012]． 参见习题3-7．
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算法 3.2 一种改进的平均感知器参数学习算法
输入:训练集 {(𝒙(𝑛), 𝑦(𝑛))}𝑁𝑛=1，最大迭代次数𝑇

1 初始化：𝒘 ← 0, 𝒖 ← 0,𝑡 ← 0 ;
2 repeat
3 对训练集𝒟中的样本随机排序;
4 for 𝑛 = 1⋯𝑁 do
5 选取一个样本 (𝒙(𝑛), 𝑦(𝑛));
6 计算预测类别 ̂𝑦𝑡;
7 if ̂𝑦𝑡 ≠ 𝑦𝑡 then
8 𝒘 ← 𝒘+ 𝑦(𝑛)𝒙(𝑛);
9 𝒖 ← 𝒖 + 𝑡𝑦(𝑛)𝒙(𝑛);
10 end
11 𝑡 ← 𝑡 + 1;
12 if 𝑡 = 𝑇 then break; // 达到最大迭代次数
13 end
14 until 𝑡 = 𝑇;
15 �̄� = 𝒘𝑇 −

1
𝑇
𝒖 ;

输出: �̄�

3.4.4 扩展到多分类
原始的感知器是一种二分类模型，但也可以很容易地扩展到多分类问题，甚

至是更一般的结构化学习问题 [Collins, 2002]．
之前介绍的分类模型中，分类函数都是在输入𝒙的特征空间上．为了使得感

知器可以处理更复杂的输出，我们引入一个构建在输入输出联合空间上的特征
函数𝜙(𝒙, 𝒚)，将样本对 (𝒙, 𝒚)映射到一个特征向量空间．

通过引入特征函数

𝜙(𝒙, 𝒚)，感知器不但
可以用于多分类问题，

也可以用于结构化学

习问题，比如输出是序

列形式．

在联合特征空间中，我们可以建立一个广义的感知器模型，

�̂� = argmax
𝒚∈Gen(𝒙)

𝒘T𝜙(𝒙, 𝒚), (3.78)

其中𝒘为权重向量，Gen(𝒙)表示输入𝒙所有的输出目标集合．
广义感知器模型一般用来处理结构化学习问题．当用广义感知器模型来处

理𝐶分类问题时，𝒚 ∈ {0, 1}𝐶为类别的one-hot向量表示．在𝐶分类问题中，一种
常用的特征函数𝜙(𝒙, 𝒚)是𝒙和𝒚的外积，即 外积的定义参见公

式(A.28)．

𝜙(𝒙, 𝒚) = vec(𝒙𝒚T) ∈ ℝ(𝐷×𝐶), (3.79)

其中 vec(⋅)是向量化算子，𝜙(𝒙, 𝒚)为 (𝐷 × 𝐶)维的向量．
https://nndl.github.io/
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给定样本 (𝒙, 𝒚)，若𝒙 ∈ ℝ𝐷，𝒚为第 𝑐维为 1的one-hot向量，则

𝜙(𝒙, 𝒚) =

⎡
⎢
⎢
⎢
⎢
⎢
⎢
⎢
⎢
⎢
⎢
⎢
⎢
⎢
⎣

⋮

0

𝑥1
⋮

𝑥𝐷
0

⋮

⎤
⎥
⎥
⎥
⎥
⎥
⎥
⎥
⎥
⎥
⎥
⎥
⎥
⎥
⎦

. (3.80)
←第 (𝑐 − 1) × 𝐷 + 1行

←第 (𝑐 − 1) × 𝐷 + 𝐷行

广义感知器算法的训练过程如算法3.3所示．

算法 3.3 广义感知器参数学习算法
输入:训练集:{(𝒙(𝑛), 𝒚(𝑛))}𝑁𝑛=1，最大迭代次数𝑇

1 初始化：𝒘0 ← 0, 𝑘 ← 0, 𝑡 ← 0 ;
2 repeat
3 对训练集𝒟中的样本随机排序;
4 for 𝑛 = 1⋯𝑁 do
5 选取一个样本 (𝒙(𝑛), 𝒚(𝑛));
6 用公式 (3.78)计算预测类别 �̂�(𝑛);
7 if �̂�(𝑛) ≠ 𝒚(𝑛) then
8 𝒘𝑘+1 ← 𝒘𝑘 + (𝜙(𝒙(𝑛), 𝒚(𝑛)) − 𝜙(𝒙(𝑛), �̂�(𝑛)));
9 𝑘 = 𝑘 + 1 ;
10 end
11 𝑡 = 𝑡 + 1 ;
12 if 𝑡 = 𝑇 then break; // 达到最大迭代次数
13 end
14 until 𝑡 = 𝑇;
输出:𝒘𝑘

3.4.4.1 广义感知器的收敛性
广义感知器在满足广义线性可分条件时，也能够保证在有限步骤内收敛．广

义线性可分条件的定义如下：
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定义 3.3 –广义线性可分： 广义线性可分是多类

线性可分的扩展，参见

定义3.2．

对于训练集𝒟 = {(𝒙(𝑛), 𝒚(𝑛))}𝑁𝑛=1，如果存在
一个正的常数 𝛾(𝛾 > 0)和权重向量𝒘∗，并且 ‖𝒘∗‖ = 1，对所有 𝑛都满足
⟨𝒘∗, 𝜙(𝒙(𝑛), 𝒚(𝑛))⟩ − ⟨𝒘∗, 𝜙(𝒙(𝑛), 𝒚)⟩ ≥ 𝛾, 𝒚 ≠ 𝒚(𝑛)（𝜙(𝒙(𝑛), 𝒚(𝑛)) ∈ ℝ𝐷为
样本𝒙(𝑛), 𝒚(𝑛)的联合特征向量），那么训练集𝒟在联合特征向量空间中是
线性可分的．

广义感知器的收敛性定义如下：

定理 3.2 –广义感知器收敛性：如果训练集𝒟 = {(𝒙(𝑛), 𝒚(𝑛))}𝑁𝑛=1是广义线
性可分的，并令𝑅是所有样本中真实标签和错误标签在特征空间𝜙(𝒙, 𝒚)最
远的距离，即

𝑅 = max
𝑛

max
𝒛≠𝒚(𝑛)

‖𝜙(𝒙(𝑛), 𝒚(𝑛)) − 𝜙(𝒙(𝑛), 𝒛)‖, (3.81)

那么广义感知器参数学习算法3.3的权重更新次数不超过 𝑅2

𝛾2
．

[Collins, 2002]给出了广义感知器在广义线性可分的收敛性证明，具体推导
过程和两类感知器比较类似． 参见习题3-8．

3.5 支持向量机
支持向量机（Support Vector Machine，SVM）是一个经典的二分类算法，

其找到的分割超平面具有更好的鲁棒性，因此广泛使用在很多任务上，并表现出
了很强优势．

给定一个二分类器数据集𝒟 = {(𝒙(𝑛), 𝑦(𝑛))}𝑁𝑛=1，其中 𝑦𝑛 ∈ {+1,−1}，如果
两类样本是线性可分的，即存在一个超平面 本节中不使用增广的

特征向量和特征权重．

𝒘T𝒙 + 𝑏 = 0 (3.82)

将两类样本分开，那么对于每个样本都有𝑦(𝑛)(𝒘T𝒙(𝑛) + 𝑏) > 0．
数据集𝒟中每个样本𝒙(𝑛)到分割超平面的距离为：

𝛾(𝑛) = |𝒘T𝒙(𝑛) + 𝑏|
‖𝒘‖ = 𝑦(𝑛)(𝒘T𝒙(𝑛) + 𝑏)

‖𝒘‖ . (3.83)
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我们定义间隔（Margin）𝛾为整个数据集𝐷中所有样本到分割超平面的最
短距离：

𝛾 = min
𝑛

𝛾(𝑛). (3.84)

如果间隔 𝛾越大，其分割超平面对两个数据集的划分越稳定，不容易受噪声
等因素影响．支持向量机的目标是寻找一个超平面 (𝒘∗, 𝑏∗)使得 𝛾最大，即

max
𝒘,𝑏

𝛾 (3.85)

s.t. 𝑦(𝑛)(𝒘T𝒙(𝑛) + 𝑏)
‖𝒘‖ ≥ 𝛾, ∀𝑛 ∈ {1,⋯ ,𝑁}.

由于同时缩放𝒘 → 𝑘𝒘和 𝑏 → 𝑘𝑏不会改变样本𝒙(𝑛)到分割超平面的距离，
我们可以限制 ‖𝒘‖ ⋅ 𝛾 = 1，则公式 (3.85)等价于 间隔为𝛾 = 1

‖𝒘‖
．

max
𝒘,𝑏

1
‖𝒘‖2 (3.86)

s.t. 𝑦(𝑛)(𝒘T𝒙(𝑛) + 𝑏) ≥ 1, ∀𝑛 ∈ {1,⋯ ,𝑁}.

数据集中所有满足 𝑦(𝑛)(𝒘T𝒙(𝑛) + 𝑏) = 1的样本点，都称为支持向量（Sup-
port Vector）．

对于一个线性可分的数据集，其分割超平面有很多个，但是间隔最大的超平
面是唯一的．图3.6给定了支持向量机的最大间隔分割超平面的示例，其中轮廓线
加粗的样本点为支持向量．

𝑥2

𝑥1

𝒘
⊤ 𝒙 +

𝑏 =
0𝒘

⊤ 𝒙 +
𝑏 =

1

𝒘
⊤ 𝒙 +

𝑏 =
−1

2‖𝒘‖

𝑏
‖𝒘‖

𝒘

图 3.6 支持向量机示例
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3.5.1 参数学习
为了找到最大间隔分割超平面，将公式 (3.86)的目标函数写为凸优化问题

min
𝒘,𝑏

1
2‖𝒘‖

2 (3.87)

s.t. 1 − 𝑦(𝑛)(𝒘T𝒙(𝑛) + 𝑏) ≤ 0, ∀𝑛 ∈ {1,⋯ ,𝑁}.

使用拉格朗日乘数法， 参见第C.3节．公式 (3.87)的拉格朗日函数为

Λ(𝒘, 𝑏, 𝜆) = 1
2‖𝒘‖

2 +
𝑁
∑
𝑛=1

𝜆𝑛(1 − 𝑦(𝑛)(𝒘T𝒙(𝑛) + 𝑏)), (3.88)

其中 𝜆1 ≥ 0,⋯ , 𝜆𝑁 ≥ 0为拉格朗日乘数．计算Λ(𝒘, 𝑏, 𝜆)关于𝒘和 𝑏的导数，并
令其等于 0，得到

𝒘 =
𝑁
∑
𝑛=1

𝜆𝑛𝑦(𝑛)𝒙(𝑛), (3.89)

0 =
𝑁
∑
𝑛=1

𝜆𝑛𝑦(𝑛). (3.90)

将公式 (3.89)代入公式 (3.88)，并利用公式 (3.90)，得到拉格朗日对偶函数

Γ(𝜆) = −12
𝑁
∑
𝑛=1

𝑁
∑
𝑚=1

𝜆𝑚𝜆𝑛𝑦(𝑚)𝑦(𝑛)(𝒙(𝑚))T𝒙(𝑛) +
𝑁
∑
𝑛=1

𝜆𝑛. (3.91)

支持向量机的主优化问题为凸优化问题，满足强对偶性，即主优化问题可以
通过最大化对偶函数max𝜆≥0 Γ(𝜆)来求解．对偶函数Γ(𝜆)是一个凹函数，因此最
大化对偶函数是一个凸优化问题，可以通过多种凸优化方法来进行求解，得到拉
格朗日乘数的最优值𝜆∗．但由于其约束条件的数量为训练样本数量，一般的优化
方法代价比较高，因此在实践中通常采用比较高效的优化方法，比如序列最小优
化（Sequential Minimal Optimization，SMO）算法 [Platt, 1998]等．

参见公式(C.26)．根据KKT条件中的互补松弛条件，最优解满足𝜆∗𝑛(1−𝑦(𝑛)(𝒘∗T𝒙(𝑛)+𝑏∗)) =
0．如果样本𝒙(𝑛)不在约束边界上，𝜆∗𝑛 = 0，其约束失效；如果样本𝒙(𝑛)在约束边
界上，𝜆∗𝑛 ≥ 0．这些在约束边界上的样本点称为支持向量（Support Vector），即
离决策平面距离最近的点．

在计算出 𝜆∗后，根据公式 (3.89)计算出最优权重𝒘∗，最优偏置 𝑏∗可以通过
任选一个支持向量 (�̃�, ̃𝑦)计算得到：

𝑏∗ = ̃𝑦 − 𝒘∗T�̃�. (3.92)
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最优参数的支持向量机的决策函数为

𝑓(𝒙) = sgn(𝒘∗T𝒙 + 𝑏∗) (3.93)

= sgn(
𝑁
∑
𝑛=1

𝜆∗𝑛𝑦(𝑛)(𝒙(𝑛))T𝒙 + 𝑏∗) . (3.94)

支持向量机的决策函数只依赖于𝜆∗𝑛 > 0的样本点，即支持向量．
支持向量机的目标函数可以通过 SMO等优化方法得到全局最优解，因此比

其他分类器的学习效率更高．此外，支持向量机的决策函数只依赖于支持向量，
与训练样本总数无关，分类速度比较快．

3.5.2 核函数
支持向量机还有一个重要的优点是可以使用核函数（Kernel Function）隐

式地将样本从原始特征空间映射到更高维的空间，并解决原始特征空间中的线
性不可分问题．比如在一个变换后的特征空间𝜙中，支持向量机的决策函数为

𝑓(𝒙) = sgn(𝒘∗T𝜙(𝒙) + 𝑏∗) (3.95)

= sgn(
𝑁
∑
𝑛=1

𝜆∗𝑛𝑦(𝑛)𝑘(𝒙(𝑛), 𝒙) + 𝑏∗) , (3.96)

其中 𝑘(𝒙, 𝒛) = 𝜙(𝒙)T𝜙(𝒛)为核函数．通常我们不需要显式地给出𝜙(𝒙)的具体形
式，可以通过核技巧（Kernel Trick）来构造．比如以𝒙, 𝒛 ∈ ℝ2为例，我们可以构
造一个核函数：

𝑘(𝒙, 𝒛) = (1 + 𝒙T𝒛)2 = 𝜙(𝒙)T𝜙(𝒛), (3.97) 参见习题3-10．

来隐式地计算𝒙, 𝒛在特征空间𝜙中的内积，其中

𝜙(𝒙) = [1,√2𝑥1, √2𝑥2, √2𝑥1𝑥2, 𝑥21, 𝑥22]T. (3.98)

3.5.3 软间隔
在支持向量机的优化问题中，约束条件比较严格．如果训练集中的样本在特

征空间中不是线性可分的，就无法找到最优解．为了能够容忍部分不满足约束的
样本，我们可以引入松弛变量（Slack Variable）𝜉，将优化问题变为

min
𝒘,𝑏

1
2‖𝒘‖

2 + 𝐶
𝑁
∑
𝑛=1

𝜉𝑛 (3.99)

https://nndl.github.io/
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s.t. 1 − 𝑦(𝑛)(𝒘T𝒙(𝑛) + 𝑏) − 𝜉𝑛 ≤ 0, ∀𝑛 ∈ {1,⋯ ,𝑁}
𝜉𝑛 ≥ 0, ∀𝑛 ∈ {1,⋯ ,𝑁}

其中参数𝐶 > 0用来控制间隔和松弛变量惩罚的平衡．引入松弛变量的间隔称
为软间隔（SoftMargin）．公式 (3.99)也可以表示为经验风险+正则化项的形式：

min
𝒘,𝑏

𝑁
∑
𝑛=1

max (0, 1 − 𝑦(𝑛)(𝒘T𝒙(𝑛) + 𝑏)) + 1
2𝐶‖𝒘‖

2, (3.100)

其中可以把max (0, 1 − 𝑦(𝑛)(𝒘T𝒙(𝑛) + 𝑏))看作损失函数，称为Hinge损失函数
（Hinge Loss Function），把 1

2𝐶
‖𝒘‖2看作正则化项，1

𝐶
是正则化系数．

参见公式(2.20)．

软间隔支持向量机的参数学习和原始支持向量机类似，其最终决策函数也
只和支持向量有关，即满足 1 − 𝑦(𝑛)(𝒘T𝒙(𝑛) + 𝑏) − 𝜉𝑛 = 0的样本．

参见习题3-11．

3.6 损失函数对比
本章介绍了三种二分类模型：Logistic回归、感知器和支持向量机．虽然它们

的决策函数相同，但由于使用了不同的损失函数以及相应的优化方法，导致它们
在实际任务上的表现存在一定的差异．

为了比较这些损失函数，我们统一定义类别标签 𝑦 ∈ {+1,−1}，并定义
𝑓(𝒙;𝒘) = 𝒘T𝒙 + 𝑏．这样对于样本 (𝒙, 𝑦)，若 𝑦𝑓(𝒙;𝒘) > 0，则分类正确；若
𝑦𝑓(𝒙;𝒘) < 0，则分类错误．这样，为了方便比较这些模型，我们可以将它们的损
失函数都表述为定义在𝑦𝑓(𝒙;𝒘)上的函数．

Logistic回归的损失函数可以改写为

ℒ𝐿𝑅 = −𝐼(𝑦 = 1) log𝜎(𝑓(𝒙;𝒘)) − 𝐼(𝑦 = −1) log (1 − 𝜎(𝑓(𝒙;𝒘))) 𝐼(⋅)为指示函数．

= −𝐼(𝑦 = 1) log𝜎(𝑓(𝒙;𝒘)) − 𝐼(𝑦 = −1) log𝜎( − 𝑓(𝒙;𝒘)) 1 − 𝜎(𝑥) = 𝜎(−𝑥).

= − log𝜎(𝑦𝑓(𝒙;𝒘)) 𝑦 ∈ {+1,−1}.

= log (1 + exp ( − 𝑦𝑓(𝒙;𝒘))).

(3.101)

(3.102)

(3.103)

(3.104)

感知器的损失函数为

ℒ𝑝 = max (0, −𝑦𝑓(𝒙;𝒘)). (3.105)

软间隔支持向量机的损失函数为

ℒℎ𝑖𝑛𝑔𝑒 = max (0, 1 − 𝑦𝑓(𝒙;𝒘)). (3.106)
https://nndl.github.io/
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平方损失可以重写为

ℒ𝑠𝑞𝑢𝑎𝑟𝑒𝑑 = (𝑦 − 𝑓(𝒙;𝒘))2

= 1 − 2𝑦𝑓(𝒙;𝒘) + (𝑦𝑓(𝒙;𝒘))2 𝑦2 = 1.

= (1 − 𝑦𝑓(𝒙;𝒘))2.

(3.107)

(3.108)

(3.109)

图3.7给出了不同损失函数的对比．对于二分类来说，当 𝑦𝑓(𝒙;𝒘) > 0时，分
类器预测正确，并且 𝑦𝑓(𝒙;𝒘)越大，模型的预测越正确；当 𝑦𝑓(𝒙;𝒘) < 0时，分类
器预测错误，并且 𝑦𝑓(𝒙;𝒘)越小，模型的预测越错误．因此，一个好的损失函数应
该随着 𝑦𝑓(𝒙;𝒘)的增大而减少．从图3.7中看出，除了平方损失，其他损失函数都
比较适合于二分类问题．

−3 −2 −1 0 1 2 3

1

2

3

4

𝑦𝑓(𝒙,𝒘)

ℒ
平方损失

Hinge损失
交叉熵损失

感知器损失

0-1损失

图 3.7 不同损失函数的对比

3.7 总结和深入阅读
和回归问题不同，分类问题中的目标标签 𝑦是离散的类别标签，因此分类问

题中的决策函数需要输出离散值或是标签的后验概率．线性分类模型一般是一
个广义线性函数，即一个或多个线性判别函数加上一个非线性激活函数．所谓
“线性”是指决策边界由一个或多个超平面组成．

表3.1给出了几种常见的线性模型的比较．在 Logistic回归和 Softmax回归
中，𝒚为类别的one-hot向量表示；在感知器和支持向量机中，𝑦为 {+1, −1}．

https://nndl.github.io/
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表 3.1 几种常见的线性模型对比

线性模型 激活函数 损失函数 优化方法

线性回归 - (𝑦 − 𝒘T𝒙)2 最小二乘、梯度下降
Logistic回归 𝜎(𝒘T𝒙) 𝒚 log𝜎(𝒘T𝒙) 梯度下降
Softmax回归 softmax(𝑾T𝒙) 𝒚 log softmax(𝑾T𝒙) 梯度下降
感知器 sgn(𝒘T𝒙) max(0, −𝑦𝒘T𝒙) 随机梯度下降
支持向量机 sgn(𝒘T𝒙) max(0, 1 − 𝑦𝒘T𝒙) 二次规划、SMO等

Logistic回归是一种概率模型，其通过使用Logistic函数来将一个实数值映
射到 [0, 1]之间．事实上，还有很多函数也可以达到此目的，比如正态分布的累
积概率密度函数，即 probit函数．这些知识可以参考《Pattern Recognition and
Machine Learning》[Bishop, 2007]的第 4章．

感知器作为一种最简单的神经网络，其学习算法也非常直观有效 [Rosen-
blatt, 1958]．[Freund et al., 1999]提出了使用核技巧改进感知器学习算法，并用
投票感知器来提高泛化能力．[Collins, 2002]将感知器算法扩展到结构化学习，
给出了相应的收敛性证明，并且提出一种更加有效并且实用的参数平均化策略．

要深入了解支持向量机以及核方法，可以参考文献《Learning with Ker-
nels: Support Vector Machines, Regularization, Optimization, and Beyond》
[Scholkopf et al., 2001]．

习题

习题 3-1 证明在两类线性分类中，权重向量𝒘与决策平面正交．
习题 3-2 在线性空间中，证明一个点𝒙到平面𝑓(𝒙;𝒘) = 𝒘T𝒙 + 𝑏 = 0的距离为
|𝑓(𝒙;𝒘)|/‖𝒘‖．
习题 3-3 在线性分类中，决策区域是凸的．即若点𝒙1和𝒙2被分为类别 𝑐，则点
𝜌𝒙1 + (1 − 𝜌)𝒙2也会被分为类别 𝑐，其中𝜌 ∈ (0, 1)．
习题3-4 给定一个多分类的数据集，证明：1）如果数据集中每个类的样本都和除
该类之外的样本是线性可分的，则该数据集一定是线性可分的；2）如果数据集
中每两个类的样本是线性可分的，则该数据集不一定是线性可分的．
习题 3-5 在Logistic回归中，是否可以用 ̂𝑦 = 𝜎(𝒘T𝒙)去逼近正确的标签 𝑦，并用
平方损失 (𝑦 − ̂𝑦)2最小化来优化参数𝒘？

https://nndl.github.io/
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习题 3-6 在 Softmax回归的风险函数（公式 (3.39)）中，如果加上正则化项会有
什么影响？
习题 3-7 验证平均感知器训练算法3.2中给出的平均权重向量的计算方式和公式
(3.77)等价．
习题 3-8 证明定理3.2．
习题 3-9 若数据集线性可分，证明支持向量机中将两类样本正确分开的最大间
隔分割超平面存在且唯一．
习题 3-10 验证公式 (3.97)．
习题 3-11 在软间隔支持向量机中，试给出原始优化问题的对偶问题，并列出其
KKT条件．

参考文献
Bishop C M, 2007. Pattern recognition and machine learning[M]. 5th edition. Springer.
Collins M, 2002. Discriminative training methods for hidden markov models: Theory and exper-
iments with perceptron algorithms[C]//Proceedings of the conference on Empirical methods in
natural language processing. 1-8.

Daumé III H, 2012. A course in machine learning[EB/OL]. http://ciml.info/.
Freund Y, Schapire R E, 1999. Large margin classification using the perceptron algorithm[J]. Ma-
chine learning, 37(3):277-296.

Novikoff A B, 1963. On convergence proofs for perceptrons[R]. DTIC Document.
Platt J, 1998. Sequential minimal optimization: A fast algorithm for training support vector ma-
chines[R]. 21.

Rosenblatt F, 1958. The perceptron: a probabilistic model for information storage and organization
in the brain.[J]. Psychological review, 65(6):386.

Scholkopf B, Smola A J, 2001. Learning with kernels: support vector machines, regularization,
optimization, and beyond[M]. MIT press.

https://nndl.github.io/

http://ciml.info/
https://nndl.github.io/


第二部分
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第 4章 前馈神经网络

神经网络是一种大规模的并行分布式处理器，天然具有存

储并使用经验知识的能力．它从两个方面上模拟大脑：（1）网络
获取的知识是通过学习来获取的；（2）内部神经元的连接强度，
即突触权重，用于储存获取的知识．

——西蒙·赫金（Simon Haykin）[Haykin, 1994]

人工神经网络（Artificial Neural Network，ANN）是指一系列受生物学和
神经科学启发的数学模型．这些模型主要是通过对人脑的神经元网络进行抽象，
构建人工神经元，并按照一定拓扑结构来建立人工神经元之间的连接，来模拟
生物神经网络．在人工智能领域，人工神经网络也常常简称为神经网络（Neural
Network，NN）或神经模型（Neural Model）．

神经网络最早是作为一种主要的连接主义模型．20世纪 80年代中后期，最
流行的一种连接主义模型是分布式并行处理（Parallel Distributed Processing，
PDP）模型 [McClelland et al., 1986]，其有 3个主要特性：1）信息表示是分布式
的（非局部的）；2）记忆和知识是存储在单元之间的连接上；3）通过逐渐改变单
元之间的连接强度来学习新的知识．

连接主义的神经网络有着多种多样的网络结构以及学习方法，虽然早期模
型强调模型的生物学合理性（Biological Plausibility），但后期更关注对某种特
定认知能力的模拟，比如物体识别、语言理解等．尤其在引入误差反向传播来改
进其学习能力之后，神经网络也越来越多地应用在各种机器学习任务上．随着训
练数据的增多以及（并行）计算能力的增强，神经网络在很多机器学习任务上已
经取得了很大的突破，特别是在语音、图像等感知信号的处理上，神经网络表现
出了卓越的学习能力．
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在本章中，我们主要关注采用误差反向传播来进行学习的神经网络，即作为
一种机器学习模型的神经网络．

后面我们会介绍一种

用来进行记忆存储和

检索的神经网络，参见

第8.6节．

从机器学习的角度来看，神经网络一般可以看作
一个非线性模型，其基本组成单元为具有非线性激活函数的神经元，通过大量神
经元之间的连接，使得神经网络成为一种高度非线性的模型．神经元之间的连接
权重就是需要学习的参数，可以在机器学习的框架下通过梯度下降方法来进行
学习．

4.1 神经元
人工神经元（Artificial Neuron），简称神经元（Neuron），是构成神经网络

的基本单元，其主要是模拟生物神经元的结构和特性，接收一组输入信号并产生
输出．

生物学家在 20世纪初就发现了生物神经元的结构．一个生物神经元通常具
有多个树突和一条轴突．树突用来接收信息，轴突用来发送信息．当神经元所获
得的输入信号的积累超过某个阈值时，它就处于兴奋状态，产生电脉冲．轴突尾
端有许多末梢可以给其他神经元的树突产生连接（突触），并将电脉冲信号传递
给其他神经元．

1943年，心理学家McCulloch和数学家Pitts根据生物神经元的结构，提出
了一种非常简单的神经元模型，MP神经元[McCulloch et al., 1943]．现代神经网
络中的神经元和MP神经元的结构并无太多变化．不同的是，MP神经元中的激
活函数𝑓为 0或 1的阶跃函数，而现代神经元中的激活函数通常要求是连续可导
的函数．

假设一个神经元接收𝐷个输入𝑥1, 𝑥2,⋯ , 𝑥𝐷，令向量𝒙 = [𝑥1; 𝑥2;⋯ ; 𝑥𝐷]来
表示这组输入， 净输入也叫净活性值

（Net Activation）．
并用净输入（Net Input）𝑧 ∈ ℝ表示一个神经元所获得的输入信

号𝒙的加权和，

𝑧 =
𝐷
∑
𝑑=1

𝑤𝑑𝑥𝑑 + 𝑏 (4.1)

= 𝒘T𝒙 + 𝑏, (4.2)

其中𝒘 = [𝑤1; 𝑤2;⋯ ;𝑤𝐷] ∈ ℝ𝐷是𝐷维的权重向量，𝑏 ∈ ℝ是偏置．
净输入 𝑧在经过一个非线性函数𝑓(⋅)后，得到神经元的活性值（Activation）

𝑎，

𝑎 = 𝑓(𝑧), (4.3)

其中非线性函数𝑓(⋅)称为激活函数（Activation Function）．
图4.1给出了一个典型的神经元结构示例．

https://nndl.github.io/
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𝑓

激活函数

𝑎∑𝑥2 𝑤2

⋮

𝑥𝐷

𝑤𝐷

𝑥1 𝑤1

1

𝑏

输入

权重

图 4.1 典型的神经元结构

激活函数 激活函数在神经元中非常重要的．为了增强网络的表示能力和学习
能力，激活函数需要具备以下几点性质：
（1） 连续并可导（允许少数点上不可导）的非线性函数．可导的激活函数

可以直接利用数值优化的方法来学习网络参数．
（2） 激活函数及其导函数要尽可能的简单，有利于提高网络计算效率．
（3） 激活函数的导函数的值域要在一个合适的区间内，不能太大也不能太

小，否则会影响训练的效率和稳定性．
下面介绍几种在神经网络中常用的激活函数．

4.1.1 Sigmoid型函数
Sigmoid型函数是指一类 S型曲线函数，为两端饱和函数．常用的 Sigmoid

型函数有Logistic函数和Tanh函数．

对于函数𝑓(𝑥)，若 𝑥 → −∞时，其导数𝑓′(𝑥) → 0，则称其为左饱
和．若𝑥 → +∞时，其导数𝑓′(𝑥) → 0，则称其为右饱和．当同时满足左、
右饱和时，就称为两端饱和．

数学小知识 |饱和

♣

Logistic函数 Logistic函数定义为

𝜎(𝑥) = 1
1 + exp(−𝑥) . (4.4)

https://nndl.github.io/
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Logistic函数可以看成是一个“挤压”函数，把一个实数域的输入“挤压”到
(0, 1)．当输入值在 0附近时，Sigmoid型函数近似为线性函数；当输入值靠近两端
时，对输入进行抑制．输入越小，越接近于 0；输入越大，越接近于 1．这样的特点
也和生物神经元类似，对一些输入会产生兴奋（输出为 1），对另一些输入产生抑
制（输出为 0）．和感知器使用的阶跃激活函数相比，Logistic函数是连续可导的，
其数学性质更好．

因为Logistic函数的性质，使得装备了Logistic激活函数的神经元具有以下
两点性质：1）其输出直接可以看作概率分布，使得神经网络可以更好地和统计
学习模型进行结合．2）其可以看作一个软性门（Soft Gate），用来控制其他神经
元输出信息的数量． 参见第6.6节．

Tanh函数 Tanh函数也是一种Sigmoid型函数．其定义为

tanh(𝑥) = exp(𝑥) − exp(−𝑥)
exp(𝑥) + exp(−𝑥) . (4.5)

Tanh函数可以看作放大并平移的Logistic函数，其值域是 (−1, 1)．

tanh(𝑥) = 2𝜎(2𝑥) − 1. (4.6)

图4.2给出了 Logistic函数和Tanh函数的形状．Tanh函数的输出是零中心
化的（Zero-Centered），而Logistic函数的输出恒大于 0． 参见第7.4节．非零中心化的输出会
使得其后一层的神经元的输入发生偏置偏移（Bias Shift），并进一步使得梯度下
降的收敛速度变慢． 参见习题4-1．
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Logistic函数
Tanh函数

图 4.2 Logistic函数和Tanh函数

4.1.1.1 Hard-Logistic函数和Hard-Tanh函数
Logistic函数和Tanh函数都是 Sigmoid型函数，具有饱和性，但是计算开销

较大．因为这两个函数都是在中间（0附近）近似线性，两端饱和．因此，这两个函
数可以通过分段函数来近似．
https://nndl.github.io/

https://nndl.github.io/


4.1 神经元 2021年 5月 18日 82

以Logistic函数𝜎(𝑥)为例，其导数为𝜎′(𝑥) = 𝜎(𝑥)(1 − 𝜎(𝑥))．Logistic函数
在 0附近的一阶泰勒展开（Taylor expansion）为

𝑔𝑙(𝑥) ≈ 𝜎(0) + 𝑥 × 𝜎′(0) (4.7)

= 0.25𝑥 + 0.5. (4.8)

这样Logistic函数可以用分段函数hard-logistic(𝑥)来近似．

hard-logistic(𝑥) =
⎧⎪
⎨⎪
⎩

1 𝑔𝑙(𝑥) ≥ 1
𝑔𝑙 0 < 𝑔𝑙(𝑥) < 1
0 𝑔𝑙(𝑥) ≤ 0

(4.9)

= max (min(𝑔𝑙(𝑥), 1), 0) (4.10)

= max (min(0.25𝑥 + 0.5, 1), 0). (4.11)

同样，Tanh函数在 0附近的一阶泰勒展开为

𝑔𝑡(𝑥) ≈ tanh(0) + 𝑥 × tanh′(0) (4.12)

= 𝑥, (4.13)

这样Tanh函数也可以用分段函数hard-tanh(𝑥)来近似．

hard-tanh(𝑥) = max (min(𝑔𝑡(𝑥), 1), −1) (4.14)

= max (min(𝑥, 1), −1). (4.15)

图4.3给出了Hard-Logistic函数和Hard-Tanh函数的形状．

−4 −2 0 2 40

0.2

0.4

0.6

0.8

1

Logistic函数
Hard-Logistic函数

(a) Hard Logistic函数
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(b) Hard Tanh函数

图 4.3 Hard Sigmoid型激活函数
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4.1.2 ReLU函数
ReLU（Rectified Linear Unit，修正线性单元）[Nair et al., 2010]，也叫

Rectifier函数 [Glorot et al., 2011]，是目前深度神经网络中经常使用的激活函数．
ReLU实际上是一个斜坡（ramp）函数，定义为

ReLU(𝑥) = {
𝑥 𝑥 ≥ 0
0 𝑥 < 0

(4.16)

= max(0, 𝑥). (4.17)

优点 采用ReLU的神经元只需要进行加、乘和比较的操作，计算上更加高效．
ReLU函数也被认为具有生物学合理性（Biological Plausibility），比如单侧抑
制、宽兴奋边界（即兴奋程度可以非常高）．在生物神经网络中，同时处于兴奋状
态的神经元非常稀疏．人脑中在同一时刻大概只有 1% ∼ 4%的神经元处于活跃
状态．Sigmoid型激活函数会导致一个非稀疏的神经网络，而ReLU却具有很好
的稀疏性，大约 50%的神经元会处于激活状态．

在优化方面，相比于 Sigmoid型函数的两端饱和，ReLU函数为左饱和函数，
且在𝑥 > 0时导数为 1，在一定程度上缓解了神经网络的梯度消失问题，加速梯
度下降的收敛速度． 参见第4.6.2节．

缺点 ReLU函数的输出是非零中心化的，给后一层的神经网络引入偏置偏移，
会影响梯度下降的效率．

ReLU神经元指采用
ReLU作为激活函数的
神经元．

此外，ReLU神经元在训练时比较容易“死亡”．在训
练时，如果参数在一次不恰当的更新后，第一个隐藏层中的某个ReLU神经元在
所有的训练数据上都不能被激活，那么这个神经元自身参数的梯度永远都会是
0， 参见公式(4.66)．在以后的训练过程中永远不能被激活．这种现象称为死亡ReLU问题（Dying
ReLU Problem），并且也有可能会发生在其他隐藏层． 参见习题4-3．

在实际使用中，为了避免上述情况，有几种ReLU的变种也会被广泛使用．

4.1.2.1 带泄露的ReLU
带泄露的ReLU（Leaky ReLU）在输入 𝑥 < 0时，保持一个很小的梯度 𝛾．这

样当神经元非激活时也能有一个非零的梯度可以更新参数，避免永远不能被激
活 [Maas et al., 2013]．带泄露的ReLU的定义如下：

LeakyReLU(𝑥) = {
𝑥 if 𝑥 > 0
𝛾𝑥 if 𝑥 ≤ 0

(4.18)

= max(0, 𝑥) + 𝛾min(0, 𝑥), (4.19)
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其中 𝛾是一个很小的常数，比如 0.01．当𝛾 < 1时，带泄露的ReLU也可以写为

LeakyReLU(𝑥) = max(𝑥, 𝛾𝑥), (4.20)

相当于是一个比较简单的maxout单元． 参见第4.1.5节．

4.1.2.2 带参数的ReLU
带参数的ReLU（Parametric ReLU，PReLU）引入一个可学习的参数，不

同神经元可以有不同的参数 [He et al., 2015]．对于第 𝑖个神经元，其 PReLU的
定义为

PReLU𝑖(𝑥) = {
𝑥 if 𝑥 > 0
𝛾𝑖𝑥 if 𝑥 ≤ 0

(4.21)

= max(0, 𝑥) + 𝛾𝑖min(0, 𝑥), (4.22)

其中 𝛾𝑖为 𝑥 ≤ 0时函数的斜率．因此，PReLU是非饱和函数．如果 𝛾𝑖 = 0，那么
PReLU就退化为ReLU．如果𝛾𝑖为一个很小的常数，则PReLU可以看作带泄露的
ReLU．PReLU可以允许不同神经元具有不同的参数，也可以一组神经元共享一
个参数．

4.1.2.3 ELU函数
ELU（Exponential Linear Unit，指数线性单元）[Clevert et al., 2015]是一

个近似的零中心化的非线性函数，其定义为

ELU(𝑥) = {
𝑥 if 𝑥 > 0
𝛾(exp(𝑥) − 1) if 𝑥 ≤ 0

(4.23)

= max(0, 𝑥) +min(0, 𝛾(exp(𝑥) − 1)), (4.24)

其中 𝛾 ≥ 0是一个超参数，决定𝑥 ≤ 0时的饱和曲线，并调整输出均值在 0附近． 参见第7.5.1节．

4.1.2.4 Softplus函数
Softplus函数[Dugas et al., 2001]可以看作 Rectifier函数的平滑版本，其

定义为

Softplus(𝑥) = log(1 + exp(𝑥)). (4.25)

Softplus函数其导数刚好是Logistic函数．Softplus函数虽然也具有单侧抑制、宽
兴奋边界的特性，却没有稀疏激活性．

图4.4给出了ReLU、Leaky ReLU、ELU以及Softplus函数的示例．
https://nndl.github.io/
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图 4.4 ReLU、Leaky ReLU、ELU以及Softplus函数

4.1.3 Swish函数
Swish函数[Ramachandran et al., 2017]是一种自门控（Self-Gated）激活

函数，定义为

swish(𝑥) = 𝑥𝜎(𝛽𝑥), (4.26)

其中𝜎(⋅)为Logistic函数，𝛽为可学习的参数或一个固定超参数．𝜎(⋅) ∈ (0, 1)可
以看作一种软性的门控机制．当𝜎(𝛽𝑥)接近于 1时，门处于“开”状态，激活函数的
输出近似于𝑥本身；当𝜎(𝛽𝑥)接近于 0时，门的状态为“关”，激活函数的输出近似
于 0．

图4.5给出了Swish函数的示例．
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图 4.5 Swish函数

当𝛽 = 0时，Swish函数变成线性函数𝑥/2．当𝛽 = 1时，Swish函数在𝑥 > 0
时近似线性，在 𝑥 < 0时近似饱和，同时具有一定的非单调性．当 𝛽 → +∞时，
𝜎(𝛽𝑥)趋向于离散的 0-1函数，Swish函数近似为ReLU函数．因此，Swish函数可
https://nndl.github.io/
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以看作线性函数和ReLU函数之间的非线性插值函数，其程度由参数𝛽控制．

4.1.4 GELU函数
GELU（GaussianError LinearUnit，高斯误差线性单元）[Hendrycks et al.,

2016]也是一种通过门控机制来调整其输出值的激活函数，和 Swish函数比较
类似．

GELU(𝑥) = 𝑥𝑃(𝑋 ≤ 𝑥), (4.27)

其中𝑃(𝑋 ≤ 𝑥)是高斯分布𝒩(𝜇, 𝜎2)的累积分布函数，其中𝜇, 𝜎为超参数，一般设
𝜇 = 0, 𝜎 = 1即可．由于高斯分布的累积分布函数为S型函数，因此GELU函数可
以用Tanh函数或Logistic函数来近似，

GELU(𝑥) ≈ 0.5𝑥(1 + tanh (√
2
π(𝑥 + 0.044715𝑥3))), (4.28)

或 GELU(𝑥) ≈ 𝑥𝜎(1.702𝑥). (4.29)

当使用Logistic函数来近似时，GELU相当于一种特殊的Swish函数．

4.1.5 Maxout单元
Maxout单元[Goodfellow et al., 2013]也是一种分段线性函数．Sigmoid型

函数、ReLU等激活函数的输入是神经元的净输入 𝑧，是一个标量．而Maxout单
元的输入是上一层神经元的全部原始输出，是一个向量𝒙 = [𝑥1; 𝑥2;⋯ ; 𝑥𝐷]． 这里𝒙为列向量，其元

素按分号隔开．每个Maxout单元有𝐾个权重向量𝒘𝑘 ∈ ℝ𝐷和偏置𝑏𝑘 (1 ≤ 𝑘 ≤ 𝐾)．对于输
入𝒙，可以得到𝐾个净输入 𝑧𝑘, 1 ≤ 𝑘 ≤ 𝐾．

𝑧𝑘 = 𝒘T
𝑘𝒙 + 𝑏𝑘, (4.30)

其中𝒘𝑘 = [𝑤𝑘,1,⋯ ,𝑤𝑘,𝐷]T为第𝑘个权重向量．
Maxout单元的非线性函数定义为

maxout(𝒙) = max
𝑘∈[1,𝐾]

(𝑧𝑘). (4.31)

Maxout单元不单是净输入到输出之间的非线性映射，而是整体学习输入到
输出之间的非线性映射关系．

采用Maxout单元的神
经网络也叫作Maxout
网络．

Maxout激活函数可以看作任意凸函数的分段线性
近似，并且在有限的点上是不可微的．
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4.2 网络结构
一个生物神经细胞的功能比较简单，而人工神经元只是生物神经细胞的理

想化和简单实现，功能更加简单．要想模拟人脑的能力，单一的神经元是远远不
够的，需要通过很多神经元一起协作来完成复杂的功能．这样通过一定的连接方
式或信息传递方式进行协作的神经元可以看作一个网络，就是神经网络．

到目前为止，研究者已经发明了各种各样的神经网络结构．目前常用的神经
网络结构有以下三种：

虽然这里将神经网络

结构大体上分为三种

类型，但是大多数网络

都是复合型结构，即一

个神经网络中包括多

种网络结构．

4.2.1 前馈网络
前馈网络中各个神经元按接收信息的先后分为不同的组．每一组可以看作

一个神经层．每一层中的神经元接收前一层神经元的输出，并输出到下一层神经
元．整个网络中的信息是朝一个方向传播，没有反向的信息传播，可以用一个有
向无环路图表示．前馈网络包括全连接前馈网络（本章中的第4.3节）和卷积神
经网络（第5章）等．

前馈网络可以看作一个函数，通过简单非线性函数的多次复合，实现输入空
间到输出空间的复杂映射．这种网络结构简单，易于实现．

4.2.2 记忆网络
记忆网络，也称为反馈网络，网络中的神经元不但可以接收其他神经元的信

息，也可以接收自己的历史信息．和前馈网络相比，记忆网络中的神经元具有记
忆功能，在不同的时刻具有不同的状态．记忆神经网络中的信息传播可以是单向
或双向传递，因此可用一个有向循环图或无向图来表示．记忆网络包括循环神经
网络（第6章）、Hopfield网络（第8.6.1节）、玻尔兹曼机（第12.1节）、受限玻尔
兹曼机（第12.2节）等．

记忆网络可以看作一个程序，具有更强的计算和记忆能力．
为了增强记忆网络的记忆容量，可以引入外部记忆单元和读写机制，用来保

存一些网络的中间状态，称为记忆增强神经网络（Memory Augmented Neural
Network，MANN）（第8.5节），比如神经图灵机 [Graves et al., 2014]和记忆网
络 [Sukhbaatar et al., 2015]等．

4.2.3 图网络
前馈网络和记忆网络的输入都可以表示为向量或向量序列．但实际应用中

很多数据是图结构的数据，比如知识图谱、社交网络、分子（Molecular）网络等．
https://nndl.github.io/
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前馈网络和记忆网络很难处理图结构的数据．
图网络是定义在图结构数据上的神经网络（第6.8节）．图中每个节点都由

一个或一组神经元构成．节点之间的连接可以是有向的，也可以是无向的．每个
节点可以收到来自相邻节点或自身的信息．

图网络是前馈网络和记忆网络的泛化，包含很多不同的实现方式，比如图卷
积网络（Graph Convolutional Network，GCN）[Kipf et al., 2016]、图注意力网
络（Graph Attention Network，GAT）[Veličković et al., 2017]、消息传递神经网
络（Message Passing Neural Network，MPNN）[Gilmer et al., 2017]等．

图4.6给出了前馈网络、记忆网络和图网络的网络结构示例，其中圆形节点
表示一个神经元，方形节点表示一组神经元．

(a)前馈网络 (b)记忆网络 (c)图网络

图 4.6 三种不同的网络结构示例

4.3 前馈神经网络
给定一组神经元，我们可以将神经元作为节点来构建一个网络．不同的神

经网络模型有着不同网络连接的拓扑结构．一种比较直接的拓扑结构是前馈网
络．前馈神经网络（Feedforward Neural Network，FNN）是最早发明的简单
人工神经网络．前馈神经网络也经常称为多层感知器（Multi-Layer Perceptron，
MLP）．但多层感知器的叫法并不是十分合理，因为前馈神经网络其实是由多层
的Logistic回归模型（连续的非线性函数）组成，而不是由多层的感知器（不连
续的非线性函数）组成 [Bishop, 2007]．

在前馈神经网络中，各神经元分别属于不同的层．每一层的神经元可以接收
前一层神经元的信号，并产生信号输出到下一层．第0层称为输入层，最后一层称
为输出层，其他中间层称为隐藏层．整个网络中无反馈，信号从输入层向输出层
单向传播，可用一个有向无环图表示．

图4.7给出了前馈神经网络的示例．
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图 4.7 多层前馈神经网络

表4.1给出了描述前馈神经网络的记号．
表 4.1 前馈神经网络的记号

层数𝐿一般只考虑隐藏
层和输出层．

记号 含义

𝐿 神经网络的层数
𝑀𝑙 第 𝑙层神经元的个数
𝑓𝑙(⋅) 第 𝑙层神经元的激活函数
𝑾 (𝑙) ∈ ℝ𝑀𝑙×𝑀𝑙−1 第 𝑙 − 1层到第 𝑙层的权重矩阵
𝒃(𝑙) ∈ ℝ𝑀𝑙 第 𝑙 − 1层到第 𝑙层的偏置
𝒛(𝑙) ∈ ℝ𝑀𝑙 第 𝑙层神经元的净输入（净活性值）
𝒂(𝑙) ∈ ℝ𝑀𝑙 第 𝑙层神经元的输出（活性值）

令𝒂(0) = 𝒙，前馈神经网络通过不断迭代下面公式进行信息传播：

𝒛(𝑙) = 𝑾 (𝑙)𝒂(𝑙−1) + 𝒃(𝑙), (4.32)

𝒂(𝑙) = 𝑓𝑙(𝒛(𝑙)). (4.33)

首先根据第 𝑙−1层神经元的活性值（Activation）𝒂(𝑙−1)计算出第 𝑙层神经元的净
活性值（Net Activation）𝒛(𝑙)，然后经过一个激活函数得到第 𝑙层神经元的活性
值．因此，我们也可以把每个神经层看作一个仿射变换（Affine Transformation）
和一个非线性变换． 仿射变换参见

第A.2.2节．公式 (4.32)和公式 (4.33)也可以合并写为：

𝒛(𝑙) = 𝑾 (𝑙)𝑓𝑙−1(𝒛(𝑙−1)) + 𝒃(𝑙), (4.34)

或者

𝒂(𝑙) = 𝑓𝑙(𝑾 (𝑙)𝒂(𝑙−1) + 𝒃(𝑙)). (4.35)
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这样，前馈神经网络可以通过逐层的信息传递，得到网络最后的输出𝒂(𝐿)．
整个网络可以看作一个复合函数𝜙(𝒙;𝑾, 𝒃)，将向量𝒙作为第1层的输入𝒂(0)，将
第𝐿层的输出𝒂(𝐿)作为整个函数的输出．

𝒙 = 𝒂(0) → 𝒛(1) → 𝒂(1) → 𝒛(2) →⋯→ 𝒂(𝐿−1) → 𝒛(𝐿) → 𝒂(𝐿) = 𝜙(𝒙;𝑾, 𝒃),
(4.36)

其中𝑾,𝒃表示网络中所有层的连接权重和偏置．

4.3.1 通用近似定理
前馈神经网络具有很强的拟合能力，常见的连续非线性函数都可以用前馈

神经网络来近似．

定理 4.1 –通用近似定理（Universal Approximation Theorem）[Cy-
benko, 1989; Hornik et al., 1989]：令𝜙(⋅)是一个非常数、有界、单调递增
的连续函数，ℐ𝐷是一个𝐷维的单位超立方体 [0, 1]𝐷，𝐶(ℐ𝐷)是定义在 ℐ𝐷上
的连续函数集合．对于任意给定的一个函数𝑓 ∈ 𝐶(ℐ𝐷)，存在一个整数𝑀，
和一组实数 𝑣𝑚, 𝑏𝑚 ∈ ℝ以及实数向量𝒘𝑚 ∈ ℝ𝐷，𝑚 = 1,⋯ ,𝑀，以至于我
们可以定义函数

𝐹(𝒙) =
𝑀
∑
𝑚=1

𝑣𝑚𝜙(𝒘T
𝑚𝒙 + 𝑏𝑚), (4.37)

作为函数𝑓的近似实现，即

|𝐹(𝒙) − 𝑓(𝒙)| < 𝜖, ∀𝒙 ∈ ℐ𝐷, (4.38)

其中 𝜖 > 0是一个很小的正数．

通用近似定理在实数空间ℝ𝐷中的有界闭集上依然成立． 定义在实数空间ℝ𝐷中

的有界闭集上的任意

连续函数，也称为Borel
可测函数．

根据通用近似定理，对于具有线性输出层和至少一个使用“挤压”性质的激
活函数的隐藏层组成的前馈神经网络，只要其隐藏层神经元的数量足够，它可
以以任意的精度来近似任何一个定义在实数空间ℝ𝐷中的有界闭集函数 [Funa-
hashi et al., 1993; Hornik et al., 1989]．所谓“挤压”性质的函数是指像 Sigmoid
函数的有界函数，但神经网络的通用近似性质也被证明对于其他类型的激活函
数，比如ReLU，也都是适用的． 参见习题4-6．

通用近似定理只是说明了神经网络的计算能力可以去近似一个给定的连续
函数，但并没有给出如何找到这样一个网络，以及是否是最优的．此外，当应用到
https://nndl.github.io/
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机器学习时，真实的映射函数并不知道，一般是通过经验风险最小化和正则化来
进行参数学习．因为神经网络的强大能力，反而容易在训练集上过拟合．

4.3.2 应用到机器学习
根据通用近似定理，神经网络在某种程度上可以作为一个“万能”函数来使

用，可以用来进行复杂的特征转换，或逼近一个复杂的条件分布．
在机器学习中，输入样本的特征对分类器的影响很大．以监督学习为例，好

的特征可以极大提高分类器的性能．因此，要取得好的分类效果，需要将样本的
原始特征向量𝒙转换到更有效的特征向量𝜙(𝒙)，这个过程叫作特征抽取． 参见第2.6.1.2节．

多层前馈神经网络可以看作一个非线性复合函数𝜙 ∶ ℝ𝐷 → ℝ𝐷′
，将输入

𝒙 ∈ ℝ𝐷映射到输出𝜙(𝒙) ∈ ℝ𝐷′
．因此，多层前馈神经网络也可以看成是一种特

征转换方法，其输出𝜙(𝒙)作为分类器的输入进行分类．
给定一个训练样本 (𝒙, 𝑦)，先利用多层前馈神经网络将𝒙映射到𝜙(𝒙)，然后

再将𝜙(𝒙)输入到分类器𝑔(⋅)，即

̂𝑦 = 𝑔(𝜙(𝒙); 𝜃), (4.39)

其中𝑔(⋅)为线性或非线性的分类器，𝜃为分类器𝑔(⋅)的参数， ̂𝑦为分类器的输出．
特别地，如果分类器 𝑔(⋅)为Logistic回归分类器或 Softmax回归分类器，那

么 𝑔(⋅)也可以看成是网络的最后一层，即神经网络直接输出不同类别的条件概
率𝑝(𝑦|𝒙)．

反之，Logistic回归或
Softmax回归也可以
看作只有一层的神经

网络．

对于二分类问题 𝑦 ∈ {0, 1}，并采用Logistic回归， Logistic回归参见
第3.2节．

那么Logistic回归分类器
可以看成神经网络的最后一层．也就是说，网络的最后一层只用一个神经元，并
且其激活函数为Logistic函数．网络的输出可以直接作为类别𝑦 = 1的条件概率，

𝑝(𝑦 = 1|𝒙) = 𝑎(𝐿), (4.40)

其中𝑎(𝐿) ∈ ℝ为第𝐿层神经元的活性值．
对于多分类问题 𝑦 ∈ {1,⋯ ,𝐶}，如果使用 Softmax回归分类器， Softmax回归参见

第3.3节．
相当于网络

最后一层设置𝐶个神经元，其激活函数为 Softmax函数．网络最后一层（第𝐿层）
的输出可以作为每个类的条件概率，即

�̂� = softmax(𝒛(𝐿)), (4.41)

其中 𝒛(𝐿) ∈ ℝ𝐶为第𝐿层神经元的净输入；�̂� ∈ ℝ𝐶为第𝐿层神经元的活性值，每
一维分别表示不同类别标签的预测条件概率．
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4.3.3 参数学习
如果采用交叉熵损失函数，对于样本 (𝒙, 𝑦)，其损失函数为

ℒ(𝒚, �̂�) = −𝒚T log �̂�, (4.42)

其中𝒚 ∈ {0, 1}𝐶为标签𝑦对应的one-hot向量表示．
给定训练集为𝒟 = {(𝒙(𝑛), 𝑦(𝑛))}𝑁𝑛=1，将每个样本𝒙(𝑛)输入给前馈神经网络，

得到网络输出为 �̂�(𝑛)，其在数据集𝒟上的结构化风险函数为

ℛ(𝑾, 𝒃) = 1
𝑁

𝑁
∑
𝑛=1

ℒ(𝒚(𝑛), �̂�(𝑛)) + 1
2𝜆‖𝑾‖2𝐹 , (4.43)

其中𝑾和𝒃分别表示网络中所有的权重矩阵和偏置向量；‖𝑾‖2𝐹是正则化项，用
来防止过拟合；𝜆 > 0为超参数．𝜆越大，𝑾越接近于 0．

注意这里的正则化项

只包含权重参数𝑾，而
不包含偏置𝒃．

这里的 ‖𝑾‖2𝐹一般使用
Frobenius范数：

‖𝑾‖2𝐹 =
𝐿
∑
𝑙=1

𝑀𝑙

∑
𝑖=1

𝑀𝑙−1

∑
𝑗=1

(𝑤(𝑙)
𝑖𝑗 )2. (4.44)

有了学习准则和训练样本，网络参数可以通过梯度下降法来进行学习．在梯
度下降方法的每次迭代中，第 𝑙层的参数𝑾 (𝑙)和𝒃(𝑙)参数更新方式为

𝑾 (𝑙) ←𝑾 (𝑙) − 𝛼𝜕ℛ(𝑾, 𝒃)
𝜕𝑾 (𝑙) (4.45)

= 𝑾 (𝑙) − 𝛼( 1𝑁
𝑁
∑
𝑛=1

(𝜕ℒ(𝒚
(𝑛), �̂�(𝑛))
𝜕𝑾 (𝑙) ) + 𝜆𝑾 (𝑙)) , (4.46)

𝒃(𝑙) ← 𝒃(𝑙) − 𝛼𝜕ℛ(𝑾, 𝒃)
𝜕𝒃(𝑙) (4.47)

= 𝒃(𝑙) − 𝛼( 1𝑁
𝑁
∑
𝑛=1

𝜕ℒ(𝒚(𝑛), �̂�(𝑛))
𝜕𝒃(𝑙) ) , (4.48)

其中𝛼为学习率．
梯度下降法需要计算损失函数对参数的偏导数，如果通过链式法则逐一对

每个参数进行求偏导比较低效．在神经网络的训练中经常使用反向传播算法来
高效地计算梯度．

4.4 反向传播算法
假设采用随机梯度下降进行神经网络参数学习，给定一个样本 (𝒙, 𝒚)，将其

输入到神经网络模型中，得到网络输出为 �̂�．假设损失函数为ℒ(𝒚, �̂�)，要进行参
数学习就需要计算损失函数关于每个参数的导数．
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不失一般性，对第 𝑙层中的参数𝑾 (𝑙)和𝒃(𝑙)计算偏导数． 这里使用向量或矩阵

来表示多变量函数的

偏导数，并使用分母布

局表示，参见第B.3节．

因为 𝜕ℒ(𝒚,�̂�)
𝜕𝑾 (𝑙)

的计算
涉及向量对矩阵的微分，十分繁琐，因此我们先计算ℒ(𝒚, �̂�)关于参数矩阵中每
个元素的偏导数 𝜕ℒ(𝒚,�̂�)

𝜕𝑤(𝑙)
𝑖𝑗
．根据链式法则，

参见公式(B.18)．
𝜕ℒ(𝒚, �̂�)
𝜕𝑤(𝑙)

𝑖𝑗
= 𝜕𝒛(𝑙)

𝜕𝑤(𝑙)
𝑖𝑗

𝜕ℒ(𝒚, �̂�)
𝜕𝒛(𝑙) , (4.49)

𝜕ℒ(𝒚, �̂�)
𝜕𝒃(𝑙) = 𝜕𝒛(𝑙)

𝜕𝒃(𝑙)
𝜕ℒ(𝒚, �̂�)
𝜕𝒛(𝑙) . (4.50)

公式 (4.49)和公式 (4.50)中的第二项都是目标函数关于第 𝑙层的神经元 𝒛(𝑙)

的偏导数，称为误差项，可以一次计算得到．这样我们只需要计算三个偏导数，分
别为 𝜕𝒛(𝑙)

𝜕𝑤(𝑙)
𝑖𝑗
，
𝜕𝒛(𝑙)
𝜕𝒃(𝑙) 和

𝜕ℒ(𝒚, �̂�)
𝜕𝒛(𝑙) ．

下面分别来计算这三个偏导数．
（1）计算偏导数 𝜕𝒛(𝑙)

𝜕𝑤(𝑙)
𝑖𝑗

因 𝒛(𝑙) = 𝑾 (𝑙)𝒂(𝑙−1) + 𝒃(𝑙)，偏导数 这里的矩阵微分采

用分母布局，即一个

列向量关于标量的偏

导数为行向量，参见

第B.3节．
𝜕𝒛(𝑙)

𝜕𝑤(𝑙)
𝑖𝑗

= [ 𝜕𝑧
(𝑙)
1

𝜕𝑤(𝑙)
𝑖𝑗
,⋯ , 𝜕𝑧

(𝑙)
𝑖

𝜕𝑤(𝑙)
𝑖𝑗
,⋯ ,

𝜕𝑧(𝑙)𝑀𝑙

𝜕𝑤(𝑙)
𝑖𝑗
] (4.51)

= [0,⋯ , 𝜕(𝒘
(𝑙)
𝑖∶ 𝒂(𝑙−1) + 𝑏(𝑙)𝑖 )

𝜕𝑤(𝑙)
𝑖𝑗

,⋯ , 0] (4.52)

= [0,⋯ , 𝑎(𝑙−1)𝑗 ,⋯ , 0] (4.53)

≜ 𝕀𝑖(𝑎(𝑙−1)𝑗 ) ∈ ℝ1×𝑀𝑙 , (4.54)

其中𝒘(𝑙)
𝑖∶ 为权重矩阵𝑾 (𝑙)的第 𝑖行，𝕀𝑖(𝑎(𝑙−1)𝑗 )表示第 𝑖个元素为𝑎(𝑙−1)𝑗 ，其余为 0

的行向量．
（2）计算偏导数 𝜕𝒛(𝑙)

𝜕𝒃(𝑙) 因为 𝒛(𝑙)和𝒃(𝑙)的函数关系为 𝒛(𝑙) = 𝑾 (𝑙)𝒂(𝑙−1) +
𝒃(𝑙)，因此偏导数

𝜕𝒛(𝑙)
𝜕𝒃(𝑙) = 𝑰𝑀𝑙 ∈ ℝ𝑀𝑙×𝑀𝑙 , (4.55)

为𝑀𝑙 ×𝑀𝑙的单位矩阵．
（3）计算偏导数 𝜕ℒ(𝒚, �̂�)

𝜕𝒛(𝑙) 偏导数 𝜕ℒ(𝒚, �̂�)
𝜕𝒛(𝑙) 表示第 𝑙层神经元对最终损失

的影响，也反映了最终损失对第 𝑙层神经元的敏感程度，因此一般称为第 𝑙层神经
元的误差项，用𝛿(𝑙)来表示．

𝛿(𝑙) ≜ 𝜕ℒ(𝒚, �̂�)
𝜕𝒛(𝑙) ∈ ℝ𝑀𝑙 . (4.56)
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误差项𝛿(𝑙)也间接反映了不同神经元对网络能力的贡献程度，从而比较好地解决
了贡献度分配问题（Credit Assignment Problem，CAP）．

根据 𝒛(𝑙+1) = 𝑾 (𝑙+1)𝒂(𝑙) + 𝒃(𝑙+1)，有
𝜕𝒛(𝑙+1)
𝜕𝒂(𝑙) = (𝑾 (𝑙+1))T ∈ ℝ𝑀𝑙×𝑀𝑙+1 . (4.57)

根据𝒂(𝑙) = 𝑓𝑙(𝒛(𝑙))，其中𝑓𝑙(⋅)为按位计算的函数，因此有
𝜕𝒂(𝑙)
𝜕𝒛(𝑙) =

𝜕𝑓𝑙(𝒛(𝑙))
𝜕𝒛(𝑙) (4.58)

= diag(𝑓′𝑙 (𝒛(𝑙))) ∈ ℝ𝑀𝑙×𝑀𝑙 . (4.59)

因此，根据链式法则，第 𝑙层的误差项为

𝛿(𝑙) ≜ 𝜕ℒ(𝒚, �̂�)
𝜕𝒛(𝑙) (4.60)

= 𝜕𝒂(𝑙)
𝜕𝒛(𝑙) ⋅

𝜕𝒛(𝑙+1)
𝜕𝒂(𝑙) ⋅ 𝜕ℒ(𝒚, �̂�)𝜕𝒛(𝑙+1) (4.61)

= diag(𝑓′𝑙 (𝒛(𝑙))) ⋅ (𝑾 (𝑙+1))T ⋅ 𝛿(𝑙+1) (4.62)

= 𝑓′𝑙 (𝒛(𝑙)) ⊙ ((𝑾 (𝑙+1))T𝛿(𝑙+1)) ∈ ℝ𝑀𝑙 , (4.63)

其中⊙是向量的Hadamard积运算符，表示每个元素相乘． Hadamard 积 参 见

第A.2.3节．从公式 (4.63)可以看出，第 𝑙层的误差项可以通过第 𝑙 + 1层的误差项计算得
到，这就是误差的反向传播（BackPropagation，BP）．反向传播算法的含义是：
第 𝑙层的一个神经元的误差项（或敏感性）是所有与该神经元相连的第 𝑙 + 1层
的神经元的误差项的权重和．然后，再乘上该神经元激活函数的梯度．

在计算出上面三个偏导数之后，公式 (4.49)可以写为
𝜕ℒ(𝒚, �̂�)
𝜕𝑤(𝑙)

𝑖𝑗
= 𝕀𝑖(𝑎(𝑙−1)𝑗 )𝛿(𝑙) (4.64)

= [0,⋯ , 𝑎(𝑙−1)𝑗 ,⋯ , 0][𝛿(𝑙)1 ,⋯ , 𝛿(𝑙)𝑖 ,⋯ , 𝛿(𝑙)𝑀𝑙
]T (4.65)

= 𝛿(𝑙)𝑖 𝑎(𝑙−1)𝑗 , (4.66)

其中 𝛿(𝑙)𝑖 𝑎(𝑙−1)𝑗 相当于向量 𝛿(𝑙)和向量𝒂(𝑙−1)的外积的第 𝑖, 𝑗个元素． 外积参见公式(A.28)．上式可以进
一步写为

[𝜕ℒ(𝒚, �̂�)𝜕𝑾 (𝑙) ]
𝑖𝑗
= [𝛿(𝑙)(𝒂(𝑙−1))T]𝑖𝑗 . (4.67)

因此，ℒ(𝒚, �̂�)关于第 𝑙层权重𝑾 (𝑙)的梯度为
𝜕ℒ(𝒚, �̂�)
𝜕𝑾 (𝑙) = 𝛿(𝑙)(𝒂(𝑙−1))T ∈ ℝ𝑀𝑙×𝑀𝑙−1 . (4.68)
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同理，ℒ(𝒚, �̂�)关于第 𝑙层偏置𝒃(𝑙)的梯度为
𝜕ℒ(𝒚, �̂�)
𝜕𝒃(𝑙) = 𝛿(𝑙) ∈ ℝ𝑀𝑙 . (4.69)

在计算出每一层的误差项之后，我们就可以得到每一层参数的梯度．因此，
使用误差反向传播算法的前馈神经网络训练过程可以分为以下三步：
（1） 前馈计算每一层的净输入 𝒛(𝑙)和激活值𝒂(𝑙)，直到最后一层；
（2） 反向传播计算每一层的误差项𝛿(𝑙)；
（3） 计算每一层参数的偏导数，并更新参数．
算法4.1给出使用反向传播算法的随机梯度下降训练过程．

算法 4.1 使用反向传播算法的随机梯度下降训练过程
输入:训练集𝒟 = {(𝒙(𝑛), 𝑦(𝑛))}𝑁𝑛=1,验证集𝒱,学习率𝛼,正则化系数𝜆,网络层

数𝐿,神经元数量𝑀𝑙 , 1 ≤ 𝑙 ≤ 𝐿.
1 随机初始化𝑾,𝒃 ;
2 repeat
3 对训练集𝒟中的样本随机重排序;
4 for 𝑛 = 1⋯𝑁 do
5 从训练集𝒟中选取样本 (𝒙(𝑛), 𝑦(𝑛));
6 前馈计算每一层的净输入 𝒛(𝑙)和激活值𝒂(𝑙)，直到最后一层;
7 反向传播计算每一层的误差𝛿(𝑙); // 公式(4.63)

// 计算每一层参数的导数
8 ∀𝑙, 𝜕ℒ(𝒚(𝑛),�̂�(𝑛))

𝜕𝑾(𝑙) = 𝛿(𝑙)(𝒂(𝑙−1))T; // 公式(4.68)

9 ∀𝑙, 𝜕ℒ(𝒚(𝑛),�̂�(𝑛))
𝜕𝒃(𝑙)

= 𝛿(𝑙); // 公式(4.69)

// 更新参数
10 𝑾 (𝑙) ←𝑾 (𝑙) − 𝛼(𝛿(𝑙)(𝒂(𝑙−1))T + 𝜆𝑾 (𝑙));
11 𝒃(𝑙) ← 𝒃(𝑙) − 𝛼𝛿(𝑙);
12 end
13 until神经网络模型在验证集𝒱上的错误率不再下降;
输出:𝑾,𝒃

4.5 自动梯度计算
神经网络的参数主要通过梯度下降来进行优化．当确定了风险函数以及网

络结构后，我们就可以手动用链式法则来计算风险函数对每个参数的梯度，并用
代码进行实现．但是手动求导并转换为计算机程序的过程非常琐碎并容易出错，
https://nndl.github.io/
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导致实现神经网络变得十分低效．实际上，参数的梯度可以让计算机来自动计
算．目前，主流的深度学习框架都包含了自动梯度计算的功能，即我们可以只考
虑网络结构并用代码实现，其梯度可以自动进行计算，无须人工干预，这样可以
大幅提高开发效率．

自动计算梯度的方法可以分为以下三类：数值微分、符号微分和自动微分．

4.5.1 数值微分
数值微分（Numerical Differentiation）是用数值方法来计算函数𝑓(𝑥)的导

数．函数𝑓(𝑥)的点𝑥的导数定义为

𝑓′(𝑥) = lim
Δ𝑥→0

𝑓(𝑥 + Δ𝑥) − 𝑓(𝑥)
Δ𝑥 . (4.70)

要计算函数 𝑓(𝑥)在点 𝑥的导数，可以对 𝑥加上一个很少的非零的扰动Δ𝑥，
通过上述定义来直接计算函数𝑓(𝑥)的梯度．数值微分方法非常容易实现，但找到
一个合适的扰动Δ𝑥却十分困难．如果Δ𝑥过小，会引起数值计算问题，比如舍入
误差；如果Δ𝑥过大，会增加截断误差，使得导数计算不准确．因此，数值微分的实
用性比较差．

舍入误差（Round-off
Error）是指数值计算
中由于数字舍入造成

的近似值和精确值之

间的差异，比如用浮点

数来表示实数．

截断误差（Truncation
Error）是数学模型的
理论解与数值计算

问题的精确解之间的

误差．

在实际应用，经常使用下面公式来计算梯度，可以减少截断误差．

𝑓′(𝑥) = lim
Δ𝑥→0

𝑓(𝑥 + Δ𝑥) − 𝑓(𝑥 − Δ𝑥)
2Δ𝑥 . (4.71)

数值微分的另外一个问题是计算复杂度．假设参数数量为𝑁，则每个参数都
需要单独施加扰动，并计算梯度．假设每次正向传播的计算复杂度为𝑂(𝑁)，则计
算数值微分的总体时间复杂度为𝑂(𝑁2)．

4.5.2 符号微分
符号微分（Symbolic Differentiation）是一种基于符号计算的自动求导方

法．
和符号计算相对应的

概念是数值计算，即将

数值代入数学表示中

进行计算．

符号计算也叫代数计算，是指用计算机来处理带有变量的数学表达式．这里
的变量被看作符号（Symbols），一般不需要代入具体的值．符号计算的输入和输
出都是数学表达式，一般包括对数学表达式的化简、因式分解、微分、积分、解代
数方程、求解常微分方程等运算．

比如数学表达式的化简：

输入：3𝑥 − 𝑥 + 2𝑥 + 1 (4.72)

输出：4𝑥 + 1. (4.73)

https://nndl.github.io/
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符号计算一般来讲是对输入的表达式，通过迭代或递归使用一些事先定义
的规则进行转换．当转换结果不能再继续使用变换规则时，便停止计算．

符号微分可以在编译时就计算梯度的数学表示，并进一步利用符号计算方
法进行优化．此外，符号计算的一个优点是符号计算和平台无关，可以在CPU或
GPU上运行．符号微分也有一些不足之处：1）编译时间较长，特别是对于循环，
需要很长时间进行编译；2）为了进行符号微分，一般需要设计一种专门的语言
来表示数学表达式，并且要对变量（符号）进行预先声明；3）很难对程序进行
调试．

4.5.3 自动微分
自动微分（Automatic Differentiation，AD）是一种可以对一个（程序）函

数进行计算导数的方法．符号微分的处理对象是数学表达式，而自动微分的处理
对象是一个函数或一段程序． 自动微分可以直接在

原始程序代码进行微

分，因此自动微分成为

目前大多数深度学习

框架的首选．

自动微分的基本原理是所有的数值计算可以分解为一些基本操作，包含
+,−, ×, /和一些初等函数 exp, log, sin, cos等，然后利用链式法则来自动计算一
个复合函数的梯度．

为简单起见，这里以一个神经网络中常见的复合函数的例子来说明自动微
分的过程．令复合函数𝑓(𝑥; 𝑤, 𝑏)为

𝑓(𝑥; 𝑤, 𝑏) = 1
exp ( − (𝑤𝑥 + 𝑏)) + 1

, (4.74)

其中𝑥为输入标量，𝑤和𝑏分别为权重和偏置参数．
首先，我们将复合函数𝑓(𝑥; 𝑤, 𝑏)分解为一系列的基本操作，并构成一个计

算图（Computational Graph）．计算图是数学运算的图形化表示．计算图中的每
个非叶子节点表示一个基本操作，每个叶子节点为一个输入变量或常量．图4.8给
出了当𝑥 = 1,𝑤 = 0, 𝑏 = 0时复合函数𝑓(𝑥; 𝑤, 𝑏)的计算图，其中连边上的红色
数字表示前向计算时复合函数中每个变量的实际取值．

𝑥 ×

𝑤

ℎ1

0 𝜕ℎ1
𝜕𝑤 = 𝑥

= 1

1
𝜕ℎ1
𝜕𝑥 = 𝑤

= 0

+

𝑏

ℎ2
0

𝜕ℎ2
𝜕ℎ1

= 1

0 𝜕ℎ2
𝜕𝑏 = 1

×

−1

ℎ3
0

𝜕ℎ3
𝜕ℎ2

= −1
exp

ℎ4
0

𝜕ℎ4
𝜕ℎ3

= exp(ℎ3)

= 1

+

1

ℎ5
1

𝜕ℎ5
𝜕ℎ4

= 1
/

1

ℎ6
2

𝜕ℎ6
𝜕ℎ5

= − 1
ℎ25

= −0.25

𝑓(𝑥; 𝑤, 𝑏)

图 4.8 复合函数𝑓(𝑥; 𝑤, 𝑏)的计算图

从计算图上可以看出，复合函数𝑓(𝑥; 𝑤, 𝑏)由 6个基本函数ℎ𝑖, 1 ≤ 𝑖 ≤ 6组
成．如表4.2所示，每个基本函数的导数都十分简单，可以通过规则来实现．
https://nndl.github.io/
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表 4.2 复合函数𝑓(𝑥; 𝑤, 𝑏)的 6个基本函数及其导数

函数 导数

ℎ1 = 𝑥 × 𝑤 𝜕ℎ1
𝜕𝑤 = 𝑥 𝜕ℎ1

𝜕𝑥 = 𝑤

ℎ2 = ℎ1 + 𝑏 𝜕ℎ2
𝜕ℎ1

= 1 𝜕ℎ2
𝜕𝑏 = 1

ℎ3 = ℎ2 × −1
𝜕ℎ3
𝜕ℎ2

= −1

ℎ4 = exp(ℎ3)
𝜕ℎ4
𝜕ℎ3

= exp(ℎ3)

ℎ5 = ℎ4 + 1 𝜕ℎ5
𝜕ℎ4

= 1

ℎ6 = 1/ℎ5
𝜕ℎ6
𝜕ℎ5

= − 1
ℎ25

整个复合函数 𝑓(𝑥; 𝑤, 𝑏)关于参数𝑤和 𝑏的导数可以通过计算图上的节点
𝑓(𝑥; 𝑤, 𝑏)与参数𝑤和𝑏之间路径上所有的导数连乘来得到，即

𝜕𝑓(𝑥; 𝑤, 𝑏)
𝜕𝑤 = 𝜕𝑓(𝑥; 𝑤, 𝑏)

𝜕ℎ6
𝜕ℎ6
𝜕ℎ5

𝜕ℎ5
𝜕ℎ4

𝜕ℎ4
𝜕ℎ3

𝜕ℎ3
𝜕ℎ2

𝜕ℎ2
𝜕ℎ1

𝜕ℎ1
𝜕𝑤 , (4.75)

𝜕𝑓(𝑥; 𝑤, 𝑏)
𝜕𝑏 = 𝜕𝑓(𝑥; 𝑤, 𝑏)

𝜕ℎ6
𝜕ℎ6
𝜕ℎ5

𝜕ℎ5
𝜕ℎ4

𝜕ℎ4
𝜕ℎ3

𝜕ℎ3
𝜕ℎ2

𝜕ℎ2
𝜕𝑏 . (4.76)

以 𝜕𝑓(𝑥;𝑤,𝑏)
𝜕𝑤

为例，当𝑥 = 1,𝑤 = 0, 𝑏 = 0时，可以得到

𝜕𝑓(𝑥; 𝑤, 𝑏)
𝜕𝑤 |𝑥=1,𝑤=0,𝑏=0 =

𝜕𝑓(𝑥;𝑤, 𝑏)
𝜕ℎ6

𝜕ℎ6
𝜕ℎ5

𝜕ℎ5
𝜕ℎ4

𝜕ℎ4
𝜕ℎ3

𝜕ℎ3
𝜕ℎ2

𝜕ℎ2
𝜕ℎ1

𝜕ℎ1
𝜕𝑤 (4.77)

= 1 × −0.25 × 1 × 1 × −1 × 1 × 1 (4.78)

= 0.25. (4.79)

如果函数和参数之间有多条路径，可以将这多条路径上的导数再进行相加，
得到最终的梯度．

按照计算导数的顺序，自动微分可以分为两种模式：前向模式和反向模式．
前向模式 前向模式是按计算图中计算方向的相同方向来递归地计算梯度．以
𝜕𝑓(𝑥;𝑤,𝑏)

𝜕𝑤
为例，当𝑥 = 1,𝑤 = 0, 𝑏 = 0时，前向模式的累积计算顺序如下：

𝜕ℎ1
𝜕𝑤 = 𝑥 = 1, (4.80)

𝜕ℎ2
𝜕𝑤 = 𝜕ℎ2

𝜕ℎ1
𝜕ℎ1
𝜕𝑤 = 1 × 1 = 1, (4.81)

𝜕ℎ3
𝜕𝑤 = 𝜕ℎ3

𝜕ℎ2
𝜕ℎ2
𝜕𝑤 = −1 × 1, (4.82)

https://nndl.github.io/
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⋮ ⋮
𝜕ℎ6
𝜕𝑤 = 𝜕ℎ6

𝜕ℎ5
𝜕ℎ5
𝜕𝑤 = −0.25 × −1 = 0.25, (4.83)

𝜕𝑓(𝑥; 𝑤, 𝑏)
𝜕𝑤 = 𝜕𝑓(𝑥; 𝑤, 𝑏)

𝜕ℎ6
𝜕ℎ6
𝜕𝑤 = 1 × 0.25 = 0.25. (4.84)

反向模式 反向模式是按计算图中计算方向的相反方向来递归地计算梯度．以
𝜕𝑓(𝑥;𝑤,𝑏)

𝜕𝑤
为例，当𝑥 = 1,𝑤 = 0, 𝑏 = 0时，反向模式的累积计算顺序如下：

𝜕𝑓(𝑥; 𝑤, 𝑏)
𝜕ℎ6

= 1, (4.85)

𝜕𝑓(𝑥; 𝑤, 𝑏)
𝜕ℎ5

= 𝜕𝑓(𝑥; 𝑤, 𝑏)
𝜕ℎ6

𝜕ℎ6
𝜕ℎ5

= 1 × −0.25, (4.86)

𝜕𝑓(𝑥; 𝑤, 𝑏)
𝜕ℎ4

= 𝜕𝑓(𝑥;𝑤, 𝑏)
𝜕ℎ5

𝜕ℎ5
𝜕ℎ4

= −0.25 × 1 = −0.25, (4.87)

⋮ ⋮ (4.88)
𝜕𝑓(𝑥; 𝑤, 𝑏)

𝜕𝑤 = 𝜕𝑓(𝑥; 𝑤, 𝑏)
𝜕ℎ1

𝜕ℎ1
𝜕𝑤 = 0.25 × 1 = 0.25. (4.89)

前向模式和反向模式可以看作应用链式法则的两种梯度累积方式．从反向
模式的计算顺序可以看出，反向模式和反向传播的计算梯度的方式相同．

对于一般的函数形式𝑓 ∶ ℝ𝑁 → ℝ𝑀，前向模式需要对每一个输入变量都进
行一遍遍历，共需要𝑁遍．而反向模式需要对每一个输出都进行一个遍历，共需
要𝑀遍．当𝑁 > 𝑀时，反向模式更高效．在前馈神经网络的参数学习中，风险函
数为𝑓 ∶ ℝ𝑁 → ℝ，输出为标量，因此采用反向模式为最有效的计算方式，只需要
一遍计算．
静态计算图和动态计算图 计算图按构建方式可以分为静态计算图（StaticCom-
putational Graph）和动态计算图（Dynamic Computational Graph）．

在目前深度学习框

架里，Theano和 Ten-
sorflow采 用 的 是 静
态计算图，而DyNet、
Chainer和 PyTorch采
用的是动态计算图．

Tensorflow 2.0也支持
了动态计算图．

静态计算
图是在编译时构建计算图，计算图构建好之后在程序运行时不能改变，而动态计
算图是在程序运行时动态构建．两种构建方式各有优缺点．静态计算图在构建时
可以进行优化，并行能力强，但灵活性比较差．动态计算图则不容易优化，当不同
输入的网络结构不一致时，难以并行计算，但是灵活性比较高．
符号微分和自动微分 符号微分和自动微分都利用计算图和链式法则来自动求
解导数．符号微分在编译阶段先构造一个复合函数的计算图，通过符号计算得到
导数的表达式，还可以对导数表达式进行优化，在程序运行阶段才代入变量的具
体数值来计算导数．而自动微分则无须事先编译，在程序运行阶段边计算边记录
计算图，计算图上的局部梯度都直接代入数值进行计算，然后用前向或反向模式
来计算最终的梯度．

图4.9给出了符号微分与自动微分的对比．
https://nndl.github.io/
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数学表达式 𝑓(𝑥) 数学表达式 𝑓′(𝑥)

程序函数 function f(x){⋯} 程序函数 function df(x){⋯}

符号微分

自动微分

程序实现 程序实现

图 4.9 符号微分与自动微分对比

4.6 优化问题
神经网络的参数学习比线性模型要更加困难，主要原因有两点：1）非凸优

化问题和 2）梯度消失问题．

4.6.1 非凸优化问题
神经网络的优化问题是一个非凸优化问题．以一个最简单的 1-1-1结构的两

层神经网络为例，

𝑦 = 𝜎(𝑤2𝜎(𝑤1𝑥)), (4.90)

其中𝑤1和𝑤2为网络参数，𝜎(⋅)为Logistic函数．
给定一个输入样本 (1, 1)，分别使用两种损失函数，第一种损失函数为平方

误差损失：ℒ(𝑤1, 𝑤2) = (1 − 𝑦)2，第二种损失函数为交叉熵损失ℒ(𝑤1, 𝑤2) =
log 𝑦．当 𝑥 = 1, 𝑦 = 1时，其平方误差和交叉熵损失函数分别为：ℒ(𝑤1, 𝑤2) =
(1 − 𝑦)2和ℒ(𝑤1, 𝑤2) = log 𝑦．损失函数与参数𝑤1和𝑤2的关系如图4.10所示，可
以看出两种损失函数都是关于参数的非凸函数．

(a)平方误差损失 (b)交叉熵损失

图 4.10 神经网络𝑦 = 𝜎(𝑤2𝜎(𝑤1𝑥))的损失函数

https://nndl.github.io/
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4.6.2 梯度消失问题
在神经网络中误差反向传播的迭代公式为

𝛿(𝑙) = 𝑓′𝑙 (𝒛(𝑙)) ⊙ (𝑾 (𝑙+1))T𝛿(𝑙+1). (4.91)

误差从输出层反向传播时，在每一层都要乘以该层的激活函数的导数．当我们使
用Sigmoid型函数：Logistic函数𝜎(𝑥)或Tanh函数时，其导数为

𝜎′(𝑥) = 𝜎(𝑥)(1 − 𝜎(𝑥)) ∈ [0, 0.25], (4.92)

tanh′(𝑥) = 1 − ( tanh(𝑥))2 ∈ [0, 1]. (4.93)

Sigmoid型函数的导数的值域都小于或等于 1，如图4.11所示．

−4 −2 0 2 4 6

5 ⋅ 10−2

0.1

0.15

0.2

0.25

(a) Logistic函数的导数
−4 −2 0 2 4 60

0.2

0.4

0.6

0.8

1

(b) Tanh函数的导数

图 4.11 Sigmoid型函数的导数

由于 Sigmoid型函数的饱和性，饱和区的导数更是接近于 0．这样，误差经
过每一层传递都会不断衰减．当网络层数很深时，梯度就会不停衰减，甚至消
失，使得整个网络很难训练．这就是所谓的梯度消失问题（Vanishing Gradient
Problem），也称为梯度弥散问题．

梯度消失问题在过去

的二三十年里一直没

有得到有效解决，是阻

碍神经网络发展的重

要原因之一．
在深度神经网络中，减轻梯度消失问题的方法有很多种．一种简单有效的方

式是使用导数比较大的激活函数，比如ReLU等．
更多的优化方法参见

第7.1节．

4.7 总结和深入阅读
神经网络是一种典型的分布式并行处理模型，通过大量神经元之间的交互

来处理信息，每一个神经元都发送兴奋和抑制的信息到其他神经元 [McClelland
et al., 1986]．和感知器不同，神经网络中的激活函数一般为连续可导函数．在一
个神经网络中选择合适的激活函数十分重要．[Ramachandran et al., 2017]设计
了不同形式的函数组合方式，并通过强化学习来搜索合适的激活函数，在多个任
务上发现Swish函数具有更好的性能．
https://nndl.github.io/

https://nndl.github.io/
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表4.3给出了常见激活函数及其导数．
表 4.3 常见激活函数及其导数

激活函数 函数 导数

Logistic函数 𝑓(𝑥) = 1
1+exp(−𝑥)

𝑓′(𝑥) = 𝑓(𝑥)(1 − 𝑓(𝑥))

Tanh函数 𝑓(𝑥) = exp(𝑥)−exp(−𝑥)
exp(𝑥)+exp(−𝑥)

𝑓′(𝑥) = 1 − 𝑓(𝑥)2

ReLU函数 𝑓(𝑥) = max(0, 𝑥) 𝑓′(𝑥) = 𝐼(𝑥 > 0)

ELU函数 𝑓(𝑥) = max(0, 𝑥) +
min (0, 𝛾( exp(𝑥) − 1))

𝑓′(𝑥) = 𝐼(𝑥 > 0) + 𝐼(𝑥 ≤ 0) ⋅ 𝛾 exp(𝑥)

SoftPlus函数 𝑓(𝑥) = log (1 + exp(𝑥)) 𝑓′(𝑥) = 1
1+exp(−𝑥)

本章介绍的前馈神经网络是一种类型最简单的网络，相邻两层的神经元之
间为全连接关系，也称为全连接神经网络（Fully Connected Neural Network，
FCNN）或多层感知器．前馈神经网络作为一种机器学习方法在很多模式识别和
机器学习的教材中都有介绍，比如《Pattern Recognition and Machine Learn-
ing》[Bishop, 2007]和《Pattern Classification》[Duda et al., 2001]等．

前馈神经网络作为一种能力很强的非线性模型，其能力可以由通用近似定
理来保证．关于通用近似定理的详细介绍可以参考 [Haykin, 2009]．

前馈神经网络在 20世纪 80年代后期就已被广泛使用，但是大部分都采用
两层网络结构（即一个隐藏层和一个输出层），神经元的激活函数基本上都是
Sigmoid型函数，并且使用的损失函数也大多数是平方损失．虽然当时前馈神经
网络的参数学习依然有很多难点，但其作为一种连接主义的典型模型，标志人工
智能从高度符号化的知识期向低符号化的学习期开始转变．

TensorFlow游乐场1提供了一个非常好的神经网络训练过程可视化系统．

习题

习题 4-1 对于一个神经元𝜎(𝒘T𝒙 + 𝑏)，并使用梯度下降优化参数𝒘时，如果输入
𝒙恒大于 0，其收敛速度会比零均值化的输入更慢．
习题 4-2 试设计一个前馈神经网络来解决XOR问题，要求该前馈神经网络具有
两个隐藏神经元和一个输出神经元，并使用ReLU作为激活函数．
习题 4-3 试举例说明“死亡ReLU问题”，并提出解决方法．

1 http://playground.tensorflow.org

https://nndl.github.io/

http://playground.tensorflow.org
https://nndl.github.io/
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习题 4-4 计算Swish函数和GELU函数的导数． 参见第4.1.3节．

习题 4-5 如果限制一个神经网络的总神经元数量（不考虑输入层）为𝑁 + 1，输
入层大小为𝑀0，输出层大小为 1，隐藏层的层数为𝐿，每个隐藏层的神经元数量
为 𝑁

𝐿
，试分析参数数量和隐藏层层数𝐿的关系．

习题 4-6 证明通用近似定理对于具有线性输出层和至少一个使用ReLU激活函
数的隐藏层组成的前馈神经网络，也都是适用的． 参见定理4.1．

习题 4-7 为什么在神经网络模型的结构化风险函数中不对偏置𝒃进行正则化？
习题 4-8 为什么在用反向传播算法进行参数学习时要采用随机参数初始化的方
式而不是直接令𝑾 = 0, 𝒃 = 0？
习题 4-9 梯度消失问题是否可以通过增加学习率来缓解？
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第 5章 卷积神经网络

一切都应该尽可能地简单，但不能过于简单．

——艾伯特·爱因斯坦（Albert Einstein）

卷积神经网络（Convolutional Neural Network，CNN或ConvNet）是一种
具有局部连接、权重共享等特性的深层前馈神经网络．

卷积神经网络最早主要是用来处理图像信息．在用全连接前馈网络来处理
图像时，会存在以下两个问题：
（1） 参数太多：如果输入图像大小为100× 100× 3（即图像高度为100，宽

度为 100以及RGB 3个颜色通道），在全连接前馈网络中，第一个隐藏层的每个
神经元到输入层都有 100 × 100 × 3 = 30 000个互相独立的连接，每个连接都对
应一个权重参数．随着隐藏层神经元数量的增多，参数的规模也会急剧增加．这
会导致整个神经网络的训练效率非常低，也很容易出现过拟合．
（2） 局部不变性特征：自然图像中的物体都具有局部不变性特征，比如尺

度缩放、平移、旋转等操作不影响其语义信息．而全连接前馈网络很难提取这些
局部不变性特征，一般需要进行数据增强来提高性能．

卷积神经网络是受生物学上感受野机制的启发而提出的．感受野（Recep-
tive Field）机制主要是指听觉、视觉等神经系统中一些神经元的特性，即神经元
只接受其所支配的刺激区域内的信号．在视觉神经系统中，视觉皮层中的神经细
胞的输出依赖于视网膜上的光感受器．视网膜上的光感受器受刺激兴奋时，将神
经冲动信号传到视觉皮层，但不是所有视觉皮层中的神经元都会接受这些信号．
一个神经元的感受野是指视网膜上的特定区域，只有这个区域内的刺激才能够
激活该神经元．

目前的卷积神经网络一般是由卷积层、汇聚层和全连接层交叉堆叠而成的
前馈神经网络．

全连接层一般在卷积

网络的最顶层．卷积神经网络有三个结构上的特性：局部连接、权重共享以及汇
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聚．这些特性使得卷积神经网络具有一定程度上的平移、缩放和旋转不变性．和
前馈神经网络相比，卷积神经网络的参数更少．

卷积神经网络主要使用在图像和视频分析的各种任务（比如图像分类、人
脸识别、物体识别、图像分割等）上，其准确率一般也远远超出了其他的神经网
络模型．近年来卷积神经网络也广泛地应用到自然语言处理、推荐系统等领域．

5.1 卷积

5.1.1 卷积的定义
卷积（Convolution），也叫褶积，是分析数学中一种重要的运算．在信号处

理或图像处理中，经常使用一维或二维卷积． 这里我们只考虑离散

序列的情况．

5.1.1.1 一维卷积
一维卷积经常用在信号处理中，用于计算信号的延迟累积．假设一个信号发

生器每个时刻 𝑡产生一个信号𝑥𝑡，其信息的衰减率为𝑤𝑘，即在 𝑘 − 1个时间步长
后，信息为原来的𝑤𝑘倍．假设𝑤1 = 1,𝑤2 = 1/2, 𝑤3 = 1/4，那么在时刻 𝑡收到的
信号𝑦𝑡为当前时刻产生的信息和以前时刻延迟信息的叠加，

𝑦𝑡 = 1 × 𝑥𝑡 + 1/2 × 𝑥𝑡−1 + 1/4 × 𝑥𝑡−2 (5.1)

= 𝑤1 × 𝑥𝑡 + 𝑤2 × 𝑥𝑡−1 + 𝑤3 × 𝑥𝑡−2 (5.2)

=
3
∑
𝑘=1

𝑤𝑘𝑥𝑡−𝑘+1. (5.3)

我们把𝑤1, 𝑤2,⋯称为滤波器（Filter）或卷积核（ConvolutionKernel）．假
设滤波器长度为𝐾，它和一个信号序列𝑥1, 𝑥2,⋯的卷积为

𝑦𝑡 =
𝐾
∑
𝑘=1

𝑤𝑘𝑥𝑡−𝑘+1. (5.4)

为了简单起见，这里假设卷积的输出𝑦𝑡的下标 𝑡从𝐾开始．
信号序列𝒙和滤波器𝒘的卷积定义为

𝒚 = 𝒘 ∗ 𝒙, (5.5)

其中∗表示卷积运算．一般情况下滤波器的长度𝐾远小于信号序列𝒙的长度．
我们可以设计不同的滤波器来提取信号序列的不同特征．比如，

移动平均（Moving Av-
erage，MA）是在分析
时间序列数据时的一

种简单平滑技术，能有

效地消除数据中的随

机波动．

当令滤波器
𝒘 = [1/𝐾,⋯ , 1/𝐾]时，卷积相当于信号序列的简单移动平均（窗口大小为𝐾）；
https://nndl.github.io/

https://nndl.github.io/
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当令滤波器𝒘 = [1, −2, 1]时，可以近似实现对信号序列的二阶微分，即
这里将𝑥(𝑡) = 𝑥𝑡看作
关于时间 𝑡的函数．参
见习题5-1．

𝑥″(𝑡) = 𝑥(𝑡 + 1) + 𝑥(𝑡 − 1) − 2𝑥(𝑡). (5.6)

图5.1给出了两个滤波器的一维卷积示例．可以看出，两个滤波器分别提取
了输入序列的不同特征．滤波器𝒘 = [1/3, 1/3, 1/3]可以检测信号序列中的低频
信息，而滤波器𝒘 = [1, −2, 1]可以检测信号序列中的高频信息．

这里的高频和低频指

信号变化的强烈程度．
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下层为输入信号序列，

上层为卷积结果．连接

边上的数字为滤波器

中的权重．

左图的卷积结果为近

似值．

图 5.1 一维卷积示例

5.1.1.2 二维卷积
卷积也经常用在图像处理中．因为图像为一个二维结构，所以需要将一维

卷积进行扩展．给定一个图像 𝑿 ∈ ℝ𝑀×𝑁 和一个滤波器 𝑾 ∈ ℝ𝑈×𝑉，一般
𝑈 << 𝑀,𝑉 << 𝑁，其卷积为

𝑦𝑖𝑗 =
𝑈
∑
𝑢=1

𝑉
∑
𝑣=1

𝑤𝑢𝑣𝑥𝑖−𝑢+1,𝑗−𝑣+1. (5.7)

为了简单起见，这里假设卷积的输出𝑦𝑖𝑗的下标 (𝑖, 𝑗)从 (𝑈, 𝑉)开始．
输入信息𝑿和滤波器𝑾的二维卷积定义为

𝒀 = 𝑾 ∗ 𝑿, (5.8)

其中∗表示二维卷积运算．图5.2给出了二维卷积示例．
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根据卷积定义，左图的
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翻转．

图 5.2 二维卷积示例

https://nndl.github.io/
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在图像处理中常用的均值滤波（Mean Filter）就是一种二维卷积，将当前
位置的像素值设为滤波器窗口中所有像素的平均值，即𝑤𝑢𝑣 =

1
𝑈𝑉
．

在图像处理中，卷积经常作为特征提取的有效方法．一幅图像在经过卷积操
作后得到结果称为特征映射（Feature Map）．图5.3给出在图像处理中几种常用
的滤波器，以及其对应的特征映射．图中最上面的滤波器是常用的高斯滤波器，
可以用来对图像进行平滑去噪；中间和最下面的滤波器可以用来提取边缘特征．

原始图像
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图 5.3 图像处理中几种常用的滤波器示例

5.1.2 互相关
在机器学习和图像处理领域，卷积的主要功能是在一个图像（或某种特征）

上滑动一个卷积核（即滤波器），通过卷积操作得到一组新的特征．在计算卷积
的过程中，需要进行卷积核翻转．在具体实现上，一般会以互相关操作来代替卷
积，从而会减少一些不必要的操作或开销．

翻转指从两个维度（从

上到下、从左到右）颠

倒次序，即旋转 180度．互相关（Cross-Correlation）是一个
衡量两个序列相关性的函数，通常是用滑动窗口的点积计算来实现．给定一个图
像𝑿 ∈ ℝ𝑀×𝑁和卷积核𝑾 ∈ ℝ𝑈×𝑉，它们的互相关为

𝑦𝑖𝑗 =
𝑈
∑
𝑢=1

𝑉
∑
𝑣=1

𝑤𝑢𝑣𝑥𝑖+𝑢−1,𝑗+𝑣−1. (5.9)

和公式 (5.7)对比可知，互相关和卷积的区别仅仅在于卷积核是否进行翻转．因
此互相关也可以称为不翻转卷积．

互相关和卷积的区别

也可以理解为图像是

否进行翻转．
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公式 (5.9)可以表述为

𝒀 = 𝑾 ⊗𝑿 (5.10)

= rot180(𝑾) ∗ 𝑿, (5.11)

其中⊗表示互相关运算，rot180(⋅)表示旋转 180度，𝒀 ∈ ℝ𝑀−𝑈+1,𝑁−𝑉+1为输出
矩阵．

在神经网络中使用卷积是为了进行特征抽取，卷积核是否进行翻转和其特
征抽取的能力无关．特别是当卷积核是可学习的参数时，卷积和互相关在能力上
是等价的．因此，为了实现上（或描述上）的方便起见，我们用互相关来代替卷
积．事实上，很多深度学习工具中卷积操作其实都是互相关操作．

在本书之后描述中，除

非特别声明，卷积一般

指“互相关”．卷积符号

用⊗来表示，即不翻转
卷积．真正的卷积用 ∗
来表示．5.1.3 卷积的变种

在卷积的标准定义基础上，还可以引入卷积核的滑动步长和零填充来增加
卷积的多样性，可以更灵活地进行特征抽取．

步长（Stride）是指卷积核在滑动时的时间间隔．图5.4a给出了步长为 2的
卷积示例．

步长也可以小于 1，
即微步卷积，参见

第5.5.1节．
零填充（Zero Padding）是在输入向量两端进行补零．图5.4b给出了输入的

两端各补一个零后的卷积示例．

1 1 2 −1 1 −3 1

−1 1 0

(a)步长𝑆 = 2

1 1 2 −1 1 −3 10 0

−1 −1 2 1 2 0 −3

(b)零填充𝑃 = 1

图 5.4 卷积的步长和零填充（滤波器为 [−1, 0, 1]）

通常可以通过选择合

适的卷积大小以及步

长来使得 (𝑀 − 𝐾 +
2𝑃)/𝑆 + 1为整数．

假设卷积层的输入神经元个数为𝑀，卷积大小为𝐾，步长为𝑆，在输入两端各
填补𝑃个0（zero padding），那么该卷积层的神经元数量为 (𝑀 −𝐾 + 2𝑃)/𝑆 + 1．

一般常用的卷积有以下三类：

在早期的文献中，卷积

一般默认为窄卷积；而

目前的文献中，卷积

一般默认为等宽卷积．

更多的卷积变种参见

第5.5节．

（1） 窄卷积（Narrow Convolution）：步长𝑆 = 1，两端不补零𝑃 = 0，卷积
后输出长度为𝑀 − 𝐾 + 1．
（2） 宽卷积（Wide Convolution）：步长𝑆 = 1，两端补零𝑃 = 𝐾 − 1，卷积

后输出长度𝑀 + 𝐾 − 1．
（3） 等宽卷积（Equal-Width Convolution）：步长 𝑆 = 1，两端补零 𝑃 =

(𝐾 − 1)/2，卷积后输出长度𝑀．图5.4b就是一个等宽卷积示例．
https://nndl.github.io/
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5.1.4 卷积的数学性质
卷积有很多很好的数学性质．在本节中，我们介绍一些二维卷积的数学性

质，这些数学性质同样可以适用到一维卷积的情况．

5.1.4.1 交换性
如果不限制两个卷积信号的长度，真正的翻转卷积是具有交换性的，即𝒙 ∗

𝒚 = 𝒚 ∗ 𝒙．对于互相关的“卷积”，也同样具有一定的“交换性”．
我们先介绍宽卷积（Wide Convolution）的定义．给定一个二维图像𝑿 ∈

ℝ𝑀×𝑁和一个二维卷积核𝑾 ∈ ℝ𝑈×𝑉，对图像𝑿进行零填充，两端各补𝑈 − 1和
𝑉 − 1个零，得到全填充（Full Padding）的图像 ̃𝑿 ∈ ℝ(𝑀+2𝑈−2)×(𝑁+2𝑉−2)．图像
𝑿和卷积核𝑾的宽卷积定义为

𝑾⊗̃𝑿 ≜ 𝑾 ⊗ ̃𝑿, (5.12)

其中 ⊗̃表示宽卷积运算．
当输入信息和卷积核有固定长度时，它们的宽卷积依然具有交换性，即 参见习题5-2．

rot180(𝑾)⊗̃𝑿 = rot180(𝑿)⊗̃𝑾, (5.13)

其中 rot180(⋅)表示旋转 180度．

5.1.4.2 导数
假设𝒀 = 𝑾 ⊗ 𝑿，其中𝑿 ∈ ℝ𝑀×𝑁，𝑾 ∈ ℝ𝑈×𝑉，𝒀 ∈ ℝ(𝑀−𝑈+1)×(𝑁−𝑉+1)，

函数𝑓(𝒀) ∈ ℝ为一个标量函数，则

𝜕𝑓(𝒀)
𝜕𝑤𝑢𝑣

=
𝑀−𝑈+1
∑
𝑖=1

𝑁−𝑉+1
∑
𝑗=1

𝜕𝑦𝑖𝑗
𝜕𝑤𝑢𝑣

𝜕𝑓(𝒀)
𝜕𝑦𝑖𝑗

=
𝑀−𝑈+1
∑
𝑖=1

𝑁−𝑉+1
∑
𝑗=1

𝑥𝑖+𝑢−1,𝑗+𝑣−1
𝜕𝑓(𝒀)
𝜕𝑦𝑖𝑗

𝑦𝑖𝑗=∑
𝑢,𝑣

𝑤𝑢𝑣𝑥𝑖+𝑢−1,𝑗+𝑣−1．

=
𝑀−𝑈+1
∑
𝑖=1

𝑁−𝑉+1
∑
𝑗=1

𝜕𝑓(𝒀)
𝜕𝑦𝑖𝑗

𝑥𝑢+𝑖−1,𝑣+𝑗−1.

(5.14)

(5.15)

(5.16)

从公式 (5.16)可以看出，𝑓(𝒀)关于𝑾的偏导数为𝑿和 𝜕𝑓(𝒀)
𝜕𝒀
的卷积

𝜕𝑓(𝒀)
𝜕𝑾 = 𝜕𝑓(𝒀)

𝜕𝒀 ⊗ 𝑿. (5.17)

同理得到，
𝜕𝑓(𝒀)
𝜕𝑥𝑠𝑡

=
𝑀−𝑈+1
∑
𝑖=1

𝑁−𝑉+1
∑
𝑗=1

𝜕𝑦𝑖𝑗
𝜕𝑥𝑠𝑡

𝜕𝑓(𝒀)
𝜕𝑦𝑖𝑗

(5.18)
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=
𝑀−𝑈+1
∑
𝑖=1

𝑁−𝑉+1
∑
𝑗=1

𝑤𝑠−𝑖+1,𝑡−𝑗+1
𝜕𝑓(𝒀)
𝜕𝑦𝑖𝑗

, (5.19)

其中当 (𝑠 − 𝑖 + 1) < 1，或 (𝑠 − 𝑖 + 1) > 𝑈，或 (𝑡 − 𝑗 + 1) < 1，或 (𝑡 − 𝑗 + 1) > 𝑉
时，𝑤𝑠−𝑖+1,𝑡−𝑗+1 = 0．即相当于对𝑾进行了𝑃 = (𝑀 − 𝑈,𝑁 − 𝑉)的零填充．

从公式 (5.19)可以看出，𝑓(𝒀)关于𝑿的偏导数为𝑾和 𝜕𝑓(𝒀)
𝜕𝒀
的宽卷积．公式

(5.19)中的卷积是真正的卷积而不是互相关，为了一致性，我们用互相关的“卷
积”，即

𝜕𝑓(𝒀)
𝜕𝑿 = rot180(𝜕𝑓(𝒀)𝜕𝒀 )⊗̃𝑾 (5.20)

= rot180(𝑾)⊗̃𝜕𝑓(𝒀)
𝜕𝒀 , (5.21)

其中 rot180(⋅)表示旋转 180度．

5.2 卷积神经网络
卷积神经网络一般由卷积层、汇聚层和全连接层构成．

5.2.1 用卷积来代替全连接
在全连接前馈神经网络中，如果第 𝑙层有𝑀𝑙个神经元，第 𝑙 − 1层有𝑀𝑙−1 个

神经元，连接边有𝑀𝑙 × 𝑀𝑙−1个，也就是权重矩阵有𝑀𝑙 × 𝑀𝑙−1 个参数．当𝑀𝑙和
𝑀𝑙−1都很大时，权重矩阵的参数非常多，训练的效率会非常低．

如果采用卷积来代替全连接，第 𝑙层的净输入 𝒛(𝑙)为第 𝑙 − 1层活性值𝒂(𝑙−1)

和卷积核𝒘(𝑙) ∈ ℝ𝐾的卷积，即

𝒛(𝑙) = 𝒘(𝑙) ⊗ 𝒂(𝑙−1) + 𝑏(𝑙), (5.22)

其中卷积核𝒘(𝑙) ∈ ℝ𝐾为可学习的权重向量，𝑏(𝑙) ∈ ℝ为可学习的偏置．
根据卷积的定义，卷积层有两个很重要的性质：

局部连接 在卷积层（假设是第 𝑙层）中的每一个神经元都只和前一层（第 𝑙 − 1
层）中某个局部窗口内的神经元相连，构成一个局部连接网络．如图5.5b所示，卷
积层和前一层之间的连接数大大减少，由原来的𝑀𝑙 × 𝑀𝑙−1个连接变为𝑀𝑙 × 𝐾
个连接，𝐾为卷积核大小．
权重共享 从公式 (5.22)可以看出，作为参数的卷积核𝒘(𝑙)对于第 𝑙层的所有的
神经元都是相同的．如图5.5b中，所有的同颜色连接上的权重是相同的．权重共
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(a)全连接层

(b)卷积层

图 5.5 全连接层和卷积层对比

享可以理解为一个卷积核只捕捉输入数据中的一种特定的局部特征．因此，如果
要提取多种特征就需要使用多个不同的卷积核．

由于局部连接和权重共享，卷积层的参数只有一个𝐾维的权重𝒘(𝑙)和 1维
的偏置𝑏(𝑙)，共𝐾 + 1个参数．参数个数和神经元的数量无关．此外，第 𝑙层的神经
元个数不是任意选择的，而是满足𝑀𝑙 = 𝑀𝑙−1 − 𝐾 + 1． 默认步长为 1，无零

填充．

5.2.2 卷积层
卷积层的作用是提取一个局部区域的特征，不同的卷积核相当于不同的特

征提取器．上一节中描述的卷积层的神经元和全连接网络一样都是一维结构．由
于卷积网络主要应用在图像处理上，而图像为二维结构，因此为了更充分地利用
图像的局部信息，通常将神经元组织为三维结构的神经层，其大小为高度𝑀×宽
度𝑁×深度𝐷，由𝐷个𝑀 × 𝑁大小的特征映射构成．

特征映射（Feature Map）为一幅图像（或其他特征映射）在经过卷积提取
到的特征，每个特征映射可以作为一类抽取的图像特征．为了提高卷积网络的表
示能力，可以在每一层使用多个不同的特征映射，以更好地表示图像的特征．

在输入层，特征映射就是图像本身．如果是灰度图像，就是有一个特征映射，
输入层的深度𝐷 = 1；如果是彩色图像，分别有RGB三个颜色通道的特征映射，
输入层的深度𝐷 = 3．

不失一般性，假设一个卷积层的结构如下：
（1） 输入特征映射组：𝒳 ∈ ℝ𝑀×𝑁×𝐷为三维张量（Tensor），其中每个切

片（Slice）矩阵𝑿𝑑 ∈ ℝ𝑀×𝑁为一个输入特征映射，1 ≤ 𝑑 ≤ 𝐷；
（2） 输出特征映射组：𝒴 ∈ ℝ𝑀′×𝑁′×𝑃为三维张量，其中每个切片矩阵

𝒀𝑝 ∈ ℝ𝑀′×𝑁′为一个输出特征映射，1 ≤ 𝑝 ≤ 𝑃；
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（3） 卷积核：𝒲 ∈ ℝ𝑈×𝑉×𝑃×𝐷为四维张量，其中每个切片矩阵𝑾𝑝,𝑑 ∈
ℝ𝑈×𝑉为一个二维卷积核，1 ≤ 𝑝 ≤ 𝑃, 1 ≤ 𝑑 ≤ 𝐷．

图5.6给出卷积层的三维结构表示．
输入特征映射 𝑿𝑑

卷积核𝒲𝑝

深度 𝐷

高度𝑀

宽度 𝑁

输入特征映射组 𝒳

输出特征映射 𝒀𝑝

输出特征映射组 𝒴

图 5.6 卷积层的三维结构表示

为了计算输出特征映射𝒀𝑝，用卷积核𝑾𝑝,1,𝑾𝑝,2,⋯ ,𝑾𝑝,𝐷分别对输入特
征映射𝑿1, 𝑿2,⋯ , 𝑿𝐷进行卷积，然后将卷积结果相加，并加上一个标量偏置 𝑏𝑝

得到卷积层的净输入𝒁𝑝， 这里净输入是指没有

经过非线性激活函数

的净活性值（Net Acti-
vation）．

再经过非线性激活函数后得到输出特征映射𝒀𝑝．

𝒁𝑝 = 𝑾𝑝 ⊗𝑿 + 𝑏𝑝 =
𝐷
∑
𝑑=1

𝑾𝑝,𝑑 ⊗𝑿𝑑 + 𝑏𝑝, (5.23)

𝒀𝑝 = 𝑓(𝒁𝑝). (5.24)

其中𝑾𝑝 ∈ ℝ𝑈×𝑉×𝐷为三维卷积核，𝑓(⋅)为非线性激活函数，一般用ReLU函数．
整个计算过程如图5.7所示．如果希望卷积层输出𝑃个特征映射，可以将上述

计算过程重复𝑃次，得到𝑃个输出特征映射𝒀1, 𝒀2,⋯ , 𝒀𝑃．

𝑿1

卷积核𝑾𝑝,1

⋮ ⋮输入
特征映射

𝑿𝐷

卷积核𝑾𝑝,𝐷

∑ + 𝑓 𝒀𝑝 输出
特征映射

偏置
𝑏𝑝

⋮

⋮

图 5.7 卷积层中从输入特征映射组𝑿到输出特征映射𝒀𝑝的计算示例
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在输入为𝒳 ∈ ℝ𝑀×𝑁×𝐷，输出为𝒴 ∈ ℝ𝑀′×𝑁′×𝑃的卷积层中，每一个输出特
征映射都需要𝐷个卷积核以及一个偏置．假设每个卷积核的大小为𝑈 × 𝑉，那么
共需要𝑃 × 𝐷 × (𝑈 × 𝑉) + 𝑃个参数．

5.2.3 汇聚层
汇聚层（Pooling Layer）也叫子采样层（Subsampling Layer），其作用是进

行特征选择，降低特征数量，从而减少参数数量．
卷积层虽然可以显著减少网络中连接的数量，但特征映射组中的神经元个

数并没有显著减少．如果后面接一个分类器，分类器的输入维数依然很高，很容
易出现过拟合．为了解决这个问题，可以在卷积层之后加上一个汇聚层，从而降
低特征维数，避免过拟合． 减少特征维数也可以

通过增加卷积步长来

实现．
假设汇聚层的输入特征映射组为𝒳 ∈ ℝ𝑀×𝑁×𝐷，对于其中每一个特征映射

𝑿𝑑 ∈ ℝ𝑀×𝑁 , 1 ≤ 𝑑 ≤ 𝐷，将其划分为很多区域𝑅𝑑𝑚,𝑛, 1 ≤ 𝑚 ≤ 𝑀′, 1 ≤ 𝑛 ≤ 𝑁′，

这些区域可以重叠，也可以不重叠．汇聚（Pooling）是指对每个区域进行下采样
（Down Sampling）得到一个值，作为这个区域的概括．

常用的汇聚函数有两种：
（1） 最大汇聚（Maximum Pooling或Max Pooling）：对于一个区域𝑅𝑑𝑚,𝑛，

选择这个区域内所有神经元的最大活性值作为这个区域的表示，即

𝑦𝑑𝑚,𝑛 = max
𝑖∈𝑅𝑑

𝑚,𝑛
𝑥𝑖, (5.25)

其中𝑥𝑖为区域𝑅𝑑𝑘内每个神经元的活性值．
（2） 平均汇聚（Mean Pooling）：一般是取区域内所有神经元活性值的平

均值，即

𝑦𝑑𝑚,𝑛 =
1

|𝑅𝑑𝑚,𝑛|
∑

𝑖∈𝑅𝑑
𝑚,𝑛

𝑥𝑖. (5.26)

对每一个输入特征映射𝑿𝑑的𝑀′ × 𝑁′个区域进行子采样，得到汇聚层的输
出特征映射𝒀𝑑 = {𝑦𝑑𝑚,𝑛}, 1 ≤ 𝑚 ≤ 𝑀′, 1 ≤ 𝑛 ≤ 𝑁′．

图5.8给出了采样最大汇聚进行子采样操作的示例．可以看出，汇聚层不但
可以有效地减少神经元的数量，还可以使得网络对一些小的局部形态改变保持
不变性，并拥有更大的感受野．

目前主流的卷积网络中，汇聚层仅包含下采样操作．但在早期的一些卷积网
络（比如LeNet-5）中，有时也会在汇聚层使用非线性激活函数，比如

𝒀 ′𝑑 = 𝑓 (𝑤𝑑𝒀𝑑 + 𝑏𝑑) , (5.27)
https://nndl.github.io/
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1 1 2 0
0 1 1 2
0 0 1 3
0 0 1 1

输入特征映射 𝑿𝑑

输入特征映射组 𝒳

最大汇聚 1 2
0 3

输出特征映射 𝒀𝑑

输出特征映射组 𝒴

图 5.8 汇聚层中最大汇聚过程示例

其中𝒀 ′𝑑为汇聚层的输出，𝑓(⋅)为非线性激活函数，𝑤𝑑和 𝑏𝑑为可学习的标量权
重和偏置．

典型的汇聚层是将每个特征映射划分为 2 × 2大小的不重叠区域，然后使用
最大汇聚的方式进行下采样．汇聚层也可以看作一个特殊的卷积层，卷积核大小
为𝐾 × 𝐾，步长为𝑆 × 𝑆，卷积核为max函数或mean函数．过大的采样区域会急
剧减少神经元的数量，也会造成过多的信息损失．

5.2.4 卷积网络的整体结构
一个典型的卷积网络是由卷积层、汇聚层、全连接层交叉堆叠而成．目前常

用的卷积网络整体结构如图5.9所示．一个卷积块为连续𝑀个卷积层和 𝑏个汇聚
层（𝑀通常设置为2 ∼ 5，𝑏为0或1）．一个卷积网络中可以堆叠𝑁个连续的卷积
块，然后在后面接着𝐾个全连接层（𝑁的取值区间比较大，比如 1 ∼ 100或者更
大；𝐾一般为 0 ∼ 2）．

卷积 ReLU 汇聚层

×𝑀 ×𝑏

输入

×𝑁

全连接层

×𝐾

softmax

图 5.9 常用的卷积网络整体结构

目前，卷积网络的整体结构趋向于使用更小的卷积核（比如 1 × 1和 3 × 3）
以及更深的结构（比如层数大于 50）．此外，由于卷积的操作性越来越灵活（比
如不同的步长），汇聚层的作用也变得越来越小，因此目前比较流行的卷积网络
中，汇聚层的比例正在逐渐降低，趋向于全卷积网络．
https://nndl.github.io/
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5.3 参数学习
在卷积网络中，参数为卷积核中权重以及偏置．和全连接前馈网络类似，卷

积网络也可以通过误差反向传播算法来进行参数学习．
在全连接前馈神经网络中，梯度主要通过每一层的误差项 𝛿进行反向传播，

并进一步计算每层参数的梯度． 参见公式(4.63)．

在卷积神经网络中，主要有两种不同功能的神经层：卷积层和汇聚层．而参
数为卷积核以及偏置，因此只需要计算卷积层中参数的梯度． 这里假设汇聚层中没

有参数．不失一般性，对第 𝑙层为卷积层，第 𝑙 − 1层的输入特征映射为𝒳(𝑙−1) ∈
ℝ𝑀×𝑁×𝐷，通过卷积计算得到第 𝑙层的特征映射净输入𝒵(𝑙) ∈ ℝ𝑀′×𝑁′×𝑃． 参见公式(5.23)．第 𝑙层
的第𝑝(1 ≤ 𝑝 ≤ 𝑃)个特征映射净输入

𝒁(𝑙,𝑝) =
𝐷
∑
𝑑=1

𝑾 (𝑙,𝑝,𝑑) ⊗𝑿(𝑙−1,𝑑) + 𝑏(𝑙,𝑝), (5.28)

其中𝑾 (𝑙,𝑝,𝑑)和 𝑏(𝑙,𝑝)为卷积核以及偏置．第 𝑙层中共有𝑃 × 𝐷个卷积核和𝑃个偏
置，可以分别使用链式法则来计算其梯度．

参见公式(5.17)．根据公式 (5.17)和公式 (5.28)，损失函数ℒ关于第 𝑙层的卷积核𝑾 (𝑙,𝑝,𝑑)的偏
导数为

𝜕ℒ
𝜕𝑾 (𝑙,𝑝,𝑑) =

𝜕ℒ
𝜕𝒁(𝑙,𝑝) ⊗𝑿(𝑙−1,𝑑) (5.29)

= 𝛿(𝑙,𝑝) ⊗𝑿(𝑙−1,𝑑), (5.30)

其中 𝛿(𝑙,𝑝) = 𝜕ℒ
𝜕𝒁(𝑙,𝑝)

为损失函数关于第 𝑙层的第 𝑝个特征映射净输入𝒁(𝑙,𝑝)的偏
导数．

同理可得，损失函数关于第 𝑙层的第𝑝个偏置𝑏(𝑙,𝑝)的偏导数为
𝜕ℒ

𝜕𝑏(𝑙,𝑝) = ∑
𝑖,𝑗
[𝛿(𝑙,𝑝)]𝑖,𝑗 . (5.31)

在卷积网络中，每层参数的梯度依赖其所在层的误差项𝛿(𝑙,𝑝)．

5.3.1 卷积神经网络的反向传播算法
卷积层和汇聚层中误差项的计算有所不同，因此我们分别计算其误差项．

汇聚层 当第 𝑙 + 1层为汇聚层时，因为汇聚层是下采样操作，𝑙 + 1层的每个神经
元的误差项𝛿对应于第 𝑙层的相应特征映射的一个区域．𝑙层的第𝑝个特征映射中
的每个神经元都有一条边和 𝑙 + 1层的第𝑝个特征映射中的一个神经元相连．根
https://nndl.github.io/
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据链式法则，第 𝑙层的一个特征映射的误差项𝛿(𝑙,𝑝)，只需要将 𝑙 + 1层对应特征映
射的误差项 𝛿(𝑙+1,𝑝)进行上采样操作（和第 𝑙层的大小一样），再和 𝑙层特征映射
的激活值偏导数逐元素相乘，就得到了𝛿(𝑙,𝑝)．

第 𝑙层的第𝑝个特征映射的误差项𝛿(𝑙,𝑝)的具体推导过程如下：

𝛿(𝑙,𝑝) ≜ 𝜕ℒ
𝜕𝒁(𝑙,𝑝) (5.32)

= 𝜕𝑿(𝑙,𝑝)

𝜕𝒁(𝑙,𝑝)
𝜕𝒁(𝑙+1,𝑝)
𝜕𝑿(𝑙,𝑝)

𝜕ℒ
𝜕𝒁(𝑙+1,𝑝) (5.33)

= 𝑓′𝑙 (𝒁(𝑙,𝑝)) ⊙ up(𝛿(𝑙+1,𝑝)), (5.34) 卷积并非真正的矩阵

乘积，因此这里计算的

偏导数并非真正的矩

阵偏导数，我们可以把

𝑿,𝒁都看作向量．

其中𝑓′𝑙 (⋅)为第 𝑙层使用的激活函数导数，up为上采样函数（up sampling），与汇
聚层中使用的下采样操作刚好相反．如果下采样是最大汇聚，误差项 𝛿(𝑙+1,𝑝)中
每个值会直接传递到前一层对应区域中的最大值所对应的神经元，该区域中其
他神经元的误差项都设为 0．如果下采样是平均汇聚，误差项𝛿(𝑙+1,𝑝)中每个值会
被平均分配到前一层对应区域中的所有神经元上．
卷积层 当 𝑙 + 1层为卷积层时，假设特征映射净输入𝒵(𝑙+1) ∈ ℝ𝑀′×𝑁′×𝑃， 参见公式(5.23)．其中
第𝑝(1 ≤ 𝑝 ≤ 𝑃)个特征映射净输入

𝒁(𝑙+1,𝑝) =
𝐷
∑
𝑑=1

𝑾 (𝑙+1,𝑝,𝑑) ⊗𝑿(𝑙,𝑑) + 𝑏(𝑙+1,𝑝), (5.35)

其中𝑾 (𝑙+1,𝑝,𝑑)和𝑏(𝑙+1,𝑝)为第 𝑙 +1层的卷积核以及偏置．第 𝑙 +1层中共有𝑃×𝐷
个卷积核和𝑃个偏置．

第 𝑙层的第𝑑个特征映射的误差项𝛿(𝑙,𝑑)的具体推导过程如下：

𝛿(𝑙,𝑑) ≜ 𝜕ℒ
𝜕𝒁(𝑙,𝑑)

= 𝜕𝑿(𝑙,𝑑)

𝜕𝒁(𝑙,𝑑)
𝜕ℒ

𝜕𝑿(𝑙,𝑑)

= 𝑓′𝑙 (𝒁(𝑙,𝑑)) ⊙
𝑃
∑
𝑃=1

(rot180(𝑾 (𝑙+1,𝑝,𝑑))⊗̃ 𝜕ℒ
𝜕𝒁(𝑙+1,𝑝) )

根据公式 (5.21)

= 𝑓′𝑙 (𝒁(𝑙,𝑑)) ⊙
𝑃
∑
𝑃=1

(rot180(𝑾 (𝑙+1,𝑝,𝑑))⊗̃𝛿(𝑙+1,𝑝)) ,

(5.36)

(5.37)

(5.38)

(5.39) 参见习题5-7．

其中 ⊗̃为宽卷积．

5.4 几种典型的卷积神经网络
本节介绍几种广泛使用的典型深层卷积神经网络．
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5.4.1 LeNet-5

LeNet-5[LeCun et al., 1998]虽然提出的时间比较早，但它是一个非常成功
的神经网络模型．基于LeNet-5的手写数字识别系统在 20世纪 90年代被美国很
多银行使用，用来识别支票上面的手写数字．LeNet-5的网络结构如图5.10所示．

输入图像
32 × 32

C1:卷积层
6@28 × 28

S2:汇聚层
6@14 × 14

C3:卷积层
16@10 × 10

S4:汇聚层
16@5 × 5

C5：卷积层

F6：
全连接层

输出层

图 5.10 LeNet-5网络结构（图片根据 [LeCun et al., 1998]绘制）

LeNet-5共有 7层，接受输入图像大小为 32 × 32 = 1 024，输出对应 10个类
别的得分．LeNet-5中的每一层结构如下：
（1） C1层是卷积层，使用6个5×5的卷积核，得到6组大小为28×28 = 784

的特征映射．因此，C1层的神经元数量为 6 × 784 = 4 704，可训练参数数量为
6 × 25 + 6 = 156，连接数为 156 × 784 = 122 304（包括偏置在内，下同）．
（2） S2层为汇聚层，采样窗口为 2 × 2，使用平均汇聚，并使用一个如公

式 (5.27)的非线性函数．神经元个数为 6 × 14 × 14 = 1 176，可训练参数数量为
6 × (1 + 1) = 12，连接数为 6 × 196 × (4 + 1) = 5 880．
（3） C3层为卷积层．LeNet-5中用一个连接表来定义输入和输出特征映

射之间的依赖关系，
连接表参见公式(5.40)．

如图5.11所示，共使用 60个 5 × 5的卷积核，得到 16组大
小为 10 × 10的特征映射．

如果不使用连接表，

则需要 96个 5 × 5的卷
积核．

神经元数量为 16 × 100 = 1 600，可训练参数数量为
(60 × 25) + 16 = 1 516，连接数为 100 × 1 516 = 151 600．
（4） S4层是一个汇聚层，采样窗口为 2 × 2，得到 16个 5 × 5大小的特征映

射，可训练参数数量为 16 × 2 = 32，连接数为 16 × 25 × (4 + 1) = 2 000．
（5） C5层是一个卷积层，使用 120 × 16 = 1 920个 5 × 5的卷积核，得到

120组大小为 1 × 1的特征映射．C5层的神经元数量为 120，可训练参数数量为
1 920 × 25 + 120 = 48 120，连接数为 120 × (16 × 25 + 1) = 48 120．
（6） F6层是一个全连接层，有84个神经元，可训练参数数量为84× (120+

1) = 10 164．连接数和可训练参数个数相同，为 10 164．
（7） 输出层：输出层由 10个径向基函数（Radial Basis Function，RBF）组

成．这里不再详述．
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连接表 从公式 (5.23)可以看出，卷积层的每一个输出特征映射都依赖于所有
输入特征映射，相当于卷积层的输入和输出特征映射之间是全连接的关系．实际
上，这种全连接关系不是必须的．我们可以让每一个输出特征映射都依赖于少数
几个输入特征映射．定义一个连接表（Link Table）𝑇来描述输入和输出特征映
射之间的连接关系．在LeNet-5中，连接表的基本设定如图5.11所示．C3层的第
0-5个特征映射依赖于S2层的特征映射组的每3个连续子集，第6-11个特征映射
依赖于 S2层的特征映射组的每 4个连续子集，第 12-14个特征映射依赖于 S2层
的特征映射的每4个不连续子集，第15个特征映射依赖于S2层的所有特征映射．

图 5.11 LeNet-5中C3层的连接表（图片来源：[LeCun et al., 1998]）

如果第𝑝个输出特征映射依赖于第𝑑个输入特征映射，则𝑇𝑝,𝑑 = 1，否则为
0．𝒀𝑝为

𝒀𝑝 = 𝑓
⎛
⎜
⎜
⎝

∑
𝑑,

𝑇𝑝,𝑑=1

𝑾𝑝,𝑑 ⊗𝑿𝑑 + 𝑏𝑝
⎞
⎟
⎟
⎠

, (5.40)

其中𝑇为𝑃 × 𝐷大小的连接表．假设连接表𝑇的非零个数为𝐾，每个卷积核的大
小为𝑈 × 𝑉，那么共需要𝐾 × 𝑈 × 𝑉 + 𝑃参数．

5.4.2 AlexNet

AlexNet[Krizhevsky et al., 2012]是第一个现代深度卷积网络模型，其首次
使用了很多现代深度卷积网络的技术方法，比如使用GPU进行并行训练，采用
了ReLU作为非线性激活函数，使用Dropout防止过拟合，使用数据增强来提高
模型准确率等．AlexNet赢得了 2012年 ImageNet图像分类竞赛的冠军．

AlexNet的结构如图5.12所示，包括 5个卷积层、3个汇聚层和 3个全连接层
（其中最后一层是使用 Softmax函数的输出层）．因为网络规模超出了当时的单
个GPU的内存限制，AlexNet将网络拆为两半，分别放在两个GPU上，GPU间只
在某些层（比如第 3层）进行通信．
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Max Pooling
LRN

Max Pooling
LRN

Max Pooling

Dense Dense

Dense

图 5.12 AlexNet网络结构1

AlexNet的输入为224 × 224 × 3的图像，输出为1 000个类别的条件概率，具
体结构如下： 这里的卷积核使用四

维张量来描述．
（1） 第一个卷积层，使用两个大小为11×11×3×48的卷积核，步长𝑆 = 4，

零填充𝑃 = 3，得到两个大小为 55 × 55 × 48的特征映射组．
（2） 第一个汇聚层，使用大小为 3 × 3的最大汇聚操作，步长𝑆 = 2，得到两

个 27 × 27 × 48的特征映射组．
这里的汇聚操作是有

重叠的，以提取更多的

特征．
（3） 第二个卷积层，使用两个大小为5×5×48×128的卷积核，步长𝑆 = 1，

零填充𝑃 = 2，得到两个大小为 27 × 27 × 128的特征映射组．
（4） 第二个汇聚层，使用大小为 3 × 3的最大汇聚操作，步长𝑆 = 2，得到两

个大小为 13 × 13 × 128的特征映射组．
（5） 第三个卷积层为两个路径的融合，使用一个大小为 3 × 3 × 256 × 384

的卷积核，步长 𝑆 = 1，零填充𝑃 = 1，得到两个大小为 13 × 13 × 192的特征映
射组．
（6） 第四个卷积层，使用两个大小为 3 × 3 × 192 × 192的卷积核，步长

𝑆 = 1，零填充𝑃 = 1，得到两个大小为 13 × 13 × 192的特征映射组．
（7） 第五个卷积层，使用两个大小为 3 × 3 × 192 × 128的卷积核，步长

𝑆 = 1，零填充𝑃 = 1，得到两个大小为 13 × 13 × 128的特征映射组．
（8） 第三个汇聚层，使用大小为 3 × 3的最大汇聚操作，步长𝑆 = 2，得到两

个大小为 6 × 6 × 128的特征映射组．
（9） 三个全连接层，神经元数量分别为 4 096、4 096和 1 000．
此外，AlexNet还在前两个汇聚层之后进行了局部响应归一化（Local Re-

sponse Normalization，LRN）以增强模型的泛化能力．
局部响应归一化参见

第7.5.4节．

1 图片来源： https://medium.com/coinmonks/paper-review-of-alexnet-caffenet-winner-in-ilsvrc-
2012-image-classification-b93598314160

https://nndl.github.io/

https://medium.com/coinmonks/paper-review-of-alexnet-caffenet-winner-in-ilsvrc-2012-image-classification-b93598314160
https://medium.com/coinmonks/paper-review-of-alexnet-caffenet-winner-in-ilsvrc-2012-image-classification-b93598314160
https://nndl.github.io/
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5.4.3 Inception网络
在卷积网络中，如何设置卷积层的卷积核大小是一个十分关键的问题．在

Inception网络中，一个卷积层包含多个不同大小的卷积操作，称为Inception模
块．Inception网络是由有多个 Inception模块和少量的汇聚层堆叠而成．

Inception模块受到了
模型“Network in Net-
work”[Lin et al., 2013]
的启发．Inception模块同时使用 1 × 1、3 × 3、5 × 5等不同大小的卷积核，并将得到

的特征映射在深度上拼接（堆叠）起来作为输出特征映射．
图5.13给出了 v1版本的 Inception模块结构， Inception模块中的卷

积和最大汇聚都是等

宽的．

采用了 4组平行的特征抽取方
式，分别为 1 × 1、3 × 3、5 × 5的卷积和 3 × 3的最大汇聚．同时，为了提高计算效
率，减少参数数量，Inception模块在进行3 × 3、5 × 5的卷积之前、3 × 3的最大汇
聚之后，进行一次1×1的卷积来减少特征映射的深度．如果输入特征映射之间存
在冗余信息，1 × 1的卷积相当于先进行一次特征抽取．

𝒙

1 × 1卷积 1 × 1卷积 3 × 3最大汇聚

3 × 3卷积 5 × 5卷积 1 × 1卷积

堆叠

1 × 1卷积

图 5.13 Inception v1的模块结构

Inception网络有多个版本，其中最早的 Inception v1版本就是非常著名的
GoogLeNet [Szegedy et al., 2015]．

GoogLeNet 不 写 为

GoogleNet，是为了向
LeNet致敬．

GoogLeNet赢得了 2014年 ImageNet图像分
类竞赛的冠军．

GoogLeNet由 9个 Inception v1模块和 5个汇聚层以及其他一些卷积层和
全连接层构成，总共为 22层网络，如图5.14所示．

清晰图见

https://nndl.github.io/
v/cnn-googlenet
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图 5.14 GoogLeNet网络结构（图片来源：[Szegedy et al., 2015]）

为了解决梯度消失问题，GoogLeNet在网络中间层引入两个辅助分类器来
加强监督信息．

Inception网络有多个改进版本，其中比较有代表性的有 Inception v3网络
[Szegedy et al., 2016]．Inception v3网络用多层的小卷积核来替换大的卷积核，
https://nndl.github.io/

https://nndl.github.io/v/cnn-googlenet
https://nndl.github.io/v/cnn-googlenet
https://nndl.github.io/
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以减少计算量和参数量，并保持感受野不变．具体包括：1）使用两层3 × 3的卷积
来替换 v1中的5 × 5的卷积；2）使用连续的𝐾 × 1和1 × 𝐾来替换𝐾 × 𝐾的卷积．
此外，Inception v3网络同时也引入了标签平滑以及批量归一化等优化方法进行
训练．

5.4.4 残差网络

残差网络（Residual Network，ResNet） 残差网络的思想并不

局限于卷积神经网络．
通过给非线性的卷积层增加直连边

（Shortcut Connection）（也称为残差连接（Residual Connection））的方式来
提高信息的传播效率．

假设在一个深度网络中，我们期望一个非线性单元（可以为一层或多层的
卷积层）𝑓(𝒙; 𝜃)去逼近一个目标函数为ℎ(𝒙)．如果将目标函数拆分成两部分：恒
等函数（Identity Function）𝒙和残差函数（Residue Function）ℎ(𝒙) − 𝒙． 为了简便起见，这里假

设输入 𝒙与ℎ(𝒙)的维
度一致．ℎ(𝒙) = 𝒙⏟

恒等函数
+ (ℎ(𝒙) − 𝒙)⏟⎵⎵⏟⎵⎵⏟

残差函数
. (5.41)

根据通用近似定理，一个由神经网络构成的非线性单元有足够的能力来近似逼
近原始目标函数或残差函数，但实际中后者更容易学习 [He et al., 2016]．因此，
原来的优化问题可以转换为：让非线性单元𝑓(𝒙; 𝜃)去近似残差函数ℎ(𝒙) − 𝒙，并
用𝑓(𝒙; 𝜃) + 𝒙去逼近ℎ(𝒙)．

图5.15给出了一个典型的残差单元示例．残差单元由多个级联的（等宽）卷
积层和一个跨层的直连边组成，再经过ReLU激活后得到输出．

等宽卷积

等宽卷积

+

𝑓(𝒙, 𝜃)

𝒙

ReLU

ReLU

图 5.15 一个简单的残差单元结构

残差网络就是将很多个残差单元串联起来构成的一个非常深的网络．和残
差网络类似的还有Highway Network[Srivastava et al., 2015]．

https://nndl.github.io/

https://nndl.github.io/
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5.5 其他卷积方式
在第5.1.3节中介绍了一些卷积的变种，可以通过步长和零填充来进行不同

的卷积操作．本节介绍一些其他的卷积方式．

5.5.1 转置卷积
我们一般可以通过卷积操作来实现高维特征到低维特征的转换．比如在一

维卷积中，一个5维的输入特征，经过一个大小为3的卷积核，其输出为3维特征．
如果设置步长大于 1，可以进一步降低输出特征的维数．但在一些任务中，我们需
要将低维特征映射到高维特征，并且依然希望通过卷积操作来实现．

假设有一个高维向量为𝒙 ∈ ℝ𝑑和一个低维向量为𝒛 ∈ ℝ𝑝，𝑝 < 𝑑．如果用仿
射变换（Affine Transformation）来实现高维到低维的映射，

不失一般性，这里忽略

了平移项．𝒛 = 𝑾𝒙, (5.42)

其中𝑾 ∈ ℝ𝑝×𝑑为转换矩阵．我们可以很容易地通过转置𝑾来实现低维到高维
的反向映射，即

𝒙 = 𝑾T𝒛. (5.43)

需要说明的是，公式 (5.42)和公式 (5.43)并不是逆运算，两个映射只是形式上
的转置关系．

在全连接网络中，忽略激活函数，前向计算和反向传播就是一种转置关系．
比如前向计算时，第 𝑙 + 1层的净输入为 𝒛(𝑙+1) = 𝑾 (𝑙+1)𝒛(𝑙)，反向传播时，第 𝑙层
的误差项为𝛿(𝑙) = (𝑾 (𝑙+1))T𝛿(𝑙+1)． 参见公式(4.63)．

卷积操作也可以写为仿射变换的形式．假设一个 5维向量𝒙，经过大小为 3
的卷积核𝒘 = [𝑤1, 𝑤2, 𝑤3]T进行卷积，得到 3维向量 𝒛．卷积操作可以写为

𝒛 = 𝒘⊗ 𝒙 (5.44)

=
⎡
⎢
⎢
⎢
⎢
⎣

𝑤1 𝑤2 𝑤3 0 0

0 𝑤1 𝑤2 𝑤3 0

0 0 𝑤1 𝑤2 𝑤3

⎤
⎥
⎥
⎥
⎥
⎦

𝒙 (5.45)

= 𝑪𝒙, (5.46)

参见习题5-5．

其中𝑪是一个稀疏矩阵，其非零元素来自于卷积核𝒘中的元素．

https://nndl.github.io/

https://nndl.github.io/
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如果要实现 3维向量 𝒛到 5维向量𝒙的映射，可以通过仿射矩阵的转置来实
现，即

𝒙 = 𝑪T𝒛 (5.47)

=

⎡
⎢
⎢
⎢
⎢
⎢
⎢
⎢
⎢
⎣

𝑤1 0 0

𝑤2 𝑤1 0

𝑤3 𝑤2 𝑤1

0 𝑤3 𝑤2

0 0 𝑤3

⎤
⎥
⎥
⎥
⎥
⎥
⎥
⎥
⎥
⎦

𝒛 (5.48)

= rot180(𝒘)⊗̃𝒛, (5.49)

其中 rot180(⋅)表示旋转 180度．
从公式 (5.45)和公式 (5.48)可以看出，从仿射变换的角度来看两个卷积操作

𝒛 = 𝒘⊗𝒙和𝒙 = rot180(𝒘)⊗̃𝒛也是形式上的转置关系． 将 转 置 卷 积 称 为反

卷积（Deconvolution）
并不太恰当，它不是指

卷积的逆运算．

因此，我们将低维特征映
射到高维特征的卷积操作称为转置卷积（Transposed Convolution）[Dumoulin
et al., 2016]，也称为反卷积（Deconvolution）[Zeiler et al., 2011]．

在卷积网络中，卷积层的前向计算和反向传播也是一种转置关系． 参见习题5-7．

对一个𝑀维的向量 𝒛，和大小为𝐾的卷积核，如果希望通过卷积操作来映射
到更高维的向量，只需要对向量 𝒛进行两端补零𝑃 = 𝐾 − 1， 即宽卷积．然后进行卷积，可以
得到𝑀 + 𝐾 − 1维的向量．

转置卷积同样适用于二维卷积．图5.16给出了一个步长 𝑆 = 1，无零填充
𝑃 = 0的二维卷积和其对应的转置卷积．

(a)卷积，𝑆 = 1,𝑃 = 0 (b)转置卷积，𝑆 = 1,𝑃 = 2

图 5.16 步长𝑆 = 1，无零填充𝑃 = 0的二维卷积和其对应的转置卷积

https://nndl.github.io/

https://nndl.github.io/
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微步卷积 我们可以通过增加卷积操作的步长 𝑆 > 1来实现对输入特征的下采
样操作，大幅降低特征维数．同样，我们也可以通过减少转置卷积的步长 𝑆 < 1
来实现上采样操作，大幅提高特征维数．步长 𝑆 < 1的转置卷积也称为微步卷积
（Fractionally-Strided Convolution）[Long et al., 2015]．为了实现微步卷积，我
们可以在输入特征之间插入 0来间接地使得步长变小．

如果卷积操作的步长为 𝑆 > 1，希望其对应的转置卷积的步长为 1
𝑆
，需要在

输入特征之间插入𝑆 − 1个 0来使得其移动的速度变慢．
以一维转置卷积为例，对一个𝑀维的向量 𝒛，和大小为𝐾的卷积核，通过对

向量 𝒛进行两端补零𝑃 = 𝐾 − 1，并且在每两个向量元素之间插入𝐷个 0，然后进
行步长为 1的卷积，可以得到 (𝐷 + 1) × (𝑀 − 1) + 𝐾维的向量．

图5.17给出了一个步长 𝑆 = 2，无零填充𝑃 = 0的二维卷积和其对应的转置
卷积．

转置卷积的动图见

https://nndl.github.io/
v/cnn-conv-more

(a)卷积，𝑆 = 2,𝑃 = 0 (b)转置卷积，𝑆 = 1,𝑃 = 2,𝐷 = 1

图 5.17 步长𝑆 = 2，无零填充𝑃 = 0的二维卷积和其对应的转置卷积

5.5.2 空洞卷积
对于一个卷积层，如果希望增加输出单元的感受野，一般可以通过三种方式

实现：1）增加卷积核的大小；2）增加层数，比如两层 3 × 3的卷积可以近似一层
5 × 5卷积的效果；3）在卷积之前进行汇聚操作．前两种方式会增加参数数量，而
第三种方式会丢失一些信息．

空洞卷积（Atrous Convolution）是一种不增加参数数量， Atrous一词来源于法
语 à trous，意为“空洞，
多孔”．

同时增加输出
单元感受野的一种方法，也称为膨胀卷积（Dilated Convolution）[Chen et al.,
2018; Yu et al., 2015]．

空洞卷积通过给卷积核插入“空洞”来变相地增加其大小．如果在卷积核的

https://nndl.github.io/

https://nndl.github.io/v/cnn-conv-more
https://nndl.github.io/v/cnn-conv-more
https://nndl.github.io/
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每两个元素之间插入𝐷 − 1个空洞，卷积核的有效大小为

𝐾′ = 𝐾 + (𝐾 − 1) × (𝐷 − 1), (5.50)

其中𝐷称为膨胀率（Dilation Rate）．当𝐷 = 1时卷积核为普通的卷积核．
图5.18给出了空洞卷积的示例．

空洞卷积的动图见

https://nndl.github.io/
v/cnn-conv-more

(a)膨胀率𝐷 = 2 (b)膨胀率𝐷 = 3

图 5.18 空洞卷积

5.6 总结和深入阅读

卷积神经网络是受生物学上感受野机制启发而提出的．1959年， DavidHubel和Torsten
Wiesel也因此方面的
贡献，于 1981年获得诺
贝尔生理学或医学奖．

[Hubel
et al., 1959]发现在猫的初级视觉皮层中存在两种细胞：简单细胞和复杂细胞．
这两种细胞承担不同层次的视觉感知功能 [Hubel et al., 1962]．简单细胞的感
受野是狭长型的，每个简单细胞只对感受野中特定角度（orientation）的光带
敏感，而复杂细胞对于感受野中以特定方向（direction）移动的某种角度（ori-
entation）的光带敏感．受此启发，福岛邦彦（Kunihiko Fukushima）提出了一
种带卷积和子采样操作的多层神经网络：新知机（Neocognitron）[Fukushima,
1980]．但当时还没有反向传播算法，新知机采用了无监督学习的方式来训练．
[LeCun et al., 1989]将反向传播算法引入了卷积神经网络，并在手写体数字识别
上取得了很大的成功 [LeCun et al., 1998]．

AlexNet[Krizhevsky et al., 2012]是第一个现代深度卷积网络模型，可以说
是深度学习技术在图像分类上真正突破的开端．AlexNet不用预训练和逐层训
练，首次使用了很多现代深度网络的技术，比如使用GPU进行并行训练，采用了
ReLU作为非线性激活函数，使用Dropout防止过拟合，使用数据增强来提高模
型准确率等．这些技术极大地推动了端到端的深度学习模型的发展．

在AlexNet之后，出现了很多优秀的卷积网络，比如VGG网络 [Simonyan

https://nndl.github.io/

https://nndl.github.io/v/cnn-conv-more
https://nndl.github.io/v/cnn-conv-more


参考文献 2021年 5月 18日 127

et al., 2014]、Inception v1、v2、v4网络 [Szegedy et al., 2015, 2016, 2017]、残差网
络 [He et al., 2016]等．

目前，卷积神经网络已经成为计算机视觉领域的主流模型．通过引入跨层的
直连边，可以训练上百层乃至上千层的卷积网络．随着网络层数的增加，卷积层
越来越多地使用1×1和3×3大小的小卷积核，也出现了一些不规则的卷积操作，
比如空洞卷积 [Chen et al., 2018; Yu et al., 2015]、可变形卷积 [Dai et al., 2017]
等．网络结构也逐渐趋向于全卷积网络（Fully Convolutional Network，FCN）
[Long et al., 2015]，减少汇聚层和全连接层的作用．

各种卷积操作的可视化示例可以参考 [Dumoulin et al., 2016]．

习题

习题 5-1 1）证明公式 (5.6)可以近似为离散信号序列𝑥(𝑡)关于 𝑡的二阶微分；2）
对于二维卷积，设计一种滤波器来近似实现对二维输入信号的二阶微分．
习题 5-2 证明宽卷积具有交换性，即公式 (5.13)．
习题 5-3 分析卷积神经网络中用 1 × 1的卷积核的作用．
习题5-4 对于一个输入为100× 100× 256的特征映射组，使用3× 3的卷积核，输
出为 100 × 100 × 256的特征映射组的卷积层，求其时间和空间复杂度．如果引入
一个 1 × 1卷积核，先得到 100 × 100 × 64的特征映射，再进行 3 × 3的卷积，得到
100 × 100 × 256的特征映射组，求其时间和空间复杂度．
习题 5-5 对于一个二维卷积，输入为 3 × 3，卷积核大小为 2 × 2，试将卷积操作重
写为仿射变换的形式． 参见公式(5.45)．

习题 5-6 计算函数𝑦 = max(𝑥1,⋯ , 𝑥𝐷)和函数𝑦 = argmax(𝑥1,⋯ , 𝑥𝐷)的梯度．
习题 5-7 忽略激活函数，分析卷积网络中卷积层的前向计算和反向传播（公式
(5.39)）是一种转置关系．
习题5-8 在空洞卷积中，当卷积核大小为𝐾，膨胀率为𝐷时，如何设置零填充𝑃的
值以使得卷积为等宽卷积．
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第 6章 循环神经网络

经验是智慧之父，记忆是智慧之母．

——谚语

在前馈神经网络中，信息的传递是单向的，这种限制虽然使得网络变得更容
易学习，但在一定程度上也减弱了神经网络模型的能力．在生物神经网络中，神
经元之间的连接关系要复杂得多．前馈神经网络可以看作一个复杂的函数，每次
输入都是独立的，即网络的输出只依赖于当前的输入．但是在很多现实任务中，
网络的输出不仅和当前时刻的输入相关，也和其过去一段时间的输出相关．比如
一个有限状态自动机，其下一个时刻的状态（输出）不仅仅和当前输入相关，也
和当前状态（上一个时刻的输出）相关．此外，前馈网络难以处理时序数据，比如
视频、语音、文本等．时序数据的长度一般是不固定的，而前馈神经网络要求输入
和输出的维数都是固定的，不能任意改变．因此，当处理这一类和时序数据相关
的问题时，就需要一种能力更强的模型．

循环神经网络（Recurrent Neural Network，RNN）是一类具有短期记忆能
力的神经网络．在循环神经网络中，神经元不但可以接受其他神经元的信息，也
可以接受自身的信息，形成具有环路的网络结构．和前馈神经网络相比，循环神
经网络更加符合生物神经网络的结构．循环神经网络已经被广泛应用在语音识
别、语言模型以及自然语言生成等任务上．循环神经网络的参数学习可以通过随
时间反向传播算法 [Werbos, 1990]来学习．随时间反向传播算法即按照时间的逆
序将错误信息一步步地往前传递．当输入序列比较长时，会存在梯度爆炸和消失
问题 [Bengio et al., 1994; Hochreiter et al., 1997, 2001]，也称为长程依赖问题．为
了解决这个问题，人们对循环神经网络进行了很多的改进，其中最有效的改进方
式引入门控机制（Gating Mechanism）．

此外，循环神经网络可以很容易地扩展到两种更广义的记忆网络模型：递归
神经网络和图网络．
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6.1 给网络增加记忆能力
为了处理这些时序数据并利用其历史信息，我们需要让网络具有短期记

忆能力．而前馈网络是一种静态网络，不具备这种记忆能力．
一般来讲，我们可以通过以下三种方法来给网络增加短期记忆能力． 此外，还有一种增加

记忆能力的方法是引

入外部记忆单元，参见

第8.5节．6.1.1 延时神经网络
一种简单的利用历史信息的方法是建立一个额外的延时单元，用来存储网

络的历史信息（可以包括输入、输出、隐状态等）．比较有代表性的模型是延时神
经网络（Time Delay Neural Network，TDNN）[Lang et al., 1990; Waibel et al.,
1989]．

延时神经网络在时间

维度上共享权值，以降

低参数数量．因此对于

序列输入来讲，延时神

经网络就相当于卷积

神经网络．

延时神经网络是在前馈网络中的非输出层都添加一个延时器，记录神经元
的最近几次活性值．在第 t个时刻，第 𝑙层神经元的活性值依赖于第 𝑙 − 1层神经
元的最近𝐾个时刻的活性值，即

𝒉(𝑙)𝑡 = 𝑓(𝒉(𝑙−1)𝑡 , 𝒉(𝑙−1)𝑡−1 ,⋯ , 𝒉(𝑙−1)𝑡−𝐾 ), (6.1)

其中𝒉(𝑙)𝑡 ∈ ℝ𝑀𝑙表示第 𝑙层神经元在时刻 𝑡的活性值，𝑀𝑙为第 𝑙层神经元的数量．
通过延时器，前馈网络就具有了短期记忆的能力．

6.1.2 有外部输入的非线性自回归模型
自回归模型（AutoRegressive Model，AR）是统计学上常用的一类时间序

列模型，用一个变量𝒚𝑡的历史信息来预测自己．

𝒚𝑡 = 𝑤0 +
𝐾
∑
𝑘=1

𝑤𝑘𝒚𝑡−𝑘 + 𝜖𝑡, (6.2)

其中𝐾为超参数，𝑤0,⋯ ,𝑤𝐾为可学习参数，𝜖𝑡 ∼ 𝒩(0, 𝜎2)为第 𝑡个时刻的噪声，
方差𝜎2和时间无关．

有外部输入的非线性自回归模型（Nonlinear AutoRegressive with Exoge-
nous Inputs Model，NARX）[Leontaritis et al., 1985]是自回归模型的扩展，在
每个时刻 𝑡都有一个外部输入𝒙𝑡，产生一个输出𝒚𝑡．NARX通过一个延时器记录
最近𝐾𝑥次的外部输入和最近𝐾𝑦次的输出，第 t个时刻的输出𝒚𝑡为

𝒚𝑡 = 𝑓(𝒙𝑡, 𝒙𝑡−1,⋯ , 𝒙𝑡−𝐾𝑥 , 𝒚𝑡−1, 𝒚𝑡−2,⋯ , 𝒚𝑡−𝐾𝑦), (6.3)

其中𝑓(⋅)表示非线性函数，可以是一个前馈网络，𝐾𝑥和𝐾𝑦为超参数．
https://nndl.github.io/
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6.1.3 循环神经网络
循环神经网络（Recurrent Neural Network，RNN）通过使用带自反馈的神

经元，能够处理任意长度的时序数据．
RNN也 经 常 被 翻 译
为递归神经网络．这

里 为 了 区 别 与 另

外 一 种递 归 神 经 网

络（Recursive Neural
Network，RecNN），我
们称为循环神经网络．

给定一个输入序列𝒙1∶𝑇 = (𝒙1, 𝒙2, … , 𝒙𝑡, … , 𝒙𝑇)，循环神经网络通过下面公
式更新带反馈边的隐藏层的活性值𝒉𝑡：

𝒉𝑡 = 𝑓(𝒉𝑡−1, 𝒙𝑡), (6.4)

其中𝒉0 = 0，𝑓(⋅)为一个非线性函数，可以是一个前馈网络．
图6.1给出了循环神经网络的示例，其中 “延时器”为一个虚拟单元，记录神

经元的最近一次（或几次）活性值．
输出层

隐藏层 延迟器

输入层

𝒙𝑡

𝒉𝑡

𝒉𝑡−1

𝒉𝑡

图 6.1 循环神经网络

从数学上讲，公式 (6.4)可以看成一个动力系统． 动力系统（Dynamical
System）是一个数学上
的概念，指系统状态按

照一定的规律随时间

变化的系统．具体地讲，

动力系统是使用一个

函数来描述一个给定

空间（如某个物理系

统的状态空间）中所有

点随时间的变化情况．

生活中很多现象（比

如钟摆晃动、台球轨迹

等）都可以动力系统来

描述．

因此，隐藏层的活性值𝒉𝑡在
很多文献上也称为状态（State）或隐状态（Hidden State）．

由于循环神经网络具有短期记忆能力，相当于存储装置，因此其计算能
力十分强大．理论上，循环神经网络可以近似任意的非线性动力系统（参见
第6.2.1节）．前馈神经网络可以模拟任何连续函数，而循环神经网络可以模拟
任何程序．

6.2 简单循环网络
简单循环网络（Simple Recurrent Network，SRN）[Elman, 1990]是一个非

常简单的循环神经网络，只有一个隐藏层的神经网络．在一个两层的前馈神经网
络中，连接存在相邻的层与层之间，隐藏层的节点之间是无连接的．而简单循环
网络增加了从隐藏层到隐藏层的反馈连接．

令向量𝒙𝑡 ∈ ℝ𝑀表示在时刻 𝑡时网络的输入，𝒉𝑡 ∈ ℝ𝐷表示隐藏层状态（即
隐藏层神经元活性值），则𝒉𝑡不仅和当前时刻的输入𝒙𝑡相关，也和上一个时刻的
隐藏层状态𝒉𝑡−1相关．简单循环网络在时刻 𝑡的更新公式为

𝒛𝑡 = 𝑼𝒉𝑡−1 +𝑾𝒙𝑡 + 𝒃, (6.5)
https://nndl.github.io/
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𝒉𝑡 = 𝑓(𝒛𝑡), (6.6)

其中 𝒛𝑡为隐藏层的净输入，𝑼 ∈ ℝ𝐷×𝐷为状态-状态权重矩阵，𝑾 ∈ ℝ𝐷×𝑀为状
态-输入权重矩阵，𝒃 ∈ ℝ𝐷为偏置向量，𝑓(⋅)是非线性激活函数，通常为Logistic
函数或Tanh函数．公式 (6.5)和公式 (6.6)也经常直接写为

𝒉𝑡 = 𝑓(𝑼𝒉𝑡−1 +𝑾𝒙𝑡 + 𝒃). (6.7)

如果我们把每个时刻的状态都看作前馈神经网络的一层，循环神经网络可
以看作在时间维度上权值共享的神经网络．图6.2给出了按时间展开的循环神经
网络．

𝑦1 𝑦2 𝑦3 𝑦4 ⋯ 𝑦𝑇

𝒉1 𝒉2 𝒉3 𝒉4 ⋯ 𝒉𝑇

𝒙1 𝒙2 𝒙3 𝒙4 ⋯ 𝒙𝑇

图 6.2 按时间展开的循环神经网络

6.2.1 循环神经网络的计算能力
我们先定义一个完全连接的循环神经网络，其输入为𝒙𝑡，输出为𝒚𝑡，

𝒉𝑡 = 𝑓(𝑼𝒉𝑡−1 +𝑾𝒙𝑡 + 𝒃), (6.8)

𝒚𝑡 = 𝑽𝒉𝑡, (6.9)

其中𝒉为隐状态，𝑓(⋅)为非线性激活函数，𝑼、𝑾、𝒃和𝑽为网络参数．
6.2.1.1 循环神经网络的通用近似定理

循环神经网络的拟合能力也十分强大．一个完全连接的循环网络是任何非
线性动力系统的近似器．

定理 6.1 –循环神经网络的通用近似定理 [Haykin, 2009]：如果一个完全
连接的循环神经网络有足够数量的 sigmoid型隐藏神经元，它可以以任意
的准确率去近似任何一个非线性动力系统

𝒔𝑡 = 𝑔(𝒔𝑡−1, 𝒙𝑡), (6.10)

𝒚𝑡 = 𝑜(𝒔𝑡), (6.11)

其中 𝒔𝑡为每个时刻的隐状态，𝒙𝑡是外部输入，𝑔(⋅)是可测的状态转换函数，
𝑜(⋅)是连续输出函数，并且对状态空间的紧致性没有限制．
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证明.（1）根据通用近似定理， 通用近似定理参见

第4.3.1节．
两层的前馈神经网络可以近似任意有界闭集上的

任意连续函数．因此，动力系统的两个函数可以用两层的全连接前馈网络近似．
首先，非线性动力系统的状态转换函数 𝒔𝑡 = 𝑔(𝒔𝑡−1, 𝒙𝑡)可以由一个两层的

神经网络 𝒔𝑡 = 𝑪𝑓(𝑨𝒔𝑡−1 + 𝑩𝒙𝑡 + 𝒃)来近似，可以分解为

𝒔′𝑡 = 𝑓(𝑨𝒔𝑡−1 + 𝑩𝒙𝑡 + 𝒃) (6.12)

= 𝑓(𝑨𝑪𝒔′𝑡−1 + 𝑩𝒙𝑡 + 𝒃), (6.13)

𝒔𝑡 = 𝑪𝒔′𝑡, (6.14)

其中𝑨,𝑩, 𝑪为权重矩阵，𝒃为偏置向量．
本 证 明 参 考 文 献

[Schäfer et al., 2006]．
同理，非线性动力系统的输出函数𝒚𝑡 = 𝑜(𝒔𝑡) = 𝑜(𝑔(𝒔𝑡−1, 𝒙𝑡))也可以用一

个两层的前馈神经网络近似．

𝒚′𝑡 = 𝑓(𝑨′𝒔𝑡−1 + 𝑩′𝒙𝑡 + 𝒃′) (6.15)

= 𝑓(𝑨′𝑪𝒔′𝑡−1 + 𝑩′𝒙𝑡 + 𝒃′), (6.16)

𝒚𝑡 = 𝑫𝒚′𝑡, (6.17)

其中𝐴′, 𝐵′, 𝐷为权重矩阵，𝒃′为偏置向量．
（2）公式 (6.13)和公式 (6.16)可以合并为

[
𝒔′𝑡
𝒚′𝑡
] = 𝑓 ([

𝑨𝑪 0

𝑨′𝑪 0
][

𝒔′𝑡−1
𝒚′𝑡−1

] + [
𝑩

𝑩′
]𝒙𝑡 + [

𝒃

𝒃′
]) . (6.18)

公式 (6.17)可以改写为

𝒚𝑡 = [0 𝑫][
𝒔′𝑡
𝒚′𝑡
] . (6.19)

令𝒉𝑡 = [𝒔′𝑡; 𝒚′𝑡]，则非线性动力系统可以由下面的全连接循环神经网络来
近似．

𝒉𝑡 = 𝑓(𝑼𝒉𝑡−1 +𝑾𝒙𝑡 + 𝒃), (6.20)

𝒚𝑡 = 𝑽𝒉𝑡, (6.21)

其中𝑼 = [
𝑨𝑪 0

𝑨′𝑪 0
]，𝑾 = [

𝑩

𝑩′
]，𝒃 = [

𝒃

𝒃′
]，𝑽 = [0 𝑫]．
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6.2.1.2 图灵完备
图灵完备（Turing Completeness）是指一种数据操作规则，比如一种计算

机编程语言，可以实现图灵机（Turing Machine）的所有功能，解决所有的可计
算问题．

图灵机是一种抽象的

信息处理装置，可以用

来解决所有的可计算

问题，参见第8.5.2节．

目前主流的编程语言（比如C++、Java、Python等）都是图灵完备的．

定理 6.2 –图灵完备 [Siegelmann et al., 1991]： 所有的图灵机都可以
被一个由使用 Sigmoid型激活函数的神经元构成的全连接循环网络来进行
模拟．

因此，一个完全连接的循环神经网络可以近似解决所有的可计算问题．

6.3 应用到机器学习
循环神经网络可以应用到很多不同类型的机器学习任务．根据这些任务的

特点可以分为以下几种模式：序列到类别模式、同步的序列到序列模式、异步的
序列到序列模式．

下面我们分别来看下这几种应用模式．

6.3.1 序列到类别模式
序列到类别模式主要用于序列数据的分类问题：输入为序列，输出为类别．

比如在文本分类中，输入数据为单词的序列，输出为该文本的类别．
假设一个样本𝒙1∶𝑇 = (𝒙1,⋯ , 𝒙𝑇)为一个长度为𝑇的序列，输出为一个类别

𝑦 ∈ {1,⋯ ,𝐶}．我们可以将样本𝒙按不同时刻输入到循环神经网络中，并得到不
同时刻的隐藏状态𝒉1,⋯ , 𝒉𝑇．我们可以将𝒉𝑇看作整个序列的最终表示（或特
征），并输入给分类器𝑔(⋅)进行分类（如图6.3a所示），即

̂𝑦 = 𝑔(𝒉𝑇), (6.22)

其中 𝑔(⋅)可以是简单的线性分类器（比如Logistic回归）或复杂的分类器（比如
多层前馈神经网络）．

除了将最后时刻的状态作为整个序列的表示之外，我们还可以对整个序列
的所有状态进行平均，并用这个平均状态来作为整个序列的表示（如图6.3b所
示），即

̂𝑦 = 𝑔( 1𝑇
𝑇
∑
𝑡=1

𝒉𝑡). (6.23)
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̂𝑦

𝒉1 𝒉2 ⋯ 𝒉𝑇

𝒙1 𝒙2 ⋯ 𝒙𝑇

(a)正常模式

𝒉 ̂𝑦

𝒉1 𝒉2 ⋯ 𝒉𝑇

𝒙1 𝒙2 ⋯ 𝒙𝑇

(b)按时间进行平均采样模式

图 6.3 序列到类别模式

6.3.2 同步的序列到序列模式
同步的序列到序列模式主要用于序列标注（Sequence Labeling）任务，即

每一时刻都有输入和输出，输入序列和输出序列的长度相同．比如在词性标注
（Part-of-Speech Tagging）中，每一个单词都需要标注其对应的词性标签．

在同步的序列到序列模式（如图6.4所示）中，输入为一个长度为𝑇的序列
𝒙1∶𝑇 = (𝒙1,⋯ , 𝒙𝑇)，输出为序列 𝑦1∶𝑇 = (𝑦1,⋯ , 𝑦𝑇)．样本𝒙按不同时刻输入到
循环神经网络中，并得到不同时刻的隐状态𝒉1,⋯ , 𝒉𝑇．每个时刻的隐状态𝒉𝑡代
表了当前时刻和历史的信息，并输入给分类器𝑔(⋅)得到当前时刻的标签 ̂𝑦𝑡，即

̂𝑦𝑡 = 𝑔(𝒉𝑡), ∀𝑡 ∈ [1, 𝑇]. (6.24)

̂𝑦1 ̂𝑦2 ⋯ ̂𝑦𝑇

𝒉1 𝒉2 ⋯ 𝒉𝑇

𝒙1 𝒙2 ⋯ 𝒙𝑇

图 6.4 同步的序列到序列模式

6.3.3 异步的序列到序列模式
异步的序列到序列模式也称为编码器-解码器（Encoder-Decoder）模型，即

输入序列和输出序列不需要有严格的对应关系，也不需要保持相同的长度．比如
在机器翻译中，输入为源语言的单词序列，输出为目标语言的单词序列． 参见第15.6节．

在异步的序列到序列模式中，输入为长度为𝑇的序列𝒙1∶𝑇 = (𝒙1,⋯ , 𝒙𝑇)，
输出为长度为𝑀的序列𝑦1∶𝑀 = (𝑦1,⋯ , 𝑦𝑀)．异步的序列到序列模式一般通过先
编码后解码的方式来实现．先将样本𝒙按不同时刻输入到一个循环神经网络（编
码器）中，并得到其编码𝒉𝑇．然后再使用另一个循环神经网络（解码器），得到输
出序列 ̂𝑦1∶𝑀．为了建立输出序列之间的依赖关系，在解码器中通常使用非线性的
自回归模型．令𝑓1(⋅)和𝑓2(⋅)分别为用作编码器和解码器的循环神经网络，则编码
https://nndl.github.io/
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器-解码器模型可以写为
𝒉𝑡 = 𝑓1(𝒉𝑡−1, 𝒙𝑡), ∀𝑡 ∈ [1, 𝑇] (6.25)

𝒉𝑇+𝑡 = 𝑓2(𝒉𝑇+𝑡−1, �̂�𝑡−1), ∀𝑡 ∈ [1,𝑀] (6.26)

̂𝑦𝑡 = 𝑔(𝒉𝑇+𝑡), ∀𝑡 ∈ [1,𝑀] (6.27)

其中 𝑔(⋅)为分类器，�̂�𝑡为预测输出 ̂𝑦𝑡的向量表示．在解码器通常采用自回归模
型，每个时刻的输入为上一时刻的预测结果 ̂𝑦𝑡−1．

自回归模型参见

第6.1.2节．

图6.5给出了异步的序列到序列模式示例，其中 ⟨𝐸𝑂𝑆⟩表示输入序列的结束，
虚线表示将上一个时刻的输出作为下一个时刻的输入．

异步的序列到序列

模式可以进一步参见

第15.6.1节．
̂𝑦1 ̂𝑦2 ⋯ ̂𝑦𝑀

𝒉1 𝒉2 ⋯ 𝒉𝑇 𝒉𝑇+1 𝒉𝑇+2 ⋯ 𝒉𝑇+𝑀

𝒙1 𝒙2 ⋯ 𝒙𝑇 ⟨𝐸𝑂𝑆⟩

图 6.5 异步的序列到序列模式

6.4 参数学习
循环神经网络的参数可以通过梯度下降方法来进行学习．

不失一般性，这里我们

以同步的序列到序列

模式为例来介绍循环

神经网络的参数学习．

以随机梯度下降为例，给定一个训练样本 (𝒙, 𝒚)，其中𝒙1∶𝑇 = (𝒙1,⋯ , 𝒙𝑇)
为长度是𝑇的输入序列，𝑦1∶𝑇 = (𝑦1,⋯ , 𝑦𝑇)是长度为𝑇的标签序列．即在每个时
刻 𝑡，都有一个监督信息𝑦𝑡，我们定义时刻 𝑡的损失函数为

ℒ𝑡 = ℒ(𝑦𝑡, 𝑔(𝒉𝑡)), (6.28)

其中 𝑔(𝒉𝑡)为第 𝑡时刻的输出，ℒ为可微分的损失函数，比如交叉熵．那么整个序
列的损失函数为

ℒ =
𝑇
∑
𝑡=1

ℒ𝑡. (6.29)

整个序列的损失函数ℒ关于参数𝑼的梯度为
𝜕ℒ
𝜕𝑼 =

𝑇
∑
𝑡=1

𝜕ℒ𝑡
𝜕𝑼 , (6.30)

即每个时刻损失ℒ𝑡对参数𝑼的偏导数之和．
循环神经网络中存在一个递归调用的函数 𝑓(⋅)，因此其计算参数梯度的方

式和前馈神经网络不太相同．在循环神经网络中主要有两种计算梯度的方式：随
时间反向传播（BPTT）算法和实时循环学习（RTRL）算法．
https://nndl.github.io/
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6.4.1 随时间反向传播算法
随时间反向传播（BackPropagation Through Time，BPTT）算法的主要思

想是通过类似前馈神经网络的误差反向传播算法 [Werbos, 1990]来计算梯度．
BPTT算法将循环神经网络看作一个展开的多层前馈网络，其中“每一层”对

应循环网络中的“每个时刻”（见图6.2）．这样，循环神经网络就可以按照前馈网
络中的反向传播算法计算参数梯度．在“展开”的前馈网络中，所有层的参数是共
享的，因此参数的真实梯度是所有“展开层”的参数梯度之和．
计算偏导数 𝜕ℒ𝑡

𝜕𝑼
先来计算公式 (6.30)中第 𝑡时刻损失对参数𝑼的偏导数 𝜕ℒ𝑡

𝜕𝑼
．

因为参数𝑼和隐藏层在每个时刻 𝑘(1 ≤ 𝑘 ≤ 𝑡)的净输入𝒛𝑘 = 𝑼𝒉𝑘−1 +
𝑾𝒙𝑘 + 𝒃有关，因此第 𝑡时刻的损失函数ℒ𝑡关于参数𝑢𝑖𝑗的梯度为：

𝜕ℒ𝑡
𝜕𝑢𝑖𝑗

=
𝑡
∑
𝑘=1

𝜕+𝒛𝑘
𝜕𝑢𝑖𝑗

𝜕ℒ𝑡
𝜕𝒛𝑘

, 链式法则参见公

式(B.18)．
(6.31)

其中 𝜕+𝒛𝑘
𝜕𝑢𝑖𝑗
表示“直接”偏导数，即公式𝒛𝑘 = 𝑼𝒉𝑘−1 +𝑾𝒙𝑘 +𝒃中保持𝒉𝑘−1不变，

对𝑢𝑖𝑗进行求偏导数，得到
𝜕+𝒛𝑘
𝜕𝑢𝑖𝑗

= [0,⋯ , [𝒉𝑘−1]𝑗 ,⋯ , 0] (6.32)

≜ 𝕀𝑖([𝒉𝑘−1]𝑗), (6.33)

其中 [𝒉𝑘−1]𝑗为第𝑘 − 1时刻隐状态的第 𝑗维；𝕀𝑖(𝑥)除了第 𝑖个元素的值为𝑥外，其
余都为 0的行向量．

定义误差项𝛿𝑡,𝑘 = 𝜕ℒ𝑡

𝜕𝒛𝑘
为第 𝑡时刻的损失对第𝑘时刻隐藏神经层的净输入𝒛𝑘

的导数，则当 1 ≤ 𝑘 < 𝑡时

𝛿𝑡,𝑘 =
𝜕ℒ𝑡
𝜕𝒛𝑘

(6.34)

= 𝜕𝒉𝑘
𝜕𝒛𝑘

𝜕𝒛𝑘+1
𝜕𝒉𝑘

𝜕ℒ𝑡
𝜕𝒛𝑘+1

(6.35)

= diag(𝑓′(𝒛𝑘))𝑼T𝛿𝑡,𝑘+1. (6.36)

将公式 (6.36)和公式 (6.33)代入公式 (6.31)得到

𝜕ℒ𝑡
𝜕𝑢𝑖𝑗

=
𝑡
∑
𝑘=1

[𝛿𝑡,𝑘]𝑖[𝒉𝑘−1]𝑗 . (6.37)

将上式写成矩阵形式为
𝜕ℒ𝑡
𝜕𝑼 =

𝑡
∑
𝑘=1

𝛿𝑡,𝑘𝒉T
𝑘−1. (6.38)
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图6.6给出了误差项随时间进行反向传播算法的示例．
ℒ𝑡−2 ℒ𝑡−1 ℒ𝑡

𝒉𝑡−2 𝒉𝑡−1 𝒉𝑡

𝒙𝑡−2 𝒙𝑡−1 𝒙𝑡

𝛿𝑡,𝑡−2
𝛿𝑡−1,𝑡−2
𝛿𝑡−2,𝑡−2

𝛿𝑡,𝑡−1
𝛿𝑡−1,𝑡−1

𝛿𝑡,𝑡

图 6.6 误差项随时间反向传播算法示例

参数梯度 将公式 (6.38)代入到公式 (6.30)，得到整个序列的损失函数ℒ关于参
数𝑼的梯度

𝜕ℒ
𝜕𝑼 =

𝑇
∑
𝑡=1

𝑡
∑
𝑘=1

𝛿𝑡,𝑘𝒉T
𝑘−1. (6.39)

同理可得，ℒ关于权重𝑾和偏置𝒃的梯度为

𝜕ℒ
𝜕𝑾 =

𝑇
∑
𝑡=1

𝑡
∑
𝑘=1

𝛿𝑡,𝑘𝒙T
𝑘, (6.40)

𝜕ℒ
𝜕𝒃 =

𝑇
∑
𝑡=1

𝑡
∑
𝑘=1

𝛿𝑡,𝑘. (6.41)

计算复杂度 在BPTT算法中，参数的梯度需要在一个完整的“前向”计算和“反
向”计算后才能得到并进行参数更新．

6.4.2 实时循环学习算法
与反向传播的BPTT算法不同的是，实时循环学习（Real-Time Recurrent

Learning，RTRL）是通过前向传播的方式来计算梯度 [Williams et al., 1995]． 梯度前向传播可以参

考自动微分中的前向

模式，参见第4.5.3节．假设循环神经网络中第 𝑡 + 1时刻的状态𝒉𝑡+1为

𝒉𝑡+1 = 𝑓(𝒛𝑡+1) = 𝑓(𝑼𝒉𝑡 +𝑾𝒙𝑡+1 + 𝒃), (6.42)

其关于参数𝑢𝑖𝑗的偏导数为

𝜕𝒉𝑡+1
𝜕𝑢𝑖𝑗

= (𝜕
+𝒛𝑡+1
𝜕𝑢𝑖𝑗

+ 𝜕𝒉𝑡
𝜕𝑢𝑖𝑗

𝑼T)𝜕𝒉𝑡+1𝜕𝒛𝑡+1
(6.43)

= (𝕀𝑖([𝒉𝑡]𝑗) +
𝜕𝒉𝑡
𝜕𝑢𝑖𝑗

𝑼T) diag(𝑓′(𝒛𝑡+1)) (6.44)
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= (𝕀𝑖([𝒉𝑡]𝑗) +
𝜕𝒉𝑡
𝜕𝑢𝑖𝑗

𝑼T) ⊙ (𝑓′(𝒛𝑡+1))
T, (6.45)

其中 𝕀𝑖(𝑥)是除了第 𝑖行值为𝑥外，其余都为 0的行向量．
RTRL算法从第 1个时刻开始，除了计算循环神经网络的隐状态之外，还利

用公式 (6.45)依次前向计算偏导数 𝜕𝒉1
𝜕𝑢𝑖𝑗

, 𝜕𝒉2
𝜕𝑢𝑖𝑗

, 𝜕𝒉3
𝜕𝑢𝑖𝑗

,⋯．

这样，假设第 𝑡个时刻存在一个监督信息，其损失函数为ℒ𝑡，就可以同时计
算损失函数对𝑢𝑖𝑗的偏导数

𝜕ℒ𝑡
𝜕𝑢𝑖𝑗

= 𝜕𝒉𝑡
𝜕𝑢𝑖𝑗

𝜕ℒ𝑡
𝜕𝒉𝑡

. (6.46)

这样在第 𝑡时刻，可以实时地计算损失ℒ𝑡关于参数𝑼的梯度，并更新参数．参数
𝑾和𝒃的梯度也可以同样按上述方法实时计算．
两种算法比较 RTRL算法和BPTT算法都是基于梯度下降的算法，分别通过前
向模式和反向模式应用链式法则来计算梯度．在循环神经网络中，一般网络输出
维度远低于输入维度，因此BPTT算法的计算量会更小，但是BPTT算法需要保
存所有时刻的中间梯度，空间复杂度较高．RTRL算法不需要梯度回传，因此非常
适合用于需要在线学习或无限序列的任务中．

6.5 长程依赖问题
循环神经网络在学习过程中的主要问题是由于梯度消失或爆炸问题，很难

建模长时间间隔（Long Range）的状态之间的依赖关系．
在BPTT算法中，将公式 (6.36)展开得到

𝛿𝑡,𝑘 =
𝑡−1
∏
𝜏=𝑘

( diag(𝑓′(𝒛𝜏))𝑼T)𝛿𝑡,𝑡. (6.47)

如果定义𝛾 ≅ ‖ diag(𝑓′(𝒛𝜏))𝑼T‖，则

𝛿𝑡,𝑘 ≅ 𝛾𝑡−𝑘𝛿𝑡,𝑡. (6.48)

若𝛾 > 1，当 𝑡 − 𝑘 → ∞时，𝛾𝑡−𝑘 →∞．当间隔 𝑡 − 𝑘比较大时，梯度也变得很
大，会造成系统不稳定，称为梯度爆炸问题（Gradient Exploding Problem）．

相反，若 𝛾 < 1，当 𝑡 − 𝑘 → ∞时，𝛾𝑡−𝑘 → 0．当间隔 𝑡 − 𝑘比较大时，梯
度也变得非常小，会出现和深层前馈神经网络类似的梯度消失问题（Vanishing
Gradient Problem）．
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要注意的是，在循环神经网络中的梯度消失不是说
𝜕ℒ𝑡

𝜕𝑼
的梯度消失了，而

是
𝜕ℒ𝑡

𝜕𝒉𝑘
的梯度消失了（当间隔 𝑡 − 𝑘比较大时）．也就是说，参数𝑼的更新

主要靠当前时刻 𝑡的几个相邻状态𝒉𝑘来更新，长距离的状态对参数𝑼没
有影响．

由于循环神经网络经常使用非线性激活函数为Logistic函数或Tanh函数作
为非线性激活函数，其导数值都小于 1，并且权重矩阵 ‖𝑼‖也不会太大，因此如
果时间间隔 𝑡 − 𝑘过大，𝛿𝑡,𝑘会趋向于 0，因而经常会出现梯度消失问题．

虽然简单循环网络理论上可以建立长时间间隔的状态之间的依赖关系，但
是由于梯度爆炸或消失问题，实际上只能学习到短期的依赖关系．这样，如果时
刻 𝑡的输出 𝑦𝑡依赖于时刻 𝑘的输入𝒙𝑘，当间隔 𝑡 − 𝑘比较大时，简单神经网络很
难建模这种长距离的依赖关系，称为长程依赖问题（Long-Term Dependencies
Problem）．

长 程 依 赖 问 题也 称

为长期依赖问题或长

距离依赖问题．

6.5.1 改进方案
为了避免梯度爆炸或消失问题，一种最直接的方式就是选取合适的参数，同

时使用非饱和的激活函数，尽量使得diag(𝑓′(𝒛))𝑼T ≈ 1，这种方式需要足够的人
工调参经验，限制了模型的广泛应用．比较有效的方式是通过改进模型或优化方
法来缓解循环网络的梯度爆炸和梯度消失问题．
梯度爆炸 一般而言，循环网络的梯度爆炸问题比较容易解决，一般通过权重衰
减或梯度截断来避免．

梯度截断是一种启发

式的解决梯度爆炸问

题的有效方法，参见

第7.2.4.4节．权重衰减是通过给参数增加 ℓ1或 ℓ2范数的正则化项来限制参数的取值范
围，从而使得 𝛾 ≤ 1．梯度截断是另一种有效的启发式方法，当梯度的模大于一定
阈值时，就将它截断成为一个较小的数．
梯度消失 梯度消失是循环网络的主要问题．除了使用一些优化技巧外，更有效
的方式就是改变模型，比如让𝑼 = 𝑰，同时令 𝜕𝒉𝑡

𝜕𝒉𝑡−1
= 𝑰为单位矩阵，即

𝒉𝑡 = 𝒉𝑡−1 + 𝑔(𝒙𝑡; 𝜃), (6.49)

其中𝑔(⋅)是一个非线性函数，𝜃为参数．
公式 (6.49)中，𝒉𝑡和𝒉𝑡−1之间为线性依赖关系，且权重系数为 1，这样就不

存在梯度爆炸或消失问题．但是，这种改变也丢失了神经元在反馈边上的非线性
激活的性质，因此也降低了模型的表示能力．

为了避免这个缺点，我们可以采用一种更加有效的改进策略： 这种改进策略和残差

连接的思想十分类似，

参见第5.4.4节．𝒉𝑡 = 𝒉𝑡−1 + 𝑔(𝒙𝑡, 𝒉𝑡−1; 𝜃), (6.50)
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这样𝒉𝑡和𝒉𝑡−1之间为既有线性关系，也有非线性关系，并且可以缓解梯度消失
问题．但这种改进依然存在两个问题：
（1）梯度爆炸问题： 参见习题6-3．令 𝒛𝑘 = 𝑼𝒉𝑘−1 +𝑾𝒙𝑘 + 𝒃为在第𝑘时刻函数 𝑔(⋅)的输

入，在计算公式(6.34)中的误差项 𝛿𝑡,𝑘 =
𝜕ℒ𝑡

𝜕𝒛𝑘
时，梯度可能会过大，从而导致梯度

爆炸问题．
（2）记忆容量（Memory Capacity）问题：随着𝒉𝑡不断累积存储新的输入信

息，会发生饱和现象．假设 𝑔(⋅)为Logistic函数，则随着时间 𝑡的增长，𝒉𝑡会变得
越来越大，从而导致𝒉变得饱和．也就是说，隐状态𝒉𝑡可以存储的信息是有限的，
随着记忆单元存储的内容越来越多，其丢失的信息也越来越多．

还有一种增加记忆容

量的方法是增加一些

额外的存储单元：外部

记忆，参见第8.5节．为了解决这两个问题，可以通过引入门控机制来进一步改进模型．

6.6 基于门控的循环神经网络
为了改善循环神经网络的长程依赖问题，一种非常好的解决方案是在公

式(6.50)的基础上引入门控机制来控制信息的累积速度，包括有选择地加入新
的信息，并有选择地遗忘之前累积的信息．这一类网络可以称为基于门控的循环
神经网络（Gated RNN）．本节中，主要介绍两种基于门控的循环神经网络：长短
期记忆网络和门控循环单元网络．

6.6.1 长短期记忆网络
长短期记忆网络（Long Short-TermMemory Network，LSTM）[Gers et al.,

2000; Hochreiter et al., 1997]是循环神经网络的一个变体，可以有效地解决简单
循环神经网络的梯度爆炸或消失问题．

在公式 (6.50)的基础上，LSTM网络主要改进在以下两个方面：
新的内部状态 LSTM网络引入一个新的内部状态（internal state）𝒄𝑡 ∈ ℝ𝐷专
门进行线性的循环信息传递，同时（非线性地）输出信息给隐藏层的外部状态
𝒉𝑡 ∈ ℝ𝐷．内部状态 𝒄𝑡通过下面公式计算：

𝒄𝑡 = 𝒇𝑡 ⊙ 𝒄𝑡−1 + 𝒊𝑡 ⊙ ̃𝒄𝑡, (6.51)

𝒉𝑡 = 𝒐𝑡 ⊙ tanh(𝒄𝑡), (6.52)

其中𝒇𝑡 ∈ [0, 1]𝐷、𝒊𝑡 ∈ [0, 1]𝐷和𝒐𝑡 ∈ [0, 1]𝐷为三个门（gate）来控制信息传递
的路径；⊙为向量元素乘积；𝒄𝑡−1为上一时刻的记忆单元； ̃𝒄𝑡 ∈ ℝ𝐷是通过非线性
函数得到的候选状态：

公式 (6.53)～公式 (6.56)
中的𝑾∗, 𝑼∗, 𝒃∗为可学
习的网络参数，其中

∗ ∈ {𝑖, 𝑓, 𝑜, 𝑐}．̃𝒄𝑡 = tanh(𝑾𝑐𝒙𝑡 +𝑼𝑐𝒉𝑡−1 + 𝒃𝑐). (6.53)
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在每个时刻 𝑡，LSTM网络的内部状态 𝒄𝑡记录了到当前时刻为止的历史信息．
门控机制 在数字电路中，门（gate）为一个二值变量 {0, 1}，0代表关闭状态，不
许任何信息通过；1代表开放状态，允许所有信息通过．

LSTM网络引入门控机制（Gating Mechanism）来控制信息传递的路径．
公式 (6.51)和公式 (6.52)中三个“门”分别为输入门𝒊𝑡、遗忘门𝒇𝑡和输出门𝒐𝑡．这
三个门的作用为
（1） 遗忘门𝒇𝑡控制上一个时刻的内部状态 𝒄𝑡−1需要遗忘多少信息．
（2） 输入门 𝒊𝑡控制当前时刻的候选状态 ̃𝒄𝑡有多少信息需要保存．
（3） 输出门 𝒐𝑡控制当前时刻的内部状态 𝒄𝑡有多少信息需要输出给外部状

态𝒉𝑡．
当𝒇𝑡 = 0, 𝒊𝑡 = 1时，记忆单元将历史信息清空，并将候选状态向量 ̃𝒄𝑡写入．

但此时记忆单元 𝒄𝑡依然和上一时刻的历史信息相关．当𝒇𝑡 = 1, 𝒊𝑡 = 0时，记忆
单元将复制上一时刻的内容，不写入新的信息．

LSTM网络中的“门”是一种“软”门，取值在 (0, 1)之间，表示以一定的比例
允许信息通过．三个门的计算方式为：

𝒊𝑡 = 𝜎(𝑾𝑖𝒙𝑡 +𝑼𝑖𝒉𝑡−1 + 𝒃𝑖), (6.54)

𝒇𝑡 = 𝜎(𝑾𝑓𝒙𝑡 +𝑼𝑓𝒉𝑡−1 + 𝒃𝑓), (6.55)

𝒐𝑡 = 𝜎(𝑾𝑜𝒙𝑡 +𝑼𝑜𝒉𝑡−1 + 𝒃𝑜), (6.56)

其中𝜎(⋅)为Logistic函数，其输出区间为 (0, 1)，𝒙𝑡为当前时刻的输入，𝒉𝑡−1为上
一时刻的外部状态．

图6.7给出了LSTM网络的循环单元结构，其计算过程为：1）首先利用上一
时刻的外部状态𝒉𝑡−1和当前时刻的输入𝒙𝑡，计算出三个门，以及候选状态 ̃𝒄𝑡；2）
结合遗忘门𝒇𝑡和输入门 𝒊𝑡来更新记忆单元 𝒄𝑡；3）结合输出门 𝒐𝑡，将内部状态的
信息传递给外部状态𝒉𝑡．

𝒄𝑡−1 • + 𝒄𝑡

• tanh

•

𝒉𝑡−1

𝒇𝑡 𝒊𝑡 ̃𝒄𝑡 𝒐𝑡

𝜎 𝜎 tanh 𝜎
𝒉𝑡

𝒙𝑡 • 向量元素乘 + 向量和 向量拼接

图 6.7 LSTM网络的循环单元结构
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通过 LSTM循环单元，整个网络可以建立较长距离的时序依赖关系．公式
(6.51)～公式 (6.56)可以简洁地描述为

⎡
⎢
⎢
⎢
⎢
⎢
⎢
⎣

̃𝒄𝑡
𝒐𝑡
𝒊𝑡
𝒇𝑡

⎤
⎥
⎥
⎥
⎥
⎥
⎥
⎦

=

⎡
⎢
⎢
⎢
⎢
⎢
⎢
⎣

tanh

𝜎

𝜎

𝜎

⎤
⎥
⎥
⎥
⎥
⎥
⎥
⎦

(𝑾 [
𝒙𝑡
𝒉𝑡−1

] + 𝒃) , (6.57)

𝒄𝑡 = 𝒇𝑡 ⊙ 𝒄𝑡−1 + 𝒊𝑡 ⊙ ̃𝒄𝑡, (6.58)

𝒉𝑡 = 𝒐𝑡 ⊙ tanh (𝒄𝑡) , (6.59)

其中𝒙𝑡 ∈ ℝ𝑀为当前时刻的输入，𝑾 ∈ ℝ4𝐷×(𝑀+𝐷)和𝒃 ∈ ℝ4𝐷为网络参数．
记忆 循环神经网络中的隐状态𝒉存储了历史信息，可以看作一种记忆（Mem-
ory）．在简单循环网络中，隐状态每个时刻都会被重写，因此可以看作一种短
期记忆（Short-Term Memory）．在神经网络中，长期记忆（Long-Term Mem-
ory）可以看作网络参数，隐含了从训练数据中学到的经验，其更新周期要远远
慢于短期记忆．而在LSTM网络中，记忆单元 𝒄可以在某个时刻捕捉到某个关键
信息，并有能力将此关键信息保存一定的时间间隔．记忆单元 𝒄中保存信息的生
命周期要长于短期记忆𝒉，但又远远短于长期记忆， 长短期记忆是指长的

“短期记忆”．
因此称为长短期记忆（Long

Short-Term Memory）．

一般在深度网络参数学习时，参数初始化的值一般都比较小．但是在训
练LSTM网络时，过小的值会使得遗忘门的值比较小．这意味着前一时
刻的信息大部分都丢失了，这样网络很难捕捉到长距离的依赖信息．并
且相邻时间间隔的梯度会非常小，这会导致梯度弥散问题．因此遗忘的
参数初始值一般都设得比较大，其偏置向量𝒃𝑓设为 1或 2．

6.6.2 LSTM网络的各种变体
目前主流的LSTM网络用三个门来动态地控制内部状态应该遗忘多少历史

信息，输入多少新信息，以及输出多少信息．我们可以对门控机制进行改进并获
得LSTM网络的不同变体．
无遗忘门的LSTM网络 [Hochreiter et al., 1997]最早提出的LSTM网络是没
有遗忘门的，其内部状态的更新为

𝒄𝑡 = 𝒄𝑡−1 + 𝒊𝑡 ⊙ ̃𝒄𝑡. (6.60)
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如之前的分析，记忆单元 𝒄会不断增大．当输入序列的长度非常大时，记忆
单元的容量会饱和，从而大大降低LSTM模型的性能．
peephole连接 另外一种变体是三个门不但依赖于输入𝒙𝑡和上一时刻的隐状
态𝒉𝑡−1，也依赖于上一个时刻的记忆单元 𝒄𝑡−1，即

𝒊𝑡 = 𝜎(𝑾𝑖𝒙𝑡 +𝑼𝑖𝒉𝑡−1 + 𝑽𝑖𝒄𝑡−1 + 𝒃𝑖), (6.61)

𝒇𝑡 = 𝜎(𝑾𝑓𝒙𝑡 +𝑼𝑓𝒉𝑡−1 + 𝑽𝑓𝒄𝑡−1 + 𝒃𝑓), (6.62)

𝒐𝑡 = 𝜎(𝑾𝑜𝒙𝑡 +𝑼𝑜𝒉𝑡−1 + 𝑽𝑜𝒄𝑡 + 𝒃𝑜), (6.63)

其中𝑽𝑖，𝑽𝑓和𝑽𝑜为对角矩阵．
耦合输入门和遗忘门 LSTM网络中的输入门和遗忘门有些互补关系，因此同
时用两个门比较冗余．为了减少LSTM网络的计算复杂度，将这两门合并为一个
门．令𝒇𝑡 = 1 − 𝒊𝑡，内部状态的更新方式为

𝒄𝑡 = (1 − 𝒊𝑡) ⊙ 𝒄𝑡−1 + 𝒊𝑡 ⊙ ̃𝒄𝑡. (6.64)

6.6.3 门控循环单元网络
门控循环单元（Gated Recurrent Unit，GRU）网络 [Cho et al., 2014; Chung

et al., 2014]是一种比LSTM网络更加简单的循环神经网络．
GRU网络引入门控机制来控制信息更新的方式．和LSTM不同，GRU不引

入额外的记忆单元，GRU网络也是在公式 (6.50)的基础上引入一个更新门（Up-
date Gate）来控制当前状态需要从历史状态中保留多少信息（不经过非线性变
换），以及需要从候选状态中接受多少新信息，即

𝒉𝑡 = 𝒛𝑡 ⊙𝒉𝑡−1 + (1 − 𝒛𝑡) ⊙ 𝑔(𝒙𝑡, 𝒉𝑡−1; 𝜃), (6.65)

其中 𝒛𝑡 ∈ [0, 1]𝐷为更新门：

𝒛𝑡 = 𝜎(𝑾𝑧𝒙𝑡 +𝑼𝑧𝒉𝑡−1 + 𝒃𝑧). (6.66)

公式 (6.66)～公式 (6.68)
中的𝑾∗, 𝑼∗, 𝒃∗为可学
习的网络参数，其中

∗ ∈ {𝑏, 𝑟, 𝑧}．

在LSTM网络中，输入门和遗忘门是互补关系，具有一定的冗余性．GRU网
络直接使用一个门来控制输入和遗忘之间的平衡．当 𝒛𝑡 = 0时，当前状态𝒉𝑡和
前一时刻的状态𝒉𝑡−1之间为非线性函数关系；当 𝒛𝑡 = 1时，𝒉𝑡和𝒉𝑡−1之间为线
性函数关系．

在GRU网络中，函数𝑔(𝒙𝑡, 𝒉𝑡−1; 𝜃)的定义为 这里使用Tanh函数是
由于其导数有比较大

的值域，能够缓解梯度

消失问题．

̃𝒉𝑡 = tanh (𝑾ℎ𝒙𝑡 +𝑼ℎ(𝒓𝑡 ⊙𝒉𝑡−1) + 𝒃ℎ), (6.67)
https://nndl.github.io/
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其中 ̃𝒉𝑡表示当前时刻的候选状态，𝒓𝑡 ∈ [0, 1]𝐷为重置门（Reset Gate）

𝒓𝑡 = 𝜎(𝑾𝑟𝒙𝑡 +𝑼𝑟𝒉𝑡−1 + 𝒃𝑟), (6.68)

用来控制候选状态 ̃𝒉𝑡的计算是否依赖上一时刻的状态𝒉𝑡−1．
当 𝒓𝑡 = 0时，候选状态 ̃𝒉𝑡 = tanh(𝑾𝑐𝒙𝑡 + 𝒃)只和当前输入𝒙𝑡相关，和历史

状态无关．当 𝒓𝑡 = 1时，候选状态 ̃𝒉𝑡 = tanh(𝑾ℎ𝒙𝑡 + 𝑼ℎ𝒉𝑡−1 + 𝒃ℎ)和当前输入
𝒙𝑡以及历史状态𝒉𝑡−1相关，和简单循环网络一致．

综上，GRU网络的状态更新方式为

𝒉𝑡 = 𝒛𝑡 ⊙𝒉𝑡−1 + (1 − 𝒛𝑡) ⊙ ̃𝒉𝑡. (6.69)

可以看出，当 𝒛𝑡 = 0, 𝒓 = 1时，GRU网络退化为简单循环网络；若 𝒛𝑡 = 0, 𝒓 = 0
时，当前状态𝒉𝑡只和当前输入𝒙𝑡相关，和历史状态𝒉𝑡−1无关．当 𝒛𝑡 = 1时，当前
状态𝒉𝑡 = 𝒉𝑡−1等于上一时刻状态𝒉𝑡−1，和当前输入𝒙𝑡无关．

图6.8给出了GRU网络的循环单元结构．

𝒉𝑡−1 • 𝒉𝑡

𝒓𝑡 𝒛𝑡

• 1−

̃𝒉𝑡

𝒙𝑡

𝜎𝜎 tanh

+

•

• 向量元素乘 + 向量和 向量拼接

图 6.8 GRU网络的循环单元结构

6.7 深层循环神经网络
如果将深度定义为网络中信息传递路径长度的话，循环神经网络可以看作

既“深”又“浅”的网络．一方面来说，如果我们把循环网络按时间展开，长时间间
隔的状态之间的路径很长，循环网络可以看作一个非常深的网络．从另一方面来
说，如果同一时刻网络输入到输出之间的路径𝒙𝑡 → 𝒚𝑡，这个网络是非常浅的．

因此，我们可以增加循环神经网络的深度从而增强循环神经网络的能力．增
加循环神经网络的深度主要是增加同一时刻网络输入到输出之间的路径 𝒙𝑡 →
𝑦𝑡，比如增加隐状态到输出𝒉𝑡 → 𝒚𝑡，以及输入到隐状态𝒙𝑡 → 𝒉𝑡之间的路径的
深度．
https://nndl.github.io/
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6.7.1 堆叠循环神经网络
一种常见的增加循环神经网络深度的做法是将多个循环网络堆叠起来，称

为堆叠循环神经网络（Stacked Recurrent Neural Network，SRNN）． 参见习题6-6．一个堆
叠的简单循环网络（Stacked SRN）也称为循环多层感知器（Recurrent Multi-
Layer Perceptron，RMLP）[Parlos et al., 1991]．

图6.9给出了按时间展开的堆叠循环神经网络．第 𝑙层网络的输入是第 𝑙 − 1
层网络的输出．我们定义𝒉(𝑙)𝑡 为在时刻 𝑡时第 𝑙层的隐状态

𝒉(𝑙)𝑡 = 𝑓(𝑼(𝑙)𝒉(𝑙)𝑡−1 +𝑾 (𝑙)𝒉(𝑙−1)𝑡 + 𝒃(𝑙)), (6.70)

其中𝑼(𝑙)、𝑾 (𝑙)和𝒃(𝑙)为权重矩阵和偏置向量，𝒉(0)𝑡 = 𝒙𝑡．
𝑦1 𝑦2 𝑦3 𝑦4 ⋯ 𝑦𝑇

𝒉(3)1 𝒉(3)2 𝒉(3)3 𝒉(3)4 ⋯ 𝒉(3)𝑇

𝒉(2)1 𝒉(2)2 𝒉(2)3 𝒉(2)4 ⋯ 𝒉(2)𝑇

𝒉(1)1 𝒉(1)2 𝒉(1)3 𝒉(1)4 ⋯ 𝒉(1)𝑇

𝒙1 𝒙2 𝒙3 𝒙4 ⋯ 𝒙𝑇

图 6.9 按时间展开的堆叠循环神经网络

6.7.2 双向循环神经网络
在有些任务中，一个时刻的输出不但和过去时刻的信息有关，也和后续时刻

的信息有关．比如给定一个句子，其中一个词的词性由它的上下文决定，即包含
左右两边的信息．因此，在这些任务中，我们可以增加一个按照时间的逆序来传
递信息的网络层，来增强网络的能力．

双向循环神经网络（Bidirectional Recurrent Neural Network，Bi-RNN）由
两层循环神经网络组成，它们的输入相同，只是信息传递的方向不同．

假设第 1层按时间顺序，第 2层按时间逆序，在时刻 𝑡时的隐状态定义为𝒉(1)𝑡

和𝒉(2)𝑡 ，则
𝒉(1)𝑡 = 𝑓(𝑼(1)𝒉(1)𝑡−1 +𝑾 (1)𝒙𝑡 + 𝒃(1)), (6.71)

𝒉(2)𝑡 = 𝑓(𝑼(2)𝒉(2)𝑡+1 +𝑾 (2)𝒙𝑡 + 𝒃(2)), (6.72)

𝒉𝑡 = 𝒉(1)𝑡 ⊕𝒉(2)𝑡 , (6.73)

其中⊕为向量拼接操作．
图6.10给出了按时间展开的双向循环神经网络．

https://nndl.github.io/

https://nndl.github.io/


6.8 扩展到图结构 2021年 5月 18日 147

𝑦1 𝑦2 𝑦3 𝑦4 ⋯ 𝑦𝑇

⋯

𝒉(2)1 𝒉(2)2 𝒉(2)3 𝒉(2)4 ⋯ 𝒉(2)𝑇

𝒉(1)1 𝒉(1)2 𝒉(1)3 𝒉(1)4 ⋯ 𝒉(1)𝑇

𝒙1 𝒙2 𝒙3 𝒙4 ⋯ 𝒙𝑇

图 6.10 按时间展开的双向循环神经网络

6.8 扩展到图结构
如果将循环神经网络按时间展开，每个时刻的隐状态𝒉𝑡看作一个节点，那

么这些节点构成一个链式结构，每个节点 𝑡都收到其父节点的消息（Message），
更新自己的状态，并传递给其子节点．而链式结构是一种特殊的图结构，我们
可以比较容易地将这种消息传递（Message Passing）的思想扩展到任意的图结
构上．

6.8.1 递归神经网络
递归神经网络（Recursive Neural Network，RecNN）是循环神经网络在有

向无循环图上的扩展 [Pollack, 1990]．递归神经网络的一般结构为树状的层次结
构，如图6.11a所示．

𝒙1 𝒙2 𝒙3 𝒙4

𝒉1 𝒉2

𝒉3

𝑦

(a)一般结构
0 𝒙1

𝒉1 𝒙2

𝒉2 𝒙3

𝒉3

𝑦

(b)退化结构

图 6.11 递归神经网络

以图6.11a中的结构为例，有三个隐藏层𝒉1、𝒉2和𝒉3，其中𝒉1由两个输入层
𝒙1和𝒙2计算得到，𝒉2由另外两个输入层𝒙3和𝒙4计算得到，𝒉3由两个隐藏层𝒉1
和𝒉2计算得到．

对于一个节点𝒉𝑖，它可以接受来自父节点集合𝜋𝑖中所有节点的消息，并更

https://nndl.github.io/
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新自己的状态．

𝒉𝑖 = 𝑓(𝒉𝜋𝑖 ), (6.74)

其中𝒉𝜋𝑖表示集合𝜋𝑖中所有节点状态的拼接，𝑓(⋅)是一个和节点位置无关的非线
性函数，可以为一个单层的前馈神经网络．比如图6.11a所示的递归神经网络具体
可以写为

𝒉1 = 𝜎(𝑾 [
𝒙1
𝒙2
] + 𝒃), (6.75)

𝒉2 = 𝜎(𝑾 [
𝒙3
𝒙4
] + 𝒃), (6.76)

𝒉3 = 𝜎(𝑾 [
𝒉1
𝒉2
] + 𝒃), (6.77)

其中𝜎(⋅)表示非线性激活函数，𝑾和𝒃是可学习的参数．同样，输出层 𝑦可以为
一个分类器，比如

𝑦 = 𝑔(𝑾 ′𝒉3 + 𝒃′), (6.78)

其中𝑔(⋅)为分类器，𝑾 ′和𝒃′为分类器的参数．
当递归神经网络的结构退化为线性序列结构（见图6.11b）时，递归神经网

络就等价于简单循环网络． 参见习题6-7．

递归神经网络主要用来建模自然语言句子的语义[Socher et al., 2011, 2013]．
给定一个句子的语法结构（一般为树状结构），可以使用递归神经网络来按照句
法的组合关系来合成一个句子的语义．句子中每个短语成分又可以分成一些子
成分，即每个短语的语义都可以由它的子成分语义组合而来，并进而合成整句的
语义．

同样，我们也可以用门控机制来改进递归神经网络中的长距离依赖问题，
比如树结构的长短期记忆模型（Tree-Structured LSTM）[Tai et al., 2015; Zhu
et al., 2015]就是将LSTM模型的思想应用到树结构的网络中，来实现更灵活的
组合函数．

6.8.2 图神经网络
在实际应用中，很多数据是图结构的，比如知识图谱、社交网络、分子网络

等．而前馈网络和反馈网络很难处理图结构的数据．
https://nndl.github.io/
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图神经网络（Graph Neural Network，GNN）是将消息传递的思想扩展到
图结构数据上的神经网络．

对于一个任意的图结构𝐺(𝒱, ℰ)，其中𝒱表示节点集合，ℰ表示边集合．每条
边表示两个节点之间的依赖关系．节点之间的连接可以是有向的，也可以是无向
的．图中每个节点 𝑣都用一组神经元来表示其状态𝒉(𝑣)，初始状态可以为节点 𝑣
的输入特征𝒙(𝑣)．每个节点可以收到来自相邻节点的消息，并更新自己的状态．

𝒎(𝑣)
𝑡 = ∑

𝑢∈𝒩(𝑣)
𝑓(𝒉(𝑣)𝑡−1, 𝒉(𝑢)𝑡−1, 𝒆(𝑢,𝑣)), (6.79)

𝒉(𝑣)𝑡 = 𝑔(𝒉(𝑣)𝑡−1,𝒎(𝑣)
𝑡 ), (6.80)

其中𝒩(𝑣)表示节点 𝑣的邻居，𝒎(𝑣)
𝑡 表示在第 𝑡时刻节点 𝑣收到的信息，𝒆(𝑢,𝑣)为

边 𝑒(𝑢,𝑣)上的特征．
公式 (6.79)和公式 (6.80)是一种同步的更新方式，所有的结构同时接受信息

并更新自己的状态．而对于有向图来说，使用异步的更新方式会更有效率，比如
循环神经网络或递归神经网络．在整个图更新𝑇次后，可以通过一个读出函数
（Readout Function）𝑔(⋅)来得到整个网络的表示：

𝒐𝑡 = 𝑔({𝒉(𝑣)𝑇 |𝑣 ∈ 𝒱}). (6.81)

6.9 总结和深入阅读
循环神经网络可以建模时间序列数据之间的相关性．和延时神经网络[Lang

et al., 1990;Waibel et al., 1989]以及有外部输入的非线性自回归模型[Leontaritis
et al., 1985]相比，循环神经网络可以更方便地建模长时间间隔的相关性．

常用的循环神经网络的参数学习算法是BPTT算法 [Werbos, 1990]，其计算
时间和空间要求会随时间线性增长．为了提高效率，当输入序列的长度比较大
时，可以使用带截断（truncated）的BPTT算法 [Williams et al., 1990]，只计算固
定时间间隔内的梯度回传．

一个完全连接的循环神经网络有着强大的计算和表示能力，可以近似任
何非线性动力系统以及图灵机，解决所有的可计算问题．然而由于梯度爆炸和
梯度消失问题，简单循环网络存在长期依赖问题[Bengio et al., 1994; Hochreiter
et al., 2001]．为了解决这个问题，人们对循环神经网络进行了很多的改进，其中
最有效的改进方式为引入门控机制，比如LSTM网络 [Gers et al., 2000; Hochre-
iter et al., 1997]和GRU网络[Chung et al., 2014]．当然还有一些其他方法，比如时
钟循环神经网络（ClockworkRNN）[Koutnik et al., 2014]、乘法RNN[Sutskever
et al., 2011; Wu et al., 2016]以及引入注意力机制等．

注意力机制参见

第8.2节．
https://nndl.github.io/
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LSTM网络是目前为止最成功的循环神经网络模型，成功应用在很多领域，
比如语音识别、机器翻译 [Sutskever et al., 2014]、语音模型以及文本生成．LSTM
网络通过引入线性连接来缓解长距离依赖问题．虽然 LSTM网络取得了很大的
成功，其结构的合理性一直受到广泛关注．人们不断尝试对其进行改进来寻找最
优结构，比如减少门的数量、提高并行能力等．关于LSTM网络的分析可以参考
文献 [Greff et al., 2017; Jozefowicz et al., 2015; Karpathy et al., 2015]．

LSTM网络的线性连接以及门控机制是一种十分有效的避免梯度消失问题
的方法．这种机制也可以用在深层的前馈网络中，比如残差网络 [He et al., 2016]
和高速网络 [Srivastava et al., 2015]都通过引入线性连接来训练非常深的卷积网
络．对于循环神经网格，这种机制也可以用在非时间维度上，比如Gird LSTM网
络 [Kalchbrenner et al., 2015]、Depth Gated RNN[Chung et al., 2015]等．

此外，循环神经网络可以很容易地扩展到更广义的图结构数据上，称为图网
络[Scarselli et al., 2009]．递归神经网络是一种在有向无环图上的简单的图网络．
图网络是目前新兴的研究方向，还没有比较成熟的网络模型．在不同的网络结构
以及任务上，都有很多不同的具体实现方式．其中比较有名的图网络模型包括图
卷积网络（Graph Convolutional Network，GCN）[Kipf et al., 2016]、图注意力
网络（Graph Attention Network，GAT）[Veličković et al., 2017]、消息传递神经
网络（Message Passing Neural Network，MPNN）[Gilmer et al., 2017]等．关于
图网络的综述可以参考文献 [Battaglia et al., 2018]．

习题

习题 6-1 分析延时神经网络、卷积神经网络和循环神经网络的异同点．
习题 6-2 推导公式 (6.40)和公式 (6.41)中的梯度．
习题6-3 当使用公式 (6.50)作为循环神经网络的状态更新公式时，分析其可能存
在梯度爆炸的原因并给出解决方法．
习题 6-4 推导LSTM网络中参数的梯度，并分析其避免梯度消失的效果．
习题 6-5 推导GRU网络中参数的梯度，并分析其避免梯度消失的效果．
习题 6-6 除了堆叠循环神经网络外，还有什么结构可以增加循环神经网络深度？
习题 6-7 证明当递归神经网络的结构退化为线性序列结构时，递归神经网络就
等价于简单循环神经网络．
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第 7章 网络优化与正则化

任何数学技巧都不能弥补信息的缺失．

——科尼利厄斯·兰佐斯（Cornelius Lanczos）
匈牙利数学家、物理学家

虽然神经网络具有非常强的表达能力，但是当应用神经网络模型到机器学
习时依然存在一些难点问题．主要分为两大类：
（1） 优化问题：深度神经网络的优化十分困难．首先，神经网络的损失函数

是一个非凸函数，找到全局最优解通常比较困难．其次，深度神经网络的参数通
常非常多，训练数据也比较大，因此也无法使用计算代价很高的二阶优化方法，
而一阶优化方法的训练效率通常比较低．此外，深度神经网络存在梯度消失或爆
炸问题，导致基于梯度的优化方法经常失效．
（2） 泛化问题：由于深度神经网络的复杂度比较高，并且拟合能力很强，很

容易在训练集上产生过拟合．因此在训练深度神经网络时，同时也需要通过一定
的正则化方法来改进网络的泛化能力．

目前，研究者从大量的实践中总结了一些经验方法，在神经网络的表示能
力、复杂度、学习效率和泛化能力之间找到比较好的平衡，并得到一个好的网络
模型．本章从网络优化和网络正则化两个方面来介绍这些方法．在网络优化方
面，介绍一些常用的优化算法、参数初始化方法、数据预处理方法、逐层归一化方
法和超参数优化方法．在网络正则化方面，介绍一些提高网络泛化能力的方法，
包括ℓ1和ℓ2正则化、权重衰减、提前停止、丢弃法、数据增强和标签平滑．

7.1 网络优化
网络优化是指寻找一个神经网络模型来使得经验（或结构）风险最小化的

过程，包括模型选择以及参数学习等．深度神经网络是一个高度非线性的模型，
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其风险函数是一个非凸函数，因此风险最小化是一个非凸优化问题．此外，深度
神经网络还存在梯度消失问题．因此，深度神经网络的优化是一个具有挑战性的
问题．本节概要地介绍神经网络优化的一些特点和改善方法．

7.1.1 网络结构多样性
神经网络的种类非常多，比如卷积网络、循环网络、图网络等．不同网络的结

构也非常不同，有些比较深，有些比较宽．不同参数在网络中的作用也有很大的
差异，比如连接权重和偏置的不同，以及循环网络中循环连接上的权重和其他权
重的不同．

由于网络结构的多样性，我们很难找到一种通用的优化方法．不同优化方法
在不同网络结构上的表现也有比较大的差异．

此外，网络的超参数一般比较多，这也给优化带来很大的挑战．

7.1.2 高维变量的非凸优化
低维空间的非凸优化问题主要是存在一些局部最优点．基于梯度下降的优

化方法会陷入局部最优点，因此在低维空间中非凸优化的主要难点是如何选择
初始化参数和逃离局部最优点．深度神经网络的参数非常多，其参数学习是在
非常高维空间中的非凸优化问题，其挑战和在低维空间中的非凸优化问题有所
不同．
鞍点 在高维空间中，非凸优化的难点并不在于如何逃离局部最优点，而是如何
逃离鞍点（Saddle Point）[Dauphin et al., 2014]．

鞍点的叫法是因为其

形状像马鞍．鞍点的特

征是一阶梯度为 0，但
是二阶梯度的Hessian
矩阵不是半正定矩阵，

参见定理C.2．

鞍点的梯度是 0，但是在一些维
度上是最高点，在另一些维度上是最低点，如图7.1所示．

1 1/2 0
1/2

1 1
1/2

0
1/2

1
1

1/2

0

1/2

1

图 7.1 鞍点示例

在高维空间中，局部最小值（Local Minima）要求在每一维度上都是最低
点，这种概率非常低．假设网络有 10, 000维参数，梯度为 0的点（即驻点（Sta-
tionary Point））在某一维上是局部最小值的概率为𝑝，

在一般的非凸问题中，

𝑝 ≈ 0.5．那么在整个参数空间中，
https://nndl.github.io/
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驻点是局部最优点的概率为𝑝10,000，这种可能性非常小．也就是说，在高维空间
中大部分驻点都是鞍点．

基于梯度下降的优化方法会在鞍点附近接近于停滞，很难从这些鞍点中逃
离．因此，随机梯度下降对于高维空间中的非凸优化问题十分重要，通过在梯度
方向上引入随机性，可以有效地逃离鞍点．
平坦最小值 深度神经网络的参数非常多，并且有一定的冗余性，这使得每单个
参数对最终损失的影响都比较小，因此会导致损失函数在局部最小解附近通常
是一个平坦的区域，称为平坦最小值（Flat Minima）[Hochreiter et al., 1997; Li
et al., 2017a]．图7.2给出了平坦最小值和尖锐最小值（Sharp Minima）的示例．

(a)平坦最小值 (b)尖锐最小值

图 7.2 平坦最小值和尖锐最小值的示例（图片来源：[Hochreiter et al., 1997]）

在一个平坦最小值的邻域内，所有点对应的训练损失都比较接近，表明我们
在训练神经网络时，不需要精确地找到一个局部最小解，只要在一个局部最小解
的邻域内就足够了．

这里的很多描述都是

经验性的，并没有很好

的理论证明．平坦最小值通常被认为和模型泛化能力有一定的关系．一般
而言，当一个模型收敛到一个平坦的局部最小值时，其鲁棒性会更好，即微小的
参数变动不会剧烈影响模型能力；而当一个模型收敛到一个尖锐的局部最小值
时，其鲁棒性也会比较差．具备良好泛化能力的模型通常应该是鲁棒的，因此理
想的局部最小值应该是平坦的．
局部最小解的等价性 在非常大的神经网络中，大部分的局部最小解是等价的，
它们在测试集上性能都比较相似．此外，局部最小解对应的训练损失都可能非常
接近于全局最小解对应的训练损失 [Choromanska et al., 2015]．虽然神经网络
有一定概率收敛于比较差的局部最小值，但随着网络规模增加，网络陷入比较差
的局部最小值的概率会大大降低．在训练神经网络时，我们通常没有必要找全局
最小值，这反而可能导致过拟合．
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7.1.3 神经网络优化的改善方法
改善神经网络优化的目标是找到更好的局部最小值和提高优化效率．目前

比较有效的经验性改善方法通常分为以下几个方面：
（1） 使用更有效的优化算法（第7.2节）来提高梯度下降优化方法的效率

和稳定性，比如动态学习率调整、梯度估计修正等．
（2） 使用更好的参数初始化方法（第7.3节）、数据预处理方法（第7.4节）

来提高优化效率．
（3） 修改网络结构来得到更好的优化地形（Optimization Landscape）， 优化地形指在高维空

间中损失函数的曲面

形状．好的优化地形通

常比较平滑．

比如使用ReLU激活函数、残差连接、逐层归一化（第7.5节）等．
（4） 使用更好的超参数优化方法（第7.6节）．
通过上面的方法，我们通常可以高效地、端到端地训练一个深度神经网络．

7.2 优化算法
目前，深度神经网络的参数学习主要是通过梯度下降法来寻找一组可以最

小化结构风险的参数．在具体实现中，梯度下降法可以分为：批量梯度下降、随机
梯度下降以及小批量梯度下降三种形式．根据不同的数据量和参数量，可以选择
一种具体的实现形式．本节介绍一些在训练神经网络时常用的优化算法．这些优
化算法大体上可以分为两类：1）调整学习率，使得优化更稳定；2）梯度估计修
正，优化训练速度．

7.2.1 小批量梯度下降
在训练深度神经网络时，训练数据的规模通常都比较大．如果在梯度下降

时，每次迭代都要计算整个训练数据上的梯度，这就需要比较多的计算资源．另
外大规模训练集中的数据通常会非常冗余，也没有必要在整个训练集上计算梯
度．因此，在训练深度神经网络时，经常使用小批量梯度下降法（Mini-Batch
Gradient Descent）．

令𝑓(𝒙; 𝜃)表示一个深度神经网络，𝜃为网络参数，在使用小批量梯度下降进
行优化时，每次选取𝐾个训练样本𝒮𝑡 = {(𝒙(𝑘), 𝒚(𝑘))}𝐾𝑘=1．第 𝑡次迭代（Iteration）
时损失函数关于参数𝜃的偏导数为

这里的损失函数忽略

了正则化项．加上ℓ𝑝正
则化的损失函数参见

第7.7.1节．

𝔤𝑡(𝜃) =
1
𝐾 ∑

(𝒙,𝒚)∈𝒮𝑡

𝜕ℒ(𝒚, 𝑓(𝒙; 𝜃))
𝜕𝜃 , (7.1)
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其中ℒ(⋅)为可微分的损失函数，𝐾称为批量大小（Batch Size）．
第 𝑡次更新的梯度g𝑡定义为

g𝑡 ≜ 𝔤𝑡(𝜃𝑡−1). (7.2)

使用梯度下降来更新参数，

𝜃𝑡 ← 𝜃𝑡−1 − 𝛼g𝑡, (7.3)

其中𝛼 > 0为学习率．
每次迭代时参数更新的差值Δ𝜃𝑡定义为

Δ𝜃𝑡 ≜ 𝜃𝑡 − 𝜃𝑡−1. (7.4)

Δ𝜃𝑡和梯度 𝒈𝑡并不需要完全一致．Δ𝜃𝑡为每次迭代时参数的实际更新方向，即
𝜃𝑡 = 𝜃𝑡−1 + Δ𝜃𝑡．在标准的小批量梯度下降中，Δ𝜃𝑡 = −𝛼g𝑡．

从上面公式可以看出，影响小批量梯度下降法的主要因素有：1）批量大
小𝐾、2）学习率𝛼、3）梯度估计．为了更有效地训练深度神经网络，在标准的小批
量梯度下降法的基础上，也经常使用一些改进方法以加快优化速度，比如如何选
择批量大小、如何调整学习率以及如何修正梯度估计．我们分别从这三个方面来
介绍在神经网络优化中常用的算法．这些改进的优化算法也同样可以应用在批
量或随机梯度下降法上．

7.2.2 批量大小选择
在小批量梯度下降法中，批量大小（Batch Size）对网络优化的影响也非常

大．一般而言，批量大小不影响随机梯度的期望，但是会影响随机梯度的方差．批
量大小越大，随机梯度的方差越小，引入的噪声也越小，训练也越稳定，因此可
以设置较大的学习率．而批量大小较小时，需要设置较小的学习率，否则模型会
不收敛．学习率通常要随着批量大小的增大而相应地增大．一个简单有效的方法
是线性缩放规则（Linear Scaling Rule）[Goyal et al., 2017]：当批量大小增加𝑚
倍时，学习率也增加𝑚倍． 参见习题7-1．线性缩放规则往往在批量大小比较小时适用，当批量
大小非常大时，线性缩放会使得训练不稳定． 参见第7.2.3.2节．

图7.3给出了从回合（Epoch）和迭代（Iteration）的角度，批量大小对损失
下降的影响．每一次小批量更新为一次迭代，所有训练集的样本更新一遍为一个
回合，两者的关系为

1回合（Epoch） = (训练样本的数量𝑁批量大小𝐾 ) ×迭代（Iteration）.
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(b)按回合（Epoch）的损失变化

值得注意的是，图7.3中
的 4种批量大小对应的
学习率设置不同，因此

并不是严格对比．

图 7.3 在MNIST数据集上批量大小对损失下降的影响

从图7.3a可以看出，批量大小越大，下降效果越明显，并且下降曲线越平滑．
但从图7.3b可以看出，如果按整个数据集上的回合（Epoch）数来看，则是批量样
本数越小，下降效果越明显．适当小的批量会导致更快的收敛．

此外，批量大小和模型的泛化能力也有一定的关系．[Keskar et al., 2016]通
过实验发现：批量越大，越有可能收敛到尖锐最小值；批量越小，越有可能收敛到
平坦最小值．

7.2.3 学习率调整
学习率是神经网络优化时的重要超参数．在梯度下降法中，学习率𝛼的取值

非常关键，如果过大就不会收敛，如果过小则收敛速度太慢．常用的学习率调整
方法包括学习率衰减、学习率预热、周期性学习率调整以及一些自适应调整学习
率的方法，比如AdaGrad、RMSprop、AdaDelta等．自适应学习率方法可以针对
每个参数设置不同的学习率．

7.2.3.1 学习率衰减
学习率衰减是按每次

迭代（Iteration）进行，
也可以按每𝑚次迭代
或每个回合（Epoch）
进行．衰减率通常和总

迭代次数相关．

从经验上看，学习率在一开始要保持大些来保证收敛速度，在收敛到最优
点附近时要小些以避免来回振荡．比较简单的学习率调整可以通过学习率衰减
（Learning Rate Decay）的方式来实现，也称为学习率退火（Learning Rate An-
nealing）．

不失一般性，这里的衰减方式设置为按迭代次数进行衰减．
假设初始化学习率为𝛼0，在第 𝑡次迭代时的学习率𝛼𝑡．常见的衰减方法有以

下几种：
分段常数衰减（Piecewise Constant Decay）：即每经过𝑇1, 𝑇2,⋯ , 𝑇𝑚次迭

代将学习率衰减为原来的 𝛽1, 𝛽2,⋯ , 𝛽𝑚倍，其中𝑇𝑚和 𝛽𝑚 < 1为根据经验设置
https://nndl.github.io/
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的超参数．分段常数衰减也称为阶梯衰减（Step Decay）．
逆时衰减（Inverse Time Decay）：

𝛼𝑡 = 𝛼0
1

1 + 𝛽 × 𝑡 , (7.5)

其中𝛽为衰减率．
指数衰减（Exponential Decay）：

𝛼𝑡 = 𝛼0𝛽𝑡, (7.6)

其中𝛽 < 1为衰减率．
自然指数衰减（Natural Exponential Decay）：

𝛼𝑡 = 𝛼0 exp(−𝛽 × 𝑡), (7.7)

其中𝛽为衰减率．
余弦衰减（Cosine Decay）：

𝛼𝑡 =
1
2𝛼0(1 + cos ( 𝑡π𝑇 )), (7.8)

其中𝑇为总的迭代次数．
图7.4给出了不同衰减方法的示例（假设初始学习率为 1）．
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图 7.4 不同学习率衰减方法的比较

7.2.3.2 学习率预热
在小批量梯度下降法中，当批量大小的设置比较大时，通常需要比较大的学

习率．但在刚开始训练时，由于参数是随机初始化的，梯度往往也比较大，再加上
比较大的初始学习率，会使得训练不稳定．
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为了提高训练稳定性，我们可以在最初几轮迭代时，采用比较小的学习
率，等梯度下降到一定程度后再恢复到初始的学习率，这种方法称为学习率预
热（Learning Rate Warmup）．

一个常用的学习率预热方法是逐渐预热（Gradual Warmup）[Goyal et al.,
2017]．假设预热的迭代次数为𝑇 ′，初始学习率为𝛼0，在预热过程中，每次更新的
学习率为

𝛼′𝑡 =
𝑡
𝑇 ′𝛼0, 1 ≤ 𝑡 ≤ 𝑇 ′. (7.9)

当预热过程结束，再选择一种学习率衰减方法来逐渐降低学习率．

7.2.3.3 周期性学习率调整
为了使得梯度下降法能够逃离鞍点或尖锐最小值，一种经验性的方式是在

训练过程中周期性地增大学习率．当参数处于尖锐最小值附近时，增大学习率有
助于逃离尖锐最小值；当参数处于平坦最小值附近时，增大学习率依然有可能在
该平坦最小值的吸引域（Basin of Attraction）内．因此，周期性地增大学习率虽
然可能短期内损害优化过程，使得网络收敛的稳定性变差，但从长期来看有助于
找到更好的局部最优解．

本节介绍两种常用的周期性调整学习率的方法：循环学习率和带热重启的
随机梯度下降．
循环学习率 一种简单的方法是使用循环学习率（Cyclic LearningRate）[Goyal
et al., 2017]，即让学习率在一个区间内周期性地增大和缩小．通常可以使用线性
缩放来调整学习率，称为三角循环学习率（Triangular Cyclic Learning Rate）．
假设每个循环周期的长度相等都为 2Δ𝑇，其中前Δ𝑇步为学习率线性增大阶段，
后Δ𝑇步为学习率线性缩小阶段．在第 𝑡次迭代时，其所在的循环周期数𝑚为

𝑚 = ⌊1 + 𝑡
2Δ𝑇 ⌋, (7.10)

其中 ⌊⋅⌋表示“向下取整”函数．第 𝑡次迭代的学习率为

𝛼𝑡 = 𝛼𝑚𝑚𝑖𝑛 + (𝛼𝑚𝑚𝑎𝑥 − 𝛼𝑚𝑚𝑖𝑛)(max(0, 1 − 𝑏)), (7.11)

其中𝛼𝑚𝑚𝑎𝑥和𝛼𝑚𝑚𝑖𝑛分别为第𝑚个周期中学习率的上界和下界，可以随着𝑚的增
大而逐渐降低；𝑏 ∈ [0, 1]的计算为

𝑏 = | 𝑡Δ𝑇 − 2𝑚 + 1|. (7.12)

带热重启的随机梯度下降 带热重启的随机梯度下降（Stochastic Gradient De-
scent withWarm Restarts，SGDR）[Loshchilov et al., 2017a]是用热重启方式来
https://nndl.github.io/
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替代学习率衰减的方法．学习率每间隔一定周期后重新初始化为某个预先设定
值，然后逐渐衰减．每次重启后模型参数不是从头开始优化，而是从重启前的参
数基础上继续优化．

假设在梯度下降过程中重启𝑀次，第𝑚次重启在上次重启开始第𝑇𝑚个回
合后进行，𝑇𝑚称为重启周期．在第𝑚次重启之前，采用余弦衰减来降低学习率．
第 𝑡次迭代的学习率为 当𝛼𝑚𝑚𝑎𝑥=𝛼0,𝛼𝑚𝑚𝑖𝑛=

0， 并 不 进 行 重 启

时，公式(7.13)退化为
公式(7.8)．

𝛼𝑡 = 𝛼𝑚𝑚𝑖𝑛 +
1
2(𝛼

𝑚
𝑚𝑎𝑥 − 𝛼𝑚𝑚𝑖𝑛)(1 + cos (𝑇𝑐𝑢𝑟𝑇𝑚

π)), (7.13)

其中𝛼𝑚𝑚𝑎𝑥和𝛼𝑚𝑚𝑖𝑛分别为第𝑚个周期中学习率的上界和下界，可以随着𝑚的增
大而逐渐降低；𝑇𝑐𝑢𝑟为从上次重启之后的回合（Epoch）数．𝑇𝑐𝑢𝑟可以取小数，比
如 0.1、0.2等，这样可以在一个回合内部进行学习率衰减．重启周期𝑇𝑚可以随着
重启次数逐渐增加，比如𝑇𝑚 = 𝑇𝑚−1 × 𝜅，其中𝜅 ≥ 1为放大因子．

图7.5给出了两种周期性学习率调整的示例（假设初始学习率为 1），每个周
期中学习率的上界也逐步衰减．
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图 7.5 周期性学习率调整

7.2.3.4 AdaGrad算法
在标准的梯度下降法中，每个参数在每次迭代时都使用相同的学习率．由于

每个参数的维度上收敛速度都不相同，因此根据不同参数的收敛情况分别设置
学习率．

AdaGrad算法（Adaptive Gradient Algorithm）[Duchi et al., 2011]是借鉴
ℓ2正则化的思想，每次迭代时自适应地调整每个参数的学习率．在第 𝑡次迭代时，
先计算每个参数梯度平方的累计值

𝐺𝑡 =
𝑡
∑
𝜏=1

𝒈𝜏 ⊙ 𝒈𝜏, (7.14)
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其中⊙为按元素乘积，𝒈𝜏 ∈ ℝ|𝜃|是第 𝜏次迭代时的梯度．
AdaGrad算法的参数更新差值为

Δ𝜃𝑡 = − 𝛼
√𝐺𝑡 + 𝜖

⊙ 𝒈𝑡, (7.15)

其中𝛼是初始的学习率，𝜖是为了保持数值稳定性而设置的非常小的常数，一般
取值 e−7到 e−10．此外，这里的开平方、除、加运算都是按元素进行的操作．

在AdaGrad算法中，如果某个参数的偏导数累积比较大，其学习率相对较
小；相反，如果其偏导数累积较小，其学习率相对较大．但整体是随着迭代次数的
增加，学习率逐渐缩小．

AdaGrad算法的缺点是在经过一定次数的迭代依然没有找到最优点时，由
于这时的学习率已经非常小，很难再继续找到最优点．

7.2.3.5 RMSprop算法
RMSprop算法是Geoff Hinton提出的一种自适应学习率的方法 [Tieleman

et al., 2012]，可以在有些情况下避免AdaGrad算法中学习率不断单调下降以至
于过早衰减的缺点．

RMSprop算法首先计算每次迭代梯度𝒈𝑡平方的指数衰减移动平均，

𝐺𝑡 = 𝛽𝐺𝑡−1 + (1 − 𝛽)𝒈𝑡 ⊙ 𝒈𝑡 (7.16)

= (1 − 𝛽)
𝑡
∑
𝜏=1

𝛽𝑡−𝜏𝒈𝜏 ⊙ 𝒈𝜏, (7.17)

其中𝛽为衰减率，一般取值为 0.9．
RMSprop算法的参数更新差值为

Δ𝜃𝑡 = − 𝛼
√𝐺𝑡 + 𝜖

⊙ 𝒈𝑡, (7.18)

其中𝛼是初始的学习率，比如 0.001．
从上式可以看出，RMSProp算法和AdaGrad算法的区别在于𝐺𝑡的计算由

累积方式变成了指数衰减移动平均．在迭代过程中，每个参数的学习率并不是呈
衰减趋势，既可以变小也可以变大．

7.2.3.6 AdaDelta算法
AdaDelta算法[Zeiler, 2012]也是 AdaGrad算法的一个改进．和RMSprop

算法类似，AdaDelta算法通过梯度平方的指数衰减移动平均来调整学习率．此
外，AdaDelta算法还引入了每次参数更新差值Δ𝜃的平方的指数衰减权移动平均．
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第 𝑡次迭代时，参数更新差值Δ𝜃的平方的指数衰减权移动平均为

Δ𝑋2
𝑡−1 = 𝛽1Δ𝑋2

𝑡−2 + (1 − 𝛽1)Δ𝜃𝑡−1 ⊙Δ𝜃𝑡−1, (7.19)

其中𝛽1为衰减率．此时Δ𝜃𝑡还未知，因此只能计算到Δ𝑋𝑡−1．
AdaDelta算法的参数更新差值为

Δ𝜃𝑡 = −√
Δ𝑋2

𝑡−1 + 𝜖

√𝐺𝑡 + 𝜖
g𝑡, (7.20)

其中𝐺𝑡的计算方式和RMSprop算法一样（公式 (7.16)），Δ𝑋2
𝑡−1为参数更新差值

Δ𝜃的指数衰减权移动平均．
从上式可以看出，AdaDelta算法将RMSprop算法中的初始学习率𝛼改为动

态计算的√Δ𝑋2
𝑡−1，在一定程度上平抑了学习率的波动．

7.2.4 梯度估计修正
除了调整学习率之外，还可以进行梯度估计（Gradient Estimation）的修

正．从图7.3看出，在随机（小批量）梯度下降法中，如果每次选取样本数量比较
小，损失会呈现振荡的方式下降．也就是说，随机梯度下降方法中每次迭代的梯
度估计和整个训练集上的最优梯度并不一致，具有一定的随机性． 增加批量大小也是缓

解随机性的一种方式．
一种有效地缓

解梯度估计随机性的方式是通过使用最近一段时间内的平均梯度来代替当前时
刻的随机梯度来作为参数更新的方向，从而提高优化速度．

7.2.4.1 动量法
动量（Momentum）是模拟物理中的概念．一个物体的动量指的是该物体

在它运动方向上保持运动的趋势，是该物体的质量和速度的乘积．动量法（Mo-
mentum Method）是用之前积累动量来替代真正的梯度．每次迭代的梯度可以
看作加速度．

在第 𝑡次迭代时，计算负梯度的“加权移动平均”作为参数的更新方向，

Δ𝜃𝑡 = 𝜌Δ𝜃𝑡−1 − 𝛼𝒈𝑡 = −𝛼
𝑡
∑
𝜏=1

𝜌𝑡−𝜏𝒈𝜏, (7.21)

其中𝜌为动量因子，通常设为 0.9，𝛼为学习率．
这样，每个参数的实际更新差值取决于最近一段时间内梯度的加权平均值．

当某个参数在最近一段时间内的梯度方向不一致时，其真实的参数更新幅度变
小；相反，当在最近一段时间内的梯度方向都一致时，其真实的参数更新幅度变
大，起到加速作用．一般而言，在迭代初期，梯度方向都比较一致，动量法会起到
https://nndl.github.io/
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加速作用，可以更快地到达最优点．在迭代后期，梯度方向会不一致，在收敛值附
近振荡，动量法会起到减速作用，增加稳定性．从某种角度来说，当前梯度叠加上
部分的上次梯度，一定程度上可以近似看作二阶梯度．

7.2.4.2 Nesterov加速梯度
Nesterov加速梯度（Nesterov Accelerated Gradient，NAG）是一种对动量

法的改进 [Nesterov, 2013; Sutskever et al., 2013]，也称为Nesterov动量法（Nes-
terov Momentum）．

在动量法中，实际的参数更新方向Δ𝜃𝑡为上一步的参数更新方向Δ𝜃𝑡−1和当
前梯度的反方向−𝒈𝑡的叠加．这样，Δ𝜃𝑡可以被拆分为两步进行，先根据Δ𝜃𝑡−1更
新一次得到参数 ̂𝜃，再用−𝒈𝑡进行更新．

̂𝜃 = 𝜃𝑡−1 + 𝜌Δ𝜃𝑡−1, (7.22)

𝜃𝑡 = ̂𝜃 − 𝛼𝒈𝑡, (7.23)

其中梯度𝒈𝑡为点𝜃𝑡−1上的梯度，因此在第二步更新中有些不太合理．更合理的更
新方向应该为 ̂𝜃上的梯度．

这样，合并后的更新方向为

Δ𝜃𝑡 = 𝜌Δ𝜃𝑡−1 − 𝛼𝔤𝑡(𝜃𝑡−1 + 𝜌Δ𝜃𝑡−1), (7.24)

其中 𝔤𝑡(𝜃𝑡−1 + 𝜌Δ𝜃𝑡−1)表示损失函数在点 ̂𝜃 = 𝜃𝑡−1 + 𝜌Δ𝜃𝑡−1上的偏导数． 偏导数 𝔤𝑡的定义参见
公式(7.1)．图7.6给出了动量法和Nesterov加速梯度在参数更新时的比较．
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∘
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图 7.6 动量法和Nesterov加速梯度的比较

7.2.4.3 Adam算法
Adam算法（AdaptiveMomentEstimationAlgorithm）[Kingma et al., 2015]

可以看作动量法和RMSprop算法的结合，不但使用动量作为参数更新方向，而
且可以自适应调整学习率．
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Adam算法一方面计算梯度平方 g2𝑡 的指数加权平均（和RMSprop算法类
似），另一方面计算梯度g𝑡的指数加权平均（和动量法类似）．

𝑀𝑡 = 𝛽1𝑀𝑡−1 + (1 − 𝛽1)𝒈𝑡, (7.25)

𝐺𝑡 = 𝛽2𝐺𝑡−1 + (1 − 𝛽2)𝒈𝑡 ⊙ 𝒈𝑡, (7.26)

其中𝛽1和𝛽2分别为两个移动平均的衰减率，通常取值为𝛽1 = 0.9, 𝛽2 = 0.99．我
们可以把𝑀𝑡和𝐺𝑡分别看作梯度的均值（一阶矩）和未减去均值的方差（二阶
矩）．

假设𝑀0 = 0,𝐺0 = 0，那么在迭代初期𝑀𝑡和𝐺𝑡的值会比真实的均值和方差
要小．特别是当𝛽1和𝛽2都接近于 1时，偏差会很大．因此，需要对偏差进行修正．

参见习题7-2．

�̂�𝑡 =
𝑀𝑡

1 − 𝛽𝑡1
, (7.27)

̂𝐺𝑡 =
𝐺𝑡

1 − 𝛽𝑡2
. (7.28)

Adam算法的参数更新差值为

Δ𝜃𝑡 = − 𝛼

√ ̂𝐺𝑡 + 𝜖
�̂�𝑡, (7.29)

其中学习率𝛼通常设为 0.001，并且也可以进行衰减，比如𝛼𝑡 = 𝛼0/√𝑡．
Adam算法是RMSProp算法与动量法的结合，因此一种自然的Adam算法

的改进方法是引入Nesterov加速梯度，称为Nadam算法[Dozat, 2016]．

7.2.4.4 梯度截断
在深度神经网络或循环神经网络中，除了梯度消失之外，梯度爆炸也是影响

学习效率的主要因素．在基于梯度下降的优化过程中，如果梯度突然增大，用大
的梯度更新参数反而会导致其远离最优点．为了避免这种情况，当梯度的模大于
一定阈值时，就对梯度进行截断，称为梯度截断（Gradient Clipping）[Pascanu
et al., 2013]．

图7.7给出了一个循环神经网络的损失函数关于参数的曲面．图中的曲面为
只有一个隐藏神经元的循环神经网络ℎ𝑡 = 𝜎(𝑤ℎ𝑡−1 + 𝑏)的损失函数，其中𝑤和
𝑏为参数．假如ℎ0初始值为 0.3，损失函数为ℒ = (ℎ100 − 0.65)2．从图7.7中可以
看出，损失函数关于参数𝑤, 𝑏的梯度在某个区域会突然变大．

梯度截断是一种比较简单的启发式方法，把梯度的模限定在一个区间，当梯
度的模小于或大于这个区间时就进行截断．一般截断的方式有以下几种：
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图 7.7 梯度爆炸问题示例

按值截断 在第 𝑡次迭代时，梯度为 𝒈𝑡，给定一个区间 [𝑎, 𝑏]，如果一个参数的梯
度小于𝑎时，就将其设为𝑎；如果大于𝑏时，就将其设为𝑏．

𝒈𝑡 = max(min(𝒈𝑡, 𝑏), 𝑎). (7.30)

按模截断 按模截断是将梯度的模截断到一个给定的截断阈值𝑏．
如果 ‖𝒈𝑡‖2 ≤ 𝑏，保持𝒈𝑡不变．如果 ‖𝒈𝑡‖2 > 𝑏，令

𝒈𝑡 =
𝑏

‖𝒈𝑡‖
𝒈𝑡. (7.31)

截断阈值 𝑏是一个超参数，也可以根据一段时间内的平均梯度来自动调整． 在训练循环神经网络

时，按模截断是避免

梯度爆炸问题的有效

方法．

实验
中发现，训练过程对阈值 𝑏并不十分敏感，通常一个小的阈值就可以得到很好的
结果 [Pascanu et al., 2013]．

7.2.5 优化算法小结
本节介绍的几种优化方法大体上可以分为两类：1）调整学习率，使得优化

更稳定；2）梯度估计修正，优化训练速度．
表7.1汇总了本节介绍的几种神经网络常用优化算法．
这些优化算法可以使用下面公式来统一描述概括：

参见习题7-3．

Δ𝜃𝑡 = − 𝛼𝑡
√𝐺𝑡 + 𝜖

𝑀𝑡, (7.32)

𝐺𝑡 = 𝜓(𝒈1,⋯ , 𝒈𝑡), (7.33)

𝑀𝑡 = 𝜙(𝒈1,⋯ , 𝒈𝑡), (7.34)
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表 7.1 神经网络常用优化方法的汇总

类别 优化算法

学
习
率
调
整 固定衰减学习率 分段常数衰减、逆时衰减、（自然）指数衰减、余弦衰减

周期性学习率 循环学习率、SGDR
自适应学习率 AdaGrad、RMSprop、AdaDelta

梯度估计修正 动量法、Nesterov加速梯度、梯度截断

综合方法 Adam≈动量法+RMSprop

其中 𝒈𝑡是第 𝑡步的梯度；𝛼𝑡是第 𝑡步的学习率，可以进行衰减，也可以不变；𝜓(⋅)
是学习率缩放函数，可以取 1或历史梯度的模的移动平均；𝜙(⋅)是优化后的参数
更新方向，可以取当前的梯度𝒈𝑡或历史梯度的移动平均．

图7.8给出了这几种优化方法在MNIST数据集上收敛性的比较（学习率为
0.001，批量大小为 128）．

0 500 1000 1500 2000 2500 3000
iterations

10 2

10 1

100

lo
ss

SGD
Momentum
RMSprop
Adam
AdaGrad
AdaDelta

图 7.8 不同优化方法的比较

7.3 参数初始化
神经网络的参数学习是一个非凸优化问题．当使用梯度下降法来进行优化

网络参数时，参数初始值的选取十分关键，关系到网络的优化效率和泛化能力．
参数初始化的方式通常有以下三种：

https://nndl.github.io/
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（1） 预训练初始化：不同的参数初始值会收敛到不同的局部最优解．虽然
这些局部最优解在训练集上的损失比较接近，但是它们的泛化能力差异很大．一
个好的初始值会使得网络收敛到一个泛化能力高的局部最优解． 预训练初始化通常会

提升模型泛化能力的

一种解释是预训练任

务起到一定的正则化

作用．

通常情况下，一
个已经在大规模数据上训练过的模型可以提供一个好的参数初始值，这种初始
化方法称为预训练初始化（Pre-trained Initialization）．

预训练任务可以为监督学习或无监督学习任务．由于无监督学习任务更容
易获取大规模的训练数据，因此被广泛采用．预训练模型在目标任务上的学习过
程也称为精调（Fine-Tuning）．
（2） 随机初始化：在线性模型的训练（比如感知器和Logistic回归）中，我

们一般将参数全部初始化为 0．但是这在神经网络的训练中会存在一些问题．因
为如果参数都为 0，在第一遍前向计算时，所有的隐藏层神经元的激活值都相
同；在反向传播时，所有权重的更新也都相同，这样会导致隐藏层神经元没有区
分性．这种现象也称为对称权重现象．为了打破这个平衡，比较好的方式是对每
个参数都随机初始化（Random Initialization），使得不同神经元之间的区分性
更好．
（3） 固定值初始化：对于一些特殊的参数，我们可以根据经验用一个特殊

的固定值来进行初始化．比如偏置（Bias）通常用 0来初始化，但是有时可以设
置某些经验值以提高优化效率． 遗忘门参见公式(6.55)．在LSTM网络的遗忘门中，偏置通常初始化为 1
或 2，使得时序上的梯度变大．对于使用ReLU的神经元，有时也可以将偏置设为
0.01，使得ReLU神经元在训练初期更容易激活，从而获得一定的梯度来进行误
差反向传播．

虽然预训练初始化通常具有更好的收敛性和泛化性，但是灵活性不够，不能
在目标任务上任意地调整网络结构．因此，好的随机初始化方法对训练神经网络
模型来说依然十分重要．

随机初始化通常只应

用在神经网络的权重

矩阵上．

这里我们介绍三类常用的随机初始化方法：基于固定方
差的参数初始化、基于方差缩放的参数初始化和正交初始化方法．

7.3.1 基于固定方差的参数初始化
一种最简单的随机初始化方法是从一个固定均值（通常为 0）和方差𝜎2的

分布中采样来生成参数的初始值． 这里的“固定”的含义

是方差𝜎2为一个预设
值，和神经元的输入、

激活函数以及所在层

数无关．

基于固定方差的参数初始化方法主要有以下
两种：
（1） 高斯分布初始化：使用一个高斯分布𝒩(0, 𝜎2)对每个参数进行随机初

始化．
（2） 均匀分布初始化：在一个给定的区间 [−𝑟, 𝑟]内采用均匀分布来初始化
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参数．假设随机变量𝑥在区间 [𝑎, 𝑏]内均匀分布，则其方差为

var(𝑥) = (𝑏 − 𝑎)2
12 . (7.35)

因此，若使用区间为 [−𝑟, 𝑟]的均匀分布来采样，并满足 var(𝑥) = 𝜎2时，则 𝑟
的取值为

𝑟 = √3𝜎2. (7.36)

在基于固定方差的随机初始化方法中，比较关键的是如何设置方差𝜎2．如果
参数范围取的太小，一是会导致神经元的输出过小，经过多层之后信号就慢慢消
失了；二是还会使得 Sigmoid型激活函数丢失非线性的能力．以 Sigmoid型函数
为例，在0附近基本上是近似线性的．这样多层神经网络的优势也就不存在了．如
果参数范围取的太大，会导致输入状态过大．对于 Sigmoid型激活函数来说，激
活值变得饱和，梯度接近于 0，从而导致梯度消失问题．

为了降低固定方差对网络性能以及优化效率的影响，基于固定方差的随机
初始化方法一般需要配合逐层归一化来使用．

逐层归一化参见

第7.5节．

7.3.2 基于方差缩放的参数初始化
要高效地训练神经网络，给参数选取一个合适的随机初始化区间是非常重

要的．一般而言，参数初始化的区间应该根据神经元的性质进行差异化的设置．
如果一个神经元的输入连接很多，它的每个输入连接上的权重就应该小一些，
以避免神经元的输出过大（当激活函数为ReLU时）或过饱和（当激活函数为
Sigmoid函数时）．

初始化一个深度网络时，为了缓解梯度消失或爆炸问题，我们尽可能保持每
个神经元的输入和输出的方差一致，根据神经元的连接数量来自适应地调整初
始化分布的方差，这类方法称为方差缩放（Variance Scaling）．

7.3.2.1 Xavier初始化
假设在一个神经网络中，第 𝑙层的一个神经元𝑎(𝑙)，其接收前一层的𝑀𝑙−1个

神经元的输出𝑎(𝑙−1)𝑖 ，1 ≤ 𝑖 ≤ 𝑀𝑙−1，
偏置𝑏初始化为 0．

𝑎(𝑙) = 𝑓(
𝑀𝑙−1

∑
𝑖=1

𝑤(𝑙)
𝑖 𝑎(𝑙−1)𝑖 ), (7.37)

其中𝑓(⋅)为激活函数，𝑤(𝑙)
𝑖 为参数，𝑀𝑙−1是第 𝑙 − 1层神经元个数．为简单起见，

这里令激活函数𝑓(⋅)为恒等函数，即𝑓(𝑥) = 𝑥．
https://nndl.github.io/
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假设𝑤(𝑙)
𝑖 和𝑎(𝑙−1)𝑖 的均值都为 0，并且互相独立，则𝑎(𝑙)的均值为

𝔼[𝑎(𝑙)] = 𝔼[
𝑀𝑙−1

∑
𝑖=1

𝑤(𝑙)
𝑖 𝑎(𝑙−1)𝑖 ] =

𝑀𝑙−1

∑
𝑖=1

𝔼[𝑤(𝑙)
𝑖 ]𝔼[𝑎(𝑙−1)𝑖 ] = 0. (7.38)

𝑎(𝑙)的方差为

var(𝑎(𝑙)) = var (
𝑀𝑙−1

∑
𝑖=1

𝑤(𝑙)
𝑖 𝑎(𝑙−1)𝑖 ) (7.39)

=
𝑀𝑙−1

∑
𝑖=1

var(𝑤(𝑙)
𝑖 ) var(𝑎(𝑙−1)𝑖 ) (7.40)

= 𝑀𝑙−1 var(𝑤(𝑙)
𝑖 ) var(𝑎(𝑙−1)𝑖 ). (7.41)

也就是说，输入信号的方差在经过该神经元后被放大或缩小了𝑀𝑙−1 var(𝑤(𝑙)
𝑖 )倍．

为了使得在经过多层网络后，信号不被过分放大或过分减弱，我们尽可能保持每
个神经元的输入和输出的方差一致．这样𝑀𝑙−1 var(𝑤(𝑙)

𝑖 )设为 1比较合理，即

var(𝑤(𝑙)
𝑖 ) = 1

𝑀𝑙−1
. (7.42)

同理，为了使得在反向传播中，误差信号也不被放大或缩小，需要将𝑤(𝑙)
𝑖 的

方差保持为

参见习题7-4．var(𝑤(𝑙)
𝑖 ) = 1

𝑀𝑙
. (7.43)

作为折中，同时考虑信号在前向和反向传播中都不被放大或缩小，可以设置

var(𝑤(𝑙)
𝑖 ) = 2

𝑀𝑙−1 +𝑀𝑙
. (7.44)

在计算出参数的理想方差后，可以通过高斯分布或均匀分布来随机初始化
参数．若采用高斯分布来随机初始化参数，连接权重𝑤(𝑙)

𝑖 可以按𝒩(0, 2
𝑀𝑙−1+𝑀𝑙

)
的高斯分布进行初始化．若采用区间为 [−𝑟, 𝑟]的均匀分布来初始化𝑤(𝑙)

𝑖 ，则 𝑟的
取值为√

6
𝑀𝑙−1+𝑀𝑙

． 参见公式(7.36)．这种根据每层的神经元数量来自动计算初始化参数方差的

方法称为Xavier初始化[Glorot et al., 2010]． Xavier初始化方法中，
Xavier是发明者Xavier
Glorot的名字．Xavier
初始化也称为Glorot初
始化．

虽然在Xavier初始化中我们假设激活函数为恒等函数，但是Xavier初始化
也适用于Logistic函数和Tanh函数．这是因为神经元的参数和输入的绝对值通
常比较小，处于激活函数的线性区间．这时Logistic函数和Tanh函数可以近似为
线性函数．由于Logistic函数在线性区间的斜率约为 0.25，因此其参数初始化的
方差约为 16 × 2

𝑀𝑙−1+𝑀𝑙
．在实际应用中，使用Logistic函数或Tanh函数的神经层

通常将方差 2
𝑀𝑙−1+𝑀𝑙

乘以一个缩放因子𝜌． 𝜌根据经验设定．
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7.3.2.2 He初始化
当第 𝑙层神经元使用ReLU激活函数时，通常有一半的神经元输出为 0，因此

其分布的方差也近似为使用恒等函数时的一半．这样，只考虑前向传播时，参数
𝑤(𝑙)
𝑖 的理想方差为

var(𝑤(𝑙)
𝑖 ) = 2

𝑀𝑙−1
, (7.45) 参见习题7-5．

其中𝑀𝑙−1是第 𝑙 − 1层神经元个数．
因此当使用ReLU激活函数时，若采用高斯分布来初始化参数𝑤(𝑙)

𝑖 ，其方差
为 2

𝑀𝑙−1
；若采用区间为 [−𝑟, 𝑟]的均匀分布来初始化参数𝑤(𝑙)

𝑖 ，则 𝑟 = √
6

𝑀𝑙−1
．这

种初始化方法称为He初始化[He et al., 2015]． He初始化也称为
Kaiming初始化．表7.2给出了Xavier初始化和He初始化的具体设置情况．

表 7.2 Xavier初始化和He初始化的具体设置情况

初始化方法 激活函数 均匀分布 [−𝑟, 𝑟] 高斯分布𝒩(0, 𝜎2)

Xavier初始化 Logistic 𝑟 = 4√
6

𝑀𝑙−1+𝑀𝑙
𝜎2 = 16 × 2

𝑀𝑙−1+𝑀𝑙

Xavier初始化 Tanh 𝑟 = √
6

𝑀𝑙−1+𝑀𝑙
𝜎2 = 2

𝑀𝑙−1+𝑀𝑙

He初始化 ReLU 𝑟 = √
6

𝑀𝑙−1
𝜎2 = 2

𝑀𝑙−1

7.3.3 正交初始化
上面介绍的两种基于方差的初始化方法都是对权重矩阵中的每个参数进行

独立采样．由于采样的随机性，采样出来的权重矩阵依然可能存在梯度消失或梯
度爆炸问题．

假设一个𝐿层的等宽线性网络（激活函数为恒等函数）为 这里假设每一层的偏

置初始化为 0．

𝒚 = 𝑾 (𝐿)𝑾 (𝐿−1)⋯𝑾 (1)𝒙, (7.46)

其中𝑾 (𝑙) ∈ ℝ𝑀×𝑀(1 ≤ 𝑙 ≤ 𝐿)为神经网络的第 𝑙层权重矩阵． 误差项参见公式(4.63)．在反向传播中，
误差项 𝛿的反向传播公式为 𝛿(𝑙−1) = (𝑾 (𝑙))T𝛿(𝑙)．为了避免梯度消失或梯度爆炸
问题，我们希望误差项在反向传播中具有范数保持性（Norm-Preserving），即
‖𝛿(𝑙−1)‖2 = ‖𝛿(𝑙)‖2 = ‖(𝑾 (𝑙))T𝛿(𝑙)‖2．如果我们以均值为 0、方差为 1

𝑀
的高斯分

布来随机生成权重矩阵𝑾 (𝑙)中每个元素的初始值，那么当𝑀 → ∞时，范数保持
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性成立．但是当𝑀不足够大时，这种对每个参数进行独立采样的初始化方式难以
保证范数保持性．

因此，一种更加直接的方式是将𝑾 (𝑙)初始化为正交矩阵，即𝑾 (𝑙)(𝑾 (𝑙))T =
𝐼，这种方法称为正交初始化（Orthogonal Initialization）[Saxe et al., 2014]．正
交初始化的具体实现过程可以分为两步：1）用均值为 0、方差为 1的高斯分布初
始化一个矩阵；2）将这个矩阵用奇异值分解得到两个正交矩阵，并使用其中之
一作为权重矩阵．

奇 异 值 分 解 参 见

第A.2.6.2节．

根据正交矩阵的性质，这个线性网络在信息的前向传播过程和误差的反向
传播过程中都具有范数保持性，从而可以避免在训练开始时就出现梯度消失或
梯度爆炸现象．

正交初始化通常用在

循环神经网络中循环

边上的权重矩阵上．

当在非线性神经网络中应用正交初始化时，通常需要将正交矩阵乘以一个
缩放系数𝜌．比如当激活函数为ReLU时，激活函数在0附近的平均梯度可以近似
为 0.5．为了保持范数不变，缩放系数𝜌可以设置为√2．

7.4 数据预处理
一般而言，样本特征由于来源以及度量单位不同，它们的尺度（Scale）（即

取值范围）往往差异很大．以描述长度的特征为例，当用“米”作单位时令其值为
𝑥，那么当用“厘米”作单位时其值为 100𝑥．不同机器学习模型对数据特征尺度的
敏感程度不一样．如果一个机器学习算法在缩放全部或部分特征后不影响它的
学习和预测，我们就称该算法具有尺度不变性（Scale Invariance）．比如线性分
类器是尺度不变的，而最近邻分类器就是尺度敏感的．当我们计算不同样本之间
的欧氏距离时，尺度大的特征会起到主导作用．因此，对于尺度敏感的模型，必须
先对样本进行预处理，将各个维度的特征转换到相同的取值区间，并且消除不同
特征之间的相关性，才能获得比较理想的结果．

从理论上，神经网络应该具有尺度不变性，可以通过参数的调整来适应不
同特征的尺度．但尺度不同的输入特征会增加训练难度．假设一个只有一层的
网络 𝑦 = tanh(𝑤1𝑥1 + 𝑤2𝑥2 + 𝑏)，其中 𝑥1 ∈ [0, 10]，𝑥2 ∈ [0, 1]．之前我们提
到 tanh函数的导数在区间 [−2, 2]上是敏感的，其余的导数接近于 0．因此，如果
𝑤1𝑥1 + 𝑤2𝑥2 + 𝑏过大或过小，都会导致梯度过小，难以训练．为了提高训练效率，
我们需要使𝑤1𝑥1 + 𝑤2𝑥2 + 𝑏在 [−2, 2]区间，因此需要将𝑤1设得小一点，比如在
[−0.1, 0.1]之间．可以想象，如果数据维数很多时，我们很难这样精心去选择每一
个参数．因此，如果每一个特征的尺度相似，比如 [0, 1]或者 [−1, 1]，我们就不太
需要区别对待每一个参数，从而减少人工干预．

除了参数初始化比较困难之外，不同输入特征的尺度差异比较大时，梯
https://nndl.github.io/
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度下降法的效率也会受到影响．图7.9给出了数据归一化对梯度的影响．其中，
图7.9a为未归一化数据的等高线图．尺度不同会造成在大多数位置上的梯度方向
并不是最优的搜索方向．当使用梯度下降法寻求最优解时，会导致需要很多次迭
代才能收敛．如果我们把数据归一化为相同尺度，如图7.9b所示，大部分位置的
梯度方向近似于最优搜索方向．这样，在梯度下降求解时，每一步梯度的方向都
基本指向最小值，训练效率会大大提高．

𝑤2

𝑤1

(a)未归一化数据的梯度

𝑤2

𝑤1

(b)归一化数据的梯度

图 7.9 数据归一化对梯度的影响

归一化（Normalization）方法泛指把数据特征转换为相同尺度的方法，比
如把数据特征映射到 [0, 1]或 [−1, 1]区间内，或者映射为服从均值为 0、方差为 1
的标准正态分布．归一化的方法有很多种，比如之前我们介绍的 Sigmoid型函数
等都可以将不同尺度的特征挤压到一个比较受限的区间．这里，我们介绍几种在
神经网络中经常使用的归一化方法．
最小最大值归一化 最小最大值归一化（Min-Max Normalization）是一种非
常简单的归一化方法，通过缩放将每一个特征的取值范围归一到 [0, 1]或 [−1, 1]
之间．假设有𝑁个样本 {𝒙(𝑛)}𝑁𝑛=1，对于每一维特征𝑥，归一化后的特征为

̂𝑥(𝑛) = 𝑥(𝑛) −min𝑛(𝑥(𝑛))
max𝑛(𝑥(𝑛)) −min𝑛(𝑥(𝑛))

, (7.47)

其中min(𝑥)和max(𝑥)分别是特征𝑥在所有样本上的最小值和最大值．
标准化 标准化（Standardization）也叫Z值归一化（Z-Score Normalization），
来源于统计上的标准分数．将每一个维特征都调整为均值为 0，方差为 1．假设有
𝑁个样本 {𝒙(𝑛)}𝑁𝑛=1，对于每一维特征𝑥，我们先计算它的均值和方差：

𝜇 = 1
𝑁

𝑁
∑
𝑛=1

𝑥(𝑛), (7.48)

𝜎2 = 1
𝑁

𝑁
∑
𝑛=1

(𝑥(𝑛) − 𝜇)2. (7.49)
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然后，将特征𝑥(𝑛)减去均值，并除以标准差，得到新的特征值 ̂𝑥(𝑛)：

̂𝑥(𝑛) = 𝑥(𝑛) − 𝜇
𝜎 , (7.50)

其中标准差𝜎不能为 0．如果标准差为 0，说明这一维特征没有任何区分性，可以
直接删掉．
白化 白化（Whitening）是一种重要的预处理方法，用来降低输入数据特征之
间的冗余性．输入数据经过白化处理后，特征之间相关性较低，并且所有特征具
有相同的方差．白化的一个主要实现方式是使用主成分分析（Principal Compo-
nent Analysis，PCA）方法去除掉各个成分之间的相关性． 参见第9.1.1节．

图7.10给出了标准归一化和PCA白化的比较．
原始数据 标准归一化 PCA白化

图 7.10 标准归一化和PCA白化

7.5 逐层归一化
逐层归一化（Layer-wise Normalization）是将传统机器学习中的数据归一

化方法应用到深度神经网络中，对神经网络中隐藏层的输入进行归一化，从而使
得网络更容易训练．

这里的逐层归一化方

法是指可以应用在深

度神经网络中的任何

一个中间层．实际上并

不需要对所有层进行

归一化．

逐层归一化可以有效提高训练效率的原因有以下几个方面：
（1） 更好的尺度不变性：在深度神经网络中，一个神经层的输入是之前神

经层的输出．给定一个神经层 𝑙，它之前的神经层 (1,⋯ , 𝑙 − 1)的参数变化会导
致其输入的分布发生较大的改变．当使用随机梯度下降来训练网络时，每次参数
更新都会导致该神经层的输入分布发生改变．越高的层，其输入分布会改变得越
明显．就像一栋高楼，低楼层发生一个较小的偏移，可能会导致高楼层较大的偏
移．从机器学习角度来看，如果一个神经层的输入分布发生了改变，那么其参数
需要重新学习，这种现象叫作内部协变量偏移（Internal Covariate Shift）． 协 变 量 偏 移 参 见

第10.4.2节．
为了

缓解这个问题，我们可以对每一个神经层的输入进行归一化操作，使其分布保持
稳定．
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把每个神经层的输入分布都归一化为标准正态分布，可以使得每个神经层
对其输入具有更好的尺度不变性．不论低层的参数如何变化，高层的输入保持相
对稳定．另外，尺度不变性可以使得我们更加高效地进行参数初始化以及超参
选择．
（2） 更平滑的优化地形：逐层归一化一方面可以使得大部分神经层的输入

处于不饱和区域，从而让梯度变大，避免梯度消失问题；另一方面还可以使得
神经网络的优化地形（Optimization Landscape）更加平滑，以及使梯度变得更
加稳定，从而允许我们使用更大的学习率，并提高收敛速度 [Bjorck et al., 2018;
Santurkar et al., 2018]．

下面介绍几种比较常用的逐层归一化方法：批量归一化、层归一化、权重归
一化和局部响应归一化．

7.5.1 批量归一化
批量归一化（Batch Normalization，BN）方法 [Ioffe et al., 2015]是一种有

效的逐层归一化方法，可以对神经网络中任意的中间层进行归一化操作．
批量归一化的提出动

机是为了解决内部

协方差偏移问题，但

后来的研究者发现

其主要优点是归一化

会导致更平滑的优化

地形 [Santurkar et al.,
2018]．

对于一个深度神经网络，令第 𝑙层的净输入为 𝒛(𝑙)，神经元的输出为𝒂(𝑙)，即

𝒂(𝑙) = 𝑓(𝒛(𝑙)) = 𝑓(𝑾𝒂(𝑙−1) + 𝒃), (7.51)

其中𝑓(⋅)是激活函数，𝑾和𝒃是可学习的参数．
为了提高优化效率，就要使得净输入 𝒛(𝑙)的分布一致，比如都归一化到标准

正态分布．虽然归一化操作也可以应用在输入𝒂(𝑙−1)上，但归一化 𝒛(𝑙)更加有利
于优化． 参见习题7-6．因此，在实践中归一化操作一般应用在仿射变换（Affine Transforma-
tion）𝑾𝒂(𝑙−1) + 𝒃之后、激活函数之前．

利用第7.4节中介绍的数据预处理方法对 𝒛(𝑙)进行归一化，相当于每一层都
进行一次数据预处理，从而加速收敛速度．但是逐层归一化需要在中间层进行操
作，要求效率比较高，因此复杂度比较高的白化方法就不太合适．为了提高归一
化效率，一般使用标准化将净输入 𝒛(𝑙)的每一维都归一到标准正态分布．

𝜖是为了保持数值稳定
性而设置的非常小的

常数．

̂𝒛(𝑙) = 𝒛(𝑙) − 𝔼[𝒛(𝑙)]
√var(𝒛(𝑙)) + 𝜖

, (7.52)

其中𝔼[𝒛(𝑙)]和 var(𝒛(𝑙))是指当前参数下，𝒛(𝑙)的每一维在整个训练集上的期望和
方差．因为目前主要的优化算法是基于小批量的随机梯度下降法，所以准确地计
算𝒛(𝑙)的期望和方差是不可行的．因此，𝒛(𝑙)的期望和方差通常用当前小批量样本
集的均值和方差近似估计．
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给定一个包含 𝐾个样本的小批量样本集合，第 𝑙层神经元的净输入 𝒛(1,𝑙),
⋯ , 𝒛(𝐾,𝑙)的均值和方差为

𝝁ℬ = 1
𝐾

𝐾
∑
𝑘=1

𝒛(𝑘,𝑙), (7.53)

𝝈2ℬ = 1
𝐾

𝐾
∑
𝑘=1

(𝒛(𝑘,𝑙) − 𝝁ℬ) ⊙ (𝒛(𝑘,𝑙) − 𝝁ℬ). (7.54)

对净输入 𝒛(𝑙)的标准归一化会使得其取值集中到 0附近，如果使用 Sigmoid
型激活函数时，这个取值区间刚好是接近线性变换的区间，减弱了神经网络的非
线性性质．因此，为了使得归一化不对网络的表示能力造成负面影响，可以通过
一个附加的缩放和平移变换改变取值区间．

参见习题7-7．̂𝒛(𝑙) = 𝒛(𝑙) − 𝝁ℬ

√𝝈2ℬ + 𝜖
⊙ 𝜸 + 𝜷 (7.55)

≜ BN𝜸,𝜷(𝒛(𝑙)), (7.56)

其中𝜸和𝜷分别代表缩放和平移的参数向量．从最保守的角度考虑，可以通过标
准归一化的逆变换来使得归一化后的变量可以被还原为原来的值．当𝜸 = √𝝈2ℬ，
𝜷 = 𝝁ℬ时， ̂𝒛(𝑙) = 𝒛(𝑙)．

批量归一化操作可以看作一个特殊的神经层，加在每一层非线性激活函数
之前，即

𝒂(𝑙) = 𝑓(BN𝜸,𝜷(𝒛(𝑙))) = 𝑓 (BN𝜸,𝜷(𝑾𝒂(𝑙−1))) , (7.57)

其中因为批量归一化本身具有平移变换，所以仿射变换𝑾𝒂(𝑙−1)不再需要偏置
参数．

这里要注意的是，每次小批量样本的𝝁ℬ和方差𝝈2ℬ是净输入 𝒛(𝑙)的函数，而
不是常量．因此在计算参数梯度时需要考虑𝝁ℬ和𝝈2ℬ的影响．当训练完成时，用
整个数据集上的均值𝝁和方差𝝈来分别代替每次小批量样本的𝝁ℬ和方差𝝈2ℬ．在
实践中，𝝁ℬ和𝝈2ℬ也可以用移动平均来计算．

值得一提的是，逐层归一化不但可以提高优化效率，还可以作为一种隐形的
正则化方法．在训练时，神经网络对一个样本的预测不仅和该样本自身相关，也
和同一批次中的其他样本相关．由于在选取批次时具有随机性，因此使得神经网
络不会“过拟合”到某个特定样本，从而提高网络的泛化能力 [Luo et al., 2018]．
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7.5.2 层归一化
批量归一化是对一个中间层的单个神经元进行归一化操作，因此要求小批

量样本的数量不能太小，否则难以计算单个神经元的统计信息．此外，如果一个
神经元的净输入的分布在神经网络中是动态变化的，比如循环神经网络，那么就
无法应用批量归一化操作． 参见习题7-8．

层归一化（Layer Normalization）[Ba et al., 2016]是和批量归一化非常类
似的方法．和批量归一化不同的是，层归一化是对一个中间层的所有神经元进行
归一化．

对于一个深度神经网络，令第 𝑙层神经元的净输入为 𝒛(𝑙)，其均值和方差为

𝜇(𝑙) = 1
𝑀𝑙

𝑀𝑙

∑
𝑖=1

𝑧(𝑙)𝑖 , (7.58)

𝜎(𝑙)2 = 1
𝑀𝑙

𝑀𝑙

∑
𝑖=1
(𝑧(𝑙)𝑖 − 𝜇(𝑙))2, (7.59)

其中𝑀𝑙为第 𝑙层神经元的数量．
层归一化定义为

̂𝒛(𝑙) = 𝒛(𝑙) − 𝜇(𝑙)

√𝜎(𝑙)2 + 𝜖
⊙ 𝜸 + 𝜷 (7.60)

≜ LN𝜸,𝜷(𝒛(𝑙)), (7.61)

其中𝜸和𝜷分别代表缩放和平移的参数向量，和 𝒛(𝑙)维数相同．
循环神经网络中的层归一化 层归一化可以应用在循环神经网络中，对循环神
经层进行归一化操作．假设在时刻 𝑡，循环神经网络的隐藏层为𝒉𝑡，其层归一化的
更新为 参见公式(6.6)．

𝒛𝑡 = 𝑼𝒉𝑡−1 +𝑾𝒙𝑡, (7.62)

𝒉𝑡 = 𝑓(LN𝜸,𝜷(𝒛𝑡)), (7.63)

其中输入为𝒙𝑡为第 𝑡时刻的输入，𝑼和𝑾为网络参数．
在标准循环神经网络中，循环神经层的净输入一般会随着时间慢慢变大或

变小，从而导致梯度爆炸或消失．而层归一化的循环神经网络可以有效地缓解这
种状况．

层归一化和批量归一化整体上是十分类似的，差别在于归一化的方法不同．
对于𝐾个样本的一个小批量集合 𝒁(𝑙) = [𝒛(1,𝑙);⋯ ; 𝒛(𝐾,𝑙)]，层归一化是对矩阵
𝒁(𝑙)的每一列进行归一化，而批量归一化是对每一行进行归一化．一般而言，批量
归一化是一种更好的选择．当小批量样本数量比较小时，可以选择层归一化．
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7.5.3 权重归一化
权重归一化（Weight Normalization）[Salimans et al., 2016]是对神经网络

的连接权重进行归一化，通过再参数化（Reparameterization）方法，将连接权
重分解为长度和方向两种参数．假设第 𝑙层神经元𝒂(𝑙) = 𝑓(𝑾𝒂(𝑙−1)+𝒃)，我们将
𝑾再参数化为

𝑾𝑖,∶ =
𝑔𝑖
‖𝒗𝑖‖

𝒗𝑖, 1 ≤ 𝑖 ≤ 𝑀𝑙 (7.64)

其中𝑾𝑖,∶表示权重𝑾的第 𝑖行，𝑀𝑙为神经元数量．新引入的参数 𝑔𝑖为标量，𝒗𝑖和
𝒂(𝑙−1)维数相同．

由于在神经网络中权重经常是共享的，权重数量往往比神经元数量要少，因
此权重归一化的开销会比较小．

7.5.4 局部响应归一化
局部响应归一化（Local ResponseNormalization，LRN）[Krizhevsky et al.,

2012]是一种受生物学启发的归一化方法，通常用在基于卷积的图像处理上．
假设一个卷积层的输出特征映射 𝒀 ∈ ℝ𝑀′×𝑁′×𝑃为三维张量，其中每个切片

矩阵𝒀𝑝 ∈ ℝ𝑀′×𝑁′为一个输出特征映射，1 ≤ 𝑝 ≤ 𝑃． 参见公式(5.24)．

局部响应归一化是对邻近的特征映射进行局部归一化．

̂𝒀𝑝 = 𝒀𝑝/ (𝑘 + 𝛼∑min(𝑃,𝑝+ 𝑛
2
)

𝑗=max(1,𝑝− 𝑛
2
)(𝒀

𝑗)2)
𝛽

(7.65)

≜ LRN𝑛,𝑘,𝛼,𝛽(𝒀𝑝), (7.66)

其中除和幂运算都是按元素运算，𝑛, 𝑘, 𝛼, 𝛽为超参，𝑛为局部归一化的特征窗口
大小．在AlexNet中，这些超参的取值为𝑛 = 5, 𝑘 = 2, 𝛼 = 10e−4, 𝛽 = 0.75．

局部响应归一化和层归一化都是对同层的神经元进行归一化．不同的是，局
部响应归一化应用在激活函数之后，只是对邻近的神经元进行局部归一化，并且
不减去均值．

邻近的神经元指对应

同样位置的邻近特征

映射．
局部响应归一化和生物神经元中的侧抑制（lateral inhibition）现象比较类

似，即活跃神经元对相邻神经元具有抑制作用．当使用ReLU作为激活函数时，神
经元的活性值是没有限制的，局部响应归一化可以起到平衡和约束作用．如果一
个神经元的活性值非常大，那么和它邻近的神经元就近似地归一化为 0，从而起
到抑制作用，增强模型的泛化能力．最大汇聚也具有侧抑制作用．但最大汇聚是
对同一个特征映射中的邻近位置中的神经元进行抑制，而局部响应归一化是对
同一个位置的邻近特征映射中的神经元进行抑制．
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7.6 超参数优化
在神经网络中，除了可学习的参数之外，还存在很多超参数．这些超参数对

网络性能的影响也很大．不同的机器学习任务往往需要不同的超参数．常见的超
参数有以下三类：
（1） 网络结构，包括神经元之间的连接关系、层数、每层的神经元数量、激

活函数的类型等．
（2） 优化参数，包括优化方法、学习率、小批量的样本数量等．
（3） 正则化系数．
超参数优化（Hyperparameter Optimization）主要存在两方面的困难：1）

超参数优化是一个组合优化问题，无法像一般参数那样通过梯度下降方法来优
化，也没有一种通用有效的优化方法；2）评估一组超参数配置（Configuration）
的时间代价非常高，从而导致一些优化方法（比如演化算法（Evolution Algo-
rithm））在超参数优化中难以应用．

假设一个神经网络中总共有𝐾个超参数，每个超参数配置表示为一个向量
𝒙 ∈ 𝒳，𝒳 ⊂ ℝ𝐾 是超参数配置的取值空间．超参数优化的目标函数定义为
𝑓(𝒙) ∶ 𝒳 → ℝ，𝑓(𝒙)是衡量一组超参数配置𝒙效果的函数，一般设置为开发集
上的错误率．目标函数𝑓(𝒙)可以看作一个黑盒（black-box）函数，不需要知道其
具体形式．虽然在神经网络的超参数优化中，𝑓(𝒙)的函数形式已知，但𝑓(𝒙)不是
关于𝒙的连续函数，并且𝒙不同，𝑓(𝒙)的函数形式也不同，因此无法使用梯度下
降等优化方法．

对于超参数的配置，比较简单的方法有网格搜索、随机搜索、贝叶斯优化、动
态资源分配和神经架构搜索．

7.6.1 网格搜索
网格搜索（Grid Search）是一种通过尝试所有超参数的组合来寻址合适一

组超参数配置的方法．假设总共有𝐾个超参数，第𝑘个超参数的可以取𝑚𝑘个值．
那么总共的配置组合数量为𝑚1 × 𝑚2 ×⋯ × 𝑚𝐾．如果超参数是连续的，可以将
超参数离散化，选择几个“经验”值．比如学习率𝛼，我们可以设置

𝛼 ∈ {0.01, 0.1, 0.5, 1.0}.

一般而言，对于连续的超参数，我们不能按等间隔的方式进行离散化，需要根据
超参数自身的特点进行离散化．

网格搜索根据这些超参数的不同组合分别训练一个模型，然后测试这些模
型在开发集上的性能，选取一组性能最好的配置．
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7.6.2 随机搜索
不同超参数对模型性能的影响有很大差异．有些超参数（比如正则化系数）

对模型性能的影响有限，而另一些超参数（比如学习率）对模型性能影响比较
大．在这种情况下，采用网格搜索会在不重要的超参数上进行不必要的尝试．一
种在实践中比较有效的改进方法是对超参数进行随机组合，然后选取一个性能
最好的配置，这就是随机搜索（Random Search）[Bergstra et al., 2012]．随机搜
索在实践中更容易实现，一般会比网格搜索更加有效．

网格搜索和随机搜索都没有利用不同超参数组合之间的相关性，即如果模
型的超参数组合比较类似，其模型性能也是比较接近的．因此这两种搜索方式一
般都比较低效．下面我们介绍两种自适应的超参数优化方法：贝叶斯优化和动态
资源分配．

7.6.3 贝叶斯优化
贝叶斯优化（Bayesian optimization）[Bergstra et al., 2011; Snoek et al.,

2012]是一种自适应的超参数优化方法，根据当前已经试验的超参数组合，来预
测下一个可能带来最大收益的组合．

一种比较常用的贝叶斯优化方法为时序模型优化（SequentialModel-Based
Optimization，SMBO）[Hutter et al., 2011]． 高斯过程参见

第D.3.2节．
假设超参数优化的函数𝑓(𝒙)服从高

斯过程，则𝑝(𝑓(𝒙)|𝒙)为一个正态分布．贝叶斯优化过程是根据已有的𝑁组试验
结果ℋ = {𝒙𝑛, 𝑦𝑛}𝑁𝑛=1（𝑦𝑛为𝑓(𝒙𝑛)的观测值）来建模高斯过程，并计算𝑓(𝒙)的
后验分布𝑝𝒢𝒫(𝑓(𝒙)|𝒙,ℋ)．

为了使得𝑝𝒢𝒫(𝑓(𝒙)|𝒙,ℋ)接近其真实分布，就需要对样本空间进行足够多
的采样．但是超参数优化中每一个样本的生成成本很高，需要用尽可能少的样本
来使得𝑝𝜃(𝑓(𝒙)|𝒙,ℋ)接近于真实分布．因此，需要通过定义一个收益函数（Ac-
quisition Function）𝑎(𝑥,ℋ)来判断一个样本是否能够给建模𝑝𝜃(𝑓(𝒙)|𝒙,ℋ)提
供更多的收益．收益越大，其修正的高斯过程会越接近目标函数的真实分布．

收益函数的定义有很多种方式．一个常用的是期望改善（Expected Improve-
ment，EI）函数．假设 𝑦∗ = min{𝑦𝑛, 1 ≤ 𝑛 ≤ 𝑁}是当前已有样本中的最优值，期
望改善函数为，

EI(𝒙,ℋ) = ∫
∞

−∞
max(𝑦∗ − 𝑦, 0)𝑝𝒢𝒫(𝑦|𝒙,ℋ)d𝑦. (7.67)

期望改善是定义一个样本𝒙在当前模型𝑝𝒢𝒫(𝑓(𝒙)|𝒙,ℋ)下，𝑓(𝒙)超过最好结果
𝑦∗的期望．除了期望改善函数之外，收益函数还有其他定义形式，比如改善概
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率（Probability of Improvement）、高斯过程置信上界（GP Upper Confidence
Bound，GP-UCB）等．

时序模型优化方法如算法7.1所示．贝叶斯优化的一个缺点是高斯过程建模
需要计算协方差矩阵的逆，时间复杂度是𝑂(𝑁3)，因此不能很好地处理高维情
况．深度神经网络的超参数一般比较多，为了使用贝叶斯优化来搜索神经网络
的超参数，需要一些更高效的高斯过程建模．也有一些方法可以将时间复杂度从
𝑂(𝑁3)降低到𝑂(𝑁)[Snoek et al., 2015]．

算法 7.1 时序模型优化（SMBO）方法
输入:优化目标函数𝑓(𝒙)，迭代次数𝑇，收益函数𝑎(𝑥,ℋ)

1 ℋ ← ∅;
2 随机初始化高斯过程，并计算𝑝𝒢𝒫(𝑓(𝒙)|𝒙,ℋ);
3 for 𝑡 ← 1 to 𝑇 do
4 𝒙′ ← argmax𝑥 𝑎(𝑥,ℋ);
5 评价𝑦′ = 𝑓(𝒙′) ; // 代价高
6 ℋ ←ℋ ∪ (𝒙′, 𝑦′);
7 根据ℋ重新建模高斯过程，并计算𝑝𝒢𝒫(𝑓(𝒙)|𝒙,ℋ);
8 end
输出:ℋ

7.6.4 动态资源分配
在超参数优化中，每组超参数配置的评估代价比较高．如果我们可以在较早

的阶段就估计出一组配置的效果会比较差，那么我们就可以中止这组配置的评
估，将更多的资源留给其他配置． 多臂赌博机问题参见

第14.1.1节．
这个问题可以归结为多臂赌博机问题的一个泛

化问题：最优臂问题（Best-Arm Problem），即在给定有限的机会次数下，如何玩
这些赌博机并找到收益最大的臂．和多臂赌博机问题类似，最优臂问题也是在利
用和探索之间找到最佳的平衡．

由于目前神经网络的优化方法一般都采取随机梯度下降，因此我们可以通
过一组超参数的学习曲线来预估这组超参数配置是否有希望得到比较好的结
果．如果一组超参数配置的学习曲线不收敛或者收敛比较差，我们可以应用早
期停止（Early-Stopping）策略来中止当前的训练．

动态资源分配的关键是将有限的资源分配给更有可能带来收益的超参数
组合．一种有效方法是逐次减半（Successive Halving）方法 [Jamieson et al.,
2016]，将超参数优化看作一种非随机的最优臂问题．假设要尝试𝑁组超参数配
置，总共可利用的资源预算（摇臂的次数）为𝐵，我们可以通过𝑇 = ⌈log2(𝑁)⌉ − 1
轮逐次减半的方法来选取最优的配置，具体过程如算法7.2所示．
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算法 7.2 一种逐次减半的动态资源分配方法
输入:预算𝐵，𝑁个超参数配置 {𝒙𝑛}𝑁𝑛=1

1 𝑇 ← ⌈log2(𝑁)⌉ − 1;
2 随机初始化𝒮0 = {𝒙𝑛}𝑁𝑛=1;
3 for 𝑡 ← 1 to 𝑇 do
4 𝑟𝑡 ← ⌊ 𝐵

|𝒮𝑡| × 𝑇
⌋;

5 给𝑆𝑡中的每组配置分配 𝑟𝑡的资源;
6 运行𝑆𝑡所有配置，评估结果为𝒚𝑡;
7 根据评估结果，选取 |𝑆𝑡|/2组最优的配置 𝒮𝑡 ← argmax(𝒮𝑡, 𝒚𝑡, |𝒮𝑡|/2) ;

// argmax(𝒮, 𝒚,𝑚)为从集合𝒮中选取𝑚个元素，对应最优的𝑚个评估结果．
8 end
输出:最优配置𝒮𝐾

在逐次减半方法中，尝试的超参数配置数量𝑁十分关键．如果𝑁越大，得到
最佳配置的机会也越大，但每组配置分到的资源就越少，这样早期的评估结果可
能不准确．反之，如果𝑁越小，每组超参数配置的评估会越准确，但有可能无法
得到最优的配置．因此，如何设置𝑁是平衡“利用-探索”的一个关键因素．一种
改进的方法是HyperBand方法 [Li et al., 2017b]，通过尝试不同的𝑁来选取最优
参数．

7.6.5 神经架构搜索
上面介绍的超参数优化方法都是在固定（或变化比较小）的超参数空间𝒳

中进行最优配置搜索，而最重要的神经网络架构一般还是需要由有经验的专家
来进行设计．

从某种角度来讲，深度

学习使得机器学习中

的“特征工程”问题转

变为“网络架构工程”

问题．神经架构搜索（Neural Architecture Search，NAS）[Zoph et al., 2017]是一
个新的比较有前景的研究方向，通过神经网络来自动实现网络架构的设计．一个
神经网络的架构可以用一个变长的字符串来描述．利用元学习的思想，神经架构
搜索利用一个控制器来生成另一个子网络的架构描述．控制器可以由一个循环
神经网络来实现．控制器的训练可以通过强化学习来完成，其奖励信号为生成的
子网络在开发集上的准确率．

强化学习参见

第14.1节．

7.7 网络正则化
机器学习模型的关键是泛化问题，即在样本真实分布上的期望风险最小化．

而训练数据集上的经验风险最小化和期望风险并不一致．由于神经网络的拟合
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能力非常强，其在训练数据上的错误率往往都可以降到非常低，甚至可以到 0，从
而导致过拟合．因此，如何提高神经网络的泛化能力反而成为影响模型能力的最
关键因素． 参见第2.8.1节．

正则化（Regularization）是一类通过限制模型复杂度，从而避免过拟合，提
高泛化能力的方法，比如引入约束、增加先验、提前停止等．

在传统的机器学习中，提高泛化能力的方法主要是限制模型复杂度，比如
采用 ℓ1和 ℓ2正则化等方式．而在训练深度神经网络时，特别是在过度参数化
（Over-Parameterization）时，ℓ1和ℓ2正则化的效果往往不如浅层机器学习模型
中显著．

过度参数化是指模型

参数的数量远远大于

训练数据的数量．因此训练深度学习模型时，往往还会使用其他的正则化方法，比如数据
增强、提前停止、丢弃法、集成法等．

7.7.1 ℓ1和ℓ2正则化
ℓ1和ℓ2正则化是机器学习中最常用的正则化方法，通过约束参数的ℓ1和ℓ2

范数来减小模型在训练数据集上的过拟合现象． 范数参见第A.1.3节．

通过加入ℓ1和ℓ2正则化，优化问题可以写为

𝜃∗ = argmin
𝜃

1
𝑁

𝑁
∑
𝑛=1

ℒ(𝑦(𝑛), 𝑓(𝒙(𝑛); 𝜃)) + 𝜆ℓ𝑝(𝜃), (7.68)

其中ℒ(⋅)为损失函数，𝑁为训练样本数量，𝑓(⋅)为待学习的神经网络，𝜃为其参数，
ℓ𝑝为范数函数，𝑝的取值通常为 {1, 2}代表ℓ1和ℓ2范数，𝜆为正则化系数．

带正则化的优化问题等价于下面带约束条件的优化问题， 参见第C.1.2节．

𝜃∗ = argmin
𝜃

1
𝑁

𝑁
∑
𝑛=1

ℒ(𝑦(𝑛), 𝑓(𝒙(𝑛); 𝜃)), (7.69)

s.t. ℓ𝑝(𝜃) ≤ 1. (7.70)

ℓ1范数在零点不可导，因此经常用下式来近似：

ℓ1(𝜃) =
𝐷
∑
𝑑=1

√𝜃2𝑑 + 𝜖 (7.71)

其中𝐷为参数数量，𝜖为一个非常小的常数．
图7.11给出了不同范数约束条件下的最优化问题示例．红线表示函数 ℓ𝑝 =

1，ℱ为函数𝑓(𝜃)的等高线（为简单起见，这里用直线表示）．可以看出，ℓ1范数
的约束通常会使得最优解位于坐标轴上，从而使得最终的参数为稀疏性向量．
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ℱ ℱ ℱ

𝜃

𝜃∗

𝜃

𝜃∗

𝜃

𝜃∗

𝑝 = 1 𝑝 = 2 𝑝 = ∞

图 7.11 不同范数约束条件下的最优化问题示例

一种折中的正则化方法是同时加入 ℓ1和 ℓ2正则化，称为弹性网络正则化
（Elastic Net Regularization）[Zou et al., 2005]，．

𝜃∗ = argmin
𝜃

1
𝑁

𝑁
∑
𝑛=1

ℒ(𝑦(𝑛), 𝑓(𝒙(𝑛); 𝜃)) + 𝜆1ℓ1(𝜃) + 𝜆2ℓ2(𝜃), (7.72)

其中𝜆1和𝜆2分别为两个正则化项的系数．

7.7.2 权重衰减
权重衰减（Weight Decay）是一种有效的正则化方法 [Hanson et al., 1989]，

在每次参数更新时，引入一个衰减系数．

𝜃𝑡 ← (1 − 𝛽)𝜃𝑡−1 − 𝛼g𝑡, (7.73)

其中 g𝑡为第 𝑡步更新时的梯度，𝛼为学习率，𝛽为权重衰减系数，一般取值比较
小，比如 0.0005．在标准的随机梯度下降中，权重衰减正则化和 ℓ2正则化的效
果相同．因此，权重衰减在一些深度学习框架中通过 ℓ2正则化来实现． 参见习题7-9．但是，在
较为复杂的优化方法（比如Adam）中，权重衰减正则化和 ℓ2正则化并不等价
[Loshchilov et al., 2017b]．

7.7.3 提前停止
提前停止（Early Stop）对于深度神经网络来说是一种简单有效的正则化方

法．
提前停止也可以参见

第2.2.3.2节．由于深度神经网络的拟合能力非常强，因此比较容易在训练集上过拟合．在
使用梯度下降法进行优化时，我们可以使用一个和训练集独立的样本集合，称
为验证集（Validation Set），并用验证集上的错误来代替期望错误．当验证集上
的错误率不再下降，就停止迭代．

然而在实际操作中，验证集上的错误率变化曲线并不一定是图2.4中所示的
平衡曲线，很可能是先升高再降低．因此，提前停止的具体停止标准需要根据实
际任务进行优化 [Prechelt, 1998]．
https://nndl.github.io/
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7.7.4 丢弃法
当训练一个深度神经网络时，我们可以随机丢弃一部分神经元（同时丢

弃其对应的连接边）来避免过拟合，这种方法称为丢弃法（Dropout Method）
[Srivastava et al., 2014]．每次选择丢弃的神经元是随机的．最简单的方法是
设置一个固定的概率 𝑝．对每一个神经元都以概率 𝑝来判定要不要保留．对于
一个神经层 𝒚 = 𝑓(𝑾𝒙 + 𝒃)，我们可以引入一个掩蔽函数mask(⋅)使得 𝒚 =
𝑓(𝑾mask(𝒙) + 𝒃)．掩蔽函数mask(⋅)的定义为

mask(𝒙) = {
𝒎⊙ 𝒙 当训练阶段时
𝑝𝒙 当测试阶段时

(7.74)

其中𝒎 ∈ {0, 1}𝐷是丢弃掩码（Dropout Mask）， 𝐷为输入𝒙的维度．通过以概率为 𝑝的伯努利分
布随机生成．在训练时，激活神经元的平均数量为原来的𝑝倍．而在测试时，所有
的神经元都是可以激活的，这会造成训练和测试时网络的输出不一致．为了缓解
这个问题，在测试时需要将神经层的输入𝒙乘以𝑝，也相当于把不同的神经网络
做了平均．保留率𝑝可以通过验证集来选取一个最优的值．一般来讲，对于隐藏
层的神经元，其保留率𝑝 = 0.5时效果最好，这对大部分的网络和任务都比较有
效．当𝑝 = 0.5时，在训练时有一半的神经元被丢弃，只剩余一半的神经元是可以
激活的，随机生成的网络结构最具多样性．对于输入层的神经元，其保留率通常
设为更接近1的数，使得输入变化不会太大．对输入层神经元进行丢弃时，相当于
给数据增加噪声，以此来提高网络的鲁棒性．

丢弃法一般是针对神经元进行随机丢弃，但是也可以扩展到对神经元之间
的连接进行随机丢弃 [Wan et al., 2013]，或每一层进行随机丢弃．图7.12给出了
一个网络应用丢弃法后的示例．

(a)标准网络 (b)应用丢弃法后的网络

图 7.12 丢弃法示例
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集成学习角度的解释 每做一次丢弃，相当于从原始的网络中采样得到一个子
网络．如果一个神经网络有 𝑛个神经元，那么总共可以采样出 2𝑛个子网络．每
次迭代都相当于训练一个不同的子网络，这些子网络都共享原始网络的参数．那
么，最终的网络可以近似看作集成了指数级个不同网络的组合模型．
贝叶斯学习角度的解释 丢弃法也可以解释为一种贝叶斯学习的近似[Gal et al.,
2016a]．用 𝑦 = 𝑓(𝒙; 𝜃)来表示要学习的神经网络，贝叶斯学习是假设参数 𝜃为随
机向量，并且先验分布为𝑞(𝜃)，贝叶斯方法的预测为

𝔼𝑞(𝜃)[𝑦] = ∫
𝑞
𝑓(𝒙; 𝜃)𝑞(𝜃)𝑑𝜃 (7.75)

≈ 1
𝑀

𝑀
∑
𝑚=1

𝑓(𝒙, 𝜃𝑚), (7.76)

其中𝑓(𝒙, 𝜃𝑚)为第𝑚次应用丢弃方法后的网络，其参数 𝜃𝑚为对全部参数 𝜃的一
次采样．

7.7.4.1 循环神经网络上的丢弃法
当在循环神经网络上应用丢弃法时，不能直接对每个时刻的隐状态进行随

机丢弃，这样会损害循环网络在时间维度上的记忆能力．一种简单的方法是对
非时间维度的连接（即非循环连接）进行随机丢失 [Zaremba et al., 2014]．如
图7.13所示，虚线边表示进行随机丢弃，不同的颜色表示不同的丢弃掩码．

̂𝑦1 ̂𝑦2 ⋯ ̂𝑦𝑇

𝒉1 𝒉2 ⋯ 𝒉𝑇

𝒙1 𝒙2 ⋯ 𝒙𝑇

图 7.13 针对非循环连接的丢弃法

然而根据贝叶斯学习的解释，丢弃法是一种对参数 𝜃的采样．每次采样的参
数需要在每个时刻保持不变．因此，在对循环神经网络上使用丢弃法时，需要对
参数矩阵的每个元素进行随机丢弃，并在所有时刻都使用相同的丢弃掩码．这种
方法称为变分丢弃法（Variational Dropout）[Gal et al., 2016b]．图7.14给出了变
分丢弃法的示例，相同颜色表示使用相同的丢弃掩码．
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̂𝑦1 ̂𝑦2 ⋯ ̂𝑦𝑇

𝒉1 𝒉2 ⋯ 𝒉𝑇

𝒙1 𝒙2 ⋯ 𝒙𝑇

图 7.14 变分丢弃法

7.7.5 数据增强
深度神经网络一般都需要大量的训练数据才能获得比较理想的效果．在数

据量有限的情况下，可以通过数据增强（Data Augmentation）来增加数据量，提
高模型鲁棒性，避免过拟合．目前，数据增强还主要应用在图像数据上，在文本等
其他类型的数据上还没有太好的方法．

图像数据的增强主要是通过算法对图像进行转变，引入噪声等方法来增加
数据的多样性．增强的方法主要有几种：
（1） 旋转（Rotation）：将图像按顺时针或逆时针方向随机旋转一定角度．
（2） 翻转（Flip）：将图像沿水平或垂直方向随机翻转一定角度．
（3） 缩放（Zoom In/Out）：将图像放大或缩小一定比例．
（4） 平移（Shift）：将图像沿水平或垂直方法平移一定步长．
（5） 加噪声（Noise）：加入随机噪声．

7.7.6 标签平滑
在数据增强中，我们可以给样本特征加入随机噪声来避免过拟合．同样，我

们也可以给样本的标签引入一定的噪声．假设训练数据集中有一些样本的标签
是被错误标注的，那么最小化这些样本上的损失函数会导致过拟合．一种改善的
正则化方法是标签平滑（Label Smoothing），即在输出标签中添加噪声来避免
模型过拟合 [Szegedy et al., 2016]．

一个样本𝒙的标签可以用one-hot向量表示，即

𝒚 = [0,⋯ , 0, 1, 0,⋯ , 0]T.

这种标签可以看作硬目标（Hard Target）．如果使用Softmax分类器并使用交叉
熵损失函数，最小化损失函数会使得正确类和其他类的权重差异变得很大．根据
Softmax函数的性质可知，如果要使得某一类的输出概率接近于 1，其未归一化
的得分需要远大于其他类的得分，可能会导致其权重越来越大，并导致过拟合．
此外，如果样本标签是错误的，会导致更严重的过拟合现象．为了改善这种情况，
https://nndl.github.io/
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我们可以引入一个噪声对标签进行平滑，即假设样本以 𝜖的概率为其他类．平滑
后的标签为

�̃� = [ 𝜖
𝐾 − 1,⋯ , 𝜖

𝐾 − 1, 1 − 𝜖, 𝜖
𝐾 − 1,⋯ , 𝜖

𝐾 − 1]
T.

其中𝐾为标签数量，这种标签可以看作软目标（Soft Target）．标签平滑可以避
免模型的输出过拟合到硬目标上，并且通常不会损害其分类能力． 参见习题7-11．

上面的标签平滑方法是给其他𝐾 − 1个标签相同的概率 𝜖
𝐾−1
，没有考虑标签

之间的相关性．一种更好的做法是按照类别相关性来赋予其他标签不同的概率．
集成学习参见

第10.1节．
比如先训练另外一个更复杂（一般为多个网络的集成）的教师网络（Teacher
Network），并使用大网络的输出作为软目标来训练学生网络（Student Net-
work）．这种方法也称为知识蒸馏（Knowledge Distillation）[Hinton et al.,
2015]．

7.8 总结和深入阅读
深度神经网络的优化和正则化是既对立又统一的关系．一方面我们希望优

化算法能找到一个全局最优解（或较好的局部最优解），另一方面我们又不希望
模型优化到最优解，这可能陷入过拟合．优化和正则化的统一目标是期望风险最
小化．近年来深度学习的快速发展在一定程度上也归因于很多深度神经网络的
优化和正则化方法的出现．虽然这些方法往往是经验性的，但在实践中取得了很
好的效果，使得我们可以高效地、端到端地训练神经网络模型．

在优化方面，训练神经网络时的主要难点是非凸优化以及梯度消失问题．在
深度学习技术发展的初期，我们通常需要利用预训练和逐层训练等比较低效的
方法来辅助优化．

目前，预训练方法依然

有着广泛的应用，但主

要是利用它带来更好

泛化性，而不再是为了

解决网络优化问题．

随着深度学习技术的发展，我们目前通常可以高效地、端到
端地训练一个深度神经网络．这些提高训练效率的方法通常分为以下 3个方面：
1）修改网络模型来得到更好的优化地形，比如使用逐层归一化、残差连接以及
ReLU激活函数等；2）使用更有效的优化算法，比如动态学习率以及梯度估计修
正等；3）使用更好的参数初始化方法．

在泛化方面，传统的机器学习中有一些很好的理论可以帮助我们在模型的
表示能力、复杂度和泛化能力之间找到比较好的平衡，比如Vapnik-Chervonenkis
（VC）维 [Vapnik, 1998]和Rademacher复杂度 [Bartlett et al., 2002]．但是这些
理论无法解释深度神经网络在实际应用中的泛化能力表现．根据通用近似定理，
神经网络的表示能力十分强大．从直觉上，一个过度参数化的深度神经网络很容
易产生过拟合现象，因为它的容量足够记住所有训练数据．但是实验表明，深度
神经网络在训练过程中依然优先记住训练数据中的一般模式（Pattern），即具有
https://nndl.github.io/
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高泛化能力的模式 [Zhang et al., 2016]．但目前，深度神经网络的泛化能力还没
有很好的理论支持．在传统机器学习模型上比较有效的ℓ1或ℓ2正则化在深度神
经网络中作用也比较有限，而一些经验的做法（比如小的批量大小、大的学习率、
提前停止、丢弃法、数据增强）会更有效．

习题

习题 7-1 在小批量梯度下降中，试分析为什么学习率要和批量大小成正比．
习题7-2 在Adam算法中，说明指数加权平均的偏差修正的合理性（即公式(7.27)
和公式(7.28)）．
习题 7-3 给出公式(7.33)和公式(7.34)中的函数𝜓(⋅)和𝜙(⋅)在不同优化算法中的
具体形式．
习题 7-4 证明公式(7.43)．
习题 7-5 证明公式(7.45)．
习题 7-6 参见公式(7.51)．在批量归一化中，以𝑓(⋅)取Logistic函数或ReLU函数为例，分析以下
两种归一化方法的差异：𝑓(BN(𝑾𝒂(𝑙−1) + 𝒃))和𝑓(𝑾BN(𝒂(𝑙−1)) + 𝒃)．

习题 7-7 参见公式(7.55)．从再参数化的角度来分析批量归一化中缩放和平移的意义．
习题 7-8 分析为什么批量归一化不能直接应用于循环神经网络．
习题 7-9 证明在标准的随机梯度下降中，权重衰减正则化和 ℓ2正则化的效果相
同．并分析这一结论在动量法和Adam算法中是否依然成立．
习题 7-10 试分析为什么不能在循环神经网络中的循环连接上直接应用丢弃法？
习题 7-11 若使用标签平滑正则化方法，给出其交叉熵损失函数．
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第 8章 注意力机制与外部记忆

智慧的艺术是知道该忽视什么．
——威廉·詹姆斯（William James）

美国心理学家和哲学家

根据通用近似定理，前馈网络和循环网络都有很强的能力．但由于优化算法
和计算能力的限制，在实践中很难达到通用近似的能力．特别是在处理复杂任务
时，比如需要处理大量的输入信息或者复杂的计算流程时，目前计算机的计算能
力依然是限制神经网络发展的瓶颈．

为了减少计算复杂度，通过部分借鉴生物神经网络的一些机制，我们引入
了局部连接、权重共享以及汇聚操作来简化神经网络结构．虽然这些机制可以有
效缓解模型的复杂度和表达能力之间的矛盾，但是我们依然希望在不“过度”增
加模型复杂度（主要是模型参数）的情况下来提高模型的表达能力． 阅读理解任务是让机

器阅读一篇背景文章，

然后询问一些相关的

问题，来测试机器是否

理解了这篇文章．

以阅读理
解任务为例，给定的背景文章（Background Document）一般比较长，如果用循
环神经网络来将其转换为向量表示，那么这个编码向量很难反映出背景文章的
所有语义．在比较简单的任务（比如文本分类）中，只需要编码一些对分类有用
的信息，因此用一个向量来表示文本语义是可行的．但是在阅读理解任务中，编
码时还不知道可能会接收到什么样的问句．这些问句可能会涉及背景文章的所
有信息点，因此丢失任何信息都可能导致无法正确回答问题． 在循环神经网络中，丢

失信息的另外一个因

素是长程依赖问题．
神经网络中可以存储的信息量称为网络容量（Network Capacity）．一般来

讲，利用一组神经元来存储信息时，其存储容量和神经元的数量以及网络的复杂
度成正比．要存储的信息越多，神经元数量就要越多或者网络要越复杂，进而导
致神经网络的参数成倍地增加．

我们人脑的生物神经网络同样存在网络容量问题，人脑中的工作记忆大概
只有几秒钟的时间，类似于循环神经网络中的隐状态．而人脑每个时刻接收的外
界输入信息非常多，包括来自于视觉、听觉、触觉的各种各样的信息．单就视觉
来说，眼睛每秒钟都会发送千万比特的信息给视觉神经系统．人脑在有限的资源
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下，并不能同时处理这些过载的输入信息．大脑神经系统有两个重要机制可以解
决信息过载问题：注意力和记忆机制．

我们可以借鉴人脑解决信息过载的机制，从两方面来提高神经网络处理信
息的能力．一方面是注意力，通过自上而下的信息选择机制来过滤掉大量的无关
信息；另一方面是引入额外的外部记忆，优化神经网络的记忆结构来提高神经网
络存储信息的容量．

8.1 认知神经学中的注意力
注意力是一种人类不可或缺的复杂认知功能，指人可以在关注一些信息的

同时忽略另一些信息的选择能力．在日常生活中，我们通过视觉、听觉、触觉等方
式接收大量的感觉输入．但是人脑还能在这些外界的信息轰炸中有条不紊地工
作，是因为人脑可以有意或无意地从这些大量输入信息中选择小部分的有用信
息来重点处理，并忽略其他信息．这种能力就叫作注意力（Attention）．注意力
可以作用在外部的刺激（听觉、视觉、味觉等），也可以作用在内部的意识（思考、
回忆等）．

注意力一般分为两种：
（1） 自上而下的有意识的注意力，称为聚焦式注意力（Focus Attention）． 聚焦式注意力也常称

为选择性注意力（Se-
lective Attention）．

聚焦式注意力是指有预定目的、依赖任务的，主动有意识地聚焦于某一对象的注
意力．
（2） 自下而上的无意识的注意力，称为基于显著性的注意力（Saliency-

Based Attention）．基于显著性的注意力是由外界刺激驱动的注意，不需要主动
干预，也和任务无关．如果一个对象的刺激信息不同于其周围信息，一种无意识
的“赢者通吃”（Winner-Take-All）或者门控（Gating）机制就可以把注意力转
向这个对象．不管这些注意力是有意还是无意，大部分的人脑活动都需要依赖注
意力，比如记忆信息、阅读或思考等．

一个和注意力有关的例子是鸡尾酒会效应． 除非特别声明，在本节

及以后章节中，注意力

机制通常指自上而下

的聚焦式注意力．

当一个人在吵闹的鸡尾酒会上
和朋友聊天时，尽管周围噪音干扰很多，他还是可以听到朋友的谈话内容，而忽
略其他人的声音（聚焦式注意力）．同时，如果背景声中有重要的词（比如他的
名字），他会马上注意到（显著性注意力）．

聚焦式注意力一般会随着环境、情景或任务的不同而选择不同的信息．比如
当要从人群中寻找某个人时，我们会专注于每个人的脸部；而当要统计人群的人
数时，我们只需要专注于每个人的轮廓．

https://nndl.github.io/
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8.2 注意力机制

在计算能力有限的情况下， 注意力机制也可称

为注意力模型．
注意力机制（Attention Mechanism）作为一种

资源分配方案，将有限的计算资源用来处理更重要的信息，是解决信息超载问题
的主要手段．

当用神经网络来处理大量的输入信息时，也可以借鉴人脑的注意力机制，只
选择一些关键的信息输入进行处理，来提高神经网络的效率．

在目前的神经网络模型中，我们可以将最大汇聚（Max Pooling）、门控
（Gating）机制近似地看作自下而上的基于显著性的注意力机制．除此之外，自
上而下的聚焦式注意力也是一种有效的信息选择方式．以阅读理解任务为例，给
定一篇很长的文章，然后就此文章的内容进行提问．提出的问题只和段落中的一
两个句子相关，其余部分都是无关的．为了减小神经网络的计算负担，只需要把
相关的片段挑选出来让后续的神经网络来处理，而不需要把所有文章内容都输
入给神经网络．

用 𝑿 = [𝒙1,⋯ , 𝒙𝑁] ∈ ℝ𝐷×𝑁 表示𝑁组输入信息，其中𝐷维向量 𝒙𝑛 ∈
ℝ𝐷, 𝑛 ∈ [1, 𝑁]表示一组输入信息．为了节省计算资源，不需要将所有信息都
输入神经网络，只需要从𝑿中选择一些和任务相关的信息．注意力机制的计算可
以分为两步：一是在所有输入信息上计算注意力分布，二是根据注意力分布来计
算输入信息的加权平均．
注意力分布 为了从𝑁个输入向量[𝒙1,⋯ , 𝒙𝑁]中选择出和某个特定任务相关
的信息，我们需要引入一个和任务相关的表示，称为查询向量（Query Vector），
并通过一个打分函数来计算每个输入向量和查询向量之间的相关性．

给定一个和任务相关的查询向量 𝒒， 查询向量𝒒可以是动态
生成的，也可以是可学

习的参数．

我们用注意力变量𝑧 ∈ [1, 𝑁]来表示被
选择信息的索引位置，即 𝑧 = 𝑛表示选择了第𝑛个输入向量．为了方便计算，我们
采用一种“软性”的信息选择机制．首先计算在给定𝒒和𝑿下，选择第𝑛个输入向
量的概率𝛼𝑛，

𝛼𝑛 = 𝑝(𝑧 = 𝑛|𝑿, 𝒒)

= softmax (𝑠(𝒙𝑛, 𝒒))

=
exp (𝑠(𝒙𝑛, 𝒒))

∑𝑁
𝑗=1 exp (𝑠(𝒙𝑗 , 𝒒))

, (8.1)

其中𝛼𝑛称为注意力分布（Attention Distribution），𝑠(𝒙, 𝒒)为注意力打分函数，
可以使用以下几种方式来计算：

加性模型 𝑠(𝒙, 𝒒) = 𝒗T tanh(𝑾𝒙 + 𝑼𝒒), (8.2)
https://nndl.github.io/
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点积模型 𝑠(𝒙, 𝒒) = 𝒙T𝒒, (8.3)

缩放点积模型 𝑠(𝒙, 𝒒) = 𝒙T𝒒
√𝐷

, (8.4)

双线性模型 𝑠(𝒙, 𝒒) = 𝒙T𝑾𝒒, (8.5)

其中𝑾,𝑼, 𝒗为可学习的参数，𝐷为输入向量的维度．
理论上，加性模型和点积模型的复杂度差不多，但是点积模型在实现上可以

更好地利用矩阵乘积，从而计算效率更高．
当输入向量的维度𝐷比较高时，点积模型的值通常有比较大的方差，从而导

致Softmax函数的梯度会比较小． 参见习题8-2．因此，缩放点积模型可以较好地解决这个问题．
双线性模型是一种泛化的点积模型．假设公式(8.5)中𝑾 = 𝑼T𝑽，双线性模型可
以写为 𝑠(𝒙, 𝒒) = 𝒙T𝑼T𝑽𝒒 = (𝑼𝒙)T(𝑽𝒒)，即分别对𝒙和 𝒒进行线性变换后计算
点积．相比点积模型，双线性模型在计算相似度时引入了非对称性．
加权平均 注意力分布𝛼𝑛可以解释为在给定任务相关的查询 𝒒时，第𝑛个输入
向量受关注的程度．我们采用一种“软性”的信息选择机制对输入信息进行汇总，
即

att(𝑿, 𝒒) =
𝑁
∑
𝑛=1

𝛼𝑛𝒙𝑛, (8.6)

= 𝔼𝑧∼𝑝(𝑧|𝑿,𝒒)[𝒙𝑧]. (8.7)

公式 (8.7)称为软性注意力机制（Soft Attention Mechanism）．图8.1a给出
软性注意力机制的示例．

softmax

𝑠

𝒙1

𝑠

𝒙2

⋯

⋯
𝑠

𝒙𝑁
𝒒

𝛼1 𝛼2 ⋯ 𝛼𝑁

× × ⋯ ×

+

𝒂

(a)普通模式

softmax

𝑠

𝒌1

𝑠

𝒌2

⋯

⋯
𝑠

𝒌𝑁
𝒒

𝛼1 𝛼2 ⋯ 𝛼𝑁

× × ⋯ ×

𝒗1 𝒗2 𝒗𝑁

+

𝒂

(b)键值对模式

图 8.1 注意力机制
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注意力机制可以单独使用，但更多地用作神经网络中的一个组件．

8.2.1 注意力机制的变体
除了上面介绍的基本模式外，注意力机制还存在一些变化的模型．

8.2.1.1 硬性注意力
公式(8.7)提到的注意力是软性注意力，其选择的信息是所有输入向量在注

意力分布下的期望．此外，还有一种注意力是只关注某一个输入向量，叫作硬性
注意力（Hard Attention）．

硬性注意力有两种实现方式：
（1）一种是选取最高概率的一个输入向量，即

att(𝑿, 𝒒) = 𝒙�̂�, (8.8)

其中 ̂𝑛为概率最大的输入向量的下标，即 ̂𝑛 =
𝑁

argmax
𝑛=1

𝛼𝑛．

（2）另一种硬性注意力可以通过在注意力分布式上随机采样的方式实现．
硬性注意力的一个缺点是基于最大采样或随机采样的方式来选择信息，使

得最终的损失函数与注意力分布之间的函数关系不可导，无法使用反向传播算
法进行训练．因此，硬性注意力通常需要使用强化学习来进行训练．为了使用反
向传播算法，一般使用软性注意力来代替硬性注意力．

8.2.1.2 键值对注意力
更一般地，我们可以用键值对（key-value pair）格式来表示输入信息，其中

“键”用来计算注意力分布𝛼𝑛，“值”用来计算聚合信息．
用 (𝑲, 𝑽) = [(𝒌1, 𝒗1),⋯ , (𝒌𝑁 , 𝒗𝑁)]表示𝑁组输入信息，给定任务相关的查

询向量𝒒时，注意力函数为

att((𝑲, 𝑽), 𝒒) =
𝑁
∑
𝑛=1

𝛼𝑛𝒗𝑛, (8.9)

=
𝑁
∑
𝑛=1

exp (𝑠(𝒌𝑛, 𝒒))

∑𝑗 exp (𝑠(𝒌𝑗 , 𝒒))
𝒗𝑛, (8.10)

其中 𝑠(𝒌𝑛, 𝒒)为打分函数．
图8.1b给出键值对注意力机制的示例．当𝑲 = 𝑽时，键值对模式就等价于普

通的注意力机制．

https://nndl.github.io/
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8.2.1.3 多头注意力
多头注意力（Multi-Head Attention）是利用多个查询𝑸 = [𝒒1,⋯ , 𝒒𝑀]，来

并行地从输入信息中选取多组信息．每个注意力关注输入信息的不同部分．

att((𝑲, 𝑽), 𝑸) = att((𝑲, 𝑽), 𝒒1) ⊕⋯⊕ att((𝑲, 𝑽), 𝒒𝑀), (8.11)

其中⊕表示向量拼接．

8.2.1.4 结构化注意力
在之前介绍中，我们假设所有的输入信息是同等重要的，是一种扁平（Flat）

结构，注意力分布实际上是在所有输入信息上的多项分布．但如果输入信息本身
具有层次（Hierarchical）结构，比如文本可以分为词、句子、段落、篇章等不同
粒度的层次，我们可以使用层次化的注意力来进行更好的信息选择 [Yang et al.,
2016]．此外，还可以假设注意力为上下文相关的二项分布，用一种图模型来构建
更复杂的结构化注意力分布 [Kim et al., 2017]．

8.2.1.5 指针网络
注意力机制主要是用来做信息筛选，从输入信息中选取相关的信息．注意力

机制可以分为两步：一是计算注意力分布𝛼，二是根据𝛼来计算输入信息的加权
平均．我们可以只利用注意力机制中的第一步，将注意力分布作为一个软性的指
针（pointer）来指出相关信息的位置．

指针网络（Pointer Network）[Vinyals et al., 2015]是一种序列到序列模
型，输入是长度为𝑁的向量序列𝑿 = 𝒙1,⋯ , 𝒙𝑁，输出是长度为𝑀的下标序列
𝒄1∶𝑀 = 𝑐1, 𝑐2,⋯ , 𝑐𝑀，𝑐𝑚 ∈ [1, 𝑁], ∀𝑚．

和一般的序列到序列任务不同，这里的输出序列是输入序列的下标（索
引）．比如输入一组乱序的数字，输出为按大小排序的输入数字序列的下标．比如
输入为 20, 5, 10，输出为 1, 3, 2．

条件概率𝑝(𝑐1∶𝑀 |𝒙1∶𝑁)可以写为

𝑝(𝑐1∶𝑀 |𝒙1∶𝑁) =
𝑀
∏
𝑚=1

𝑝(𝑐𝑚|𝑐1∶(𝑚−1), 𝒙1∶𝑁) (8.12)

≈
𝑀
∏
𝑚=1

𝑝(𝑐𝑚|𝒙𝑐1 ,⋯ , 𝒙𝑐𝑚−1 , 𝒙1∶𝑁), (8.13)

其中条件概率𝑝(𝑐𝑚|𝒙𝑐1 ,⋯ , 𝒙𝑐(𝑚−1) , 𝒙1∶𝑁)可以通过注意力分布来计算．假设用一
个循环神经网络对𝒙𝑐1 ,⋯ , 𝒙𝑐𝑚−1 , 𝒙1∶𝑁进行编码得到向量𝒉𝑚，则

𝑝(𝑐𝑚|𝑐1∶(𝑚−1), 𝒙1∶𝑁) = softmax(𝑠𝑚,𝑛), (8.14)

https://nndl.github.io/
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其中 𝑠𝑚,𝑛为在解码过程的第𝑚步时，𝒉𝑚对𝒉𝑛的未归一化的注意力分布，即

𝑠𝑚,𝑛 = 𝒗T tanh(𝑾𝒙𝑛 +𝑼𝒉𝑚), ∀𝑛 ∈ [1, 𝑁], (8.15)

其中𝒗,𝑾,𝑼为可学习的参数．
图8.2给出了指针网络的示例，其中𝒉1, 𝒉2, 𝒉3为输入数字 20, 5, 10经过循环

神经网络的隐状态，𝒉0对应一个特殊字符 ‘<’．当输入 ‘>’时，网络一步一步输出
三个输入数字从大到小排列的下标．

𝒉0 𝒉1 𝒉2 𝒉3 𝒉4 𝒉5 𝒉6 𝒉7

< 20 5 10 > 20 10 5

1
3

2

编码器 解码器

图 8.2 指针网络

8.3 自注意力模型
当使用神经网络来处理一个变长的向量序列时，我们通常可以使用卷积网

络或循环网络进行编码来得到一个相同长度的输出向量序列，如图8.3所示．

𝒉1 𝒉2 𝒉3 𝒉4 𝒉5

𝒙1 𝒙2 𝒙3 𝒙4 𝒙5

(a)卷积网络

𝒉1 𝒉2 𝒉3 𝒉4 𝒉5

𝒙1 𝒙2 𝒙3 𝒙4 𝒙5

(b)双向循环网络

图 8.3 基于卷积网络和循环网络的变长序列编码

基于卷积或循环网络的序列编码都是一种局部的编码方式，只建模了输入
信息的局部依赖关系．虽然循环网络理论上可以建立长距离依赖关系，但是由于
信息传递的容量以及梯度消失问题，实际上也只能建立短距离依赖关系．

如果要建立输入序列之间的长距离依赖关系，可以使用以下两种方法：一种
方法是增加网络的层数，通过一个深层网络来获取远距离的信息交互；另一种方
法是使用全连接网络．全连接网络是一种非常直接的建模远距离依赖的模型，但
https://nndl.github.io/
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是无法处理变长的输入序列．不同的输入长度，其连接权重的大小也是不同的．
自注意力也称为内

部注意力（Intra-
Attention）．

这时我们就可以利用注意力机制来“动态”地生成不同连接的权重，这就是自注
意力模型（Self-Attention Model）．

为了提高模型能力，自注意力模型经常采用查询-键-值（Query-Key-Value，
QKV）模式，其计算过程如图8.4所示，其中红色字母表示矩阵的维度．

图 8.4 自注意力模型的计算过程

假设输入序列为𝑿 = [𝒙1,⋯ , 𝒙𝑁] ∈ ℝ𝐷𝑥×𝑁，输出序列为𝑯 = [𝒉1,⋯ , 𝒉𝑁] ∈
ℝ𝐷𝑣×𝑁，自注意力模型的具体计算过程如下：
（1）对于每个输入𝒙𝑖，我们首先将其线性映射到三个不同的空间，得到查询

向量𝒒𝑖 ∈ ℝ𝐷𝑘、键向量𝒌𝑖 ∈ ℝ𝐷𝑘和值向量𝒗𝑖 ∈ ℝ𝐷𝑣． 由于在自注意力模型

中通常使用点积来计

算注意力打分，这里查

询向量和键向量的维

度是相同的．

对于整个输入序列𝑿，线性映射过程可以简写为

𝑸 = 𝑾𝑞𝑿 ∈ ℝ𝐷𝑘×𝑁 , (8.16)

𝑲 = 𝑾𝑘𝑿 ∈ ℝ𝐷𝑘×𝑁 , (8.17)

𝑽 = 𝑾𝑣𝑿 ∈ ℝ𝐷𝑣×𝑁 , (8.18)

其中𝑾𝑞 ∈ ℝ𝐷𝑘×𝐷𝑥 ,𝑾𝑘 ∈ ℝ𝐷𝑘×𝐷𝑥 ,𝑾𝑣 ∈ ℝ𝐷𝑣×𝐷𝑥分别为线性映射的参数矩阵，
𝑸 = [𝒒1,⋯ , 𝒒𝑁], 𝑲 = [𝒌1,⋯ , 𝒌𝑁], 𝑽 = [𝒗1,⋯ , 𝒗𝑁]分别是由查询向量、键向
量和值向量构成的矩阵．
（2）对于每一个查询向量𝒒𝑛 ∈ 𝑸，利用公式(8.9)的键值对注意力机制，可以

得到输出向量𝒉𝑛，

𝒉𝑛 = att((𝑲, 𝑽), 𝒒𝑛) (8.19)
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=
𝑁
∑
𝑗=1

𝛼𝑛𝑗𝒗𝑗 (8.20)

=
𝑁
∑
𝑗=1

softmax (𝑠(𝒌𝑗 , 𝒒𝑛))𝒗𝑗 , (8.21)

其中𝑛, 𝑗 ∈ [1, 𝑁]为输出和输入向量序列的位置，𝛼𝑛𝑗表示第𝑛个输出关注到第 𝑗
个输入的权重．

如果使用缩放点积来作为注意力打分函数，输出向量序列可以简写为

𝑯 = 𝑽 softmax(𝑲
T𝑸

√𝐷𝑘
), (8.22)

其中 softmax(⋅)为按列进行归一化的函数．
图8.5给出全连接模型和自注意力模型的对比，其中实线表示可学习的权重，

虚线表示动态生成的权重．由于自注意力模型的权重是动态生成的，因此可以处
理变长的信息序列．

𝒉1 𝒉2 𝒉3 𝒉4 𝒉5

𝒙1 𝒙2 𝒙3 𝒙4 𝒙5

(a)全连接模型

𝒉1 𝒉2 𝒉3 𝒉4 𝒉5

𝒙1 𝒙2 𝒙3 𝒙4 𝒙5

(b)自注意力模型

图 8.5 全连接模型和自注意力模型

自注意力模型可以作为神经网络中的一层来使用，既可以用来替换卷积层
和循环层 [Vaswani et al., 2017]，也可以和它们一起交替使用（比如𝑿可以是卷
积层或循环层的输出）． 参见习题8-3．自注意力模型计算的权重𝛼𝑖𝑗只依赖于𝒒𝑖和𝒌𝑗的相关性，
而忽略了输入信息的位置信息．因此在单独使用时，自注意力模型一般需要加入
位置编码信息来进行修正 [Vaswani et al., 2017]．自注意力模型可以扩展为多头
自注意力（Multi-Head Self-Attention）模型，在多个不同的投影空间中捕捉不
同的交互信息．

多头自注意力参见

第15.6.3节．

8.4 人脑中的记忆
在生物神经网络中，记忆是外界信息在人脑中的存储机制．大脑记忆毫无

疑问是通过生物神经网络实现的．虽然其机理目前还无法解释，但直观上记忆
机制和神经网络的连接形态以及神经元的活动相关．生理学家发现信息是作为
https://nndl.github.io/
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一种整体效应（Collective Effect）存储在大脑组织中．当大脑皮层的不同部位
损伤时，其导致的不同行为表现似乎取决于损伤的程度而不是损伤的确切位置
[Kohonen, 2012]．大脑组织的每个部分似乎都携带一些导致相似行为的信息．也
就是说，记忆在大脑皮层是分布式存储的，而不是存储于某个局部区域 [Thomp-
son, 1975]．

人脑中的记忆具有周期性和联想性．
记忆周期 虽然我们还不清楚人脑记忆的存储机制，但是已经大概可以确定不
同脑区参与了记忆形成的几个阶段．人脑记忆的一个特点是，记忆一般分为长
期记忆和短期记忆．长期记忆（Long-Term Memory），也称为结构记忆或知识
（Knowledge），体现为神经元之间的连接形态，其更新速度比较慢．短期记忆
（Short-Term Memory）体现为神经元的活动，更新较快，维持时间为几秒至几分
钟．短期记忆是神经连接的暂时性强化，通过不断巩固、强化可形成长期记忆．短
期记忆、长期记忆的动态更新过程称为演化（Evolution）过程．

因此，长期记忆可以类比于人工神经网络中的权重参数，而短期记忆可以类
比于人工神经网络中的隐状态． 事实上，人脑记忆周期

的划分并没有清晰的

界限，也存在其他的划

分方法．

除了长期记忆和短期记忆，人脑中还会存在一个“缓存”，称为工作记忆
（Working Memory）．在执行某个认知行为（比如记下电话号码，做算术运算）
时，工作记忆是一个记忆的临时存储和处理系统，维持时间通常为几秒钟．从时
间上看，工作记忆也是一种短期记忆，但和短期记忆的内涵不同．短期记忆一般
指外界的输入信息在人脑中的表示和短期存储，不关心这些记忆如何被使用；而
工作记忆是一个和任务相关的“容器”，可以临时存放和某项任务相关的短期记
忆和其他相关的内在记忆．工作记忆的容量比较小，一般可以容纳 4组项目．

作为不严格的类比，现代计算机的存储也可以按照不同的周期分为不同的
存储单元，比如寄存器、内存、外存（比如硬盘等）．
联想记忆 大脑记忆的一个主要特点是通过联想来进行检索的． 联想记忆是一个人工

智能、计算机科学和认

知科学等多个交叉领

域的热点研究问题，不

同学科中的内涵也不

太相同．

联想记忆（As-
sociative Memory）是指一种学习和记住不同对象之间关系的能力，比如看见一
个人然后想起他的名字，或记住某种食物的味道等．

联想记忆是指一种可以通过内容匹配的方法进行寻址的信息存储方式，也
称为基于内容寻址的存储（Content-Addressable Memory，CAM）．作为对比，
现代计算机的存储方式是根据地址来进行存储的，称为随机访问存储（Random
Access Memory，RAM）．

和之前介绍的LSTM中的记忆单元相比，外部记忆可以存储更多的信息，并
且不直接参与计算，通过读写接口来进行操作．而LSTM模型中的记忆单元包含
了信息存储和计算两种功能，不能存储太多的信息．因此，LSTM中的记忆单元
可以类比于计算机中的寄存器，而外部记忆可以类比于计算机中的内存单元．
https://nndl.github.io/
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借鉴人脑中工作记忆，可以在神经网络中引入一个外部记忆单元来提高网
络容量．外部记忆的实现途径有两种：一种是结构化的记忆，这种记忆和计算机
中的信息存储方法比较类似，可以分为多个记忆片段，并按照一定的结构来存
储；另一种是基于神经动力学的联想记忆，这种记忆方式具有更好的生物学解
释性．

表8.1给出了不同领域中记忆模型的不严格类比．值得注意的是，由于人脑
的记忆机制十分复杂，这里列出的类比关系并不严格．

表 8.1 不同领域中记忆模型的不严格类比

记忆周期 计算机 人脑 神经网络

短期 寄存器 短期记忆 状态（神经元活性）
中期 内存 工作记忆 外部记忆
长期 外存 长期记忆 可学习参数

存储方式 随机寻址 内容寻址 内容寻址为主

8.5 记忆增强神经网络
为了增强网络容量，我们可以引入辅助记忆单元，将一些和任务相关的信息

保存在辅助记忆中，在需要时再进行读取，这样可以有效地增加网络容量．这个
引入的辅助记忆单元一般称为外部记忆（External Memory），以区别于循环神
经网络的内部记忆（即隐状态）．

以循环神经网络为例，

其内部记忆可以类比

于计算机的寄存器，外

部记忆可以类比于计

算机的内存．

这种装备外部记忆的神经网络也称为记忆增强
神经网络（Memory Augmented Neural Network，MANN），或简称为记忆网络
（Memory Network，MN）．

记忆网络的典型结构如图8.6所示，一般由以下几个模块构成：

𝒙 主网络（控制器）𝐶 𝒚

外部记忆单元𝑀

读操作 𝑅 写操作𝑊

图 8.6 记忆网络的典型结构
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（1） 主网络𝐶：也称为控制器（Controller），负责信息处理，以及与外界的
交互（接受外界的输入信息并产生输出到外界）．主网络还同时通过读写模块和
外部记忆进行交互．
（2） 外部记忆单元𝑴：外部记忆单元用来存储信息，一般可以分为很多记

忆片段（Memory Segment），这些记忆片段按照一定的结构来进行组织．记忆
片段一般用向量来表示，外部记忆单元可以用一组向量𝑴 = [𝒎1,⋯ ,𝒎𝑁]来表
示．这些向量的组织方式可以是集合、树、栈或队列等． 参见习题8-4．大部分信息存储于外部记
忆中，不需要全时参与主网络的运算．
（3） 读取模块𝑅：根据主网络生成的查询向量 𝒒𝑟，从外部记忆单元中读取

相应的信息 𝒓 = 𝑅(𝑴, 𝒒𝑟)．
（4） 写入模块𝑊：根据主网络生成的查询向量𝒒𝑤和要写入的信息𝒂来更

新外部记忆𝑴 = 𝑊(𝑴, 𝒒𝑤, 𝒂)．
这种结构化的外部记忆是带有地址的，即每个记忆片段都可以按地址读取

和写入．要实现类似于人脑神经网络的联想记忆能力，就需要按内容寻址的方式
进行定位，然后进行读取或写入操作．按内容寻址通常使用注意力机制来进行．
通过注意力机制可以实现一种“软性”的寻址方式，即计算一个在所有记忆片段
上的分布，而不是一个单一的绝对地址．比如读取模型𝑅的实现方式可以为

𝒓 =
𝑁
∑
𝑛=1

𝛼𝑛𝒎𝑛, (8.23)

𝛼𝑛 = softmax (𝑠(𝒎𝑛, 𝒒𝑟)), (8.24)

其中 𝒒𝑟是主网络生成的查询向量，𝑠(⋅, ⋅)为打分函数．类比于计算机的存储器读
取，计算注意力分布的过程相当于是计算机的“寻址”过程，信息加权平均的过程
相当于计算机的“内容读取”过程．因此，结构化的外部记忆也是一种联想记忆，
只是其结构以及读写的操作方式更像是受计算机架构的启发．

通过引入外部记忆，可以将神经网络的参数和记忆容量“分离”，即在少量增
加网络参数的条件下可以大幅增加网络容量．因此，我们可以将注意力机制看作
一个接口，将信息的存储与计算分离．

外部记忆从记忆结构、读写方式等方面可以演变出很多模型．比较典型的结
构化外部记忆模型包括端到端记忆网络、神经图灵机等．

8.5.1 端到端记忆网络
端到端记忆网络（End-To-End Memory Network，MemN2N）[Sukhbaatar

et al., 2015]采用一种可微的网络结构，可以多次从外部记忆中读取信息．在端到
端记忆网络中，外部记忆单元是只读的．
https://nndl.github.io/
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给定一组需要存储的信息𝑚1∶𝑁 = {𝑚1,⋯ ,𝑚𝑁 }， 为简单起见，这两组

记忆单元可以合并，即

𝐴 = 𝐶．

首先将其转换成两组记忆
片段𝐴 = [𝒂1,⋯ , 𝒂𝑁]和𝐶 = [𝒄1,⋯ , 𝒄𝑁]，分别存放在两个外部记忆单元中，其
中𝐴用来进行寻址，𝐶用来进行输出．

主网络根据输入𝒙生成𝒒，并使用键值对注意力机制来从外部记忆中读取相
关信息 𝒓，

𝒓 =
𝑁
∑
𝑛=1

softmax(𝒂T
𝑛𝒒)𝒄𝑛, (8.25)

并产生输出

𝒚 = 𝑓(𝒒 + 𝒓), (8.26)

其中𝑓(⋅)为预测函数．当应用到分类任务时，𝑓(⋅)可以设为Softmax函数．
多跳操作 为了实现更复杂的计算，我们可以让主网络和外部记忆进行多轮交
互．在第𝑘轮交互中，主网络根据上次从外部记忆中读取的信息 𝒓(𝑘−1)，产生新的
查询向量

𝒒(𝑘) = 𝒓(𝑘−1) + 𝒒(𝑘−1), (8.27)

其中𝒒(0)为初始的查询向量，𝒓(0) = 0．
假设第𝑘轮交互的外部记忆为𝐴(𝑘)和𝐶(𝑘)，主网络从外部记忆读取信息为

𝒓(𝑘) =
𝑁
∑
𝑛=1

softmax((𝒂(𝑘)𝑛 )T𝒒(𝑘))𝒄(𝑘)𝑛 . (8.28)

在𝐾轮交互后，用𝒚 = 𝑓(𝒒(𝐾) + 𝒓(𝐾))进行预测．这种多轮的交互方式也称
为多跳（Multi-Hop）操作．多跳操作中的参数一般是共享的．为了简化起见，每
轮交互的外部记忆也可以共享使用，比如𝐴(1) = ⋯ = 𝐴(𝐾)和𝐶(1) = ⋯ = 𝐶(𝐾)．

端到端记忆网络结构如图8.7所示．
𝒎1∶𝑁

𝑨(1) 𝑪(1) 𝑨(2) 𝑪(2) 𝑨(3) 𝑪(3)

Σ Σ Σ𝒙 𝑓
𝒒(1) 𝒓(1) 𝒒(2) 𝒓(2) 𝒒(3) 𝒓(3)

𝑓 𝑦

图 8.7 端到端记忆网络
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8.5.2 神经图灵机
图灵机 图灵机（TuringMachine）是图灵在1936年提出的一种抽象数学模型，
可以用来模拟任何可计算问题 [Turing, 1937]．图灵机的结构如图8.8所示，其中
控制器包括状态寄存器、控制规则．

… …
纸带

读写头

控制器

图 8.8 图灵机结构示例

图灵机由以下几个组件构成：
（1） 一条无限长的纸带：纸带上有一个个方格，每个方格可以存储一个

符号．
（2） 一个符号表：纸带上可能出现的所有符号的集合，包含一个特殊的空

白符．
（3） 一个读写头：指向纸带上某个方格的指针，每次可以向左或右移动一

个位置，并可以读取、擦除、写入当前方格中的内容．
（4） 一个状态寄存器：用来保存图灵机当前所处的状态，其中包含两个特

殊的状态：起始状态和终止状态．
（5） 一套控制规则：根据当前机器所处的状态以及当前读写头所指的方格

上的符号来确定读写头下一步的动作，令机器进入一个新的状态．
神经图灵机 神经图灵机（Neural TuringMachine，NTM）[Graves et al., 2014]
主要由两个部件构成：控制器和外部记忆．外部记忆定义为矩阵𝑀 ∈ ℝ𝐷×𝑁，这
里𝑁是记忆片段的数量，𝐷是每个记忆片段的大小．控制器为一个前馈或循环神
经网络．神经图灵机中的外部记忆是可读写的，其结构如图8.9所示． 神经图灵机中还实现

了比较复杂的基于位

置的寻址方式．这里我

们只介绍比较简单的

基于内容的寻址方式，

整个框架不变．

在每个时刻 𝑡，控制器接受当前时刻的输入𝒙𝑡、上一时刻的输出𝒉𝑡−1和上一
时刻从外部记忆中读取的信息 𝒓𝑡−1，并产生输出𝒉𝑡，同时生成和读写外部记忆相
关的三个向量：查询向量 𝒒𝑡、删除向量 𝒆𝑡和增加向量𝒂𝑡．然后对外部记忆ℳ𝑡进
行读写操作，生成读向量 𝒓𝑡和新的外部记忆𝑀𝑡+1．

读操作 在时刻 𝑡,外部记忆的内容记为𝑴𝑡 = [𝒎𝑡,1,⋯ ,𝒎𝑡,𝑁]，读操作为从外部
记忆𝑴𝑡中读取信息 𝒓𝑡 ∈ ℝ𝐷．

首先通过注意力机制来进行基于内容的寻址，即

𝛼𝑡,𝑛 = softmax (𝑠(𝒎𝑡,𝑛, 𝒒𝑡)), (8.29)
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控制器

𝑴𝑡

𝒙𝑡 𝒉𝑡−1𝒓𝑡−1

𝒒𝑡

寻址 𝛼𝑡

𝒆𝑡 𝒂𝑡 𝒉𝑡

写 读

𝒓𝑡𝑴𝑡+1

图 8.9 神经图灵机示例

其中 𝒒𝑡为控制器产生的查询向量，用来进行基于内容的寻址．函数 𝑠(⋅, ⋅)为加
性或乘性的打分函数．注意力分布 𝛼𝑡,𝑛是记忆片段𝒎𝑡,𝑛对应的权重，并满足
∑𝑁

𝑛=1 𝛼𝑡,𝑛 = 1．
根据注意力分布𝛼𝑡，可以计算读向量（read vector）𝒓𝑡作为下一个时刻控制

器的输入．

𝒓𝑡 =
𝑁
∑
𝑛=1

𝛼𝑛𝒎𝑡,𝑛. (8.30)

写操作 外部记忆的写操作可以分解为两个子操作：删除和增加．
首先，控制器产生删除向量（erase vector）𝒆𝑡和增加向量（add vector）𝒂𝑡，

分别为要从外部记忆中删除的信息和要增加的信息．删除操作是根据注意力分
布来按比例地在每个记忆片段中删除 𝒆𝑡，增加操作是根据注意力分布来按比例
地给每个记忆片段加入𝒂𝑡．具体过程如下：

𝒎𝑡+1,𝑛 = 𝒎𝑡,𝑛(1 − 𝛼𝑡,𝑛𝒆𝑡) + 𝛼𝑡,𝑛𝒂𝑡, ∀𝑛 ∈ [1, 𝑁] (8.31)

通过写操作得到下一时刻的外部记忆𝑴𝑡+1．

8.6 基于神经动力学的联想记忆
结构化的外部记忆更多是受现代计算机架构的启发，将计算和存储功能进

行分离，这些外部记忆的结构也缺乏生物学的解释性．为了具有更好的生物学解
https://nndl.github.io/
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释性，还可以将基于神经动力学（Neurodynamics）的联想记忆模型引入到神经
网络以增加网络容量．

神经动力学是将神经

网络作为非线性动力

系统，研究其随时间变

化的规律以及稳定性

等问题．

联想记忆模型（Associative Memory Model）主要是通过神经网络的动态
演化来进行联想，有两种应用场景．

1）输入的模式和输出的模式在同一空间，这种模型叫作自联想模型（Auto-
Associative Model）．自联想模型可以通过前馈神经网络或者循环神经网络来实
现，也常称为自编码器（Auto-Encoder，AE）．2）输入的模式和输出的模式不
在同一空间，这种模型叫作异联想模型（Hetero-Associative Model）．从广义上
讲，大部分机器学习问题都可以被看作异联想，因此异联想模型可以作为分类器
使用．

联想记忆模型可以利用神经动力学的原理来实现按内容寻址的信息存储和
检索．一个经典的联想记忆模型为Hopfield网络．

8.6.1 Hopfield网络
本书中之前介绍的神经网络都是作为一种机器学习模型的输入-输出映射

函数，其参数学习方法是通过梯度下降方法来最小化损失函数．除了作为机器学
习模型外，神经网络还可以作为一种记忆的存储和检索模型．

Hopfield网络（Hopfield Network）是一种循环神经网络模型，由一组互相
连接的神经元组成．Hopfield网络也可以认为是所有神经元都互相连接的不分
层的神经网络．每个神经元既是输入单元，又是输出单元，没有隐藏神经元．一个
神经元和自身没有反馈相连，不同神经元之间连接权重是对称的．

图8.10给出了Hopfield网络的结构示例．

图 8.10 四个节点的Hopfield网络
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假设一个Hopfield网络有𝑀个神经元，第 𝑖个神经元的更新规则为

𝑠𝑖 = {
+1 if ∑𝑀

𝑗=1𝑤𝑖𝑗𝑠𝑗 + 𝑏𝑖 ≥ 0,

−1 otherwise,
(8.32)

这里我们只介绍离散

Hopfield网络，神经元
状态为 {+1,−1}两种．
除此之外，还有连续

Hopfield网络，即神经
元状态为连续值．其中𝑤𝑖𝑗为神经元 𝑖和 𝑗之间的连接权重，𝑏𝑖为偏置．

连接权重𝑤𝑖𝑗有以下性质：

𝑤𝑖𝑖 = 0 ∀𝑖 ∈ [1,𝑀]

𝑤𝑖𝑗 = 𝑤𝑗𝑖 ∀𝑖, 𝑗 ∈ [1,𝑀].
(8.33)

Hopfield网络的更新可以分为异步和同步两种方式．异步更新是指每次更
新一个神经元，神经元的更新顺序可以是随机或事先固定的．同步更新是指一
次更新所有的神经元，需要有一个时钟来进行同步．第 𝑡时刻的神经元状态为
𝒔𝑡 = [𝑠𝑡,1, 𝑠𝑡,2,⋯ , 𝑠𝑡,𝑀]T，其更新规则为

𝒔𝑡 = 𝑓(𝑾𝒔𝑡−1 + 𝒃), (8.34)

其中 𝒔0 = 𝒙，𝑾 = [𝑤𝑖𝑗]𝑀×𝑀为连接权重，𝒃 = [𝑏𝑖]𝑀×1为偏置向量，𝑓(⋅)为非线
性阶跃函数．
能量函数 在Hopfield网络中，我们给每个不同的网络状态定义一个标量属性，
称为“能量”．Hopfield网络的能量函数（Energy Function）𝐸定义为 能量函数𝐸是Hopfield

网络的Lyapunov函数．
Lyapunov定理是非线
性动力系统中保证系

统稳定性的充分条件．

𝐸 = −12 ∑𝑖,𝑗
𝑤𝑖𝑗𝑠𝑖𝑠𝑗 −∑

𝑖
𝑏𝑖𝑠𝑖 (8.35)

= −12𝒔
T𝑾𝒔 − 𝒃T𝒔. (8.36)

Hopfield网络是稳定的，即能量函数经过多次迭代后会达到收敛状态．权重
对称是一个重要特征，因为它保证了能量函数在神经元激活时单调递减，而不对
称的权重可能导致周期性振荡或者混乱．

给定一个外部输入，网络经过演化，会达到某个稳定状态．这些稳定状态称
为吸引点（Attractor）．在一个Hopfield网络中，通常有多个吸引点，每个吸引点
为一个能量的局部最优点．

图8.11给出了Hopfield网络的能量函数．红线为网络能量的演化方向，蓝点
为吸引点．
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图 8.11 Hopfield网络的能量函数

联想记忆 Hopfield网络存在有限的吸引点（Attractor），即能量函数的局部最
小点．每个吸引点𝒖都对应一个“管辖”区域ℛ𝒖．若输入向量𝒙落入这个区域，网
络最终会收敛到𝒖．因此，我们可以把吸引点看作网络中存储的模式（Pattern）．

将网络输入𝒙作为起始状态，随时间收敛到吸引点𝒖上的过程作为检索过
程．即使输入向量 𝒙只包含部分信息或包含噪声，只要其位于对应存储模式的
“吸引”区域内，那么随着时间演化，网络最终会收敛到其对应的存储模式．因此，
Hopfield的检索是基于内容寻址的检索，具有联想记忆能力．
信息存储 信息存储是指将一组向量𝒙1,⋯ , 𝒙𝑁存储在网络中的过程．存储过程
主要是调整神经元之间的连接权重，因此可以看作一种学习过程．Hopfield网络
的学习规则有很多种．一种最简单的学习方式为：神经元 𝑖和 𝑗之间的连接权重
通过下面公式得到

𝑤𝑖𝑗 =
1
𝑁

𝑁
∑
𝑛=1

𝑥(𝑛)𝑖 𝑥(𝑛)𝑗 , (8.37)

其中𝑥(𝑛)𝑖 是第𝑛个输入向量的第 𝑖维特征．如果𝑥𝑖和𝑥𝑗在输入向量中相同的概率
越多，则𝑤𝑖𝑗越大．这种学习规则和人脑神经网络的学习方式十分类似．在人脑神
经网络中，如果两个神经元经常同时激活，则它们之间的连接加强；如果两个神
经元经常不同时激活，则连接消失．这种学习方式称为赫布规则（Hebbian Rule，
或 Hebb’s Rule）．

存储容量 对于联想记忆模型来说，存储容量为其能够可靠地存储和检索模
式的最大数量．对于数量为𝑀的互相连接的二值神经元网络，其总状态数为 2𝑀，
其中可以作为有效稳定点的状态数量就是其存储容量．模型容量一般与网络结
构和学习方式有关．Hopfield网络的最大容量为 0.14𝑀，玻尔兹曼机的容量为
0.6𝑀，

玻尔兹曼机参见

第12.1节．但是其学习效率比较低，需要非常长时间的演化才能达到均衡状态．通
过改进学习算法，Hopfield网络的最大容量可以达到𝑂(𝑀)．如果允许高阶（阶
数为𝐾）连接，比如三个神经元连接关系，其稳定存储的最大容量为𝑂(𝑀𝐾−1)．
[Plate, 1995]引入复数运算，有效地提高了网络容量．总体上讲，通过改进网络结
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构、学习方式以及引入更复杂的运算（比如复数、量子操作），可以有效改善联想
记忆网络的容量．

8.6.2 使用联想记忆增加网络容量
既然联想记忆具有存储和检索功能，我们可以利用联想记忆来增加网络容

量．和结构化的外部记忆相比，联想记忆具有更好的生物学解释性．比如，我们
可以将一个联想记忆模型作为部件引入 LSTM网络中，从而在不引入额外参数
的情况下增加网络容量 [Danihelka et al., 2016]；或者将循环神经网络中的部分
连接权重作为短期记忆，并通过一个联想记忆模型进行更新，从而提高网络性能
[Ba et al., 2016]．在上述的网络中，联想记忆都是作为一个更大网络的组件，用来
增加短期记忆的容量．联想记忆组件的参数可以使用Hebbian方式来学习，也可
以作为整个网络参数的一部分来学习．

8.7 总结和深入阅读
注意力机制是一种（不严格的）受人类神经系统启发的信息处理机制．比如

人视觉神经系统并不会一次性地处理所有接受到的视觉信息，而是有选择性地
处理部分信息，从而提高其工作效率．

在人工智能领域，注意力这一概念最早是在计算机视觉中提出，用来提取
图像特征．[Itti et al., 1998]提出了一种自下而上的注意力模型．该模型通过提
取局部的低级视觉特征，得到一些潜在的显著（salient）区域．在神经网络中，
[Mnih et al., 2014]在循环神经网络模型上使用了注意力机制来进行图像分类．
[Bahdanau et al., 2014]使用注意力机制在机器翻译任务上将翻译和对齐同时进
行．目前，注意力机制已经在语音识别、图像标题生成、阅读理解、文本分类、机器
翻译等多个任务上取得了很好的效果，也变得越来越流行．注意力机制的一个重
要应用是自注意力．自注意力可以作为神经网络中的一层来使用，有效地建模长
距离依赖问题 [Vaswani et al., 2017]．

联想记忆是人脑的重要能力，涉及人脑中信息的存储和检索机制，因此对
人工神经网络都有着重要的指导意义．通过引入外部记忆，神经网络在一定程度
上可以增加模型容量．这类引入外部记忆的模型也称为记忆增强神经网络．记忆
增强神经网络的代表性模型有神经图灵机 [Graves et al., 2014]、端到端记忆网
络 [Sukhbaatar et al., 2015]、动态记忆网络 [Kumar et al., 2016]等．此外，基于
神经动力学的联想记忆也可以作为一种外部记忆，并具有更好的生物学解释性．
[Hopfield, 1984]将能量函数的概念引入到神经网络模型中，提出了Hopfield网
络．Hopfield网络在旅行商问题上获得了当时最好结果，引起轰动．有一些学者
https://nndl.github.io/
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将联想记忆模型作为部件引入循环神经网络中来增加网络容量 [Ba et al., 2016;
Danihelka et al., 2016]，但受限于联想记忆模型的存储和检索效率，这类方法收
效有限．目前人工神经网络中的外部记忆模型结构还比较简单，需要借鉴神经科
学的研究成果，提出更有效的记忆模型，增加网络容量．

习题

习题 8-1 分析LSTM模型中隐藏层神经元数量与参数数量之间的关系．
习题 8-2 参见公式(8.4)．分析缩放点积模型可以缓解Softmax函数梯度消失的原因．

习题 8-3 参见第8.3节．当将自注意力模型作为一个神经层使用时，分析它和卷积层以及循环
层在建模长距离依赖关系的效率和计算复杂度方面的差异．
习题 8-4 试设计用集合、树、栈或队列来组织外部记忆，并分析它们的差异．
习题 8-5 分析端到端记忆网络和神经图灵机对外部记忆操作的异同点．
习题 8-6 证明Hopfield网络的能量函数随时间单调递减．
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第 9章 无监督学习

大脑有大约 1014个突触，我们只能活大约 109秒．所以我们
有比数据更多的参数．这启发了我们必须进行大量无监督学习

的想法，因为感知输入（包括本体感受）是我们可以获得每秒

105维约束的唯一途径．

这里数字是指数量

级．更早的正式描述见

[Hinton et al., 1999]．

——杰弗里·辛顿（Geoffrey Hinton）
2018年图灵奖获得者

无监督学习（Unsupervised Learning，UL）是指从无标签的数据中学习出
一些有用的模式．无监督学习算法一般直接从原始数据中学习，不借助于任何人
工给出标签或者反馈等指导信息．如果监督学习是建立输入-输出之间的映射关
系，那么无监督学习就是发现隐藏的数据中的有价值信息，包括有效的特征、类
别、结构以及概率分布等．

典型的无监督学习问题可以分为以下几类：
（1） 无监督特征学习（Unsupervised Feature Learning）是从无标签的训

练数据中挖掘有效的特征或表示．无监督特征学习一般用来进行降维、数据可视
化或监督学习前期的数据预处理．

特征学习也包含很多

的监督学习算法，比

如线性判别分析等．

（2） 概率密度估计（Probabilistic Density Estimation）简称密度估计，是
根据一组训练样本来估计样本空间的概率密度．密度估计可以分为参数密度估
计和非参数密度估计．参数密度估计是假设数据服从某个已知概率密度函数形
式的分布（比如高斯分布），然后根据训练样本去估计概率密度函数的参数．非
参数密度估计是不假设数据服从某个已知分布，只利用训练样本对密度进行估
计，可以进行任意形状密度的估计．非参数密度估计的方法有直方图、核密度估
计等．
（3） 聚类（Clustering）是将一组样本根据一定的准则划分到不同的组（也

称为簇（Cluster））．一个比较通用的准则是组内样本的相似性要高于组间样本
的相似性．常见的聚类算法包括K-Means算法、谱聚类等．
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和监督学习一样，无监督学习方法也包含三个基本要素：模型、学习准则和
优化算法．无监督学习的准则非常多，比如最大似然估计、最小重构错误等．在无
监督特征学习中，经常使用的准则为最小化重构错误，同时也经常对特征进行一
些约束，比如独立性、非负性或稀释性等．而在密度估计中，经常采用最大似然估
计来进行学习．

本章介绍两种无监督学习问题：无监督特征学习和概率密度估计．

9.1 无监督特征学习
无监督特征学习是指从无标注的数据中自动学习有效的数据表示，从而能

够帮助后续的机器学习模型更快速地达到更好的性能．无监督特征学习主要方
法有主成分分析、稀疏编码、自编码器等．

9.1.1 主成分分析
主成分分析（Principal Component Analysis，PCA）是一种最常用的数据

降维方法，使得在转换后的空间中数据的方差最大．如图9.1所示的两维数据，如
果将这些数据投影到一维空间中，选择数据方差最大的方向进行投影，才能最大
化数据的差异性，保留更多的原始数据信息．

图 9.1 主成分分析

假设有一组𝐷维的样本𝒙(𝑛) ∈ ℝ𝐷, 1 ≤ 𝑛 ≤ 𝑁，我们希望将其投影到一维空
间中，投影向量为𝒘 ∈ ℝ𝐷．不失一般性，我们限制𝒘的模为 1，即𝒘T𝒘 = 1．每个
样本点 𝒙(𝑛)投影之后的表示为

𝑧(𝑛) = 𝒘T𝒙(𝑛). (9.1)

https://nndl.github.io/

https://nndl.github.io/
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用矩阵𝑿 = [𝒙(1), 𝒙(2),⋯ , 𝒙(𝑁)]表示输入样本，�̄� = 1
𝑁
∑𝑁

𝑛=1 𝒙(𝑛)为原始样
本的中心点，所有样本投影后的方差为

𝜎(𝑿;𝒘) = 1
𝑁

𝑁
∑
𝑛=1

(𝒘T𝒙(𝑛) −𝒘T�̄�)2 (9.2)

= 1
𝑁 (𝒘

T𝑿 −𝒘T ̄𝑿)(𝒘T𝑿 −𝒘T ̄𝑿)T (9.3)

= 𝒘T𝚺𝒘, (9.4)

其中 ̄𝑿 = �̄�1T
𝐷是向量 �̄�和𝐷维全 1向量 1𝐷的外积，即有𝐷列 �̄�组成的矩阵，

𝚺 = 1
𝑁
(𝑿 − ̄𝑿)(𝑿 − ̄𝑿)T是原始样本的协方差矩阵．
最大化投影方差𝜎(𝑿;𝒘)并满足𝒘T𝒘 = 1，利用拉格朗日方法转换为无约束

优化问题，

max
𝒘

𝒘T𝚺𝒘 + 𝜆(1 − 𝒘T𝒘), (9.5)

其中𝜆为拉格朗日乘子．对上式求导并令导数等于 0，可得

𝚺𝒘 = 𝜆𝒘. (9.6)

从上式可知，𝒘是协方差矩阵𝚺的特征向量，𝜆为特征值．同时

𝜎(𝑿;𝒘) = 𝒘T𝚺𝒘 = 𝒘T𝜆𝒘 = 𝜆. (9.7)

𝜆也是投影后样本的方差．因此，主成分分析可以转换成一个矩阵特征值分解问
题，投影向量𝒘为矩阵𝚺的最大特征值对应的特征向量．

如果要通过投影矩阵𝑾 ∈ 𝑅𝐷×𝐷′ 将样本投到𝐷′维空间，投影矩阵满足
𝑾T𝑾 = 𝑰为单位阵，只需要将𝚺的特征值从大到小排列，保留前𝐷′个特征向量，
其对应的特征向量即是最优的投影矩阵．

𝚺𝑾 = 𝑾 diag(𝝀), (9.8)

其中𝝀 = [𝜆1,⋯ , 𝜆𝐷′]为𝑆的前𝐷′个最大的特征值．
主成分分析是一种无监督学习方法，可以作为监督学习的数据预处理方法，

用来去除噪声并减少特征之间的相关性，但是它并不能保证投影后数据的类别
可分性更好． 参见习题9-3．提高两类可分性的方法一般为监督学习方法，比如线性判别分析
（Linear Discriminant Analysis，LDA）．

https://nndl.github.io/

https://nndl.github.io/
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9.1.2 稀疏编码
稀疏编码（Sparse Coding）也是一种受哺乳动物视觉系统中简单细胞感受

野而启发的模型．在哺乳动物的初级视觉皮层（Primary Visual Cortex）中，每
个神经元仅对处于其感受野中特定的刺激信号（比如特定方向的边缘、条纹等
特征）做出响应．局部感受野可以被描述为具有空间局部性、方向性和带通性
[Olshausen et al., 1996]．

带 通 性是 指 不 同 尺

度下空间结构的敏

感性．比如，带通滤

波器（Bandpass Filter）
是指容许某个频率范

围的信号通过，同时屏

蔽其他频段的设备．

也就是说，外界信息经过编码后仅有一小部分神经元激
活，即外界刺激在视觉神经系统的表示具有很高的稀疏性．编码的稀疏性在一定
程度上符合生物学的低功耗特性．

在数学上，（线性）编码是指给定一组基向量𝑨 = [𝒂1,⋯ , 𝒂𝑀]，将输入样本
𝒙 ∈ ℝ𝐷表示为这些基向量的线性组合

𝒙 =
𝑀
∑
𝑚=1

𝑧𝑚𝒂𝑚 (9.9)

= 𝑨𝒛, (9.10)

其中基向量的系数 𝒛 = [𝑧1,⋯ , 𝑧𝑀]称为输入样本𝒙的编码（Encoding），基向
量𝑨也称为字典（Dictionary）．

编码是对𝐷维空间中的样本𝒙找到其在𝑃维空间中的表示（或投影），其目
标通常是编码的各个维度都是统计独立的，并且可以重构出输入样本．编码的关
键是找到一组“完备”的基向量𝑨，比如主成分分析等．但是主成分分析得到的编
码通常是稠密向量，没有稀疏性．

如果𝑀个基向量刚好可以支撑𝑀维的欧氏空间，则这𝑀个基向量
是完备的．如果𝑀个基向量可以支撑𝐷维的欧氏空间，并且𝑀 > 𝐷，则
这𝑀个基向量是过完备的（overcomplete）、冗余的．
“过完备”基向量是指基向量个数远远大于其支撑空间维度．因此这

些基向量一般不具备独立、正交等性质．

数学小知识 |完备性

♣

为了得到稀疏的编码，我们需要找到一组“过完备”的基向量（即𝑀 > 𝐷）
来进行编码．在过完备基向量之间往往会存在一些冗余性，因此对于一个输入样
本，会存在很多有效的编码．如果加上稀疏性限制，就可以减少解空间的大小，得
到“唯一”的稀疏编码．

给定一组𝑁个输入向量𝒙(1),⋯ , 𝒙(𝑁)，其稀疏编码的目标函数定义为

ℒ(𝑨, 𝒁) =
𝑁
∑
𝑛=1

(‖‖𝒙(𝑛) − 𝐴𝒛(𝑛)‖‖
2
+ 𝜂𝜌(𝒛(𝑛))) , (9.11)

https://nndl.github.io/

https://nndl.github.io/
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其中𝒁 = [𝒛(1),⋯ , 𝒛(𝑁)]，𝜌(⋅)是一个稀疏性衡量函数，𝜂是一个超参数，用来控制
稀疏性的强度．

由于通常比较难以得

到严格的稀疏向量，因

此如果一个向量只有

少数几个远大于零的

元素，其他元素都接近

于 0，我们也称这个向
量为稀疏向量．

对于一个向量 𝒛 ∈ ℝ𝑀，其稀疏性定义为非零元素的比例．如果一个向量只
有很少的几个非零元素，就说这个向量是稀疏的．稀疏性衡量函数𝜌(𝒛)是给向量
𝒛一个标量分数．𝒛越稀疏，𝜌(𝒛)越小．

稀疏性衡量函数有多种选择，最直接的衡量向量 𝒛稀疏性的函数是ℓ0范数

𝜌(𝒛) =
𝑀
∑
𝑚=1

I(|𝑧𝑚| > 0). (9.12)

但 ℓ0范数不满足连续可导，因此很难进行优化．在实际中，稀疏性衡量函数通常
使用ℓ1范数

𝜌(𝒛) =
𝑀
∑
𝑚=1

|𝑧𝑚|, (9.13)

或对数函数

𝜌(𝒛) =
𝑀
∑
𝑚=1

log(1 + 𝑧2𝑚), (9.14)

参见习题9-6．或指数函数

𝜌(𝒛) =
𝑀
∑
𝑚=1

− exp(−𝑧2𝑚). (9.15)

9.1.2.1 训练方法
给定一组𝑁个输入向量 {𝒙(𝑛)}𝑁𝑛=1，需要同时学习基向量𝑨以及每个输入样

本对应的稀疏编码 {𝒛(𝑛)}𝑁𝑛=1．
稀疏编码的训练过程一般用交替优化的方法进行．
1)固定基向量𝑨，对每个输入𝒙(𝑛)，计算其对应的最优编码

min
𝒛(𝑛)

‖
‖𝒙(𝑛) − 𝑨𝒛(𝑛)‖‖

2
+ 𝜂𝜌(𝒛(𝑛)), ∀𝑛 ∈ [1, 𝑁]. (9.16)

2)固定上一步得到的编码 {𝒛(𝑛)}𝑁𝑛=1，计算其最优的基向量

min
𝑨

𝑁
∑
𝑛=1

(‖‖𝒙(𝑛) − 𝑨𝒛(𝑛)‖‖
2
) + 𝜆12‖𝑨‖

2, (9.17)

其中第二项为正则化项，𝜆为正则化项系数．
https://nndl.github.io/
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9.1.2.2 稀疏编码的优点
稀疏编码的每一维都可以被看作一种特征．和基于稠密向量的分布式表

示相比，稀疏编码具有更小的计算量和更好的可解释性等优点．
（1） 计算量稀疏性带来的最大好处就是可以极大地降低计算量．
（2） 可解释性 因为稀疏编码只有少数的非零元素，相当于将一个输入样

本表示为少数几个相关的特征．这样我们可以更好地描述其特征，并易于理解．
（3） 特征选择 稀疏性带来的另外一个好处是可以实现特征的自动选择，

只选择和输入样本最相关的少数特征，从而更高效地表示输入样本，降低噪声并
减轻过拟合．

9.1.3 自编码器
自编码器（Auto-Encoder，AE）是通过无监督的方式来学习一组数据的有

效编码（或表示）．
假设有一组𝐷维的样本𝒙(𝑛) ∈ ℝ𝐷, 1 ≤ 𝑛 ≤ 𝑁，自编码器将这组数据映射到

特征空间得到每个样本的编码 𝒛(𝑛) ∈ ℝ𝑀 , 1 ≤ 𝑛 ≤ 𝑁，并且希望这组编码可以重
构出原来的样本．

自编码器的结构可分为两部分：
（1） 编码器（Encoder）𝑓 ∶ ℝ𝐷 → ℝ𝑀．

（2） 解码器（Decoder）𝑔 ∶ ℝ𝑀 → ℝ𝐷．

自编码器的学习目标是最小化重构错误（Reconstruction Error）：

ℒ =
𝑁
∑
𝑛=1

‖𝒙(𝑛) − 𝑔(𝑓(𝒙(𝑛)))‖2 (9.18)

=
𝑁
∑
𝑛=1

‖𝒙(𝑛) − 𝑓 ∘ 𝑔(𝒙(𝑛))‖2. (9.19)

如果特征空间的维度𝑀小于原始空间的维度𝐷，自编码器相当于是一种降
维或特征抽取方法．如果𝑀 ≥ 𝐷，一定可以找到一组或多组解使得𝑓 ∘ 𝑔为单位
函数（Identity Function），并使得重构错误为 0． 单位函数 𝐼(𝑥) = 𝑥．然而，这样的解并没有太多的
意义．但是，如果再加上一些附加的约束，就可以得到一些有意义的解，比如编码
的稀疏性、取值范围，𝑓和 𝑔的具体形式等．如果我们让编码只能取𝐾个不同的值
(𝐾 < 𝑁)，那么自编码器就可以转换为一个𝐾类的聚类（Clustering）问题．

最简单的自编码器是如图9.2所示的两层神经网络．输入层到隐藏层用来编
码，隐藏层到输出层用来解码，层与层之间互相全连接．

https://nndl.github.io/

https://nndl.github.io/
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𝑥1

𝑥2

𝑥3

𝑥4

𝑧1

𝑧2

𝑥′1

𝑥′2

𝑥′3

𝑥′4

编码器 解码器

图 9.2 两层网络结构的自编码器

对于样本𝒙，自编码器的中间隐藏层的活性值为𝒙的编码，即

𝒛 = 𝑓(𝑾 (1)𝒙 + 𝒃(1)), (9.20)

自编码器的输出为重构的数据

𝒙′ = 𝑓(𝑾 (2)𝒛 + 𝒃(2)), (9.21)

其中𝑾 (1),𝑾 (2), 𝒃(1), 𝒃(2)为网络参数，𝑓(⋅)为激活函数．如果令𝑾 (2)等于𝑾 (1)

的转置，即𝑾 (2) = 𝑾 (1)T
，称为捆绑权重（Tied Weight）．捆绑权重自编码器的

参数更少，因此更容易学习．此外，捆绑权重还在一定程度上起到正则化的作用．
给定一组样本𝒙(𝑛) ∈ [0, 1]𝐷, 1 ≤ 𝑛 ≤ 𝑁，其重构错误为

ℒ =
𝑁
∑
𝑛=1

‖𝒙(𝑛) − 𝒙′(𝑛))‖2 + 𝜆‖𝑾‖2𝐹 . (9.22)

其中𝜆为正则化项系数．通过最小化重构错误，可以有效地学习网络的参数．
我们使用自编码器是为了得到有效的数据表示，因此在训练结束后，我们一

般会去掉解码器，只保留编码器．编码器的输出可以直接作为后续机器学习模型
的输入．

9.1.4 稀疏自编码器
自编码器除了可以学习低维编码之外，也能够学习高维的稀疏编码．假设中

间隐藏层 𝒛的维度𝑀大于输入样本𝒙的维度𝐷，并让 𝒛尽量稀疏，这就是稀疏自
编码器（Sparse Auto-Encoder）．和稀疏编码一样，稀疏自编码器的优点是有很
高的可解释性，并同时进行了隐式的特征选择．

通过给自编码器中隐藏层单元 𝒛加上稀疏性限制，自编码器可以学习到数
据中一些有用的结构．给定𝑁个训练样本 {𝒙(𝑛)}𝑁𝑛=1，稀疏自编码器的目标函数为

ℒ =
𝑁
∑
𝑛=1

‖𝒙(𝑛) − 𝒙′(𝑛))‖2 + 𝜂𝜌(𝒁) + 𝜆‖𝑾‖2, (9.23)
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其中𝒁 = [𝒛(1),⋯ , 𝒛(𝑁)]表示所有训练样本的编码，𝜌(𝒁)为稀疏性度量函数，𝑾
表示自编码器中的参数．

稀疏性度量函数𝜌(𝒁)可以使用公式 (9.13)～公式 (9.15)中的稀疏性定义，分
别计算每个编码 𝒛(𝑛)的稀疏度，再进行求和．此外，𝜌(𝒁)还可以定义为一组训练
样本中每一个神经元激活的概率．

给定𝑁个训练样本，隐藏层第 𝑗个神经元平均活性值为

̂𝜌𝑗 =
1
𝑁

𝑁
∑
𝑛=1

𝑧(𝑛)𝑗 , (9.24)

其中 ̂𝜌𝑗可以近似地看作第 𝑗个神经元激活的概率．我们希望 ̂𝜌𝑗接近于一个事先
给定的值𝜌∗，比如 0.05，可以通过KL距离来衡量 ̂𝜌𝑗和𝜌∗的差异，即

KL(𝜌∗|| ̂𝜌𝑗) = 𝜌∗ log 𝜌
∗

̂𝜌𝑗
+ (1 − 𝜌∗) log 1 − 𝜌∗

1 − ̂𝜌𝑗
. (9.25)

如果 ̂𝜌𝑗 = 𝜌∗，则KL(𝜌∗|| ̂𝜌𝑗) = 0．
稀疏性度量函数定义为

𝜌(𝒁) =
𝑝
∑
𝑗=1

KL(𝜌∗|| ̂𝜌𝑗). (9.26)

9.1.5 堆叠自编码器
对于很多数据来说，仅使用两层神经网络的自编码器还不足以获取一种好

的数据表示．为了获取更好的数据表示，我们可以使用更深层的神经网络．深层
神经网络作为自编码器提取的数据表示一般会更加抽象，能够更好地捕捉到数
据的语义信息．在实践中经常使用逐层堆叠的方式来训练一个深层的自编码器，
称为堆叠自编码器（Stacked Auto-Encoder，SAE）．堆叠自编码器一般可以采
用逐层训练（Layer-Wise Training）来学习网络参数 [Bengio et al., 2007]．

9.1.6 降噪自编码器
我们使用自编码器是为了得到有效的数据表示，而有效的数据表示除了具

有最小重构错误或稀疏性等性质之外，还可以要求其具备其他性质，比如对数
据部分损坏（Partial Destruction）的鲁棒性．高维数据（比如图像）一般都具有
一定的信息冗余，比如我们可以根据一张部分破损的图像联想出其完整内容．因
此，我们希望自编码器也能够从部分损坏的数据中得到有效的数据表示，并能够
恢复出完整的原始信息．
https://nndl.github.io/
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降噪自编码器（Denoising Auto-Encoder）就是一种通过引入噪声来增加
编码鲁棒性的自编码器 [Vincent et al., 2008]．对于一个向量𝒙，我们首先根据一
个比例𝜇随机将𝒙的一些维度的值设置为0，得到一个被损坏的向量 �̃�． 损坏比例𝜇一般不超过

0.5．也可以使用其他的
方法来损坏数据，比如

引入高斯噪声．

然后将被
损坏的向量 �̃�输入给自编码器得到编码 𝒛，并重构出无损的原始输入𝒙．

降噪自编码器的思想十分简单，通过引入噪声来学习更鲁棒性的数据编码，
并提高模型的泛化能力．图9.3给出了自编码器和降噪自编码器的对比，其中 𝑓𝜃
为编码器，𝑔𝜃′为解码器，ℒ(𝒙, 𝒙′)为重构错误．

𝒙

𝒛

𝒙′

𝑓𝜃
𝑔𝜃′

ℒ(𝒙, 𝒙′)

(a)自编码器

𝒙

�̃�

𝒛

𝒙′

𝑓𝜃
𝑔𝜃′

ℒ(𝒙, 𝒙′)

(b)降噪自编码器

图 9.3 自编码器和降噪自编码器

9.2 概率密度估计
概率密度估计（Probabilistic Density Estimation），简称密度估计（Den-

sity Estimation），是基于一些观测样本来估计一个随机变量的概率密度函数．
密度估计在数据建模、机器学习中使用广泛．

密度估计方法可以分为两类：参数密度估计和非参数密度估计．

9.2.1 参数密度估计
参数密度估计（Parametric Density Estimation）是根据先验知识假设随机

变量服从某种分布，然后通过训练样本来估计分布的参数．
令𝒟 = {𝒙(𝑛)}𝑁𝑛=1为从某个未知分布中独立抽取的𝑁个训练样本，假设这些

样本服从一个概率分布函数𝑝(𝒙; 𝜃)，其对数似然函数为

log𝑝(𝒟; 𝜃) =
𝑁
∑
𝑛=1

log𝑝(𝒙(𝑛); 𝜃). (9.27)

使用最大似然估计（Maximum Likelihood Estimation，MLE）来寻找参数
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𝜃使得 log𝑝(𝒟; 𝜃)最大．这样参数估计问题就转化为最优化问题：

𝜃𝑀𝐿 = argmax
𝜃

𝑁
∑
𝑛=1

log𝑝(𝒙(𝑛); 𝜃). (9.28)

9.2.1.1 正态分布
假设样本𝒙 ∈ ℝ𝐷服从正态分布

𝒩(𝒙|𝝁, 𝚺) = 1
(2π)𝐷/2|𝚺|1/2 exp ( − 1

2(𝒙 − 𝝁)T𝚺−1(𝒙 − 𝝁)), (9.29)

其中𝝁和𝚺分别为正态分布的均值和方差．
数据集𝒟 = {𝒙(𝑛)}𝑁𝑛=1的对数似然函数为

log𝑝(𝒟|𝝁, 𝚺)=−𝑁2 log ((2π)𝐷|𝚺|) − 1
2

𝑁
∑
𝑛=1

(𝒙(𝑛) − 𝝁)T𝚺−1(𝒙(𝑛) − 𝝁). (9.30)

分别求上式关于𝝁, 𝚺的偏导数，并令其等于 0．可得，

𝝁𝑀𝐿 = 1
𝑁

𝑁
∑
𝑛=1

𝒙(𝑛), (9.31)

𝚺𝑀𝐿 = 1
𝑁

𝑁
∑
𝑛=1

(𝒙(𝑛) − 𝝁𝑀𝐿)(𝒙(𝑛) − 𝝁𝑀𝐿)T. (9.32)

9.2.1.2 多项分布
假设样本服从𝐾个状态的多项分布， 多项分布参见

第D.2.2.1节．
令one-hot向量𝒙 ∈ {0, 1}𝐾来表示第𝑘

个状态，即𝑥𝑘 = 1，其余𝑥𝑖,𝑖≠𝑘 = 0．样本𝒙的概率密度函数为

𝑝(𝒙|𝝁) =
𝐾
∏
𝑘=1

𝜇𝑥𝑘𝑘 , (9.33)

其中𝜇𝑘为第𝑘个状态的概率，并满足∑𝐾
𝑘=1 𝜇𝑘 = 1．

数据集𝒟 = {𝒙(𝑛)}𝑁𝑛=1的对数似然函数为 这里没有多项式系数．

log𝑝(𝒟|𝝁) =
𝑁
∑
𝑛=1

𝐾
∑
𝑘=1

𝑥(𝑛)𝑘 log(𝜇𝑘). (9.34)

多项分布的参数估计为约束优化问题．引入拉格朗日乘子 𝜆，将原问题转换
为无约束优化问题．

拉格朗日乘子参考参

见第C.3节．

max
𝝁,𝜆

𝑁
∑
𝑛=1

𝐾
∑
𝑘=1

𝑥(𝑛)𝑘 log(𝜇𝑘) + 𝜆(
𝐾
∑
𝑘=1

𝜇𝑘 − 1). (9.35)
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分别求上式关于𝜇𝑘, 𝜆的偏导数，并令其等于 0．可得，

𝜇𝑀𝐿
𝑘 = 𝑚𝑘

𝑁 , 1 ≤ 𝑘 ≤ 𝐾 (9.36)

其中𝑚𝑘 = ∑𝑁
𝑛=1 𝑥

(𝑛)
𝑘 为数据集中取值为第𝑘个状态的样本数量．

在实际应用中，参数密度估计一般存在以下问题：
（1） 模型选择问题：即如何选择数据分布的密度函数．实际数据的分布往

往是非常复杂的，而不是简单的正态分布或多项分布．
（2） 不可观测变量问题：即我们用来训练的样本只包含部分的可观测变

量，还有一些非常关键的变量是无法观测的，这导致我们很难准确估计数据的真
实分布．

包含不可观测变量的

密度估计问题一般需

要使用EM算法，参见
第11.2.2.1节．

（3） 维度灾难问题：即高维数据的参数估计十分困难．随着维度的增加，估
计参数所需要的样本数量指数增加．在样本不足时会出现过拟合．

9.2.2 非参数密度估计
非参数密度估计（Nonparametric Density Estimation）是不假设数据服从

某种分布，通过将样本空间划分为不同的区域并估计每个区域的概率来近似数
据的概率密度函数．

对于高维空间中的一个随机向量𝒙，假设其服从一个未知分布𝑝(𝒙)，则𝒙落
入空间中的小区域ℛ的概率为

𝑃 = ∫
ℛ
𝑝(𝒙)𝑑𝒙. (9.37)

给定𝑁个训练样本𝒟 = {𝒙(𝑛)}𝑁𝑛=1，落入区域ℛ的样本数量𝐾服从二项分布：

𝑃𝐾 = (𝑁𝐾)𝑃
𝐾(1 − 𝑃)1−𝐾 , (9.38)

其中𝐾/𝑁的期望为𝔼[𝐾/𝑁] = 𝑃，方差为 var(𝐾/𝑁) = 𝑃(1 − 𝑃)/𝑁．当𝑁非常大
时，我们可以近似认为

𝑃 ≈ 𝐾
𝑁 . (9.39)

假设区域ℛ足够小，其内部的概率密度是相同的，则有

𝑃 ≈ 𝑝(𝒙)𝑉, (9.40)

其中𝑉为区域ℛ的体积．结合上述两个公式，得到

𝑝(𝒙) ≈ 𝐾
𝑁𝑉 . (9.41)
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根据公式(9.41)，要准确地估计𝑝(𝒙)，需要尽量使得样本数量𝑁足够大，区
域体积𝑉尽可能地小．但在具体应用中，样本数量一般是有限的，过小的区域会
导致落入该区域的样本比较少，这样估计的概率密度就不太准确．因此，实践中
非参数密度估计通常使用两种方式：1）固定区域大小𝑉，统计落入不同区域的数
量，这种方式包括直方图方法和核方法两种；2）改变区域大小以使得落入每个
区域的样本数量为𝐾，这种方式称为K近邻方法．

9.2.2.1 直方图方法
直方图方法（Histogram Method）是一种非常直观的估计连续变量密度函

数的方法，可以表示为一种柱状图．
Histogram源 自 希 腊
语 histos（竖 立） 和

gramma（描绘），由英
国统计学家卡尔·皮尔

逊于 1895年提出．

以一维随机变量为例，首先将其取值范围分成𝑀个连续的、不重叠的区间
（bin），每个区间的宽度为Δ𝑚．给定𝑁个训练样本𝒟 = {𝑥(𝑛)}𝑁𝑛=1，我们统计这些
样本落入每个区间的数量𝐾𝑚，然后将它们归一化为密度函数．

𝑝𝑚 = 𝐾𝑚
𝑁Δ𝑚

, 1 ≤ 𝑚 ≤ 𝑀 (9.42)

其中区间宽度Δ𝑚通常设为相同的值Δ．直方图方法的关键问题是如何选取一个
合适的区间宽度Δ．如果Δ太小，那么落入每个区间的样本数量会比较少，其估
计的区间密度也具有很大的随机性．如果Δ太大，其估计的密度函数变得十分平
滑，很难反映出真实的数据分布．图9.4给出了直方图密度估计的例子，其中蓝线
表示真实的密度函数，红色的柱状图为直方图方法估计的密度．

(a) 10个区间（bin） (b) 30个区间（bin）

图 9.4 直方图密度估计

直方图通常用来处理低维变量，可以非常快速地对数据的分布进行可视化，
但其缺点是很难扩展到高维变量．假设一个𝐷维的随机向量，如果每一维都划分
为𝑀个区间，那么整个空间的区间数量为𝑀𝐷个．直方图方法需要的样本数量会
随着维度𝐷的增加而指数增长，从而导致维度灾难（Curse of Dimensionality）
问题．
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9.2.2.2 核方法
核密度估计（Kernel Density Estimation），也叫Parzen窗方法，是一种直

方图方法的改进．
假设ℛ为𝐷维空间中的一个以点 𝒙为中心的“超立方体”，并定义核函数

（Kernel Function）为

𝜙(𝒛 − 𝒙
𝐻 ) = {

1 if |𝑧𝑖 − 𝑥𝑖| <
𝐻
2
, 1 ≤ 𝑖 ≤ 𝐷

0 else
(9.43)

来表示一个样本 𝒛是否落入该超立方体中，其中𝐻为超立方体的边长，也称为核
函数的宽度．

给定𝑁个训练样本𝒟 = {𝒙(𝑛)}𝑁𝑛=1，落入区域ℛ的样本数量𝐾为

𝐾 =
𝑁
∑
𝑛=1

𝜙(𝒙
(𝑛) − 𝒙
𝐻 ), (9.44)

则点𝒙的密度估计为

𝑝(𝒙) = 𝐾
𝑁𝐻𝐷 = 1

𝑁𝐻𝐷

𝑁
∑
𝑛=1

𝜙(𝒙
(𝑛) − 𝒙
𝐻 ), (9.45)

其中𝐻𝐷表示超立方体ℛ的体积．
除了超立方体的核函数之外，我们还可以选择更加平滑的核函数，比如高斯

核函数：

𝜙(𝒛 − 𝒙
𝐻 ) = 1

(2π)1/2𝐻 exp ( − ‖𝒛 − 𝒙‖2
2𝐻2 ), (9.46)

其中ℎ2是高斯核函数的方差．这样，点𝒙的密度估计为

𝑝(𝒙) = 1
𝑁

𝑁
∑
𝑛=1

1
(2π)1/2𝐻 exp ( − ‖𝒛 − 𝒙‖2

2𝐻2 ). (9.47)

9.2.2.3 K近邻方法
核密度估计方法中的核宽度是固定的，因此同一个宽度可能对高密度的区

域过大，而对低密度的区域过小．一种更灵活的方式是设置一种可变宽度的区
域，并使得落入每个区域中样本数量为固定的𝐾．要估计点𝒙的密度，首先找到一
个以𝒙为中心的球体，使得落入球体的样本数量为𝐾，然后根据公式(9.41)，就可
以计算出点𝒙的密度．因为落入球体的样本也是离𝒙最近的𝐾个样本，所以这种
方法称为K近邻方法（K-Nearest Neighbor Method）．

K近邻方法并不是一个
严格的密度函数估计

方法，参见习题9-5．
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在K近邻方法中，𝐾的选择也十分关键．如果𝐾太小，无法有效地估计密度
函数；而𝐾太大也会使得局部的密度不准确，并且增加计算开销．

K近邻方法也经常用于分类问题，称为K近邻分类器（K-Nearest Neighbor
Classifier）．当𝐾 = 1时，也称为最近邻分类器（Nearest Neighbor Classifier）．
最近邻分类器的一个性质是，当𝑁 → ∞时，其分类错误率不超过最优分类器错
误率的两倍 [Cover et al., 1967]． 参见习题9-7．

9.3 总结和深入阅读
无监督学习是一种十分重要的机器学习方法．广义上讲，监督学习也可以看

作一类特殊的无监督学习，即估计条件概率𝑝(𝑦|𝒙)．条件概率𝑝(𝑦|𝒙)可以通过贝
叶斯公式转为估计概率𝑝(𝑦)和𝑝(𝒙|𝑦)，并通过无监督密度估计来求解．

无监督学习问题主要可以分为聚类、特征学习、密度估计等几种类型．关于
聚类方面的内容，可以参考《机器学习》[周志华, 2016]中的第 9章．

无监督特征学习是一种十分重要的表示学习方法．当一个监督学习任务的
数据比较少时，可以通过大规模的无标注数据，学习到一种有效的数据表示，并
有效提高监督学习的性能．关于无监督特征学习的内容，可以参考《机器学习》
[周志华, 2016]中的第 10章和《Pattern Classification》[Duda et al., 2001]中的
第 10章．

概率密度估计方法可以分为两类：参数方法和非参数方法．参数方法是假设
数据分布服从某种参数化的模型．我们在本书的后面章节会陆续介绍更多的参
数密度估计模型．在第11章中，我们通过概率图模型介绍更一般的参数密度估计
方法，包括含隐变量的参数估计方法．当估计出一个数据分布的参数化模型后，
我们可以根据这个模型来生成数据，因此这些模型也称为生成模型．第12章介绍
两种比较复杂的生成模型：玻尔兹曼机和深度信念网络．第13章介绍两种深度生
成模型：变分自编码器和对抗生成网络．第15章介绍几种序列数据的生成模型．

关于非参数密度估计方法的一般性介绍可以参考文献 [Duda et al., 2001]和
[Bishop, 2007]，理论性介绍可以参考 [Devroye et al., 1985]．

目前，无监督学习并没有像监督学习那样取得广泛的成功，其主要原因在于
无监督学习缺少有效的客观评价方法，导致很难衡量一个无监督学习方法的好
坏．无监督学习的好坏通常需要代入到下游任务中进行验证．

https://nndl.github.io/
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习题

习题 9-1 分析主成分分析为什么具有数据降噪能力？
习题 9-2 证明对于𝑁个样本（样本维数𝐷 > 𝑁）组成的数据集，主成分分析的有
效投影子空间不超过𝑁 − 1维．
习题 9-3 对于一个二分类问题，试举例分析什么样的数据分布会使得主成分分
析得到的特征反而会使得分类性能下降．
习题 9-4 若数据矩阵𝑿 ′ = 𝑿 − ̄𝑿，则对𝑿 ′奇异值分解𝑿 ′ = 𝑼𝚺𝑽，则𝑼为主成
分分析的投影矩阵．
习题 9-5 举例说明，K近邻方法估计的密度函数不是严格的概率密度函数，其在
整个空间上的积分不等于 1．
习题 9-6 分析公式(9.14)和(9.15)来衡量稀疏性的效果．
习题 9-7 对于一个𝐶类的分类问题，使用K近邻方法估计每个类 𝑐 (1 ≤ 𝑐 ≤ 𝐶)
的密度函数𝑝(𝒙|𝑐)，并使用贝叶斯公式计算每个类的后验概率𝑝(𝑐|𝒙)．
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第 10章 模型独立的学习方式

三个臭皮匠赛过诸葛亮．

——谚语

在前面的章节中，我们已经介绍了机器学习的几种学习方式，包括监督学
习、无监督学习等．这些学习方式分别可以由不同的模型和算法实现，比如神经
网络、线性分类器等．针对一个给定的任务，首先要准备一定规模的训练数据，这
些训练数据需要和真实数据的分布一致，然后设定一个目标函数和优化方法，在
训练数据上学习一个模型．此外，不同任务的模型往往都是从零开始来训练的，
一切知识都需要从训练数据中得到．这也导致了每个任务都需要准备大量的训
练数据．在实际应用中，我们面对的任务往往难以满足上述要求，比如训练任务
和目标任务的数据分布不一致，训练数据过少等．这时机器学习的应用会受到很
大的局限．并且在很多场合中，我们也需要一个模型可以快速地适应新的任务．
因此，人们开始关注一些新的学习方式．

本章介绍一些“模型独立的学习方式”，比如集成学习、协同学习、自训练、多
任务学习、迁移学习、终身学习、小样本学习、元学习等．这里“模型独立”是指这
些学习方式不限于具体的模型，不管是前馈神经网络、循环神经网络还是其他模
型．然而，一种学习方式往往会对符合某种特性的模型更加青睐，比如集成学习
往往和方差大的模型组合时效果显著．

10.1 集成学习
给定一个学习任务，假设输入𝒙和输出𝒚的真实关系为𝒚 = ℎ(𝒙)．对于𝑀个

不同的模型𝑓1(𝒙),⋯ , 𝑓𝑀(𝒙)，每个模型的期望错误为

ℛ(𝑓𝑚) = 𝔼𝒙[(𝑓𝑚(𝒙) − ℎ(𝒙))
2
] (10.1)
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= 𝔼𝒙[𝜖𝑚(𝒙)2], (10.2)

其中 𝜖𝑚(𝒙) = 𝑓𝑚(𝒙) − ℎ(𝒙)为模型𝑚在样本𝒙上的错误．
那么所有的模型的平均错误为

̄ℛ(𝑓) = 1
𝑀

𝑀
∑
𝑚=1

𝔼𝒙[𝜖𝑚(𝒙)2]. (10.3)

集成学习（Ensemble Learning）就是通过某种策略将多个模型集成起来，
通过群体决策来提高决策准确率．集成学习首要的问题是如何集成多个模型．比
较常用的集成策略有直接平均、加权平均等．

最直接的集成学习策略就是直接平均，即“投票”．基于投票的集成模型𝐹(𝒙)
为

𝐹(𝒙) = 1
𝑀

𝑀
∑
𝑚=1

𝑓𝑚(𝒙). (10.4)

定理 10.1： 对于𝑀个不同的模型 𝑓1(𝒙),⋯ , 𝑓𝑀(𝒙)，其平均期望错误为
̄ℛ(𝑓)．基于简单投票机制的集成模型 𝐹(𝒙) = 1

𝑀
𝑀
∑
𝑚=1

𝑓𝑚(𝒙)，𝐹(𝒙)的期望

错误在 1
𝑀

̄ℛ(𝑓)和 ̄ℛ(𝑓)之间．

证明. 根据定义，集成模型的期望错误为

ℛ(𝐹) = 𝔼𝒙[(
1
𝑀

𝑀
∑
𝑚=1

𝑓𝑚(𝒙) − ℎ(𝒙))
2
] (10.5)

= 𝔼𝒙[(
1
𝑀

𝑀
∑
𝑚=1

𝜖𝑚(𝒙))
2
] (10.6)

= 1
𝑀2𝔼𝒙[

𝑀
∑
𝑚=1

𝑀
∑
𝑛=1

𝜖𝑚(𝒙)𝜖𝑛(𝒙)] (10.7)

= 1
𝑀2

𝑀
∑
𝑚=1

𝑀
∑
𝑛=1

𝔼𝒙[𝜖𝑚(𝒙)𝜖𝑛(𝒙)], (10.8)

其中𝔼𝒙[𝜖𝑚(𝒙)𝜖𝑛(𝒙)]为两个不同模型错误的相关性．如果每个模型的错误不相
关，即∀𝑚 ≠ 𝑛, 𝔼𝒙[𝜖𝑚(𝒙)𝜖𝑛(𝒙)] = 0．如果每个模型的错误都是相同的，则∀𝑚 ≠
𝑛, 𝜖𝑚(𝒙) = 𝜖𝑛(𝒙)．并且，由于 𝜖𝑚(𝒙) ≥ 0, ∀𝑚，可以得到

̄ℛ(𝑓) ≥ ℛ(𝐹) ≥ 1
𝑀

̄ℛ(𝑓), (10.9)
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参见习题10-1．即集成模型的期望错误大于等于所有模型的平均期望错误的 1/𝑀，小于等于所
有模型的平均期望错误．

从定理10.1可知，为了得到更好的集成效果，要求每个模型之间具备一定的
差异性．并且随着模型数量的增多，其错误率也会下降，并趋近于 0．

集成学习的思想可以用一句古老的谚语来描述：“三个臭皮匠赛过诸葛亮”．
但是一个有效的集成需要各个基模型的差异尽可能大．为了增加模型之间的差
异性，可以采取Bagging和Boosting这两类方法．
Bagging类方法 Bagging类方法是通过随机构造训练样本、随机选择特征等方
法来提高每个基模型的独立性，代表性方法有Bagging和随机森林等．

Bagging（Bootstrap Aggregating）是通过不同模型的训练数据集的独立性
来提高不同模型之间的独立性．我们在原始训练集上进行有放回的随机采样，得
到𝑀个比较小的训练集并训练𝑀个模型，然后通过投票的方法进行模型集成．

随机森林（RandomForest）[Breiman, 2001]是在Bagging的基础上再引入
了随机特征，进一步提高每个基模型之间的独立性．在随机森林中，每个基模型
都是一棵决策树．
Boosting类方法 Boosting类方法是按照一定的顺序来先后训练不同的基模
型，每个模型都针对前序模型的错误进行专门训练．根据前序模型的结果，来
调整训练样本的权重，从而增加不同基模型之间的差异性．Boosting类方法是
一种非常强大的集成方法，只要基模型的准确率比随机猜测高，就可以通过集
成方法来显著地提高集成模型的准确率．Boosting类方法的代表性方法有Ad-
aBoost[Freund et al., 1996]等．

10.1.1 AdaBoost算法
Boosting类集成模型的目标是学习一个加性模型（Additive Model）

𝐹(𝒙) =
𝑀
∑
𝑚=1

𝛼𝑚𝑓𝑚(𝒙), (10.10)

其中𝑓𝑚(𝒙)为弱分类器（Weak Classifier），或基分类器（Base Classifier），𝛼𝑚
为弱分类器的集成权重，𝐹(𝒙)称为强分类器（Strong Classifier）．

Boosting类方法的关键是如何训练每个弱分类器𝑓𝑚(𝒙)及其权重𝛼𝑚．为了
提高集成的效果，应当尽量使得每个弱分类器的差异尽可能大．一种有效的算法
是采用迭代的方法来学习每个弱分类器，即按照一定的顺序依次训练每个弱分
类器．假设已经训练了𝑚个弱分类器，在训练第第𝑚 + 1个弱分类器时，增加已
有弱分类器分错样本的权重，使得第𝑚+1个弱分类器“更关注”于已有弱分类器
https://nndl.github.io/
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分错的样本．这样增加每个弱分类器的差异，最终提升集成分类器的准确率．这
种方法称为AdaBoost（Adaptive Boosting）算法．

AdaBoost算法是一种迭代式的训练算法，通过改变数据分布来提高弱分类
器的差异．在每一轮训练中，增加分错样本的权重，减少分对样本的权重，从而得
到一个新的数据分布．

以二分类为例，弱分类器𝑓𝑚(𝑥) ∈ {+1,−1}，AdaBoost算法的训练过程如算
法10.1所示．最初赋予每个样本同样的权重．在每一轮迭代中，根据当前的样本
权重训练一个新的弱分类器．然后根据这个弱分类器的错误率来计算其集成权
重，并调整样本权重．

算法 10.1 二分类的AdaBoost算法
输入:训练集 {(𝒙(𝑛), 𝑦(𝑛))}𝑁𝑛=1，迭代次数𝑀

1 初始样本权重：𝑤(𝑛)
1 ← 1

𝑁
, ∀𝑛 ∈ [1, 𝑁];

2 for𝑚 = 1⋯𝑀 do
3 按照样本权重𝑤(1)

𝑚 ,⋯ ,𝑤(𝑁)
𝑚 ，学习弱分类器𝑓𝑚;

4 计算弱分类器𝑓𝑚在数据集上的加权错误 𝜖𝑚;
5 计算分类器的集成权重：

𝛼𝑚 ← 1
2 log

1 − 𝜖𝑚
𝜖𝑚

;

6 调整样本权重：

𝑤(𝑛)
𝑚+1 ← 𝑤(𝑛)

𝑚 exp ( − 𝛼𝑚𝑦(𝑛)𝑓𝑚(𝒙(𝑛))), ∀𝑛 ∈ [1, 𝑁];

7 end
输出: 𝐹(𝒙) = sgn (∑𝑀

𝑚=1 𝛼𝑚𝑓𝑚(𝒙))

AdaBoost算法的统计学解释 AdaBoost算法也可以看作一种分步（Stage-Wise）
优化的加性模型 [Friedman et al., 2000]，其损失函数定义为

ℒ(𝐹) = exp ( − 𝑦𝐹(𝒙)) (10.11)

= exp ( − 𝑦
𝑀
∑
𝑚=1

𝛼𝑚𝑓𝑚(𝒙)), (10.12)

其中𝑦, 𝑓𝑚(𝒙) ∈ {+1, −1}．
假设经过𝑚− 1次迭代，得到

𝐹𝑚−1(𝒙) =
𝑚−1
∑
𝑡=1

𝛼𝑡𝑓𝑡(𝒙), (10.13)
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则第𝑚次迭代的目标是找一个𝛼𝑚和𝑓𝑚(𝒙)使得下面的损失函数最小．

ℒ(𝛼𝑚, 𝑓𝑚(𝒙)) =
𝑁
∑
𝑛=1

exp ( − 𝑦(𝑛)(𝐹𝑚−1(𝒙(𝑛)) + 𝛼𝑚𝑓𝑚(𝒙(𝑛)))). (10.14)

令𝑤(𝑛)
𝑚 = exp ( − 𝑦(𝑛)𝐹𝑚−1(𝒙(𝑛)))，则损失函数可以写为

ℒ(𝛼𝑚, 𝑓𝑚(𝒙)) =
𝑁
∑
𝑛=1

𝑤(𝑛)
𝑚 exp ( − 𝛼𝑚𝑦(𝑛)𝑓𝑚(𝒙(𝑛))). (10.15)

因为𝑦, 𝑓𝑚(𝒙) ∈ {+1, −1}，有

𝑦𝑓𝑚(𝒙) = 1 − 2𝐼(𝑦 ≠ 𝑓𝑚(𝒙)), (10.16)

其中 𝐼(𝑥)为指示函数．
将损失函数在−𝛼𝑚𝑦(𝑛)𝑓𝑚(𝒙(𝑛)) = 0处进行二阶泰勒展开，有 指 数 函 数 exp(𝑥)在

𝑥 = 0处的二阶泰勒展
开公式为1 + 𝑥 + 𝑥2

2!
．

ℒ(𝛼𝑚, 𝑓𝑚(𝒙)) =
𝑁
∑
𝑛=1

𝑤(𝑛)
𝑚 (1 − 𝛼𝑚𝑦(𝑛)𝑓𝑚(𝒙(𝑛)) +

1
2𝛼

2
𝑚) (10.17)

∝ 𝛼𝑚
𝑁
∑
𝑛=1

𝑤(𝑛)
𝑚 𝐼(𝑦(𝑛) ≠ 𝑓𝑚(𝒙(𝑛))). (10.18)

从上式可以看出，当𝛼𝑚 > 0时，最优的分类器𝑓𝑚(𝒙)为使得在样本权重为
𝑤(𝑛)
𝑚 , 1 ≤ 𝑛 ≤ 𝑁时的加权错误率最小的分类器．
在求解出𝑓𝑚(𝒙)之后，公式(10.15)可以写为

ℒ(𝛼𝑚, 𝑓𝑚(𝒙)) = ∑
𝑦(𝑛)=𝑓𝑚(𝒙(𝑛))

𝑤(𝑛)
𝑚 exp(−𝛼𝑚) + ∑

𝑦(𝑛)≠𝑓𝑚(𝒙(𝑛))
𝑤(𝑛)
𝑚 exp(𝛼𝑚)

(10.19)

∝ (1 − 𝜖𝑚) exp(−𝛼𝑚) + 𝜖𝑚 exp(𝛼𝑚), (10.20)

其中 𝜖𝑚为分类器𝑓𝑚(𝒙)的加权错误率，

𝜖𝑚 =
∑𝑦(𝑛)≠𝑓𝑚(𝒙(𝑛))𝑤

(𝑛)
𝑚

∑𝑛𝑤
(𝑛)
𝑚

. (10.21)

求上式关于𝛼𝑚的导数并令其为 0，得到

𝛼𝑚 = 1
2 log

1 − 𝜖𝑚
𝜖𝑚

. (10.22)
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10.2 自训练和协同训练
监督学习往往需要大量的标注数据，而标注数据的成本比较高．因此，利用

大量的无标注数据来提高监督学习的效果有着十分重要的意义．这种利用少量
标注数据和大量无标注数据进行学习的方式称为半监督学习（Semi-Supervised
Learning，SSL）．本节介绍两种半监督学习算法：自训练和协同训练．

10.2.1 自训练
自训练（Self-Training，或 Self-Teaching），也叫自举法（Bootstrapping），

是一种非常简单的半监督学习算法 [Scudder, 1965; Yarowsky, 1995]．
这 里 的 bootstrapping
和统计中的概念不同．

自训练是首先使用标注数据来训练一个模型，并使用这个模型来预测无标
注样本的标签，把预测置信度比较高的样本及其预测的伪标签加入训练集，然后
重新训练新的模型，并不断重复这个过程．算法10.2给出了自训练的训练过程．

算法 10.2 自训练的训练过程
输入:标注数据集ℒ = {(𝒙(𝑛), 𝑦(𝑛))}𝑁𝑛=1;

无标注数据集𝒰 = {𝒙(𝑚)}𝑀𝑚=1;
迭代次数𝑇;每次迭代增加样本数量𝑃;

1 for 𝑡 = 1⋯𝑇 do
2 根据训练集ℒ，训练模型𝑓;
3 使用模型𝑓对无标注数据集𝒰的样本进行预测，选出预测置信度高的𝑃

个样本𝒫 = {(𝒙(𝑝), 𝑓(𝒙(𝑝)))}𝑃𝑝=1;
4 更新训练集：

ℒ ← ℒ ∪ 𝒫, 𝒰 ← 𝒰 − 𝒫.
5 end
输出:模型𝑓

自训练和密度估计中EM算法有一定的相似之处，通过不断地迭代来提高
模型能力．

EM算法参见
第11.2.2.1节．

参见习题10-3．
但自训练的缺点是无法保证每次加入训练集的样本的伪标签是正确

的．如果选择样本的伪标签是错误的，反而会损害模型的预测能力．因此，自训练
最关键的步骤是如何设置挑选样本的标准．

10.2.2 协同训练
协同训练（Co-Training）是自训练的一种改进方法，通过两个基于不同视

角（view）的分类器来互相促进．很多数据都有相对独立的不同视角．比如互
联网上的每个网页都由两种视角组成：文字内容（text）和指向其他网页的链接
https://nndl.github.io/
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（hyperlink）．如果要确定一个网页的类别，既可以根据文字内容来判断，也可根
据网页之间的链接关系来判断．

假设一个样本𝒙 = [𝒙1, 𝒙2]，其中𝒙1和𝒙2分别表示两种不同视角𝑉1和𝑉2的
特征，并满足下面两个假设．1）条件独立性：给定样本标签𝑦时，两种特征条件独
立𝑝(𝒙1, 𝒙2|𝑦) = 𝑝(𝒙1|𝑦)𝑝(𝒙2|𝑦)；2）充足和冗余性：当数据充分时，每种视角的
特征都足以单独训练出一个正确的分类器．令 𝑦 = 𝑔(𝒙)为需要学习的真实映射
函数，𝑓1和𝑓2分别为两个视角的分类器，有

∃𝑓1, 𝑓2, ∀𝒙 ∈ 𝒳, 𝑓1(𝒙1) = 𝑓2(𝒙2) = 𝑔(𝒙), (10.23)

其中𝒳为样本𝒙的取值空间．
算法10.3给出了协同训练的训练过程．协同算法要求两种视角是条件独立

的．如果两种视角完全一样，则协同训练退化成自训练算法．

算法 10.3 协同训练的训练过程
输入:标注数据集ℒ = {(𝒙(𝑛), 𝑦(𝑛))}𝑁𝑛=1;

无标注数据集𝒰 = {𝒙(𝑚)}𝑀𝑚=1;
迭代次数𝑇;候选池大小𝐾;每次迭代增加样本数量 2𝑃;

1 for 𝑡 = 1⋯𝑇 do
2 根据训练集ℒ的视角𝑉1训练训练模型𝑓1;
3 根据训练集ℒ的视角𝑉2训练训练模型𝑓2;
4 从无标注数据集𝒰上随机选取一些样本放入候选池𝒰′，使得 |𝒰′| = 𝐾;
5 for 𝑓 ∈ 𝑓1, 𝑓2 do
6 使用模型𝑓预测候选池𝒰′中的样本的伪标签;
7 for 𝑝 = 1⋯𝑃 do
8 根据标签分布，随机选取一个标签𝑦;
9 从𝒰′中选出伪标签为𝑦，并且预测置信度最高的样本𝒙;
10 更新训练集：

ℒ ← ℒ ∪ {(𝒙, 𝑦)}, 𝒰′ ← 𝒰′ − {(𝒙, 𝑦)}.

11 end
12 end
13 end
输出:模型𝑓1,𝑓2

由于不同视角的条件独立性，在不同视角上训练出来的模型就相当于从不
同视角来理解问题，具有一定的互补性．协同训练就是利用这种互补性来进行自
训练的一种方法．首先在训练集上根据不同视角分别训练两个模型𝑓1和𝑓2，然后
https://nndl.github.io/
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用𝑓1和𝑓2在无标注数据集上进行预测，各选取预测置信度比较高的样本加入训
练集，重新训练两个不同视角的模型，并不断重复这个过程．

10.3 多任务学习
一般的机器学习模型都是针对单一的特定任务，比如手写体数字识别、物体

检测等．不同任务的模型都是在各自的训练集上单独学习得到的．如果有两个任
务比较相关，它们之间会存在一定的共享知识，这些知识对两个任务都会有所帮
助．这些共享的知识可以是表示（特征）、模型参数或学习算法等．目前，主流的
多任务学习方法主要关注表示层面的共享．

多任务学习（Multi-task Learning）是指同时学习多个相关任务，让这些
任务在学习过程中共享知识，利用多个任务之间的相关性来改进模型在每个
任务上的性能和泛化能力．多任务学习可以看作一种归纳迁移学习（Inductive
Transfer Learning），即通过利用包含在相关任务中的信息作为归纳偏置（In-
ductive Bias）来提高泛化能力 [Caruana, 1997]．

共享机制 多任务学习的主要挑战在于如何设计多任务之间的共享机制．在传
统的机器学习算法中，引入共享的信息是比较困难的，通常会导致模型变得复
杂．但是在神经网络模型中，模型共享变得相对比较容易．深度神经网络模型提
供了一种很方便的信息共享方式，可以很容易地进行多任务学习．多任务学习的
共享机制比较灵活，有很多种共享模式．图10.1给出了多任务学习中四种常见的
共享模式，其中𝐴、𝐵和𝐶表示三个不同的任务，红色框表示共享模块，蓝色框表
示任务特定模块．

这四种常见的共享模式分别为：
（1） 硬共享模式：让不同任务的神经网络模型共同使用一些共享模块（一

般是低层）来提取一些通用特征，然后再针对每个不同的任务设置一些私有模
块（一般是高层）来提取一些任务特定的特征．
（2） 软共享模式：不显式地设置共享模块，但每个任务都可以从其他任务

中“窃取”一些信息来提高自己的能力．窃取的方式包括直接复制使用其他任务
的隐状态，或使用注意力机制来主动选取有用的信息．
（3） 层次共享模式：一般神经网络中不同层抽取的特征类型不同，低层一

般抽取一些低级的局部特征，高层抽取一些高级的抽象语义特征．因此如果多任
务学习中不同任务也有级别高低之分，那么一个合理的共享模式是让低级任务
在低层输出，高级任务在高层输出．
（4） 共享-私有模式：一个更加分工明确的方式是将共享模块和任务特定

（私有）模块的责任分开．共享模块捕捉一些跨任务的共享特征，而私有模块只
https://nndl.github.io/
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A B C

(a)硬共享模式

A B C

(b)软共享模式

A

B

C

(c)层次共享模式

A C

(d)共享-私有模式

图 10.1 多任务学习中四种常见的共享模式

捕捉和特定任务相关的特征．最终的表示由共享特征和私有特征共同构成．
学习步骤 在多任务学习中，每个任务都可以有自己单独的训练集．为了让所有
任务同时学习，我们通常会使用交替训练的方式来“近似”地实现同时学习．

假设有𝑀个相关任务，第𝑚个任务的训练集为𝒟𝑚，包含𝑁𝑚个样本．

𝒟𝑚 = {(𝒙(𝑚,𝑛), 𝑦(𝑚,𝑛))}𝑁𝑚
𝑛=1, (10.24)

其中𝒙(𝑚,𝑛)和𝑦(𝑚,𝑛)表示第𝑚个任务中的第𝑛个样本以及它的标签．
假设这𝑀个任务对应的模型分别为𝑓𝑚(𝒙; 𝜃), 1 ≤ 𝑚 ≤ 𝑀，多任务学习的联

合目标函数为所有任务损失函数的线性加权．

ℒ(𝜃) =
𝑀
∑
𝑚=1

𝑁𝑚

∑
𝑛=1

𝜂𝑚ℒ𝑚(𝑓𝑚(𝑥(𝑚,𝑛); 𝜃), 𝑦(𝑚,𝑛)), (10.25)

其中ℒ𝑚(⋅)为第𝑚个任务的损失函数，𝜂𝑚是第𝑚个任务的权重，𝜃表示包含了共
享模块和私有模块在内的所有参数．权重可以根据不同任务的重要程度来赋值，
也可以根据任务的难易程度来赋值．通常情况下，所有任务设置相同的权重，即
𝜂𝑚 = 1, 1 ≤ 𝑚 ≤ 𝑀．

多任务学习的流程可以分为两个阶段：
https://nndl.github.io/
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（1） 联合训练阶段：每次迭代时，随机挑选一个任务，然后从这个任务中随
机选择一些训练样本，计算梯度并更新参数．多任务学习中联合训练阶段的具体
过程如算法10.4所示．
算法 10.4 多任务学习中联合训练过程

输入:𝑀个任务的数据集𝒟𝑚, 1 ≤ 𝑚 ≤ 𝑀;
每个任务的批量大小𝐾𝑚, 1 ≤ 𝑚 ≤ 𝑀;
最大迭代次数𝑇，学习率𝛼;

1 随机初始化参数𝜃0;
2 for 𝑡 = 1⋯𝑇 do

// 准备𝑀个任务的数据
3 for𝑚 = 1⋯𝑀 do
4 将任务𝑚的训练集𝒟𝑚中随机划分为 𝑐 = 𝑁𝑚

𝐾𝑚
个小批量集合：

ℬ𝑚 = {ℐ𝑚,1,⋯ , ℐ𝑚,𝑐};
5 end
6 合并所有小批量样本 ̄ℬ = ℬ1 ∪ ℬ2 ∪⋯ ∪ℬ𝑀 ;
7 随机排序 ̄ℬ;
8 foreach ℐ ∈ ̄ℬ do
9 计算小批量样本 ℐ上的损失ℒ(𝜃) ; // 只计算 ℐ在对应任务上的损失
10 更新参数：𝜃𝑡 ← 𝜃𝑡−1 − 𝛼 ⋅ ∇𝜃ℒ(𝜃);
11 end
12 end
输出:模型𝑓𝑚, 1 ≤ 𝑚 ≤ 𝑀

（2） 单任务精调阶段：基于多任务学习得到的参数，分别在每个单独任务
进行精调（Fine-Tuning）．其中单任务精调阶段为可选阶段．当多个任务的差异
性比较大时，在每个单任务上继续优化参数可以进一步提升模型能力．

多任务学习通常可以获得比单任务学习更好的泛化能力，主要有以下几个
原因：
（1） 多任务学习在多个任务的数据集上进行训练，比单任务学习的训练集

更大．由于多个任务之间有一定的相关性，因此多任务学习相当于是一种隐式的
数据增强，可以提高模型的泛化能力．
（2） 多任务学习中的共享模块需要兼顾所有任务，这在一定程度上避免了

模型过拟合到单个任务的训练集，可以看作一种正则化．
（3） 既然一个好的表示通常需要适用于多个不同任务， 参见第1.3节．多任务学习的机制

使得它会比单任务学习获得更好的表示．
（4） 在多任务学习中，每个任务都可以“选择性”利用其他任务中学习到

的隐藏特征，从而提高自身的能力．
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10.4 迁移学习
标准机器学习的前提假设是训练数据和测试数据的分布是相同的．如果不

满足这个假设，在训练集上学习到的模型在测试集上的表现会比较差．而在很多
实际场景中，经常碰到的问题是标注数据的成本十分高，无法为一个目标任务准
备足够多相同分布的训练数据．因此，如果有一个相关任务已经有了大量的训练
数据，虽然这些训练数据的分布和目标任务不同，但是由于训练数据的规模比较
大，我们假设可以从中学习某些可以泛化的知识，那么这些知识对目标任务会有
一定的帮助．如何将相关任务的训练数据中的可泛化知识迁移到目标任务上，就
是迁移学习（Transfer Learning）要解决的问题．

具体而言，假设一个机器学习任务𝒯的样本空间为𝒳 × 𝒴，其中𝒳为输入空
间，𝒴为输出空间，其概率密度函数为𝑝(𝒙, 𝑦)． 𝑝(𝒙, 𝑦) = 𝑃(𝑋 =

𝒙,𝑌 = 𝑦).
为简单起见，这里设𝒳为𝐷维实数

空间的一个子集，𝒴为一个离散的集合．
一个样本空间及其分布可以称为一个领域（Domain）：𝒟 = (𝒳, 𝒴, 𝑝(𝒙, 𝑦))．

给定两个领域，如果它们的输入空间、输出空间或概率分布中至少一个不同，那
么这两个领域就被认为是不同的．从统计学习的观点来看，一个机器学习任务𝒯
定义为在一个领域𝒟上的条件概率𝑝(𝑦|𝒙)的建模问题．

迁移学习是指两个不同领域的知识迁移过程，利用源领域（SourceDomain）
𝒟𝑆中学到的知识来帮助目标领域（Target Domain）𝒟𝑇上的学习任务．源领域
的训练样本数量一般远大于目标领域．

表10.1给出了迁移学习和标准机器学习的比较．
表 10.1 迁移学习和标准机器学习的比较

学习类型 样本空间 概率分布

标准机器学习 𝒳𝑆 = 𝒳𝑇 , 𝒴𝑆 = 𝒴𝑇 𝑝𝑆(𝒙, 𝑦) = 𝑝𝑇 (𝒙, 𝑦)

迁移学习 𝒳𝑆 ≠ 𝒳𝑇或𝒴𝑆 ≠ 𝒴𝑇或𝑝𝑆(𝒙, 𝑦) ≠ 𝑝𝑇 (𝒙, 𝑦)

迁移学习根据不同的迁移方式又分为两个类型：归纳迁移学习（Inductive
Transfer Learning）和转导迁移学习（Transductive Transfer Learning）．这两
个类型分别对应两个机器学习的范式：归纳学习（Inductive Learning）和转导
学习（Transductive Learning）[Vapnik, 1998]．一般的机器学习都是指归纳学
习，即希望在训练数据集上学习到使得期望风险（即真实数据分布上的错误率）
最小的模型．

期望风险参见

第2.2.2节．而转导学习的目标是学习一种在给定测试集上错误率最小的模型，
在训练阶段可以利用测试集的信息．
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归纳迁移学习是指在源领域和任务上学习出一般的规律，然后将这个规律
迁移到目标领域和任务上；而转导迁移学习是一种从样本到样本的迁移，直接利
用源领域和目标领域的样本进行迁移学习．

10.4.1 归纳迁移学习
在归纳迁移学习中，源领域和目标领域有相同的输入空间𝒳𝑆 = 𝒳𝑇，输出

空间可以相同也可以不同，源任务和目标任务一般不相同𝒯𝑆 ≠ 𝒯𝑇，即𝑝𝑆(𝑦|𝒙) ≠
𝑝𝑇(𝑦|𝒙)．一般而言，归纳迁移学习要求源领域和目标领域是相关的，并且源领域
𝒟𝑆有大量的训练样本，这些样本可以是有标注的样本，也可以是无标注样本．
（1） 当源领域只有大量无标注数据时，源任务可以转换为无监督学习任

务，比如自编码和密度估计任务．通过这些无监督任务学习一种可迁移的表
示，然后再将这种表示迁移到目标任务上．

自 编 码 器 参 见

第9.1.3节．概率密度估
计参见第9.2节．这种学习方式和自学习（Self-Taught

Learning）[Raina et al., 2007]以及半监督学习比较类似．比如在自然语言处理
领域，由于语言相关任务的标注成本比较高，很多自然语言处理任务的标注数据
都比较少，这导致了在这些自然语言处理任务上经常会受限于训练样本数量而
无法充分发挥深度学习模型的能力．同时，由于我们可以低成本地获取大规模的
无标注自然语言文本，因此一种自然的迁移学习方式是将大规模文本上的无监
督学习（比如语言模型）中学到的知识迁移到一个新的目标任务上．从早期的预
训练词向量（比如word2vec [Mikolov et al., 2013]和GloVe [Pennington et al.,
2014]等）到句子级表示（比如ELMO [Peters et al., 2018]、OpenAI GPT [Rad-
ford et al., 2018]以及BERT[Devlin et al., 2018]等）都对自然语言处理任务有很
大的促进作用．
（2） 当源领域有大量的标注数据时，可以直接将源领域上训练的模型迁

移到目标领域上．比如在计算机视觉领域有大规模的图像分类数据集 ImageNet
[Deng et al., 2009]．由于在 ImageNet数据集上有很多预训练的图像分类模型，比
如AlexNet[Krizhevsky et al., 2012]、VGG [Simonyan et al., 2014]和ResNet[He
et al., 2016]等，我们可以将这些预训练模型迁移到目标任务上．

在归纳迁移学习中，由于源领域的训练数据规模非常大，这些预训练模型通
常有比较好的泛化性，其学习到的表示通常也适用于目标任务．归纳迁移学习一
般有下面两种迁移方式：
（1） 基于特征的方式：将预训练模型的输出或者是中间隐藏层的输出作为

特征直接加入到目标任务的学习模型中．目标任务的学习模型可以是一般的浅
层分类器（比如支持向量机等）或一个新的神经网络模型．
（2） 精调的方式：在目标任务上复用预训练模型的部分组件，并对其参数

进行精调（Fine-Tuning）．
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假设预训练模型是一个深度神经网络，这个预训练网络中每一层的可迁移
性也不尽相同 [Yosinski et al., 2014]．通常来说，网络的低层学习一些通用的低
层特征，中层或高层学习抽象的高级语义特征，而最后几层一般学习和特定任务
相关的特征．因此，根据目标任务的自身特点以及和源任务的相关性，可以有针
对性地选择预训练模型的不同层来迁移到目标任务中．

将预训练模型迁移到目标任务上通常会比从零开始学习的方式更好，主要
体现在以下三点 [Torrey et al., 2010]：1）初始模型的性能一般比随机初始化的
模型要好；2）训练时模型的学习速度比从零开始学习要快，收敛性更好；3）模型
的最终性能更好，具有更好的泛化性．

归纳迁移学习和多任务学习也比较类似，但有下面两点区别：1）多任务学
习是同时学习多个不同任务，而归纳迁移学习通常分为两个阶段，即源任务上
的学习阶段和目标任务上的迁移学习阶段；2）归纳迁移学习是单向的知识迁移，
希望提高模型在目标任务上的性能，而多任务学习是希望提高所有任务的性能．

10.4.2 转导迁移学习
转导迁移学习是一种从样本到样本的迁移，直接利用源领域和目标领域的

样本进行迁移学习 [Arnold et al., 2007]．转导迁移学习可以看作一种特殊的转导
学习（Transductive Learning）[Joachims, 1999]．转导迁移学习通常假设源领
域有大量的标注数据，而目标领域没有（或只有少量）标注数据，但是有大量的
无标注数据．目标领域的数据在训练阶段是可见的．

转导迁移学习的一个常见子问题是领域适应（Domain Adaptation）．在领
域适应问题中，一般假设源领域和目标领域有相同的样本空间，但是数据分布不
同𝑝𝑆(𝒙, 𝑦) ≠ 𝑝𝑇(𝒙, 𝑦)．

根据贝叶斯公式，𝑝(𝒙, 𝑦) = 𝑝(𝒙|𝑦)𝑝(𝑦) = 𝑝(𝑦|𝒙)𝑝(𝒙)，因此数据分布的不一
致通常由三种情况造成：
（1） 协变量偏移（Covariate Shift）：源领域和目标领域的输入边际分布

不同 𝑝𝑆(𝒙) ≠ 𝑝𝑇(𝒙)，但后验分布相同 𝑝𝑆(𝑦|𝒙) = 𝑝𝑇(𝑦|𝒙)，即学习任务相同
𝒯𝑆 = 𝒯𝑇．
（2） 概念偏移（Concept Shift）：输入边际分布相同𝑝𝑆(𝒙) = 𝑝𝑇(𝒙)，但后

验分布不同𝑝𝑆(𝑦|𝒙) ≠ 𝑝𝑇(𝑦|𝒙)，即学习任务不同𝒯𝑆 ≠ 𝒯𝑇．
（3） 先验偏移（Prior Shift）：源领域和目标领域中的输出标签𝑦的先验分

布不同𝑝𝑆(𝑦) ≠ 𝑝𝑇(𝑦)，条件分布相同𝑝𝑆(𝒙|𝑦) = 𝑝𝑇(𝒙|𝑦)．在这样情况下，目标领
域必须提供一定数量的标注样本．

广义的领域适应问题可能包含上述一种或多种偏移情况．目前，大多数的领
域适应问题主要关注协变量偏移，这样领域适应问题的关键就在于如何学习领
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协变量是一个统计学概念，是可能影响预测结果的统计变量．在机
器学习中，协变量可以看作输入．一般的机器学习算法都要求输入在训
练集和测试集上的分布是相似的．协变量偏移（Covariate Shift）一般指
输入在训练集和测试集上的分布不同．这样，在训练集上学习到的模型
在测试集上的表现会比较差．

−4 −2 0 2 4 6 8

0

0.1

0.2

0.3
训练集
测试集

机器学习小知识 |协变量偏移

♣

域无关（Domain-Invariant）的表示．假设𝑝𝑆(𝑦|𝒙) = 𝑝𝑇(𝑦|𝒙)，领域适应的目标
是学习一个模型𝑓 ∶ 𝒳 → 𝒴使得

ℛ𝑇(𝜃𝑓) = 𝔼(𝒙,𝑦)∼𝑝𝑇 (𝒙,𝑦)[ℒ(𝑓(𝒙; 𝜃𝑓), 𝑦)] (10.26)

= 𝔼(𝒙,𝑦)∼𝑝𝑆(𝒙,𝑦)
𝑝𝑇(𝒙, 𝑦)
𝑝𝑆(𝒙, 𝑦)

[ℒ(𝑓(𝒙; 𝜃𝑓), 𝑦)] (10.27)

= 𝔼(𝒙,𝑦)∼𝑝𝑆(𝒙,𝑦)
𝑝𝑇(𝒙)
𝑝𝑆(𝒙)

[ℒ(𝑓(𝒙; 𝜃𝑓), 𝑦)], (10.28)

其中ℒ(⋅)为损失函数，𝜃𝑓为模型参数．
如果我们可以学习一个映射函数 𝑔 ∶ 𝒳 → ℝ𝑑，将𝒙映射到一个特征空间

中，并在这个特征空间中使得源领域和目标领域的边际分布相同𝑝𝑆(𝑔(𝒙; 𝜃𝑔)) =
𝑝𝑇(𝑔(𝒙; 𝜃𝑔)), ∀𝒙 ∈ 𝒳，其中𝜃𝑔为映射函数的参数，那么目标函数可以近似为

ℛ𝑇(𝜃𝑓, 𝜃𝑔) = 𝔼(𝒙,𝑦)∼𝑝𝑆(𝒙,𝑦)[ℒ(𝑓(𝑔(𝒙; 𝜃𝑔); 𝜃𝑓), 𝑦)] + 𝛾𝑑𝑔(𝑆, 𝑇) (10.29)

= ℛ𝑆(𝜃𝑓, 𝜃𝑔) + 𝛾𝑑𝑔(𝑆, 𝑇), (10.30)

其中ℛ𝑆(𝜃𝑓, 𝜃𝑔)为源领域上的期望风险函数，𝑑𝑔(𝑆, 𝑇)是一个分布差异的度量函
数，用来计算在映射特征空间中源领域和目标领域的样本分布的距离，𝛾为一个
超参数，用来平衡两个子目标的重要性比例．这样，学习的目标是优化参数 𝜃𝑓, 𝜃𝑔
使得提取的特征是领域无关的，并且在源领域上损失最小．

https://nndl.github.io/

https://nndl.github.io/


10.5 终身学习 2021年 5月 18日 242

令

𝒟𝑆 = {(𝒙(𝑛)𝑆 , 𝑦(𝑛)𝑆 )}𝑁𝑛=1 ∼ 𝑝𝑆(𝒙, 𝑦), (10.31)

𝒟𝑇 = {𝒙(𝑚)
𝑇 }𝑀𝑚=1 ∼ 𝑝𝑇(𝒙, 𝑦), (10.32)

分别为源领域和目标领域的训练数据，我们首先用映射函数 𝑔(𝒙, 𝜃𝑔)将两个领
域中训练样本的输入𝒙映射到特征空间，并优化参数 𝜃𝑔使得映射后两个领域的
输入分布差异最小．分布差异一般可以通过一些度量函数来计算，比如 MMD
（MaximumMean Discrepancy）[Gretton et al., 2007]、CMD（Central Moment
Discrepancy）[Zellinger et al., 2017]等，也可以通过领域对抗学习来得到领域
无关的表示 [Bousmalis et al., 2016; Ganin et al., 2016]．

以对抗学习为例，我们可以引入一个领域判别器𝑐来判断一个样本是来自于
哪个领域．如果领域判别器 𝑐无法判断一个映射特征的领域信息，就可以认为这
个特征是一种领域无关的表示．

对于训练集中的每一个样本𝒙，我们都赋予 𝑧 ∈ {1, 0}表示它是来自于源领
域还是目标领域，领域判别器 𝑐(𝒉, 𝜃𝑐)根据其映射特征𝒉 = 𝑔(𝒙, 𝜃𝑔)来预测它来
自于源领域的概率𝑝(𝑧 = 1|𝒙)．由于领域判别是一个两分类问题，𝒉来自于目标
领域的概率为 1 − 𝑐(𝒉, 𝜃𝑐)．

因此，领域判别器的损失函数为：

ℒ𝑐(𝜃𝑔, 𝜃𝑐) =
1
𝑁

𝑁
∑
𝑛=1

log 𝑐(𝒉(𝑛)𝑆 , 𝜃𝑐) +
1
𝑀

𝑀
∑
𝑚=1

log (1 − 𝑐(𝒉(𝑚)
𝐷 , 𝜃𝑐)), (10.33)

其中𝒉(𝑛)𝑆 = 𝑔(𝒙(𝑛)𝑆 , 𝜃𝑔)，𝒉(𝑚)
𝐷 = 𝑔(𝒙(𝑚)

𝐷 , 𝜃𝑔)分别为样本𝒙(𝑛)𝑆 和𝒙(𝑚)
𝐷 的特征向量．

这样，领域迁移的目标函数可以分解为两个对抗的目标．一方面，要学习参
数𝜃𝑐使得领域判别器 𝑐(𝒉, 𝜃𝑐)尽可能区分出一个表示𝒉 = 𝑔(𝒙, 𝜃𝑔)是来自于哪个
领域；另一方面，要学习参数 𝜃𝑔使得提取的表示𝒉无法被领域判别器 𝑐(𝒉, 𝜃𝑐)预
测出来，并同时学习参数𝜃𝑓使得模型𝑓(𝒉; 𝜃𝑓)在源领域的损失最小．

min
𝜃𝑐

ℒ𝑐(𝜃𝑓, 𝜃𝑐), (10.34)

min
𝜃𝑓,𝜃𝑔

𝑁
∑
𝑛=1

ℒ(𝑓(𝑔(𝒙(𝑛)𝑆 ; 𝜃𝑔); 𝜃𝑓), 𝑦(𝑛)𝑆 ) − 𝛾ℒ𝑐(𝜃𝑓, 𝜃𝑐). (10.35)

10.5 终身学习
虽然深度学习在很多任务上取得了成功，但是其前提是训练数据和测试数

据的分布要相同，一旦训练结束模型就保持固定，不再进行迭代更新．并且，要想
https://nndl.github.io/

https://nndl.github.io/


10.5 终身学习 2021年 5月 18日 243

一个模型同时在很多不同任务上都取得成功依然是一件十分困难的事情．比如
在围棋任务上训练的AlphaGo只会下围棋，对象棋一窍不通．如果让AlphaGo
去学习下象棋，可能会损害其下围棋的能力，这显然不符合人类的学习过程．我
们在学会了下围棋之后，再去学下象棋，并不会忘记下围棋的下法．人类的学习
是一直持续的，人脑可以通过记忆不断地累积学习到的知识，这些知识累积可以
在不同的任务中持续进行．在大脑的海马系统上，新的知识在以往知识的基础上
被快速建立起来；之后经过长时间的处理，在大脑皮质区形成较难遗忘的长时记
忆．由于不断的知识累积，人脑在学习新的任务时一般不需要太多的标注数据．

终身学习（Lifelong Learning），也叫持续学习（Continuous Learning），
是指像人类一样具有持续不断的学习能力，根据历史任务中学到的经验和知识
来帮助学习不断出现的新任务，并且这些经验和知识是持续累积的，不会因为新
的任务而忘记旧的知识 [Chen et al., 2016; Thrun, 1998]．

在终身学习中，假设一个终身学习算法已经在历史任务𝒯1, 𝒯2,⋯ ,𝒯𝑚上学习
到一个模型，当出现一个新任务𝒯𝑚+1时，这个算法可以根据过去在𝑚个任务上
学习的知识来帮助学习第𝑚 + 1个任务，同时累积所有的𝑚 + 1个任务上的知
识．这个设定和归纳迁移学习十分类似，但归纳迁移学习的目标是优化目标任务
的性能，而不关心知识的累积．而终身学习的目标是持续的学习和知识累积．另
外，终身学习和多任务学习也十分类似，但不同之处在于终身学习并不在所有任
务上同时学习．多任务学习是在使用所有任务的数据进行联合学习，并不是持续
地一个一个的学习．

在终身学习中，一个关键的问题是如何避免灾难性遗忘（Catastrophic For-
getting），即按照一定顺序学习多个任务时，在学习新任务的同时不忘记先前学
会的历史任务 [French, 1999; Kirkpatrick et al., 2017]．比如在神经网络模型中，
一些参数对任务𝒯𝐴非常重要，如果在学习任务𝒯𝐵时被改变了，就可能给任务𝒯𝐴
造成不好的影响．

在网络容量有限时，学习一个新的任务一般需要遗忘一些历史任务的知识．
而目前的神经网络往往都是过参数化的，对于任务𝒯𝐴而言有很多参数组合都可
以达到最好的性能．这样，在学习任务𝒯𝐵时，可以找到一组不影响任务𝒯𝐴而又能
使得任务𝒯𝐵最优的参数．

解决灾难性遗忘的方法有很多．我们这里介绍一种弹性权重巩固（Elastic
Weight Consolidation）方法 [Kirkpatrick et al., 2017]．

不失一般性，以两个任务的持续学习为例，假设任务𝒯𝐴和任务𝒯𝐵的数据集
分别为𝒟𝐴和𝒟𝐵．从贝叶斯的角度来看，将模型参数 𝜃看作随机向量，给定两个
任务时𝜃的后验分布为

log𝑝(𝜃|𝒟) = log𝑝(𝒟|𝜃) + log𝑝(𝜃) − log𝑝(𝒟), (10.36)
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其中𝒟 = 𝒟𝐴 ∪ 𝒟𝐵．根据独立同分布假设，上式可以写为

log𝑝(𝜃|𝒟)= log𝑝(𝒟𝐴|𝜃)+log𝑝(𝒟𝐵|𝜃)+log𝑝(𝜃)−log𝑝(𝒟𝐴)−log𝑝(𝒟𝐵) (10.37)

= log𝑝(𝒟𝐵|𝜃) + log𝑝(𝜃|𝒟𝐴) − log𝑝(𝒟𝐵), (10.38)

其中𝑝(𝜃|𝒟𝐴)包含了所有在任务𝒯𝐴上学习到的信息．当顺序地学习任务𝒯𝐵时，
参数在两个任务上的后验分布和其在任务𝒯𝐴的后验分布有关．

由于后验分布比较难以建模，我们可以通过一个近似的方法来估计． 参考 [Bishop, 2007]中
第 4章中的拉普拉斯
近似．

假设
𝑝(𝜃|𝒟𝐴)为高斯分布，期望为在任务𝒯𝐴上学习到的参数𝜃∗𝐴，精度矩阵（即协方差
矩阵的逆）可以用参数𝜃在数据集𝒟𝐴上的Fisher信息矩阵来近似，即

𝑝(𝜃|𝒟𝐴) = 𝒩(𝜃∗𝐴, 𝐹−1), (10.39)

其中𝐹为Fisher信息矩阵．为了提高计算效率，𝐹可以简化为对角矩阵，由Fisher
信息矩阵对角线构成．
Fisher信息矩阵 Fisher信息矩阵（Fisher InformationMatrix）是一种测量似
然函数𝑝(𝑥; 𝜃)携带的关于参数 𝜃的信息量的方法．通常一个参数对分布的影响
可以通过对数似然函数的梯度来衡量．令打分函数𝑠(𝜃)为

𝑠(𝜃) = ∇𝜃 log𝑝(𝑥; 𝜃), (10.40)

则 𝑠(𝜃)的期望为 0．
证明.

𝔼[𝑠(𝜃)] = ∫∇𝜃 log𝑝(𝑥; 𝜃)𝑝(𝑥; 𝜃)d𝑥 (10.41)

= ∫ ∇𝜃𝑝(𝑥; 𝜃)
𝑝(𝑥; 𝜃) 𝑝(𝑥; 𝜃)d𝑥 (10.42)

= ∫∇𝜃𝑝(𝑥; 𝜃)d𝑥 (10.43)

= ∇𝜃∫𝑝(𝑥; 𝜃)d𝑥 (10.44)

= ∇𝜃1 = 0. (10.45)

𝑠(𝜃)的协方差矩阵称为Fisher信息矩阵，可以衡量参数 𝜃的估计的不确定
性．Fisher信息矩阵的定义为

𝐹(𝜃) = 𝔼[𝑠(𝜃)𝑠(𝜃)T] (10.46)

= 𝔼[∇𝜃 log𝑝(𝑥; 𝜃)(∇𝜃 log𝑝(𝑥; 𝜃))T]. (10.47)
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由于我们不知道似然函数𝑝(𝑥; 𝜃)的具体形式，Fisher信息矩阵可以用经验
分布来进行估计．给定一个数据集 {𝑥(1),⋯ , 𝑥(𝑁)}，Fisher信息矩阵可以近似为

𝐹(𝜃) = 1
𝑁

𝑁
∑
𝑛=1

∇𝜃 log𝑝(𝑥(𝑛); 𝜃)(∇𝜃 log𝑝(𝑥(𝑛); 𝜃))T. (10.48)

Fisher信息矩阵的对角线的值反映了对应参数在通过最大似然进行估计时
的不确定性，其值越大，表示该参数估计值的方差越小，估计更可靠性，其携带的
关于数据分布的信息越多．

因此，对于任务𝒯𝐴的数据集𝒟𝐴，我们可以用Fisher信息矩阵来衡量一个参
数携带的关于𝒟𝐴的信息量，即

𝐹𝐴(𝜃) = 1
𝑁 ∑

(𝒙,𝑦)∈𝒟𝐴

∇𝜃 log𝑝(𝑦|𝒙; 𝜃)(∇𝜃 log𝑝(𝑦|𝒙; 𝜃))T. (10.49)

通过上面的近似，在训练任务𝒯𝐵时的损失函数为

参见习题10-4．ℒ(𝜃) = ℒ𝐵(𝜃) +
𝑁
∑
𝑖=1

𝜆
2𝐹

𝐴
𝑖 ⋅ (𝜃𝑖 − 𝜃∗𝐴,𝑖)2, (10.50)

其中ℒ𝐵(𝜃)为任务𝑝(𝜃|𝒟𝐵)的损失函数，𝐹𝐴
𝑖 为Fisher信息矩阵的第 𝑖个对角线

元素，𝜃∗𝐴为在任务𝒯𝐴上学习到的参数，𝜆为平衡两个任务重要性的超参数，𝑁为
参数的总数量．

10.6 元学习
根据没有免费午餐定理，没有一种通用的学习算法可以在所有任务上都有

效．因此，当使用机器学习算法实现某个任务时，我们通常需要“就事论事”，根据
任务的特点来选择合适的模型、损失函数、优化算法以及超参数．那么，我们是否
可以有一套自动方法，根据不同任务来动态地选择合适的模型或动态地调整超
参数呢？事实上，人脑中的学习机制就具备这种能力．在面对不同的任务时，人脑
的学习机制并不相同．即使面对一个新的任务，人们往往也可以很快找到其学习
方式．这种可以动态调整学习方式的能力，称为元学习（Meta-Learning），也称
为学习的学习（Learning to Learn）[Thrun et al., 2012]．

元学习的目的是从已有任务中学习一种学习方法或元知识，可以加速新任
务的学习．从这个角度来说，元学习十分类似于归纳迁移学习，但元学习更侧重
从多种不同（甚至是不相关）的任务中归纳出一种学习方法．

和元学习比较相关的另一个机器学习问题是小样本学习（Few-shot Learn-
ing），即在小样本上的快速学习能力．每个类只有𝐾个标注样本，𝐾非常小．如
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果𝐾 = 1，称为单样本学习（One-shot Learning）；如果𝐾 = 0，称为零样本学习
（Zero-shot Learning）．

这里我们主要介绍两种典型的元学习方法：基于优化器的元学习和模型无
关的元学习．

10.6.1 基于优化器的元学习
目前神经网络的学习方法主要是定义一个目标损失函数ℒ(𝜃)，并通过梯度

下降算法来最小化ℒ(𝜃)：

𝜃𝑡 ← 𝜃𝑡−1 − 𝛼∇ℒ(𝜃𝑡−1)， (10.51)

其中 𝜃𝑡为第 𝑡步时的模型参数，∇ℒ(𝜃𝑡−1)为梯度，𝛼为学习率．根据没有免费午
餐定理，没有一种通用的优化算法可以在所有任务上都有效． 参见第7.2节．因此在不同的任务
上，我们需要选择不同的学习率以及不同的优化方法，比如动量法、Adam等．这
些选择对具体一个学习的影响非常大．对于一个新的任务，我们往往通过经验或
超参搜索来选择一个合适的设置．

不同的优化算法的区别在于更新参数的规则不同，因此一种很自然的元学
习就是自动学习一种更新参数的规则，即通过另一个神经网络（比如循环神经
网络）来建模梯度下降的过程 [Andrychowicz et al., 2016; Schmidhuber, 1992;
Younger et al., 2001]．图10.2给出了基于优化器的元学习的示例．

𝒜𝜙∗

学习算法

𝒯 ∶ {𝒙(𝑛), 𝑦(𝑛)}𝑁𝑛=1
新任务

𝑓(𝒙; 𝜃∗)
模型

𝒜𝑀

元学习算法

𝒯1, 𝒯2,⋯ ,𝒯𝑀
任务集合

图 10.2 基于优化器的元学习

我们用函数𝑔𝑡(⋅)来预测第 𝑡步时参数更新的差值Δ𝜃𝑡 = 𝜃𝑡 − 𝜃𝑡−1．函数𝑔𝑡(⋅)
称为优化器，输入是当前时刻的梯度值，输出是参数的更新差值Δ𝜃𝑡．这样，第 𝑡
步的更新规则可以写为

𝜃𝑡+1 = 𝜃𝑡 + 𝑔𝑡(∇ℒ(𝜃𝑡); 𝜙) (10.52)

其中𝜙为优化器𝑔𝑡(⋅)的参数．
学习优化器 𝑔𝑡(⋅)的过程可以看作一种元学习过程，其目标是找到一个适用

于多个不同任务的优化器．在标准梯度下降中，每步迭代的目标是使得ℒ(𝜃)下
https://nndl.github.io/
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降．而在优化器的元学习中，我们希望在每步迭代的目标是ℒ(𝜃)最小，具体的目
标函数为

ℒ(𝜙) = 𝔼𝑓[
𝑇
∑
𝑡=1

𝑤𝑡ℒ(𝜃𝑡)], (10.53)

𝜃𝑡 = 𝜃𝑡−1 + 𝒈𝑡, (10.54)

[𝒈𝑡; 𝒉𝑡] = LSTM(∇ℒ(𝜃𝑡−1), 𝒉𝑡−1; 𝜙), (10.55)

其中𝑇为最大迭代次数，𝑤𝑡 > 0为每一步的权重，一般可以设置𝑤𝑡 = 1, ∀𝑡．由
于 LSTM网络可以记忆梯度的历史信息，学习到的优化器可以看作一个高阶的
优化方法．

在每步训练时，随机初始化模型参数，计算每一步的ℒ(𝜃𝑡)，以及元学习的
损失函数ℒ(𝜙)，并使用梯度下降更新参数．由于神经网络的参数非常多，导致
LSTM网络的输入和输出都是非常高维的，训练这样一个巨大的网络是不可行
的．因此，一种简化的方法是为每个参数都使用一个共享的LSTM网络来进行更
新，这样可以使用一个非常小的共享LSTM网络来更新参数．

10.6.2 模型无关的元学习
元学习的目标之一是快速学习的能力，即在多个不同的任务上学习一个模

型，让其在新任务上经过少量的迭代，甚至是单步迭代，就可以达到一个非常好
的性能，并且避免在新任务上的过拟合．

模型无关的元学习（Model-Agnostic Meta-Learning，MAML）是一个简单
的模型无关、任务无关的元学习算法 [Finn et al., 2017]．假设所有的任务都来自
于一个任务空间，其分布为𝑝(𝒯)，我们可以在这个任务空间的所有任务上学习
一种通用的表示，这种表示可以经过梯度下降方法在一个特定的单任务上进行
精调．假设一个模型为𝑓𝜃，如果我们让这个模型适应到一个新任务𝒯𝑚上，通过一
步或多步的梯度下降更新，学习到的任务适配参数为

𝜃′𝑚 = 𝜃 − 𝛼∇𝜃ℒ𝒯𝑚(𝑓𝜃), (10.56)

其中𝛼为学习率．这里𝜃′𝑚可以理解为关于𝜃的函数，而不是真正的参数更新．
MAML的目标是学习一个参数𝜃使得其经过一个梯度迭代就可以在新任务

上达到最好的性能，即

min
𝜃

∑
𝒯𝑚∼𝑝(𝒯)

ℒ𝒯𝑚(𝑓𝜃′𝑚) = min
𝜃

∑
𝒯𝑚∼𝑝(𝒯)

ℒ𝒯𝑚(𝑓( 𝜃 − 𝛼∇𝜃ℒ𝒯𝑚(𝑓𝜃)⏟⎵⎵⎵⎵⏟⎵⎵⎵⎵⏟
𝜃′𝑚

)). (10.57)
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在所有任务上的元优化（Meta-Optimization）也采用梯度下降来进行优
化，即

𝜃 ← 𝜃 − 𝛽∇𝜃

𝑀
∑
𝑚=1

ℒ𝒯𝑚(𝑓𝜃′𝑚) (10.58)

= 𝜃 − 𝛽
𝑀
∑
𝑚=1

∇𝜃ℒ𝒯𝑚(𝑓𝜃𝑚)(𝐼 − 𝛼∇2
𝜃ℒ𝒯𝑚(𝑓𝜃𝑚)), (10.59)

其中𝛽为元学习率，𝐼为单位阵．这一步是一个真正的参数更新步骤．这里可以看
出，当𝛼比较小时，MAML就近似为普通的多任务学习优化方法．MAML需要计
算关于𝜃的二阶梯度，但用一些近似的一阶方法通常也可以达到比较好的性能．

MAML的具体过程如算法10.5所示．

算法 10.5 模型无关的元学习过程
输入:任务分布𝑝(𝒯);

最大迭代次数𝑇，学习率𝛼, 𝛽;

1 随机初始化参数𝜃;
2 for 𝑡 = 1⋯𝑇 do
3 根据𝑝(𝒯)采样一个任务集合 {𝒯𝑚}𝑀𝑚=1;
4 for𝑚 = 1⋯𝑀 do
5 计算∇𝜃ℒ𝒯𝑚 (𝑓𝜃);
6 计算任务适配的参数：𝜃′𝑚 ← 𝜃 − 𝛼∇𝜃ℒ𝒯𝑚 (𝑓𝜃);
7 end
8 更新参数：𝜃 ← 𝜃 − 𝛽∇𝜃∑

𝑀
𝑚=1ℒ𝒯𝑚 (𝑓𝜃′𝑚 );

9 end
输出:模型𝑓𝜃

10.7 总结和深入阅读
目前，神经网络的学习机制主要是以监督学习为主，这种学习方式得到的模

型往往是任务定向的，也是孤立的．每个任务的模型都是从零开始来训练的，一
切知识都需要从训练数据中得到，导致每个任务都需要大量的训练数据．这种学
习方式和人脑的学习方式是不同的，人脑的学习一般不需要太多的标注数据，并
且是一种持续的学习，可以通过记忆不断地累积学习到的知识．本章主要介绍了
一些和模型无关的学习方式．

集成学习是一种通过汇总多个模型来提高预测准确率的有效方法，代表性
模型有随机森林 [Breiman, 2001]和AdaBoost[Freund et al., 1996]．集成学习可
https://nndl.github.io/
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以参考《Pattern Recognition and Machine Learning》[Bishop, 2007]和综述文
献 [Zhou, 2012]．在训练神经网络时经常采用的丢弃法在一定程度上也是一个模
型集成．

半监督学习研究的主要内容就是如何高效地利用少量标注数据和大量无标
注数据来训练分类器．相比于监督学习，半监督学习一般需要更少的标注数据，
因此在理论和实际应用中均受到了广泛关注．半监督学习可以参考综述 [Zhu,
2006]．最早在训练中运用无标注数据的方法是自训练（Self-Training，或 Self-
Teaching）[Scudder, 1965]．在自训练的基础上，[Blum et al., 1998]提出了由两
个分类器协同训练的算法 Co-Training．该工作获得了国际机器学习会议 ICML
2008的 10年最佳论文．

多任务学习是一种利用多个相关任务来提高模型泛化性的方法，可以参考
文献 [Caruana, 1997; Zhang et al., 2017]．

迁移学习是研究如何将在一个领域上训练的模型迁移到新的领域，使得新
模型不用从零开始学习．但在迁移学习中需要避免将领域相关的特征迁移到新
的领域 [Ganin et al., 2016; Pan et al., 2010]．迁移学习的一个主要研究问题是领
域适应 [Ben-David et al., 2010; Zhang et al., 2013]．

终身学习是一种持续的学习方式，学习系统可以不断累积在先前任务中学
到的知识，并在未来新的任务中利用这些知识 [Chen et al., 2016; Goodfellow
et al., 2013; Kirkpatrick et al., 2017]．

元学习主要关注如何在多个不同任务上学习一种可泛化的快速学习能力
[Thrun et al., 2012]．

上述这些方式都是目前深度学习中的前沿研究问题．

习题

习题10-1 根据Jensen不等式以及公式(10.6)，证明公式(10.9)中的 ̄ℛ(𝑓) ≥ ℛ(𝐹)．
习题 10-2 集成学习是否可以避免过拟合？
习题 10-3 分析自训练和EM算法之间的联系．
习题 10-4 根据最大后验估计来推导公式(10.50)．
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第三部分

进阶模型



第 11章 概率图模型

概率论只不过是把常识归纳为计算问题．

——皮埃尔-西蒙·拉普拉斯（Pierre-Simon Laplace）

概率图模型（Probabilistic Graphical Model，PGM），简称图模型（Graph-
ical Model，GM），是指一种用图结构来描述多元随机变量之间条件独立关系的
概率模型，从而给研究高维空间中的概率模型带来了很大的便捷性．

在本书中，随机变量用

斜体的大写字母表示，

其取值用斜体的小写

字母表示；随机向量用

粗斜体的大写字母表

示，其取值用粗斜体的

小写字母表示．

对于一个𝐾维随机向量𝑿 = [𝑋1, 𝑋2,⋯ , 𝑋𝐾]T，其联合概率为高维空间中的
分布，一般难以直接建模．假设每个变量为离散变量并有𝑀个取值，在不作任何
独立假设条件下，则需要𝑀𝐾−1个参数才能表示其概率分布．当𝑀 = 2, 𝐾 = 100
时，参数量约为 1030，远远超出了目前计算机的存储能力．

一种有效减少参数量的方法是独立性假设．一个𝐾维随机向量𝑿的联合概
率分解为𝐾个条件概率的乘积，

𝑝(𝒙) ≜ 𝑃(𝑿 = 𝒙) (11.1)

=
𝐾
∏
𝑘=1

𝑝(𝑥𝑘|𝑥1,⋯ , 𝑥𝑘−1), (11.2)

其中𝑥𝑘表示变量𝑋𝑘的取值．如果某些变量之间存在条件独立，其参数量就可以
大幅减少．

假设有四个二值变量𝑋1, 𝑋2, 𝑋3, 𝑋4，在不知道这几个变量依赖关系的情况
下，可以用一个联合概率表来记录每一种取值的概率𝑝(𝒙1∶4)，共需要24−1 = 15
个参数．假设在已知𝑋1时，𝑋2和𝑋3独立，即有

𝑝(𝑥2|𝑥1, 𝑥3) = 𝑝(𝑥2|𝑥1), (11.3)

𝑝(𝑥3|𝑥1, 𝑥2) = 𝑝(𝑥3|𝑥1). (11.4)
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在已知𝑋2和𝑋3时，𝑋4也和𝑋1独立，即有

𝑝(𝑥4|𝑥1, 𝑥2, 𝑥3) = 𝑝(𝑥4|𝑥2, 𝑥3), (11.5)

那么其联合概率𝑝(𝒙)可以分解为

𝑝(𝒙) = 𝑝(𝑥1)𝑝(𝑥2|𝑥1)𝑝(𝑥3|𝑥1, 𝑥2)𝑝(𝑥4|𝑥1, 𝑥2, 𝑥3), (11.6)

= 𝑝(𝑥1)𝑝(𝑥2|𝑥1)𝑝(𝑥3|𝑥1)𝑝(𝑥4|𝑥2, 𝑥3), (11.7)

即4个局部条件概率的乘积．如果分别用4个表格来记录这4个条件概率的话，只
需要 1 + 2 + 2 + 4 = 9个独立参数．

当概率模型中的变量数量比较多时，其条件依赖关系也比较复杂．我们可
以使用图结构的方式将概率模型可视化，以一种直观、简单的方式描述随机变量
之间的条件独立性，并可以将一个复杂的联合概率模型分解为一些简单条件概
率模型的组合．图11.1给出了上述例子中 4个变量之间的条件独立性的图形化描
述．图中每个节点表示一个变量，每条连边表示变量之间的依赖关系．

𝑋1
𝑋2

𝑋3
𝑋4

图 11.1 变量𝑋1, 𝑋2, 𝑋3, 𝑋4之间条件独立性的图形化表示

图模型的基本问题 图模型有三个基本问题：
（1） 表示问题：对于一个概率模型，如何通过图结构来描述变量之间的依

赖关系．
（2） 学习问题：图模型的学习包括图结构的学习和参数的学习．在本章中，

我们只关注在给定图结构时的参数学习，即参数估计问题．
（3） 推断问题：在已知部分变量时，计算其他变量的条件概率分布．

图模型与机器学习 很多机器学习模型都可以归结为概率模型，即建模输入和
输出之间的条件概率分布．因此，图模型提供了一种新的角度来解释机器学习模
型，并且这种角度有很多优点，比如了解不同机器学习模型之间的联系，方便设
计新模型等．在机器学习中，图模型越来越多地用来设计和分析各种学习算法．

11.1 模型表示
图由一组节点和节点之间的边组成．在概率图模型中，每个节点都表示一

个随机变量（或一组随机变量），边表示这些随机变量之间的概率依赖关系．
https://nndl.github.io/

https://nndl.github.io/
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常见的概率图模型可以分为两类：有向图模型和无向图模型．
（1）有向图模型使用有向非循环图（Directed Acyclic Graph，DAG）来描

述变量之间的关系．如果两个节点之间有连边，表示对应的两个变量为因果关
系，即不存在其他变量使得这两个节点对应的变量条件独立．
（2）无向图模型使用无向图（Undirected Graph）来描述变量之间的关系．

每条边代表两个变量之间有概率依赖关系，但是并不一定是因果关系．
图11.2给出了两个代表性图模型（有向图和无向图）的示例， 在本章后文中，节点、

随机变量、变量的概念

会经常混用．每个节

点对应一个随机变量．

分别表示了
四个变量 {𝑋1, 𝑋2, 𝑋3, 𝑋4}之间的依赖关系．图中带阴影的节点表示可观测到的变
量，不带阴影的节点表示隐变量，连边表示两变量间的条件依赖关系．

𝑋1
𝑋2

𝑋3
𝑋4

(a)有向图：贝叶斯网络

𝑋1
𝑋2

𝑋3
𝑋4

(b)无向图：马尔可夫随机场

图 11.2 有向图和无向图示例

11.1.1 有向图模型
有向图模型（Directed Graphical Model），也称为贝叶斯网络（Bayesian

Network）或信念网络（Belief Network，BN），是一类用有向图来描述随机向量
概率分布的模型．

定义 11.1 –贝叶斯网络： 对于一个𝐾维随机向量𝑿和一个有𝐾个节点的
有向非循环图𝐺，𝐺中的每个节点都对应一个随机变量，每个连接 𝑒𝑖𝑗表示
两个随机变量𝑋𝑖和𝑋𝑗之间具有非独立的因果关系．令𝑿𝜋𝑘表示变量𝑋𝑘的
所有父节点变量集合，𝑃(𝑋𝑘|𝑿𝜋𝑘)表示每个随机变量的局部条件概率分布
（Local Conditional Probability Distribution）．如果𝑿的联合概率分布可
以分解为每个随机变量𝑋𝑘的局部条件概率的连乘形式，即

𝑝(𝒙) =
𝐾
∏
𝑘=1

𝑝(𝑥𝑘|𝒙𝜋𝑘), (11.8)

那么 (𝐺, 𝑿)构成了一个贝叶斯网络．

条件独立性 在贝叶斯网络中，如果两个节点是直接连接的，它们肯定是非条件
独立的，是直接因果关系．父节点是“因”，子节点是“果”．

https://nndl.github.io/

https://nndl.github.io/
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如果两个节点不是直接连接的，但可以由一条经过其他节点的路径来连接，
那么这两个节点之间的条件独立性就比较复杂．以三个节点的贝叶斯网络为例，
给定三个节点𝑋1、𝑋2、𝑋3，其中𝑋1和𝑋3是不直接连接的，通过节点𝑋2连接．
这三个节点之间可以有四种连接关系，如图11.3所示．在图11.3a和图11.3b中，
𝑋1⟂/⟂𝑋3|∅，但𝑋1⟂⟂𝑋3|𝑋2；在图11.3c中，𝑋1⟂/⟂𝑋3|∅，但𝑋1⟂⟂𝑋3|𝑋2；在图11.3d中，
𝑋1 ⟂⟂ 𝑋3|∅，但𝑋1 ⟂/⟂ 𝑋3|𝑋2．

𝑋1

𝑋2

𝑋3

(a)

𝑋1

𝑋2

𝑋3

(b)

𝑋2

𝑋1 𝑋3

(c)

𝑋2

𝑋1 𝑋3

(d)

图 11.3 三个变量的依赖关系示例

图11.3中的四种关系分别为： 参见习题11-1．

（1） 间接因果关系（图11.3a）：当 𝑋2已知时，𝑋1和 𝑋3为条件独立，即
𝑋1 ⟂⟂ 𝑋3|𝑋2．
（2） 间接果因关系（图11.3b）：当 𝑋2已知时，𝑋1和 𝑋3为条件独立，即

𝑋1 ⟂⟂ 𝑋3|𝑋2．
（3） 共因关系（图11.3c）：当𝑋2未知时，𝑋1和 𝑋3是不独立的；当𝑋2已知

时，𝑋1和 𝑋3条件独立，即𝑋1 ⟂⟂ 𝑋3|𝑋2．
（4） 共果关系（图11.3d）：当𝑋2未知时，𝑋1和 𝑋3是独立的；当𝑋2已知时，

𝑋1和 𝑋3不独立，即𝑋1 ⟂/⟂ 𝑋3|𝑋2．
局部马尔可夫性质 对一个更一般的贝叶斯网络，其局部马尔可夫性质为：每个
随机变量在给定父节点的情况下，条件独立于它的非后代节点． 从公式 (11.2)和公式

(11.8)可得到．参见习
题11-2．𝑋𝑘 ⟂⟂ 𝑍|𝑋𝜋𝑘 , (11.9)

其中𝑍为𝑋𝑘的非后代变量．

11.1.2 常见的有向图模型
很多经典的机器学习模型可以使用有向图模型来描述，比如朴素贝叶斯分

类器、隐马尔可夫模型、深度信念网络等．

https://nndl.github.io/

https://nndl.github.io/
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11.1.2.1 Sigmoid信念网络
为了减少模型参数，可以使用参数化模型来建模有向图模型中的条件概率

分布．一种简单的参数化模型为Sigmoid信念网络 [Neal, 1992]． 更复杂的深度信念网

络，参见第12.3节．
Sigmoid信念网络（Sigmoid Belief Network，SBN）中的变量取值为 {0, 1}．

对于变量𝑋𝑘和它的父节点集合𝜋𝑘，其条件概率分布表示为

𝑝(𝑥𝑘 = 1|𝒙𝜋𝑘 ; 𝜃) = 𝜎(𝜃0 + ∑
𝑥𝑖∈𝒙𝜋𝑘

𝜃𝑖𝑥𝑖), (11.10)

其中𝜎(⋅)是Logistic函数，𝜃𝑖是可学习的参数．假设变量𝑋𝑘的父节点数量为𝑀，
如果使用表格来记录条件概率需要 2𝑀个参数，如果使用参数化模型只需要𝑀 +
1个参数．如果对不同的变量的条件概率都共享使用一个参数化模型，其参数数
量又可以大幅减少．

值得一提的是，Sigmoid信念网络与Logistic回归模型都采用Logistic函数
来计算条件概率．如果假设 Sigmoid信念网络中只有一个叶子节点，其所有的父
节点之间没有连接，且取值为实数，那么 Sigmoid信念网络的网络结构和Logis-
tic回归模型类似，如图11.4所示．但是，这两个模型的区别在于，Logistic回归模
型中的𝒙作为一种确定性的参数，而非变量．

Logistic回归模型也经
常被看作一种条件无

向图模型．

因此，Logistic回归模型只建模条件
概率𝑝(𝑦|𝒙)，是一种判别模型；而 Sigmoid信念网络建模联合概率𝑝(𝒙, 𝑦)，是一
种生成模型．

𝑌

𝑋1 ⋯ 𝑋𝑚 ⋯ 𝑋𝑀

(a)只有一层的简单Sigmoid信念网络

𝑌

𝑋1 ⋯ 𝑋𝑚 ⋯ 𝑋𝑀

(b) Logistic回归模型

图 11.4 Sigmoid信念网络和Logistic回归模型的比较

11.1.2.2 朴素贝叶斯分类器
朴素贝叶斯（Naive Bayes，NB）分类器是一类简单的概率分类器，在强（朴

素）独立性假设的条件下运用贝叶斯公式来计算每个类别的条件概率．
给定一个有𝑀维特征的样本𝒙和类别𝑦，类别𝑦的条件概率为

𝑝(𝑦|𝒙; 𝜃) = 𝑝(𝑥1,⋯ , 𝑥𝑀 |𝑦; 𝜃)𝑝(𝑦; 𝜃)
𝑝(𝑥1,⋯ , 𝑥𝑀)

(11.11)

∝ 𝑝(𝑥1,⋯ , 𝑥𝑀 |𝑦; 𝜃)𝑝(𝑦; 𝜃), (11.12)

https://nndl.github.io/

https://nndl.github.io/
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其中𝜃为概率分布的参数．
在朴素贝叶斯分类器中，假设在给定𝑌的情况下，𝑋𝑚之间是条件独立的，即

𝑋𝑚 ⟂⟂ 𝑋𝑘|𝑌 , ∀𝑚 ≠ 𝑘．图11.5给出了朴素贝叶斯分类器的图模型表示．

𝑦

𝑥1 ⋯ 𝑥𝑚 ⋯ 𝑥𝑀

图 11.5 朴素贝叶斯模型

条件概率分布𝑝(𝑦|𝒙)可以分解为

𝑝(𝑦|𝒙; 𝜃) ∝ 𝑝(𝑦|𝜃𝑐)
𝑀
∏
𝑚=1

𝑝(𝑥𝑚|𝑦; 𝜃𝑚), (11.13)

其中 𝜃𝑐是 𝑦的先验概率分布的参数，𝜃𝑚是条件概率分布𝑝(𝑥𝑚|𝑦; 𝜃𝑚)的参数．若
𝑥𝑚为连续值，𝑝(𝑥𝑚|𝑦; 𝜃𝑚)可以用高斯分布建模；若𝑥𝑚为离散值，𝑝(𝑥𝑚|𝑦; 𝜃𝑚)可
以用多项分布建模．

虽然朴素贝叶斯分类器的条件独立性假设太强，但是在实际应用中，朴素贝
叶斯分类器在很多任务上也能得到很好的结果，并且模型简单，可以有效防止过
拟合．

11.1.2.3 隐马尔可夫模型
隐马尔可夫模型（Hidden Markov Model，HMM）[Baum et al., 1966]是用

来表示一种含有隐变量的马尔可夫过程．
图11.6给出隐马尔可夫模型的图模型表示，其中𝑋1∶𝑇为可观测变量，𝑌1∶𝑇为

隐变量．所有的隐变量构成一个马尔可夫链，每个可观测标量𝑋𝑡依赖当前时刻的
隐变量𝑌𝑡．

马尔可夫链参见

第D.3.1.1节．

𝑌1 𝑌2 ⋯ 𝑌𝑇−1 𝑌𝑇

𝑋1 𝑋2 ⋯ 𝑋𝑇−1 𝑋𝑇

图 11.6 隐马尔可夫模型

隐马尔可夫模型的联合概率可以分解为

为了描述方便，这里用

𝑝(𝑦1|𝑦0)表示𝑝(𝑦1)．
𝑝(𝒙, 𝒚; 𝜃) =

𝑇
∏
𝑡=1

𝑝(𝑦𝑡|𝑦𝑡−1, 𝜃𝑠)𝑝(𝑥𝑡|𝑦𝑡, 𝜃𝑡), (11.14)

https://nndl.github.io/
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其中𝒙和𝒚分别为可观测变量和隐变量的取值，条件概率𝑝(𝑥𝑡|𝑦𝑡, 𝜃𝑡)称为输出概
率，条件概率𝑝(𝑦𝑡|𝑦𝑡−1, 𝜃𝑠)称为转移概率，𝜃𝑠和𝜃𝑡分别表示两类条件概率的参数．

11.1.3 无向图模型
无向图模型，也称为马尔可夫随机场（Markov Random Field，MRF）或马

尔可夫网络（Markov Network），是一类用无向图来描述一组具有局部马尔可
夫性质的随机向量𝑿的联合概率分布的模型．

定义 11.2 –马尔可夫随机场：对于一个随机向量𝑿 = [𝑋1,⋯ , 𝑋𝐾]T和一个
有𝐾个节点的无向图𝐺(𝒱, ℰ)（可以存在循环），图𝐺中的节点 𝑘表示随机
变量𝑋𝑘，1 ≤ 𝑘 ≤ 𝐾．如果 (𝐺, 𝑿)满足局部马尔可夫性质，即一个变量𝑋𝑘在
给定它的邻居的情况下独立于所有其他变量，

𝑝(𝑥𝑘|𝒙K𝑘) = 𝑝(𝑥𝑘|𝒙𝒩(𝑘)), (11.15)

其中𝒩(𝑘)为变量 𝑋𝑘的邻居集合，K𝑘为除 𝑋𝑘外其他变量的集合，那么
(𝐺, 𝑿)就构成了一个马尔可夫随机场．

无向图的局部马尔可夫性质 无向图中的局部马尔可夫性质可以表示为

𝑋𝑘 ⟂⟂ 𝑿K𝒩(𝑘),K𝑘 ∣ 𝑿𝒩(𝑘),

其中𝑿K𝒩(𝑘),K𝑘表示除𝑿𝒩(𝑘)和𝑋𝑘外的其他变量．
对于图11.2b中的 4个变量，根据马尔可夫性质，可以得到 𝑋1 ⟂⟂ 𝑋4|𝑋2, 𝑋3和

𝑋2 ⟂⟂ 𝑋3|𝑋1, 𝑋4．

11.1.4 无向图模型的概率分解
团 由于无向图模型并不提供一个变量的拓扑顺序，因此无法用链式法则对
𝑝(𝒙)进行逐一分解．无向图模型的联合概率一般以全连通子图为单位进行分解．
无向图中的一个全连通子图，称为团（Clique），即团内的所有节点之间都连边．
在图11.7所示的无向图中共有 7个团，包括 {𝑋1, 𝑋2}，{𝑋1, 𝑋3}，{𝑋2, 𝑋3}，{𝑋3, 𝑋4}，
{𝑋2, 𝑋4}，{𝑋1, 𝑋2, 𝑋3}，{𝑋2, 𝑋3, 𝑋4}．

在所有团中，如果一个团不能被其他的团包含，这个团就是一个最大团
（Maximal Clique）．

https://nndl.github.io/

https://nndl.github.io/


11.1 模型表示 2021年 5月 18日 260

𝑋1

𝑋2

𝑋3

𝑋4

图 11.7 无向图模型中的团和最大团

因子分解 无向图中的联合概率可以分解为一系列定义在最大团上的非负函数
的乘积形式．

定理 11.1 –Hammersley-Clifford定理：如果一个分布𝑝(𝒙) > 0满足无
向图𝐺中的局部马尔可夫性质，当且仅当𝑝(𝒙)可以表示为一系列定义在最
大团上的非负函数的乘积形式，即

𝑝(𝒙) = 1
𝑍 ∏

𝑐∈𝒞
𝜙𝑐(𝒙𝑐), (11.16)

其中𝒞为𝐺中的最大团集合，𝜙𝑐(𝒙𝑐) ≥ 0是定义在团 𝑐上的势能函数（Po-
tential Function），𝑍是配分函数（Partition Function），用来将乘积归一
化为概率形式：

𝑍 = ∑
𝒙∈𝒳

∏
𝑐∈𝒞

𝜙𝑐(𝒙𝑐), (11.17)

其中𝒳为随机向量𝑋的取值空间．

Hammersley-Clifford定理的证明可以参考 [Koller et al., 2009]．无向图模
型与有向图模型的一个重要区别是有配分函数𝑍．配分函数的计算复杂度是指数
级的，因此在推断和参数学习时都需要重点考虑．

配分函数的计算参见

第11.3.1.2节．

吉布斯分布 公式 (11.16)中定义的分布形式也称为吉布斯分布（Gibbs Distri-
bution）．根据Hammersley-Clifford定理，无向图模型和吉布斯分布是一致的．
吉布斯分布一定满足马尔可夫随机场的条件独立性质，并且马尔可夫随机场的
概率分布一定可以表示成吉布斯分布．

由于势能函数必须为正，因此我们一般定义为

𝜙𝑐(𝒙𝑐) = exp(−𝐸𝑐(𝒙𝑐)), (11.18)

其中𝐸𝑐(𝒙𝑐)为能量函数（Energy Function）．

这里的负号是遵从物

理上习惯，即能量越低

意味着概率越高．
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因此，无向图上定义的概率分布可以表示为

𝑃(𝒙) = 1
𝑍 ∏

𝑐∈𝒞
exp(−𝐸𝑐(𝒙𝑐)) (11.19)

= 1
𝑍 exp ( ∑

𝑐∈𝒞
−𝐸𝑐(𝒙𝑐)). (11.20)

这种形式的分布又称为玻尔兹曼分布（Boltzmann Distribution）． 玻尔兹曼分布参见

第12.1节．
任何一个无

向图模型都可以用公式 (11.20)来表示其联合概率．

11.1.5 常见的无向图模型
很多经典的机器学习模型可以使用无向图模型来描述，比如对数线性模型

（也叫最大熵模型）、条件随机场、玻尔兹曼机、受限玻尔兹曼机等．
玻尔兹曼机参见

第12.1节．
受限玻尔兹曼机参见

第12.2节．11.1.5.1 对数线性模型
势能函数一般定义为

𝜙𝑐(𝒙𝑐|𝜃𝑐) = exp (𝜃T
𝑐𝑓𝑐(𝒙𝑐)), (11.21)

其中函数𝑓𝑐(𝒙𝑐)为定义在𝒙𝑐上的特征向量，𝜃𝑐为权重向量．这样联合概率𝑝(𝒙)
的对数形式为

log𝑝(𝒙; 𝜃) = ∑
𝑐∈𝒞

𝜃T
𝑐𝑓𝑐(𝒙𝑐) − log𝑍(𝜃), (11.22)

其中 𝜃代表所有势能函数中的参数 𝜃𝑐．这种形式的无向图模型也称为对数线性
模型（Log-Linear Model）或最大熵模型（Maximum Entropy Model）[Berger
et al., 1996; Della Pietra et al., 1997]．图11.8a所示是一个常用的最大熵模型．

如果用对数线性模型来建模条件概率𝑝(𝑦|𝒙)，

𝑝(𝑦|𝒙; 𝜃) = 1
𝑍(𝒙; 𝜃) exp (𝜃

T𝑓(𝒙, 𝑦)), (11.23)

其中𝑍(𝒙; 𝜃) = ∑𝑦 exp(𝜃T𝑓𝑦(𝒙, 𝑦))．
对数线性模型也称为条件最大熵模型或Softmax回归模型． Softmax回归模型参见

第3.3节．
11.1.5.2 条件随机场

条件随机场（Conditional Random Field，CRF）[Lafferty et al., 2001]是一
种直接建模条件概率的无向图模型．

和条件最大熵模型不同，条件随机场建模的条件概率𝑝(𝒚|𝒙)中，𝒚一般为随
机向量，因此需要对𝑝(𝒚|𝒙)进行因子分解．假设条件随机场的最大团集合为𝒞，
https://nndl.github.io/
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其条件概率为

𝑝(𝒚|𝒙; 𝜃) = 1
𝑍(𝒙; 𝜃) exp ( ∑𝑐∈𝒞

𝜃T
𝑐𝑓𝑐(𝒙, 𝒚𝑐)), (11.24)

其中𝑍(𝒙; 𝜃) = ∑𝑦 exp(∑𝑐∈𝒞 𝑓𝑐(𝒙, 𝒚𝑐)T𝜃𝑐)为归一化项．
一个最常用的条件随机场为图11.8b中所示的链式结构，称为线性链条件随

机场（Linear-Chain CRF），其条件概率为

𝑝(𝒚|𝒙; 𝜃) = 1
𝑍(𝒙; 𝜃) exp (

𝑇
∑
𝑡=1

𝜃T
1𝑓1(𝒙, 𝑦𝑡) +

𝑇−1
∑
𝑡=1

𝜃T
2𝑓2(𝒙, 𝑦𝑡, 𝑦𝑡+1)), (11.25)

其中𝑓1(𝒙, 𝑦𝑡)为状态特征，一般和位置 𝑡相关，𝑓2(𝒙, 𝑦𝑡, 𝑦𝑡+1)为转移特征，一般可
以简化为𝑓2(𝑦𝑡, 𝑦𝑡+1)并使用状态转移矩阵来表示．

𝑌

𝑿

(a)最大熵模型

𝑌1 𝑌2 ⋯ 𝑌𝑇−1 𝑌𝑇

𝑿

(b)线性链的条件随机场

图 11.8 最大熵模型和线性链条件随机场

11.1.6 有向图和无向图之间的转换
有向图和无向图可以相互转换，但将无向图转为有向图通常比较困难．在实

际应用中，将有向图转为无向图更加重要，这样可以利用无向图上的精确推断算
法，比如联合树算法（Junction Tree Algorithm）．

无向图模型可以表示有向图模型无法表示的一些依赖关系，比如循环依赖；
但它不能表示有向图模型能够表示的某些关系，比如因果关系．

以图11.9a中的有向图为例，其联合概率分布可以分解为

𝑝(𝒙) = 𝑝(𝑥1)𝑝(𝑥2)𝑝(𝑥3)𝑝(𝑥4|𝑥1, 𝑥2, 𝑥3), (11.26)

其中 𝑝(𝑥4|𝑥1, 𝑥2, 𝑥3)和四个变量都相关．如果要转换为无向图，需要将这四个
变量都归属于一个团中．因此，需要将 𝑥4的三个父节点之间都加上连边，如
图11.9b所示．这个过程称为道德化（Moralization）． 道德化的名称来源是：

有共同儿子的父节点

都必须结婚（即有连

边）．

转换后的无向图称为道德
图（Moral Graph）．在道德化的过程中，原来有向图的一些独立性会丢失，比如
上面例子中𝑋1 ⟂⟂ 𝑋2 ⟂⟂ 𝑋3|∅在道德图中不再成立．
https://nndl.github.io/
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𝑋1
𝑋2

𝑋3

𝑋4

(a)有向图

𝑋1
𝑋2

𝑋3

𝑋4

(b)道德图

图 11.9 具有“共果关系”的有向图的道德化示例

11.2 学习
图模型的学习可以分为两部分：一是网络结构学习，即寻找最优的网络结

构；二是网络参数估计，即已知网络结构，估计每个条件概率分布的参数．
网络结构学习比较困难，一般是由领域专家来构建．本节只讨论在给定网络

结构条件下的参数估计问题．图模型的参数估计问题又分为不包含隐变量时的
参数估计问题和包含隐变量时的参数估计问题．

11.2.1 不含隐变量的参数估计
如果图模型中不包含隐变量，即所有变量都是可观测的，那么网络参数一般

可以直接通过最大似然来进行估计．
有向图模型 在有向图模型中，所有变量𝒙的联合概率分布可以分解为每个随
机变量𝑥𝑘的局部条件概率𝑝(𝑥𝑘|𝑥𝜋𝑘 ; 𝜃𝑘)的连乘形式，其中 𝜃𝑘为第𝑘个变量的局
部条件概率的参数．

给定𝑁个训练样本𝒟 = {𝒙(𝑛)}𝑁𝑛=1，其对数似然函数为

ℒ(𝒟; 𝜃) = 1
𝑁

𝑁
∑
𝑛=1

log𝑝(𝒙(𝑛); 𝜃) (11.27)

= 1
𝑁

𝑁
∑
𝑛=1

𝐾
∑
𝑘=1

log𝑝(𝑥(𝑛)𝑘 |𝑥(𝑛)𝜋𝑘 ; 𝜃𝑘), (11.28)

其中𝜃𝑘为模型中的所有参数．
因为所有变量都是可观测的，最大化对数似然ℒ(𝒟; 𝜃)，只需要分别最大化

每个变量的条件似然来估计其参数．

𝜃𝑘 = argmax
𝑁
∑
𝑛=1

log𝑝(𝑥(𝑛)𝑘 |𝑥(𝑛)𝜋𝑘 ; 𝜃𝑘). (11.29)
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如果变量𝒙是离散的，简单直接的方式是在训练集上统计每个变量的条件
概率表．但是条件概率表需要的参数比较多．假设条件概率𝑝(𝑥𝑘|𝑥𝜋𝑘)的父节点
数量为𝑀，所有变量为二值变量，其条件概率表需要 2𝑀个参数．为了减少参数数
量，可以使用参数化的模型，比如Sigmoid信念网络．如果变量𝒙是连续的，可以
使用高斯函数来表示条件概率分布，称为高斯信念网络．在此基础上，还可以通
过让所有的条件概率分布共享使用同一组参数来进一步减少参数的数量．
无向图模型 在无向图模型中，所有变量𝒙的联合概率分布可以分解为定义在
最大团上的势能函数的连乘形式．以对数线性模型为例，

𝑝(𝒙; 𝜃) = 1
𝑍(𝜃) exp ( ∑𝑐∈𝒞

𝜃T
𝑐𝑓𝑐(𝒙𝑐)), (11.30)

其中𝑍(𝜃) = ∑𝒙 exp(∑𝑐∈𝒞 𝜃T
𝑐𝑓𝑐(𝒙𝑐))．

给定𝑁个训练样本𝒟 = {𝒙(𝑛)}𝑁𝑛=1，其对数似然函数为

ℒ(𝒟; 𝜃) = 1
𝑁

𝑁
∑
𝑛=1

log𝑝(𝒙(𝑛); 𝜃) (11.31)

= 1
𝑁

𝑁
∑
𝑛=1

( ∑
𝑐∈𝒞

𝜃T
𝑐𝑓𝑐(𝒙(𝑛)𝑐 )) − log𝑍(𝜃), (11.32)

其中𝜃𝑐为定义在团 𝑐上的势能函数的参数．
采用梯度上升方法进行最大似然估计，ℒ(𝒟; 𝜃)关于参数𝜃𝑐的偏导数为

𝜕ℒ(𝒟; 𝜃)
𝜕𝜃𝑐

= 1
𝑁

𝑁
∑
𝑛=1

(𝑓𝑐(𝒙(𝑛)𝑐 )) − 𝜕 log𝑍(𝜃)
𝜕𝜃𝑐

(11.33)

其中
𝜕 log𝑍(𝜃)

𝜕𝜃𝑐
= ∑

𝒙

1
𝑍(𝜃) ⋅ exp ( ∑𝑐∈𝒞

𝜃T
𝑐𝑓𝑐(𝒙𝑐)) ⋅ 𝑓𝑐(𝒙𝑐) (11.34)

= ∑
𝒙
𝑝(𝒙; 𝜃)𝑓𝑐(𝒙𝑐) ≜ 𝔼𝒙∼𝑝(𝒙;𝜃)[𝑓𝑐(𝒙𝑐)]. (11.35)

因此，

𝜕ℒ(𝒟; 𝜃)
𝜕𝜃𝑐

= 1
𝑁

𝑁
∑
𝑛=1

𝑓𝑐(𝒙(𝑛)𝑐 ) − 𝔼𝒙∼𝑝(𝒙;𝜃)[𝑓𝑐(𝒙𝑐)] (11.36)

= 𝔼𝒙∼ ̃𝑝(𝒙)[𝑓𝑐(𝒙𝑐)] − 𝔼𝒙∼𝑝(𝒙;𝜃)[𝑓𝑐(𝒙𝑐)], (11.37)

其中 ̃𝑝(𝒙)定义为经验分布（Empirical Distribution）．由于在最优点时梯度为
0，因此无向图的最大似然估计的优化目标等价于：对于每个团 𝑐上的特征𝑓𝑐(𝒙𝑐)，
使得其在经验分布 ̃𝑝(𝒙)下的期望等于其在模型分布𝑝(𝒙; 𝜃)下的期望．
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对比公式 (11.29)和公式 (11.37)可以看出，无向图模型的参数估计要比有向
图更为复杂．在有向图中，每个局部条件概率的参数是独立的；而在无向图中，所
有的参数都是相关的，无法分解．

对于一般的无向图模型，公式 (11.37)中的𝔼𝒙∼𝑝(𝒙;𝜃)[𝑓𝑐(𝒙𝑐)]往往很难计算，
因为涉及在联合概率空间𝑝(𝒙; 𝜃)计算期望．当模型变量比较多时，这个计算往往
无法实现．因此，无向图的参数估计通常采用近似的方法：1）利用采样来近似计
算这个期望；2）采用坐标上升法，即固定其他参数，来优化一个势能函数的参数．

11.2.2 含隐变量的参数估计
如果图模型中包含隐变量，即有部分变量是不可观测的，就需要用EM算

法进行参数估计．

11.2.2.1 EM算法
在一个包含隐变量的图模型中，令𝑿定义可观测变量集合，𝒁定义隐变量集

合，一个样本𝒙的边际似然函数（Marginal Likelihood）为

𝑝(𝒙; 𝜃) = ∑
𝒛
𝑝(𝒙, 𝒛; 𝜃), (11.38)

其中𝜃为模型参数．边际似然也称为证据（Evidence）．
图11.10给出了带隐变量的贝叶斯网络的图模型结构，其中矩形表示其中的

变量重复𝑁次．这种表示方法称为盘子表示法（Plate Notation），是图模型中表
示重复变量的方法．

𝒛 𝜃

𝒙
N

图 11.10 带隐变量的贝叶斯网络

给定𝑁个训练样本𝒟 = {𝒙(𝑛)}𝑁𝑛=1，整个训练集的对数边际似然为

ℒ(𝒟; 𝜃) = 1
𝑁

𝑁
∑
𝑛=1

log𝑝(𝒙(𝑛); 𝜃) (11.39)

= 1
𝑁

𝑁
∑
𝑛=1

log∑
𝒛
𝑝(𝒙(𝑛), 𝒛; 𝜃). (11.40)
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通过最大化整个训练集的对数边际似然ℒ(𝒟; 𝜃)，可以估计出最优的参数
𝜃∗．然而计算边际似然函数时涉及𝑝(𝑥)的推断问题，需要在对数函数的内部进
行求和（或积分）．这样，当计算参数 𝜃的梯度时，这个求和操作依然存在．除非
𝑝(𝒙, 𝒛; 𝜃)的形式非常简单，否则这个求和难以直接计算．

为了计算 log𝑝(𝒙; 𝜃)，我们引入一个额外的变分函数𝑞(𝒛)，𝑞(𝒛)为定义在隐
变量𝒁上的分布．样本𝒙的对数边际似然函数为

log𝑝(𝒙; 𝜃) = log∑
𝒛
𝑞(𝒛)𝑝(𝒙, 𝒛; 𝜃)𝑞(𝒛)

≥ ∑
𝒛
𝑞(𝒛) log 𝑝(𝒙, 𝒛; 𝜃)𝑞(𝒛)

利用 Jensen不等式，参
见第D.2.7.1节．

≜ 𝐸𝐿𝐵𝑂(𝑞, 𝒙; 𝜃),

(11.41)

(11.42)

(11.43)

其中𝐸𝐿𝐵𝑂(𝑞, 𝒙; 𝜃)为对数边际似然函数 log𝑝(𝒙; 𝜃)的下界，称为证据下界（Evi-
dence Lower BOund，ELBO）．

公式 (11.42)使用了 Jensen不等式，即对于凹函数 𝑔，𝑔 (𝔼[𝑋]) ≥ 𝔼 [𝑔(𝑋)]成
立．由 Jensen不等式的性质可知，仅当 𝑞(𝒛) = 𝑝(𝒛|𝒙; 𝜃)时，对数边际似然函数
log𝑝(𝒙; 𝜃)和其下界𝐸𝐿𝐵𝑂(𝑞, 𝒙; 𝜃)相等， 参见习题11-4．即 log𝑝(𝒙; 𝜃) = 𝐸𝐿𝐵𝑂(𝑞, 𝒙; 𝜃)．

这样，最大化对数边际似然函数 log𝑝(𝒙; 𝜃)的过程可以分解为两个步骤：
（1）先找到近似分布𝑞(𝒛)使得 log𝑝(𝒙; 𝜃) = 𝐸𝐿𝐵𝑂(𝑞, 𝒙; 𝜃)．
（2）再寻找参数 𝜃最大化𝐸𝐿𝐵𝑂(𝑞, 𝒙; 𝜃)．这就是期望最大化（Expectation-

Maximum，EM）算法．
EM算法是含隐变量图模型的常用参数估计方法，通过迭代的方法来最大化

边际似然．EM算法具体分为两个步骤：E步和M步．这两步不断重复，直到收敛
到某个局部最优解．在第 𝑡步更新时，E步和M步分别为：
（1）E步（Expectation Step）：固定参数 𝜃𝑡，找到一个分布 𝑞𝑡+1(𝒛)使得证据

下界𝐸𝐿𝐵𝑂(𝑞, 𝒙; 𝜃𝑡)等于 log𝑝(𝒙; 𝜃𝑡)．
根据 Jensen不等式的性质，𝑞(𝒛) = 𝑝(𝒛|𝒙, 𝜃𝑡)时，𝐸𝐿𝐵𝑂(𝑞, 𝒙; 𝜃𝑡)最大．因

此在 E步中，最理想的分布 𝑞(𝒛)是等于后验分布 𝑝(𝒛|𝒙; 𝜃𝑡)．而计算后验分布
𝑝(𝒛|𝒙; 𝜃𝑡)是一个推断（Inference）问题． 推断参见第11.3节．如果 𝒛是有限的一维离散变量（比如
混合高斯模型），𝑝(𝒛|𝒙; 𝜃𝑡)计算起来还比较容易；否则，𝑝(𝒛|𝒙; 𝜃𝑡)一般情况下很
难计算，需要通过变分推断的方法来进行近似估计． 变分推断参见

第11.4节．
（2）M步（Maximization Step）：固定 𝑞𝑡+1(𝒛)，找到一组参数使得证据下界

最大，即

𝜃𝑡+1 = argmax
𝜃

𝐸𝐿𝐵𝑂(𝑞𝑡+1, 𝒙; 𝜃). (11.44)
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这一步可以看作全观测变量图模型的参数估计问题，可以使用第11.2.1节中方法
进行参数估计．
收敛性证明 假设在第 𝑡步时的模型参数为 𝜃𝑡，在E步时找到一个分布 𝑞𝑡+1(𝒛)
使得 log𝑝(𝒙|𝜃𝑡) = 𝐸𝐿𝐵𝑂(𝑞, 𝒙; 𝜃𝑡)．在M步时固定 𝑞𝑡+1(𝒛)找到一组参数 𝜃𝑡+1，使
得 𝐸𝐿𝐵𝑂(𝑞𝑡+1, 𝒙|𝜃𝑡+1) ≥ 𝐸𝐿𝐵𝑂(𝑞𝑡+1, 𝒙; 𝜃𝑡)．因此有

log𝑝(𝒙; 𝜃𝑡+1) ≥ 𝐸𝐿𝐵𝑂(𝑞𝑡+1, 𝒙; 𝜃𝑡+1) ≥ 𝐸𝐿𝐵𝑂(𝑞𝑡+1, 𝒙; 𝜃𝑡) = log𝑝(𝒙; 𝜃𝑡), (11.45)

即每经过一次迭代，对数边际似然增加，即 log𝑝(𝒙; 𝜃𝑡+1) ≥ log𝑝(𝒙; 𝜃𝑡)．
信息论的视角 对数边际似然 log𝑝(𝒙; 𝜃)可以通过下面方式进行分解：

首先因为 𝑝(𝒙, 𝒛; 𝜃) = 𝑝(𝒛|𝒙; 𝜃)𝑝(𝒙; 𝜃)，有 log𝑝(𝒙, 𝒛; 𝜃) = log𝑝(𝒛|𝒙; 𝜃) +
log𝑝(𝒙; 𝜃)，进一步有 log𝑝(𝒙; 𝜃) = log𝑝(𝒙, 𝒛; 𝜃) − log𝑝(𝒛|𝒙; 𝜃)．

这样，对数边际似然 log𝑝(𝒙; 𝜃)可以分解为

log𝑝(𝒙; 𝜃) = ∑
𝒛
𝑞(𝒛) log𝑝(𝒙; 𝜃) ∑𝒛 𝑞(𝒛) = 1.

= ∑
𝒛
𝑞(𝒛)( log𝑝(𝒙, 𝒛; 𝜃) − log𝑝(𝒛|𝒙; 𝜃))

= ∑
𝒛
𝑞(𝒛) log 𝑝(𝒙, 𝒛; 𝜃)𝑞(𝒛) −∑

𝒛
𝑞(𝒛) log 𝑝(𝒛|𝒙; 𝜃)𝑞(𝒛)

= 𝐸𝐿𝐵𝑂(𝑞, 𝒙; 𝜃) + KL(𝑞(𝒛)‖𝑝(𝒛|𝒙; 𝜃)),

(11.46)

(11.47)

(11.48)

(11.49)

其中KL(𝑞(𝒛)‖𝑝(𝒛|𝒙; 𝜃))为分布𝑞(𝒛)和后验分布𝑝(𝒛|𝒙; 𝜃)的KL散度． 参见第E.3.2节．

由于KL(𝑞(𝒛)‖𝑝(𝒛|𝒙; 𝜃)) ≥ 0，因此 𝐸𝐿𝐵𝑂(𝑞, 𝒙; 𝜃)为 log𝑝(𝒙; 𝜃)的一个下
界．当且仅当 𝑞(𝒛) = 𝑝(𝒛|𝒙; 𝜃)时，KL(𝑞(𝒛)‖𝑝(𝒛|𝒙; 𝜃)) = 0，𝐸𝐿𝐵𝑂(𝑞, 𝒙; 𝜃) =
log𝑝(𝒙; 𝜃)．

图11.11为EM算法在第 𝑡步迭代时的示例．
（1）图11.11a表示第 𝑡步迭代时的初始状态．
此时参数为𝜃𝑡，并且通常有 KL(𝑞(𝒛)‖𝑝(𝒛|𝒙; 𝜃𝑡)) > 0．
（2）图11.11b表示E步更新．
固定参数𝜃𝑡，找到分布𝑞𝑡+1(𝒛)使得 KL(𝑞𝑡+1(𝒛)‖𝑝(𝒛|𝒙; 𝜃𝑡)) = 0，这时证据下

界𝐸𝐿𝐵𝑂(𝑞𝑡+1, 𝒙; 𝜃𝑡)和 log𝑝(𝒙; 𝜃𝑡)相等．
（3）图11.11c表示M步更新．
固定分布𝑞𝑡+1(𝒛)，寻找参数𝜃𝑡+1使得证据下界𝐸𝐿𝐵𝑂(𝑞𝑡+1, 𝒙; 𝜃𝑡+1)最大．由

于这时通常KL(𝑞𝑡+1(𝒛)‖𝑝(𝒛|𝒙; 𝜃𝑡)) > 0，从而 log𝑝(𝒙; 𝜃𝑡+1)也变大．
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KL(𝑞(𝒛), 𝑝(𝒛|𝒙; 𝜃𝑡))

𝐸𝐿𝐵𝑂(𝑞, 𝒙; 𝜃𝑡)

log𝑝(𝒙; 𝜃𝑡)

(a)初始状态

KL(𝑞𝑡+1(𝒛), 𝑝(𝒛|𝒙; 𝜃𝑡)) = 0

𝐸𝐿𝐵𝑂(𝑞𝑡+1, 𝒙; 𝜃𝑡)
log𝑝(𝒙; 𝜃𝑡)

(b) E步更新

KL(𝑞𝑡+1(𝒛), 𝑝(𝒛|𝒙; 𝜃𝑡+1))

𝐸𝐿𝐵𝑂(𝑞𝑡+1, 𝒙; 𝜃𝑡+1)
log𝑝(𝒙; 𝜃𝑡+1)

(c) M步更新

图 11.11 EM算法在第 𝑡步迭代时的示例

11.2.2.2 高斯混合模型
本节介绍一个EM算法的应用例子：高斯混合模型．
高斯混合模型（Gaussian Mixture Model，GMM）是由多个高斯分布组成

的模型，其总体密度函数为多个高斯密度函数的加权组合．如果一个连续随机变
量或连续随机向量的分布比较复杂，那么我们通常可以用高斯混合模型来估计
其分布情况．

不失一般性，这里考虑一维的情况．假设样本 𝑥是从𝐾个高斯分布中的一
个分布生成的，但是无法观测到具体由哪个分布生成．我们引入一个隐变量 𝑧 ∈
{1,⋯ ,𝐾}来表示样本𝑥来自于哪个高斯分布，𝑧服从多项分布：

𝑝(𝑧 = 𝑘; 𝝅) = 𝜋𝑘, 1 ≤ 𝑘 ≤ 𝐾, (11.50)

其中𝝅 = [𝜋1, 𝜋2,⋯ , 𝜋𝐾]为多项分布的参数，并满足𝜋𝑘 ≥ 0, ∀𝑘，∑𝐾
𝑘=1 𝜋𝑘 = 1．

𝜋𝑘表示样本𝑥由第𝑘个高斯分布生成的概率．
给定 𝑧 = 𝑘，条件分布𝑝(𝑥|𝑧 = 𝑘)为高斯分布：

𝑝(𝑥|𝑧 = 𝑘; 𝜇𝑘, 𝜎𝑘) = 𝒩(𝑥; 𝜇𝑘, 𝜎𝑘) (11.51)

= 1
√2π𝜎𝑘

exp ( − (𝑥 − 𝜇𝑘)2
2𝜎2𝑘

), (11.52)

其中𝜇𝑘和𝜎𝑘分别为第𝑘个高斯分布的均值和方差．
从高斯混合模型中生成一个样本𝑥的过程可以分为两步：
（1） 首先根据多项分布𝑝(𝑧; 𝝅)随机选取一个高斯分布．
（2） 假设选中第 𝑘个高斯分布（即 𝑧 = 𝑘），再从高斯分布𝒩(𝑥; 𝜇𝑘, 𝜎𝑘)中

选取一个样本𝑥．
图11.12给出了高斯混合模型的图模型表示．
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𝑧(𝑛)𝜋

𝑥(𝑛) 𝜎𝑘

𝜇𝑘

N
K

图 11.12 高斯混合模型

在高斯混合模型中，随机变量𝑥的概率密度函数为

𝑝(𝑥) =
𝐾
∑
𝑘=1

𝜋𝑘𝒩(𝑥; 𝜇𝑘, 𝜎𝑘). (11.53)

参数估计 给定𝑁个由高斯混合模型生成的训练样本 𝑥(1), 𝑥(2),⋯ , 𝑥(𝑁)，希望
能学习其中的参数𝜋𝑘, 𝜇𝑘, 𝜎𝑘, 1 ≤ 𝑘 ≤ 𝐾．由于我们无法观测样本𝑥(𝑛)是从哪个
高斯分布生成的，因此无法直接用最大似然来进行参数估计．

对每个样本𝑥(𝑛)，其对数边际分布为

log𝑝(𝑥(𝑛)) = log∑
𝑧(𝑛)

𝑝(𝑧(𝑛))𝑝(𝑥(𝑛)|𝑧(𝑛)) (11.54)

= log
𝐾
∑
𝑘=1

𝜋𝑘𝒩(𝑥(𝑛); 𝜇𝑘, 𝜎𝑘). (11.55)

根据EM算法，参数估计可以分为两步进行迭代：
（1）E步 先固定参数𝜇, 𝜎，计算后验分布𝑝(𝑧(𝑛)|𝑥(𝑛))，即

𝛾𝑛𝑘 ≜ 𝑝(𝑧(𝑛) = 𝑘|𝑥(𝑛)) (11.56)

= 𝑝(𝑧(𝑛))𝑝(𝑥(𝑛)|𝑧(𝑛))
𝑝(𝑥(𝑛)) (11.57)

= 𝜋𝑘𝒩(𝑥(𝑛); 𝜇𝑘, 𝜎𝑘)
∑𝐾

𝑘=1 𝜋𝑘𝒩(𝑥(𝑛); 𝜇𝑘, 𝜎𝑘)
, (11.58)

其中 𝛾𝑛𝑘定义了样本𝑥(𝑛)属于第𝑘个高斯分布的后验概率．
（2）M步 令𝑞(𝑧 = 𝑘) = 𝛾𝑛𝑘，训练集𝒟的证据下界为

𝐸𝐿𝐵𝑂(𝛾,𝒟; 𝜋, 𝜇, 𝜎) =
𝑁
∑
𝑛=1

𝐾
∑
𝑘=1

𝛾𝑛𝑘 log
𝑝(𝑥(𝑛), 𝑧(𝑛) = 𝑘)

𝛾𝑛𝑘
(11.59)

=
𝑁
∑
𝑛=1

𝐾
∑
𝑘=1

𝛾𝑛𝑘( log𝒩(𝑥(𝑛); 𝜇𝑘, 𝜎𝑘) + log 𝜋𝑘𝛾𝑛𝑘
) (11.60)
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=
𝑁
∑
𝑛=1

𝐾
∑
𝑘=1

𝛾𝑛𝑘(
−(𝑥 − 𝜇𝑘)2

2𝜎2𝑘
− log𝜎𝑘 + log𝜋𝑘) + 𝐶, (11.61)

其中𝐶为和参数无关的常数．
将参数估计问题转为优化问题：

max
𝜋,𝜇,𝜎

𝐸𝐿𝐵𝑂(𝛾,𝒟; 𝜋, 𝜇, 𝜎), (11.62)

s.t.
𝐾
∑
𝑘=1

𝜋𝑘 = 1.

利用拉格朗日乘数法来求解上面的等式约束优化问题，分别求拉格朗日函
数𝐸𝐿𝐵𝑂(𝛾,𝒟; 𝜋, 𝜇, 𝜎)+ 𝜆(∑𝐾

𝑘=1 𝜋𝑘 −1)关于𝜋𝑘, 𝜇𝑘, 𝜎𝑘的偏导数，并令其等于0．
可得

𝜋𝑘 =
𝑁𝑘
𝑁 , (11.63)

𝜇𝑘 =
1
𝑁𝑘

𝑁
∑
𝑛=1

𝛾𝑛𝑘𝑥(𝑛), (11.64)

𝜎2𝑘 =
1
𝑁𝑘

𝑁
∑
𝑛=1

𝛾𝑛𝑘(𝑥(𝑛) − 𝜇𝑘)2, (11.65)

其中

参见习题11-5．

𝑁𝑘 =
𝑁
∑
𝑛=1

𝛾𝑛𝑘. (11.66)

高斯混合模型的参数学习过程如算法11.1所示．
算法 11.1 高斯混合模型的参数学习过程

输入:训练样本：𝑥(1), 𝑥(2),⋯ , 𝑥(𝑁);
1 随机初始化参数：𝜋𝑘, 𝜇𝑘, 𝜎𝑘，1 ≤ 𝑘 ≤ 𝐾;
2 repeat

// E步
3 固定参数，根据公式 (11.58)计算𝛾𝑛𝑘，1 ≤ 𝑘 ≤ 𝐾，1 ≤ 𝑛 ≤ 𝑁;

// M步
4 固定 𝛾𝑛𝑘，根据公式 (11.63)、公式 (11.64)和公式 (11.65)，计算𝜋𝑘, 𝜇𝑘, 𝜎𝑘，

1 ≤ 𝑘 ≤ 𝐾;
5 until对数边际分布∑𝑁

𝑛=1 log𝑝(𝑥(𝑛))收敛;
输出: 𝜋𝑘, 𝜇𝑘, 𝜎𝑘，1 ≤ 𝑘 ≤ 𝐾

图11.13给出一个高斯混合模型训练过程的简单示例．给定一组数据，我们
用两个高斯分布来估计这组数据的分布情况．
https://nndl.github.io/
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(a)初始化 (b)第1次迭代

(c)第4次迭代 (d)第8次迭代

(e)第12次迭代 (f)第16次迭代

图 11.13 高斯混合模型训练过程示例

11.3 推断
在图模型中，推断（Inference）是指在观测到部分变量 𝒆 = {𝑒1, 𝑒2,⋯ , 𝑒𝑀}

时，计算其他变量的某个子集𝒒 = {𝑞1, 𝑞2,⋯ , 𝑞𝑁 }的条件概率𝑝(𝒒|𝒆)．
假设一个图模型中，除了变量 𝒆、𝒒外，其余变量表示为 𝒛．根据贝叶斯公式有 不失一般性，这里假

设所有变量都为离散

变量．𝑝(𝒒|𝒆) = 𝑝(𝒒, 𝒆)
𝑝(𝒆) (11.67)

=
∑𝒛 𝑝(𝒒, 𝒆, 𝒛)
∑𝒒,𝒛 𝑝(𝒒, 𝒆, 𝒛)

. (11.68)

因此，图模型的推断问题的关键为求任意一个变量子集的边际概率分布问题．
在图模型中，常用的推断算法可以分为精确推断算法和近似推断算法两类．

11.3.1 精确推断
精确推断（Exact Inference）算法是指可以计算出条件概率 𝑝(𝒒|𝒆)的精确

解的算法．
11.3.1.1 变量消除法

以图11.2a的有向图为例，假设推断问题为计算后验概率𝑝(𝑥1|𝑥4)，需要计算
两个边际概率𝑝(𝑥1, 𝑥4)和𝑝(𝑥4)．
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根据条件独立性假设，有

𝑝(𝑥1, 𝑥4) = ∑
𝑥2,𝑥3

𝑝(𝑥1)𝑝(𝑥2|𝑥1)𝑝(𝑥3|𝑥1)𝑝(𝑥4|𝑥2, 𝑥3), (11.69)

假设每个变量取𝐾个值，计算上面的边际分布需要𝐾2次加法以及𝐾2×3次乘法．
根据乘法的分配律，

𝑎𝑏 + 𝑎𝑐 = 𝑎(𝑏 + 𝑐), (11.70)

边际概率𝑝(𝑥1, 𝑥4)可以写为

𝑝(𝑥1, 𝑥4) = 𝑝(𝑥1)∑
𝑥3
𝑝(𝑥3|𝑥1)∑

𝑥2
𝑝(𝑥2|𝑥1)𝑝(𝑥4|𝑥2, 𝑥3). (11.71)

这样计算量可以减少到𝐾2 + 𝐾次加法和𝐾2 + 𝐾 + 1次乘法．
这种方法是利用动态规划的思想，每次消除一个变量，来减少计算边际分布

的计算复杂度，称为变量消除法（Variable Elimination Algorithm）．随着图模
型规模的增长，变量消除法的收益越大．

变量消除法可以按照不同的顺序来消除变量．比如上面的推断问题也可以
按照𝑥3，𝑥2的消除顺序进行计算．

同理，边际概率𝑝(𝑥4)可以通过以下方式计算：

𝑝(𝑥4) = ∑
𝑥3
∑
𝑥2
𝑝(𝑥4|𝑥2, 𝑥3)∑

𝑥1
𝑝(𝑥3|𝑥1)𝑝(𝑥2|𝑥1)𝑝(𝑥1). (11.72)

变量消除法的一个缺点是在计算多个边际分布时存在很多重复的计算．比
如在上面的图模型中，计算边际概率𝑝(𝑥4)和𝑝(𝑥3)时很多局部的求和计算是一
样的．

11.3.1.2 信念传播算法
信念传播（Belief Propagation，BP）算法，也称为和积（Sum-Product）

算法或消息传递（Message Passing）算法，是将变量消除法中的和积（Sum-
Product）操作看作消息（Message），并保存起来，这样可以节省大量的计算
资源．

我们先介绍链式结构上的信念传播算法． 本节以无向图为例来

介绍信念传播算法，但

其同样适用于有向图．

𝑋1 𝑋2 ⋯ 𝑋𝑇
𝜇1,2(𝑥2)

𝜇2,1(𝑥1)

𝜇2,3(𝑥3)

𝜇3,2(𝑥2)

𝜇𝑇−1,𝑇(𝑥𝑇)

𝜇𝑇,𝑇−1(𝑥𝑇−1)

图 11.14 无向马尔可夫链的消息传递过程
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以图11.14所示的无向马尔可夫链为例，其联合概率𝑝(𝒙)为

𝑝(𝒙) = 1
𝑍 ∏

𝑐∈𝒞
𝜙𝑐(𝒙𝑐) (11.73)

= 1
𝑍

𝑇−1
∏
𝑡=1

𝜙(𝑥𝑡, 𝑥𝑡+1) (11.74)

其中𝜙(𝑥𝑡, 𝑥𝑡+1)是定义在团 (𝑥𝑡, 𝑥𝑡+1)上的势能函数．
第 𝑡个变量的边际概率𝑝(𝑥𝑡)为

𝑝(𝑥𝑡) = ∑
𝑥1
⋯∑

𝑥𝑡−1
∑
𝑥𝑡+1

⋯∑
𝑥𝑇
𝑝(𝒙) (11.75)

= 1
𝑍 ∑

𝑥1
⋯∑

𝑥𝑡−1
∑
𝑥𝑡+1

⋯∑
𝑥𝑇

𝑇−1
∏
𝑡=1

𝜙(𝑥𝑡, 𝑥𝑡+1). (11.76)

假设每个变量取𝐾个值，不考虑归一化项，通过公式 (11.76)计算边际分布需要
𝐾𝑇−1次加法以及𝐾𝑇−1 × (𝑇 − 1)次乘法．

根据乘法的分配律，边际概率𝑝(𝑥𝑡)可以通过下面方式进行计算：

𝑝(𝑥𝑡) =
1
𝑍 (∑

𝑥1
⋯∑

𝑥𝑡−1

𝑡−1
∏
𝑗=1

𝜙(𝑥𝑗 , 𝑥𝑗+1)) ⋅ (∑
𝑥𝑡+1

⋯∑
𝑥𝑇

𝑇−1
∏
𝑗=𝑡

𝜙(𝑥𝑗 , 𝑥𝑗+1))

= 1
𝑍 (∑

𝑥𝑡−1
𝜙(𝑥𝑡−1, 𝑥𝑡)⋯(∑

𝑥2
𝜙(𝑥2, 𝑥3)(∑

𝑥1
𝜙(𝑥1, 𝑥2)))) ⋅

(∑
𝑥𝑡+1

𝜙(𝑥𝑡, 𝑥𝑡+1)⋯( ∑
𝑥𝑇−1

𝜙(𝑥𝑇−2, 𝑥𝑇−1)(∑
𝑥𝑇
𝜙(𝑥𝑇−1, 𝑥𝑇))))

= 1
𝑍𝜇𝑡−1,𝑡(𝑥𝑡)𝜇𝑡+1,𝑡(𝑥𝑡), (11.77)

其中𝜇𝑡−1,𝑡(𝑥𝑡)定义为变量𝑋𝑡−1向变量𝑋𝑡传递的消息，定义为

𝜇𝑡−1,𝑡(𝑥𝑡) ≜ ∑
𝑥𝑡−1

𝜙(𝑥𝑡−1, 𝑥𝑡)𝜇𝑡−2,𝑡−1(𝑥𝑡−1). (11.78)

𝜇𝑡+1,𝑡(𝑥𝑡)是变量𝑋𝑡+1向变量𝑋𝑡传递的消息，定义为

𝜇𝑡+1,𝑡(𝑥𝑡) ≜ ∑
𝑥𝑡+1

𝜙(𝑥𝑡, 𝑥𝑡+1)𝜇𝑡+2,𝑡+1(𝑥𝑡+1). (11.79)

𝜇𝑡−1,𝑡(𝑥𝑡)和𝜇𝑡+1,𝑡(𝑥𝑡)都可以递归计算．因此，边际概率𝑝(𝑥𝑡)的计算复杂度
减少为𝑂(𝑇𝐾2)．如果要计算整个序列上所有变量的边际概率，不需要将消息传
递的过程重复𝑇次，因为其中每两个相邻节点上的消息是相同的．

链式结构图模型的消息传递过程为：
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（1） 依次计算前向传递的消息𝜇𝑡−1,𝑡(𝑥𝑡)，𝑡 = 1,⋯ , 𝑇 − 1．
（2） 依次计算反向传递的消息𝜇𝑡+1,𝑡(𝑥𝑡)，𝑡 = 𝑇 − 1,⋯ , 1．
（3） 在任意节点 𝑡上计算配分函数𝑍，

𝑍 = ∑
𝑥𝑡
𝜇𝑡−1,𝑡(𝑥𝑡)𝜇𝑡+1,𝑡(𝑥𝑡). (11.80)

这样，我们可以通过公式(11.77)计算所有变量的边际概率．
树结构上的信念传播算法 信念传播算法也可以推广到具有树结构的图模型
上．如果一个有向图满足任意两个变量只有一条路径（忽略方向），且只有一
个没有父节点的节点，那么这个有向图为树结构，其中唯一没有父节点的节点称
为根节点．如果一个无向图满足任意两个变量只有一条路径，那么这个无向图也
为树结构．在树结构的无向图中，任意一个节点都可以作为根节点．

树结构图模型的消息传递过程为：
（1） 从叶子节点到根节点依次计算并传递消息．
（2） 从根节点开始到叶子节点，依次计算并传递消息．
（3） 在每个节点上计算所有接收消息的乘积（如果是无向图还需要归一

化），就得到了所有变量的边际概率．
如果图结构中存在环路，可以使用联合树算法（Junction Tree Algorithm）

[Lauritzen et al., 1988]来将图结构转换为无环图．

11.3.2 近似推断
在实际应用中，精确推断一般用于结构比较简单的推断问题．当图模型的结

构比较复杂时，精确推断的计算开销会比较大．此外，如果图模型中的变量是连
续的，并且其积分函数没有闭式（Closed-Form）解，那么也无法使用精确推断．
因此，在很多情况下也常常采用近似的方法来进行推断．

近似推断（Approximate Inference）主要有以下三种方法：
（1） 环路信念传播：当图模型中存在环路，使用信念传播算法时，消息会在

环路中一直传递，可能收敛或不收敛．环路信念传播（Loopy Belief Propagation，
LBP）是在具有环路的图上依然使用信念传播算法，即使得到不精确解，在某些
任务上也可以近似精确解．
（2） 变分推断：图模型中有些变量的局部条件分布可能非常复杂，或其积

分无法计算．变分推断（Variational Inference）是引入一个变分分布（通常是
比较简单的分布）来近似这些条件概率，然后通过迭代的方法进行计算．首先
是更新变分分布的参数来最小化变分分布和真实分布的差异（比如交叉熵或KL
距离），然后再根据变分分布来进行推断．
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（3） 采样法（Sampling Method）：通过模拟的方式来采集符合某个分布
𝑝(𝒙)的一些样本，并用这些样本来估计和分布𝑝(𝒙)有关的运算，比如期望等．

我们在下面两节分别介绍变分推断和基于采样法的近似推断．

11.4 变分推断
变分法（Calculus Of Variations）是17世纪末发展起来的一个数学分支，主

要研究变分问题，即泛函的极值问题．
函数（Function）是表示自变量到因变量的映射关系：𝑦 = 𝑓(𝑥)．而泛函

（Functional）是函数的函数，即它的输入是函数，输出是实数：𝐹(𝑓(𝑥))，一般称
𝐹(𝑓(𝑥))为𝑓(𝑥)的泛函，但是泛函要求𝑓(𝑥)满足一定的边界条件，并且具有连续
的二阶导数．一个泛函的例子是熵，其输入是一个概率分布𝑝(𝑥)，输出是该分布
的不确定性．

概率分布可以看作一

个函数．熵的定义参见

第E.1节．
传统的微积分通常可以用来寻找函数𝑓(𝑥)的极值点，而变分法则是用来寻

找一个函数𝑓(𝑥)使得泛函𝐹(𝑓(𝑥))取得极大或极小值．变方法的应用十分广泛，
比如最大熵问题，即寻找一个概率分布，使得该概率分布的熵最大．

假设在一个贝叶斯模型中，𝒙为一组观测变量，𝒛为一组隐变量（参数也看
作随机变量，包含在 𝒛中），我们的推断问题为计算条件概率密度𝑝(𝒛|𝒙)． 不失一般性，这里假设

𝒙和𝒛为连续随机向量．
根据贝

叶斯公式，条件概率密度𝑝(𝒛|𝒙)可以写为

𝑝(𝒛|𝒙) = 𝑝(𝒙, 𝒛)
𝑝(𝒙) = 𝑝(𝒙, 𝒛)

∫𝑝(𝒙, 𝒛)d𝒛 . (11.81)

对于很多模型来说，计算上面公式中的积分是不可行的，要么积分没有闭式解，
要么是指数级的计算复杂度．

闭式解是指问题的解

为闭式（closed-form）
函数，从解的函数中就

可以算出任何对应值．

闭式解也称为解析解，

和数值解相对应．

变分推断（Variational Inference）是变分法在推断问题中的应用，是寻找
一个简单分布 𝑞∗(𝒛)来近似条件概率密度 𝑝(𝒛|𝒙)，也称为 变分贝叶斯（Varia-
tional Bayesian）．这样，推断问题转换为一个泛函优化问题：

参见习题11-7．𝑞∗(𝒛) = argmin
𝑞(𝒛)∈𝒬

KL (𝑞(𝒛)‖𝑝(𝒛|𝒙)), (11.82)

其中𝒬为候选的概率分布族．由于𝑝(𝒛|𝒙)难以直接计算，因此我们不能直接优化
上面公式的KL散度．

EM 算 法 参 见

第11.2.2.1节．我们在EM算法中已经证明

参见公式(11.49)．log𝑝(𝒙) = 𝐸𝐿𝐵𝑂(𝑞, 𝒙) + KL(𝑞(𝒛)‖𝑝(𝒛|𝒙)). (11.83)

https://nndl.github.io/

https://nndl.github.io/


11.4 变分推断 2021年 5月 18日 276

在EM算法的E步中，我们假设 𝑝(𝒛|𝒙)是可计算的，并让 𝑞(𝒛) = 𝑝(𝒛|𝒙)，这样
𝐸𝐿𝐵𝑂(𝑞, 𝒙)等于 log𝑝(𝒙)．而变分推断可以看作EM算法的扩展版，主要处理不
能精确推断𝑝(𝒛|𝒙)的情况．

结合公式(11.82)和公式(11.83)，有

𝑞∗(𝒛) = argmin
𝑞(𝒛)∈𝒬

( log𝑝(𝒙) − 𝐸𝐿𝐵𝑂(𝑞, 𝒙)) (11.84)

= argmax
𝑞(𝒛)∈𝒬

𝐸𝐿𝐵𝑂(𝑞, 𝒙). (11.85)

这样，公式(11.82)中优化问题转换为寻找一个简单分布 𝑞∗(𝒛)来最大化证据下界
𝐸𝐿𝐵𝑂(𝑞, 𝒙)．

在变分推断中，候选分布族𝒬的复杂性决定了优化问题的复杂性．一个通常
的选择是平均场（mean-field）分布族，即 𝒛可以分拆为多组相互独立的变量．概
率密度𝑞(𝒛)可以分解为

𝑞(𝒛) =
𝑀
∏
𝑚=1

𝑞𝑚(𝒛𝑚), (11.86)

其中 𝒛𝑚是隐变量的子集，可以是单变量，也可以是一组多元变量．
证据下界𝐸𝐿𝐵𝑂(𝑞, 𝒙)可以写为

𝐸𝐿𝐵𝑂(𝑞, 𝒙) = ∫𝑞(𝒛) log 𝑝(𝒙, 𝒛)𝑞(𝒛) d𝒛 (11.87)

= ∫𝑞(𝒛)( log𝑝(𝒙, 𝒛) − log 𝑞(𝒛))d𝒛 (11.88)

= ∫
𝑀
∏
𝑚=1

𝑞𝑚(𝒛𝑚)( log𝑝(𝒙, 𝒛) −
𝑀
∑
𝑚=1

log 𝑞𝑚(𝒛𝑚))d𝒛. (11.89)

假设只关心隐变量的子集 𝒛𝑗的近似分布𝑞𝑗(𝒛𝑗)，上式可以写为

𝐸𝐿𝐵𝑂(𝑞, 𝒙) = ∫𝑞𝑗(∫∏
𝑚≠𝑗

𝑞𝑚 log𝑝(𝒙, 𝒛)d𝒛𝑚)d𝒛𝑗 这里 𝑞𝑚(𝒛𝑚)用简写
𝑞𝑚表示．

−∫𝑞𝑗 log 𝑞𝑗d𝒛𝑗 + const const为一个常数．

= ∫𝑞𝑗 log ̃𝑝(𝒙, 𝒛𝑗)d𝒛𝑗 −∫𝑞𝑗 log 𝑞𝑗d𝒛𝑗 + const,

(11.90)

(11.91)

其中 ̃𝑝(𝒙, 𝒛𝑗)可以看作一个关于 𝒛𝑗的未归一化的分布，并有

log ̃𝑝(𝒙, 𝒛𝑗) = ∫∏
𝑚≠𝑗

𝑞𝑚 log𝑝(𝒙, 𝒛)d𝒛𝑚 (11.92)
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= 𝔼𝑞(𝒛K𝑗)[log𝑝(𝒙, 𝒛)] + const, (11.93)

其中 𝒛K𝑗为除变量子集 𝒛𝑗外的其他隐变量．
假设我们固定𝒛K𝑗不变，先优化𝑞𝑗(𝒛𝑗)使得𝐸𝐿𝐵𝑂(𝑞, 𝒙)最大．根据公式(11.91)，

𝐸𝐿𝐵𝑂(𝑞, 𝒙)可以看作−KL(𝑞𝑗(𝒛𝑗)‖ ̃𝑝(𝒙, 𝒛𝑗))加上一个常数．因此，最小化KL散度
KL(𝑞𝑗(𝒛𝑗)‖ ̃𝑝(𝒙, 𝒛𝑗))就等价于最大化公式(11.91)，即最优的 𝑞∗𝑗 (𝒛𝑗)正比于对数联
合概率密度 log𝑝(𝒙, 𝒛)的期望的指数：

𝑞∗𝑗 (𝒛𝑗) = ̃𝑝(𝒙, 𝒛𝑗) ∝ exp (𝔼𝑞(𝒛K𝑗)[log𝑝(𝒙, 𝒛)]), (11.94)

其中期望是根据 𝑞(𝒛K𝑗)计算的．我们可以通过选择合适的 𝑞𝑚(𝒛𝑚), 1 ≤ 𝑚 ≤ 𝑀，
使得这个期望具有闭式解．

由于 𝑞∗𝑗 (𝒛𝑗)的计算要依赖于其他隐变量，我们可以用坐标上升法（Coordi-
nate Ascent Algorithm）来迭代地优化每个 𝑞∗𝑗 (𝒛𝑗), 𝑗 = 1,⋯ ,𝑀．通过不断循环
迭代地应用公式(11.94)，证据下界𝐸𝐿𝐵𝑂(𝑞, 𝒙)会收敛到一个局部最优解．

变分推断通常和参数学习一起使用，比如应用在EM算法的E步中来近似
条件分布𝑝(𝒛|𝒙)．在变分推断中，我们通常选择一些比较简单的分布 𝑞(𝒛)来近似
推断𝑝(𝒛|𝒙)．当𝑝(𝒛|𝒙)比较复杂时，近似效果不佳．这时可以利用神经网络的强
大拟合能力来近似𝑝(𝒛|𝒙)，这种思想被应用在变分自编码器中． 变分自编码器参见

第13.2节．

11.5 基于采样法的近似推断
在很多实际机器学习任务中，推断某个概率分布并不是最终目的，而是基于

这个概率分布进一步计算并作出决策．通常这些计算和期望相关． 采样也叫抽样．

不失一般性，假设要推断的概率分布为𝑝(𝑥)，并基于𝑝(𝑥)来计算函数𝑓(𝑥)
的期望： 在本节中，我们假设

𝑥为连续变量．如果𝑥
是离散变量，可以将积

分替换为求和．
𝔼𝑝[𝑓(𝑥)] = ∫

𝑥
𝑓(𝑥)𝑝(𝑥)d𝑥. (11.95)

当𝑝(𝑥)比较复杂或难以精确推断时，我们可以通过采样法来近似计算期望
𝔼𝑝[𝑓(𝑥)]的解．

11.5.1 采样法
蒙特卡罗方法诞生于

20世纪 40年代美国的
“曼哈顿计划”，其名字

来源于摩纳哥的一个

以赌博业闻名的城市

蒙特卡罗，象征概率．

采样法（Sampling Method）也称为蒙特卡罗方法（Monte Carlo Method）
或统计模拟方法，是 20世纪 40年代中期提出的一种通过随机采样来近似估计一
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些计算问题数值解的方法．随机采样指从给定概率密度函数𝑝(𝑥)中抽取出符合
其概率分布的样本．

数值解就是用数值方

法求出解，给出一系列

对应的自变量和解．数

值解和解析解或闭式

解相对应．

由于电子计算机的出现和快速发展，这种方法作为一种独立方法被提出来，
使得当时很多难以计算的问题都可以通过随机模拟的方法来进行估计．

为了计算公式(11.95)中的 𝔼𝑝[𝑓(𝑥)]，我们可以通过数值解的方法来近似计
算．首先从𝑝(𝑥)中独立抽取𝑁个样本𝑥(1), 𝑥(2),⋯ , 𝑥(𝑁)，𝑓(𝑥)的期望可以用这𝑁
个样本的均值 ̄𝑓𝑁来近似，即

̄𝑓𝑁 = 1
𝑁 (𝑓(𝑥(1)) +⋯+ 𝑓(𝑥(𝑁))) . (11.96)

根据大数定律，当𝑁趋向于无穷大时，样本均值收敛于期望值．

̄𝑓𝑁
𝑃−→ 𝔼𝑝[𝑓(𝑥)] 当 𝑁 → ∞. (11.97)

这就是采样法的理论依据．
采样法的一个最简单的应用例子是计算圆周率π．我们知道半径为 𝑟的圆的

面积为π𝑟2，而直径为 2𝑟的正方形的面积为 4𝑟2．当我们用正方形去嵌套一个相
切的圆时，它们的面积之比是 1

4
π．当不知道π时，我们无法计算圆的面积．因此，

需要通过模拟的方法来进行近似估计．首先在正方形内部按均值采样的方式随
机生成若干点，计算它们与圆心点的距离，从而判断它们是否落在圆的内部．然
后去统计落在圆内部的点占到所有点的比例．当有足够的点时，这个比例应该接
近于 1

4
π，从而近似估算出π的值．

随机采样 采样法的难点是如何进行随机采样，即如何让计算机生成满足概率
密度函数𝑝(𝑥)的样本．我们知道，计算机可以比较容易地随机生成一个在 [0, 1]
区间上均布分布的样本 𝜉．如果要随机生成服从某个非均匀分布的样本，就需要
一些间接的采样方法．

如果一个分布的概率密度函数为𝑝(𝑥)，其累积分布函数 cdf(𝑥)为连续的严
格增函数，且存在逆函数 cdf−1(𝑦), 𝑦 ∈ [0, 1]，那么我们可以利用累积分布函数的
逆函数来生成服从该随机分布的样本．假设 𝜉是 [0, 1]区间上均匀分布的随机变
量，则 cdf−1(𝜉)服从概率密度函数为𝑝(𝑥)的分布． 参见习题11-10．

但当𝑝(𝑥)非常复杂，其累积分布函数的逆函数难以计算，或者不知道𝑝(𝑥)
的精确值，只知道未归一化的分布 ̂𝑝(𝑥)时， 𝑝(𝑥) = 1

𝑍
̂𝑝(𝑥)，其中

𝑍为配分函数．
就难以直接对𝑝(𝑥)进行采样，往往需

要使用一些间接的采样策略，比如拒绝采样、重要性采样、马尔可夫链蒙特卡罗
采样等．这些方法一般是先根据一个比较容易采样的分布进行采样，然后通过一
些策略来间接得到符合𝑝(𝑥)分布的样本．
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11.5.2 拒绝采样
拒绝采样（Rejection Sampling）是一种间接采样方法，也称为接受-拒绝采

样（Acceptance-Rejection Sampling）．
为简单起见，我们把概

率密度函数为𝑝(𝑥)的
分布简称为分布𝑝(𝑥)，
下同．

假设原始分布𝑝(𝑥)难以直接采样，我们可以引入一个容易采样的分布𝑞(𝑥)，
一般称为提议分布（Proposal Distribution），然后以某个标准来拒绝一部分的
样本使得最终采集的样本服从分布 𝑝(𝑥)．

提议分布在很多文献

中也翻译为参考分布．

在拒绝采样中，已知未归一化的分布
̂𝑝(𝑥)，我们需要构建一个提议分布 𝑞(𝑥)和一个常数 𝑘，使得 𝑘𝑞(𝑥)可以覆盖函数
̂𝑝(𝑥)，即𝑘𝑞(𝑥) ≥ ̂𝑝(𝑥), ∀𝑥，如图11.15所示．

−6 −4 −2 0 2 4 60

0.1

0.2

0.3

0.4

̂𝑥

𝑘𝑞(𝑥)

𝑝(𝑥)

𝑘𝑞( ̂𝑥)

𝑝( ̂𝑥)

图 11.15 拒绝采样

对于每次抽取的样本 ̂𝑥，计算接受概率（Acceptance Probability）：

𝛼( ̂𝑥) = ̂𝑝( ̂𝑥)
𝑘𝑞( ̂𝑥) , (11.98)

并以概率𝛼( ̂𝑥)来接受样本 ̂𝑥．拒绝采样的采样过程如算法11.2所示．

算法 11.2 拒绝采样的采样过程
输入:提议分布𝑞(𝑥)，常数𝑘，样本集合𝒱 = ∅;

1 repeat
2 根据𝑞(𝑥)随机生成一个样本 ̂𝑥;
3 计算接受概率𝛼( ̂𝑥);
4 从 (0, 1)的均匀分布中随机生成一个值 𝑧;
5 if 𝑧 ≤ 𝛼( ̂𝑥) then // 以𝛼(�̂�)的概率接受 �̂�
6 𝒱 = 𝒱 ∪ { ̂𝑥};
7 end
8 until获得 𝑁个样本 (|𝒱| = 𝑁);
输出:样本集合𝒱
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判断一个拒绝采样方法的好坏就是看其采样效率，即总体的接受率．如果函
数𝑘𝑞(𝑥)远大于原始分布函数 ̂𝑝(𝑥)，拒绝率会比较高，采样效率会非常不理想．但
要找到一个和 ̂𝑝(𝑥)比较接近的提议分布往往比较困难．特别是在高维空间中，其
采样率会非常低，导致很难应用到实际问题中．

11.5.3 重要性采样
如果采样的目的是计算分布𝑝(𝑥)下函数𝑓(𝑥)的期望，那么实际上抽取的样

本不需要严格服从分布𝑝(𝑥)．也可以通过另一个分布，即提议分布 𝑞(𝑥)，直接采
样并估计𝔼𝑝[𝑓(𝑥)]．

函数𝑓(𝑥)在分布𝑝(𝑥)下的期望可以写为

𝔼𝑝[𝑓(𝑥)] = ∫
𝑥
𝑓(𝑥)𝑝(𝑥)d𝑥 (11.99)

= ∫
𝑥
𝑓(𝑥)𝑝(𝑥)𝑞(𝑥) 𝑞(𝑥)d𝑥 (11.100)

= ∫
𝑥
𝑓(𝑥)𝑤(𝑥)𝑞(𝑥)d𝑥 (11.101)

= 𝔼𝑞[𝑓(𝑥)𝑤(𝑥)]. (11.102)

其中𝑤(𝑥)称为重要性权重．
重要性采样（Importance Sampling）是通过引入重要性权重，将分布𝑝(𝑥)

下𝑓(𝑥)的期望变为在分布𝑞(𝑥)下𝑓(𝑥)𝑤(𝑥)的期望，从而可以近似为

̂𝑓𝑁 = 1
𝑁 (𝑓(𝑥(1))𝑤(𝑥(1)) +⋯+ 𝑓(𝑥(𝑁))𝑤(𝑥(𝑁))) , (11.103)

其中𝑥(1),⋯ , 𝑥(𝑁)为独立从𝑞(𝑥)中随机抽取的点．
重要性采样也可以在只知道未归一化的分布 ̂𝑝(𝑥)的情况下计算函数 𝑓(𝑥)

的期望． 𝑝(𝑥) = �̂�(𝑥)
𝑍
，𝑍为配

分函数．

𝔼𝑝[𝑓(𝑥)] = ∫
𝑥
𝑓(𝑥) ̂𝑝(𝑥)

𝑍 d𝑥 (11.104)

=
∫𝑥 ̂𝑝(𝑥)𝑓(𝑥)𝑑𝑥
∫𝑥 ̂𝑝(𝑥)d𝑥 (11.105)

≈
∑𝑁

𝑛=1 𝑓(𝑥(𝑛))�̂�(𝑥(𝑛))
∑𝑁

𝑛=1 �̂�(𝑥(𝑛))
, (11.106)

其中 �̂�(𝑥) = ̂𝑝(𝑥)
𝑞(𝑥)
，𝑥(1),⋯ , 𝑥(𝑁)为独立从𝑞(𝑥)中随机抽取的点．
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11.5.4 马尔可夫链蒙特卡罗方法
在高维空间中，拒绝采样和重要性采样的效率随空间维数的增加而指数降

低．马尔可夫链蒙特卡罗（Markov Chain Monte Carlo，MCMC）方法是一种更
好的采样方法，可以很容易地对高维变量进行采样．

MCMC方法也有很多不同的具体采样方法，但其核心思想是将采样过程看
作一个马尔可夫链． 马尔可夫链参见

第D.3.1.1节．𝒙1, 𝒙2,⋯ , 𝒙𝑡−1, 𝒙𝑡, 𝒙𝑡+1,⋯

第 𝑡 + 1次采样依赖于第 𝑡次抽取的样本 𝒙𝑡以及状态转移分布（即提议分布）
𝑞(𝒙|𝒙𝑡)．如果这个马尔可夫链的平稳分布为𝑝(𝒙)，那么在状态平稳时抽取的样
本就服从𝑝(𝒙)的分布．

MCMC方法的关键是如何构造出平稳分布为𝑝(𝒙)的马尔可夫链，并且该马
尔可夫链的状态转移分布 𝑞(𝒙|𝒙′)一般为比较容易采样的分布．当𝒙为离散变量
时，𝑞(𝒙|𝒙′)可以是一个状态转移矩阵；当𝒙为连续变量时，𝑞(𝒙|𝒙′)可以是参数密
度函数，比如各向同性的高斯分布𝑞(𝒙|𝒙′) = 𝒩(𝒙|𝒙′, 𝜎2𝐼)，其中𝜎2为超参数．

使用MCMC方法进行采样时需要注意两点．1）马尔可夫链需要经过一段
时间的随机游走才能达到平稳状态，这段时间称为预烧期（Burn-in Period）．预
烧期内的采样点并不服从分布𝑝(𝒙)，需要丢弃．2）基于马尔可夫链抽取的相邻
样本是高度相关的．而在机器学习中，我们一般需要抽取的样本是独立同分布
的．为了使得抽取的样本之间独立，我们可以每间隔𝑀次随机游走，抽取一个样
本．如果𝑀足够大，可以认为抽取的样本是独立的．

11.5.4.1 Metropolis-Hastings算法
Metropolis-Hastings算法，简称MH算法，是一种应用广泛的MCMC方法．

假设马尔可夫链的状态转移分布（即提议分布）𝑞(𝒙|𝒙′)为一个比较容易采样的
分布，其平稳分布往往不是𝑝(𝒙)．为此，MH算法引入拒绝采样的思想来修正提
议分布，使得最终采样的分布为𝑝(𝒙)．

在MH算法中，假设第 𝑡次采样的样本为𝒙𝑡，首先根据提议分布𝑞(𝒙|𝒙𝑡)抽取
一个样本 �̂�，并以概率𝐴(�̂�, 𝒙𝑡)来接受 �̂�作为第 𝑡 + 1次的采样样本𝒙𝑡+1，

𝐴(�̂�, 𝒙𝑡) = min (1, 𝑝(�̂�)𝑞(𝒙𝑡|�̂�)𝑝(𝒙𝑡)𝑞(�̂�|𝒙𝑡)
) . (11.107)

MH算法的采样过程如算法11.3所示．
在MH算法中，因为每次𝑞(𝒙|𝒙𝑡)随机生成一个样本 �̂�，并以概率𝐴(�̂�, 𝒙𝑡)的

方式接受，所以修正的马尔可夫链状态转移概率为

𝑞′(�̂�|𝒙𝑡) = 𝑞(�̂�|𝒙𝑡)𝐴(�̂�, 𝒙𝑡), (11.108)
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算法 11.3 Metropolis-Hastings算法的采样过程
输入:提议分布𝑞(𝒙|𝒙′)，采样间隔𝑀，样本集合𝒱 = ∅;

1 随机初始化𝒙0，𝑡 = 0;
2 repeat

// 预热过程
3 根据𝑞(𝒙|𝒙𝑡)随机生成一个样本 �̂�;
4 计算接受概率𝐴(�̂�, 𝒙𝑡);
5 从 (0, 1)的均匀分布中随机生成一个值 𝑧;
6 if 𝑧 ≤ 𝐴(�̂�, 𝒙𝑡) then // 以𝐴(�̂�, 𝒙𝑡)的概率接受 �̂�
7 𝒙𝑡+1 = �̂�;
8 else // 拒绝接受 �̂�
9 𝒙𝑡+1 = 𝒙𝑡;
10 end
11 𝑡++;
12 if 未到平稳状态 then continue ;
13 if 𝑡 mod 𝑀 = 0 then // 采样过程，每隔𝑀次采一个样本
14 𝒱 = 𝒱 ∪ {𝒙𝑡};
15 end
16 until获得 𝑁个样本 (|𝒱| = 𝑁);
输出:样本集合𝒱

该修正的马尔可夫链可以达到平稳状态，且平稳分布为𝑝(𝒙)．

证明. 根据马尔可夫链的细致平稳条件，有 细致平稳条件参见定

理D.1．

𝑝(𝒙𝑡)𝑞′(�̂�|𝒙𝑡) = 𝑝(𝒙𝑡)𝑞(�̂�|𝒙𝑡)𝐴(�̂�, 𝒙𝑡) (11.109)

= 𝑝(𝒙𝑡)𝑞(�̂�|𝒙𝑡)min (1,
𝑝(�̂�)𝑞(𝒙𝑡|�̂�)
𝑝(𝒙𝑡)𝑞(�̂�|𝒙𝑡)

) (11.110)

= min (𝑝(𝒙𝑡)𝑞(�̂�|𝒙𝑡), 𝑝(�̂�)𝑞(𝒙𝑡|�̂�)) (11.111)

= 𝑝(�̂�)𝑞(𝒙𝑡|�̂�)min (
𝑝(𝒙𝑡)𝑞(�̂�|𝒙𝑡)
𝑝(�̂�)𝑞(𝒙𝑡|�̂�)

, 1) (11.112)

= 𝑝(�̂�)𝑞(𝒙𝑡|�̂�)𝐴(𝒙𝑡, �̂�) (11.113)

= 𝑝(�̂�)𝑞′(𝒙𝑡|�̂�). (11.114)

因此，𝑝(𝒙)是状态转移概率为𝑞′(�̂�|𝒙𝑡)的马尔可夫链的平稳分布．
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11.5.4.2 Metropolis算法
如果MH算法中的提议分布是对称的，即𝑞(�̂�|𝒙𝑡) = 𝑞(𝒙𝑡|�̂�)，第 𝑡 + 1次采样

的接受率可以简化为

𝐴(�̂�, 𝒙𝑡) = min (1, 𝑝(�̂�)𝑝(𝒙𝑡)
) . (11.115)

这种MCMC方法称为Metropolis算法．

11.5.4.3 吉布斯采样
吉布斯采样（Gibbs Sampling）是一种有效地对高维空间中的分布进行采

样的MCMC方法，可以看作Metropolis-Hastings算法的特例．吉布斯采样使
用全条件概率（Full Conditional Probability）作为提议分布来依次对每个维度
进行采样，并设置接受率为𝐴 = 1．

对于一个𝑀维的随机向量𝑿 = [𝑋1, 𝑋2,⋯ , 𝑋𝑀]T，其第𝑚个变量𝑋𝑚的全条
件概率为

𝑝(𝑥𝑚|𝒙K𝑚) ≜ 𝑃(𝑋𝑚 = 𝑥𝑚|𝑋K𝑚 = 𝒙K𝑚) (11.116)

= 𝑝(𝑥𝑚|𝑥1, 𝑥2,⋯ , 𝑥𝑚-1, 𝑥𝑚+1,⋯ , 𝑥𝑀), (11.117)

其中𝒙K𝑚 = [𝑥1, 𝑥2,⋯ , 𝑥𝑚-1, 𝑥𝑚+1,⋯ , 𝑥𝑀]T表示除𝑋𝑚外其他变量的取值．
吉布斯采样可以按照任意的顺序根据全条件分布依次对每个变量进行采

样．假设从一个随机的初始化状态𝒙(0) = [𝑥(0)1 , 𝑥(0)2 ,⋯ , 𝑥(0)𝑀 ]T开始，按照下标
顺序依次对𝑀个变量进行采样．

𝑥(1)1 ∼ 𝑝(𝑥1|𝑥(0)2 , 𝑥(0)3 ,⋯ , 𝑥(0)𝑀 ), (11.118)

𝑥(1)2 ∼ 𝑝(𝑥2|𝑥(1)1 , 𝑥(0)3 ⋯,𝑥(0)𝑀 ), (11.119)

⋮
𝑥(1)𝑀 ∼ 𝑝(𝑥𝑀 |𝑥(1)1 , 𝑥(1)2 ⋯,𝑥(1)𝑀−1), (11.120)

⋮
𝑥(𝑡)1 ∼ 𝑝(𝑥1|𝑥(𝑡−1)2 , 𝑥(𝑡−1)3 ,⋯ , 𝑥(𝑡−1)𝑀 ), (11.121)

𝑥(𝑡)2 ∼ 𝑝(𝑥2|𝑥(𝑡)1 , 𝑥(𝑡−1)3 ⋯,𝑥(𝑡−1)𝑀 ), (11.122)

⋮
𝑥(𝑡)𝑀 ∼ 𝑝(𝑥𝑀 |𝑥(𝑡)1 , 𝑥(𝑡)2 ⋯,𝑥(𝑡)𝑀−1), (11.123)

其中𝑥(𝑡)𝑚 是第 𝑡次迭代时变量𝑋𝑚的采样．

https://nndl.github.io/
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吉布斯采样的每单步采样也构成一个马尔可夫链．假设每个单步（采样维
度为第𝑚维）的状态转移概率𝑞(𝒙|𝒙′)为

𝑞(𝒙|𝒙′) = {
𝑝(𝒙)
𝑝(𝒙′K𝑚)

if 𝒙K𝑚 = 𝒙′K𝑚

0 otherwise,
(11.124)

其中边际分布𝑝(𝒙′K𝑚) = ∑𝑥′𝑚 𝑝(𝒙
′)，等式𝒙K𝑚 = 𝒙′K𝑚表示𝑥𝑘 = 𝑥′𝑘, ∀𝑘 ≠ 𝑚，因

此有𝑝(𝒙′K𝑚) = 𝑝(𝒙K𝑚)，并可以得到

𝑝(𝒙′)𝑞(𝒙|𝒙′) = 𝑝(𝒙′) 𝑝(𝒙)𝑝(𝒙′K𝑖)
= 𝑝(𝒙) 𝑝(𝒙

′)
𝑝(𝒙K𝑖)

= 𝑝(𝒙)𝑞(𝒙′|𝒙). (11.125)

根据细致平稳条件，公式 (11.124)中定义的状态转移概率 𝑞(𝒙|𝒙′)的马尔可
夫链的平稳分布为𝑝(𝒙)．随着迭代次数 𝑡的增加，样本𝒙(𝑡) = [𝑥(𝑡)1 , 𝑥(𝑡)2 ⋯,𝑥(𝑡)𝑀 ]T

将收敛于概率分布𝑝(𝒙)．

11.6 总结和深入阅读
概率图模型提供了一个用图形来描述概率模型的框架，这种可视化方法使

我们可以更加容易地理解复杂模型的内在性质．目前，概率图模型已经是一个非
常庞大的研究领域，涉及众多的模型和算法．很多机器学习模型也都可以用概率
图模型来描述．图11.16给出了概率图模型所涵盖的内容．

概率图模型

模型表示

有向图模型 无向图模型

学习

参数学习 结构学习

推断

精确推断 近似推断

朴素贝叶斯模型

隐马尔可夫模型

深度信念网络

对数线性模型

条件随机场

玻尔兹曼机

变量消除算法

信念传播算法

联合树算法

环路信念传播

变分推断

采样法

最大似然估计

最大后验

EM 算法

结构搜索

贝叶斯优化

结构 EM 算法

图 11.16 概率图模型所涵盖内容的简单概括

在本章中，我们只介绍了部分内容．要更全面深入地了解概率图模型，可
以阅读《Probabilistic Graphical Models: Principles and Techniques》[Koller
et al., 2009]、《Probabilistic Reasoning in Intelligent Systems: Networks of Plau-
sible Inference》[Pearl, 2014]或《Pattern Recognition and Machine Learning》
[Bishop, 2007]中的相关章节．
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概率图模型中最基本的假设是条件独立性．图形化表示直观地描述了随机
变量之间的条件独立性，有利于将复杂的概率模型分解为简单模型的组合，并更
好地理解概率模型的表示、推断、学习等方法．

20世纪90年代末，概率图模型的研究逐步成熟．到21世纪，图模型在机器学
习、计算机视觉、自然语言处理等领域开始不断发展壮大．其中比较有代表性的
模型有：条件随机场 [Lafferty et al., 2001]、潜在狄利克雷分配（Latent Dirichlet
Allocation）[Blei et al., 2003]等．此外，图模型的结构学习也一直是非常重要但
极具挑战性的研究方向．
图模型与神经网络的关系 图模型和神经网络有着类似的网络结构，但两者也
有很大的不同．图模型的节点是随机变量，其图结构的主要功能是描述变量之间
的依赖关系，一般是稀疏连接．使用图模型的好处是可以有效地进行统计推断．
而神经网络中的节点是神经元，是一个计算节点．图模型中的每个变量一般有着
明确的解释，变量之间依赖关系一般是人工来定义．而神经网络中的单个神经元
则没有直观的解释．如果将神经网络中每个神经元看作一个二值随机变量，那神
经网络就变成一个Sigmoid信念网络．

神经网络是判别模型，直接用来分类．而图模型不但可以是判别模型，也可
以是生成模型．生成模型不但可以用来生成样本，也可以通过贝叶斯公式用来做
分类．图模型的参数学习的目标函数为似然函数或条件似然函数，若包含隐变量
则通常通过EM算法来求解．而神经网络参数学习的目标函数为交叉熵或平方
误差等损失函数．

目前，神经网络和概率图模型的结合越来越紧密．一方面我们可以利用神
经网络强大的表示能力和拟合能力来建模图模型中的推断问题（比如变分自编
码器，第13.2节），生成问题（比如生成对抗网络，第13.3节），或势能函数（比
如LSTM+CRF模型 [Lample et al., 2016; Ma et al., 2016]）；另一方面可以利用
图模型的算法来解决复杂结构神经网络中的学习和推断问题，比如图神经网络
（Graph Neural Network，GNN）[Gilmer et al., 2017; Li et al., 2015; Scarselli
et al., 2009]和结构化注意力 [Kim et al., 2017]．

习题

习题 11-1 根据贝叶斯网络的定义，证明图11.3中的四种因果关系．
习题 11-2 证明公式 (11.9)． 参见公式(11.9)．

习题 11-3 根据公式(11.37)，推导线性链条件随机场（参见公式(11.25)）的参数
更新公式．
https://nndl.github.io/
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习题 11-4 证明仅当 𝑞(𝒛) = 𝑝(𝒛|𝒙; 𝜃)时，对数边际似然函数 log𝑝(𝒙; 𝜃)和其下界
𝐸𝐿𝐵𝑂(𝑞, 𝒙; 𝜃)相等．
习题 11-5 在高斯混合分布的参数估计中，证明M步中的参数更新公式，即公式
(11.63)、公式 (11.64)和公式 (11.65)．
习题 11-6 考虑一个伯努利混合分布，即

𝑝(𝑥; 𝜇, 𝜋) =
𝐾
∑
𝑘=1

𝜋𝑘𝑝(𝑥; 𝜇𝑘), (11.126)

其中𝑝(𝑥; 𝜇𝑘) = 𝜇𝑥𝑘(1 − 𝜇𝑘)(1−𝑥)为伯努利分布． 伯努利混合分布参见

第D.2.1.1节．给定一组训练集合𝐷 = {𝑥(1), 𝑥(2),⋯ , 𝑥(𝑁)}，若用EM算法来进行参数估计，
推导其每步的参数更新公式．
习题 11-7 在变分推断的目标公式(11.82)中，试分析为什么使用的KL散度是
KL (𝑞(𝒛)‖𝑝(𝒛|𝒙))而不是KL (𝑝(𝒛|𝒙)‖𝑞(𝒛))．
习题 11-8 在图11.2a的有向图中，分析按不同的消除顺序计算边际概率𝑝(𝑥3)时
的计算复杂度．
习题 11-9 在树结构的图模型上应用信念传播算法时，推导其消息计算公式．
习题 11-10 证明若分布𝑝(𝑥)存在累积分布函数的逆函数 cdf−1(𝑦), 𝑦 ∈ [0, 1]，且
随机变量 𝜉为 [0, 1]区间上的均匀分布，则 cdf−1(𝜉)服从分布𝑝(𝑥)． 参见第11.5.1节．

参考文献
BaumLE, Petrie T, 1966. Statistical inference for probabilistic functions of finite statemarkov chains
[J]. The annals of mathematical statistics, 37(6):1554-1563.

Berger A L, Pietra V J D, Pietra S A D, 1996. A maximum entropy approach to natural language
processing[J]. Computational linguistics, 22(1):39-71.

Bishop C M, 2007. Pattern recognition and machine learning[M]. 5th edition. Springer.
Blei D M, Ng A Y, Jordan M I, 2003. Latent dirichlet allocation[J]. Journal of machine Learning
research, 3(Jan):993-1022.

Della Pietra S, Della Pietra V, Lafferty J, 1997. Inducing features of random fields[J]. IEEE transac-
tions on pattern analysis and machine intelligence, 19(4):380-393.

Gilmer J, Schoenholz S S, Riley P F, et al., 2017. Neural message passing for quantum chemistry[J].
arXiv preprint arXiv:1704.01212.

Kim Y, Denton C, Hoang L, et al., 2017. Structured attention networks[C]//Proceedings of 5th In-
ternational Conference on Learning Representations.

Koller D, Friedman N, 2009. Probabilistic graphical models: principles and techniques[M]. MIT
press.

Lafferty J D, McCallum A, Pereira F C N, 2001. Conditional random fields: Probabilistic models for
segmenting and labeling sequence data[C]//Proceedings of the Eighteenth International Confer-
ence on Machine Learning.

https://nndl.github.io/

https://nndl.github.io/


参考文献 2021年 5月 18日 287

Lample G, Ballesteros M, Subramanian S, et al., 2016. Neural architectures for named entity recog-
nition[J]. arXiv preprint arXiv:1603.01360.

Lauritzen S L, Spiegelhalter D J, 1988. Local computations with probabilities on graphical struc-
tures and their application to expert systems[J]. Journal of the Royal Statistical Society. Series B
(Methodological):157-224.

Li Y, Tarlow D, Brockschmidt M, et al., 2015. Gated graph sequence neural networks[J]. arXiv
preprint arXiv:1511.05493.

MaX,HovyE, 2016. End-to-end sequence labeling via bi-directional lstm-cnns-crf[J]. arXiv preprint
arXiv:1603.01354.

Neal R M, 1992. Connectionist learning of belief networks[J]. Artificial intelligence, 56(1):71-113.
Pearl J, 2014. Probabilistic reasoning in intelligent systems: networks of plausible inference[M].
Elsevier.

Scarselli F, Gori M, Tsoi A C, et al., 2009. The graph neural network model[J]. IEEE Transactions
on Neural Networks, 20(1):61-80.

https://nndl.github.io/

https://nndl.github.io/


第 12章 深度信念网络

计算的目的不在于数据，而在于洞察事物．

——理查德·卫斯里·汉明（Richard Wesley Hamming）
1968年图灵奖获得者

对于一个复杂的数据分布，我们往往只能观测到有限的局部特征，并且这些
特征通常会包含一定的噪声．如果要对这个数据分布进行建模，就需要挖掘出可
观测变量之间复杂的依赖关系，以及可观测变量背后隐藏的内部表示．

本章介绍一种可以有效学习变量之间复杂依赖关系的概率图模型（深度信
念网络）以及两种相关的基础模型（玻尔兹曼机和受限玻尔兹曼机）．深度信念
网络中包含很多层的隐变量，可以有效地学习数据的内部特征表示，也可以作为
一种有效的非线性降维方法．这些学习到的内部特征表示包含了数据的更高级
的、有价值的信息，因此十分有助于后续的分类和回归等任务．

玻尔兹曼机和深度信念网络都是生成模型，借助隐变量来描述复杂的数据
分布．作为概率图模型，玻尔兹曼机和深度信念网络的共同问题是推断和学习问
题．因为这两种模型都比较复杂，并且都包含隐变量，它们的推断和学习一般通
过MCMC方法来进行近似估计．这两种模型和神经网络有很强的对应关系，在
一定程度上也称为随机神经网络（Stochastic Neural Network，SNN）．

12.1 玻尔兹曼机
玻尔兹曼机（Boltzmann Machine）是一个随机动力系统（Stochastic Dy-

namical System），每个变量的状态都以一定的概率受到其他变量的影响．
动力系统（Dynamical
System）是数学上的一
个概念，用来描述一个

空间中所有点随时间

的变化情况，比如钟摆

晃动、水的流动等．

玻尔
兹曼机可以用概率无向图模型来描述．一个具有𝐾个节点（变量）的玻尔兹曼机
满足以下三个性质：
（1） 每个随机变量是二值的，所有随机变量可以用一个二值的随机向量
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𝑿 ∈ {0, 1}𝐾来表示，其中可观测变量表示为𝑽，隐变量表示为𝑯．
（2） 所有节点之间是全连接的．每个变量𝑋𝑖都依赖于所有其他变量𝑿K𝑖．

（3） 每两个变量之间的互相影响（𝑋𝑖 → 𝑋𝑗和𝑋𝑗 → 𝑋𝑖）是对称的．
图12.1给出了一个包含 3个可观测变量和 3个隐变量的玻尔兹曼机．

𝑥1𝑥2

𝑥3

𝑥4 𝑥5

𝑥6

图 12.1 一个有六个变量的玻尔兹曼机

随机向量𝑿的联合概率由玻尔兹曼分布得到，即 这也是玻尔兹曼机名

称的由来．为简单起

见，这里我们把玻尔兹

曼常数𝑘吸收到温度
𝑇中．玻尔兹曼分布取
自其提出者、奥地利物

理学家路德维希·玻

尔兹曼（Ludwig Boltz-
mann，1844～1906），他
在 1868年研究热平衡
气体的统计力学时首

次提出了这一分布．

𝑝(𝒙) = 1
𝑍 exp (−𝐸(𝒙)𝑇 ) , (12.1)

其中𝑍为配分函数，𝑇表示温度，能量函数𝐸(𝒙)的定义为

𝐸(𝒙) ≜ 𝐸(𝑿 = 𝒙)

= −(∑
𝑖<𝑗

𝑤𝑖𝑗 𝑥𝑖 𝑥𝑗 +∑
𝑖
𝑏𝑖 𝑥𝑖) , (12.2)

其中𝑤𝑖𝑗是两个变量𝑥𝑖和𝑥𝑗之间的连接权重，𝑥𝑖 ∈ {0, 1}表示状态，𝑏𝑖是变量𝑥𝑖
的偏置．

如果两个变量𝑋𝑖和𝑋𝑗的取值都为1时，一个正的权重𝑤𝑖𝑗 > 0会使得玻尔兹
曼机的能量下降，发生的概率变大；相反，一个负的权重会使得玻尔兹曼机的能
量上升，发生的概率变小．因此，如果令玻尔兹曼机中的每个变量𝑋𝑖代表一个基
本假设，其取值为 1或 0分别表示模型接受或拒绝该假设，那么变量之间连接的
权重代表了两个假设之间的弱约束关系 [Ackley et al., 1985]．连接权重为可正可
负的实数．一个正的连接权重表示两个假设可以互相支持．也就是说，如果一个
假设被接受，另一个也很可能被接受．相反，一个负的连接权重表示两个假设不
能同时被接受．

玻尔兹曼机可以用来解决两类问题．一类是搜索问题：当给定变量之间的连
接权重时，需要找到一组二值向量，使得整个网络的能量最低．另一类是学习问
题：当给定变量的多组观测值时，学习网络的最优权重．

https://nndl.github.io/
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在统计力学中，玻尔兹曼分布（Boltzmann Distribution）是描述粒
子处于特定状态下的概率，是关于状态能量与系统温度的函数．一个粒
子处于状态𝛼的概率𝑝𝛼是关于状态能量与系统温度的函数：

𝑝𝛼 =
1
𝑍 exp (−𝐸𝛼𝑘𝑇 ) , (12.3)

其中𝐸𝛼为状态𝛼的能量，𝑘为玻尔兹曼常量，𝑇为系统温度，exp(−𝐸𝛼

𝑘𝑇
)称

为玻尔兹曼因子（Boltzmann Factor），是没有归一化的概率．𝑍为归一
化因子，通常称为配分函数（Partition Function），是对系统所有状态进
行总和，𝑍 = ∑

𝛼
exp (−𝐸𝛼𝑘𝑇 )．

玻尔兹曼分布的一个性质是两个状态的概率比仅仅依赖于两个状
态能量的差值，即

𝑝𝛼
𝑝𝛽

= exp (
𝐸𝛽 − 𝐸𝛼
𝑘𝑇 ) . (12.4)

数学小知识 |玻尔兹曼分布

♣

12.1.1 生成模型
在玻尔兹曼机中，配分函数𝑍通常难以计算，因此，联合概率分布𝑝(𝒙)一般

通过MCMC方法来近似，生成一组服从𝑝(𝒙)分布的样本．本节介绍基于吉布斯
采样的样本生成方法．

吉布斯采样参见

第11.5.4.3节．

全条件概率 吉布斯采样需要计算每个变量𝑋𝑖的全条件概率𝑝(𝑥𝑖|𝒙K𝑖)，其中𝒙K𝑖

表示除变量𝑋𝑖外其他变量的取值．

定理 12.1 –玻尔兹曼机中变量的全条件概率：对于玻尔兹曼机中的一个变
量𝑋𝑖，当给定其他变量𝒙K𝑖时，全条件概率𝑝(𝑥𝑖|𝒙K𝑖)为

𝑝(𝑥𝑖 = 1|𝒙K𝑖) = 𝜎 (
∑𝑗 𝑤𝑖𝑗 𝑥𝑗 + 𝑏𝑖

𝑇 ) , (12.5)

𝑝(𝑥𝑖 = 0|𝒙K𝑖) = 1 − 𝑝(𝑥𝑖 = 1|𝒙K𝑖), (12.6)

其中𝜎(⋅)为Logistic函数．

证明. 首先，保持其他变量𝒙K𝑖不变，改变变量𝑋𝑖的状态，从 0（关闭）和 1（打
开）之间的能量差异（Energy Gap）为

Δ𝐸𝑖(𝒙K𝑖) = 𝐸(𝑥𝑖 = 0, 𝒙K𝑖) − 𝐸(𝑥𝑖 = 1, 𝒙K𝑖) (12.7)
https://nndl.github.io/
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= ∑
𝑗
𝑤𝑖𝑗 𝑥𝑗 + 𝑏𝑖, (12.8)

其中𝑤𝑖𝑖 = 0, ∀𝑖．
又根据玻尔兹曼机的定义可得

𝐸(𝒙) = −𝑇 log𝑝(𝒙) − 𝑇 log𝑍. (12.9)

因此有

Δ𝐸𝑖(𝒙K𝑖) = −𝑇 log𝑝(𝑥𝑖 = 0, 𝒙K𝑖) − (−𝑇 log𝑝(𝑥𝑖 = 1, 𝒙K𝑖)) (12.10)

= 𝑇 log 𝑝(𝑥𝑖 = 1, 𝒙K𝑖)
𝑝(𝑥𝑖 = 0, 𝒙K𝑖)

(12.11)

= 𝑇 log 𝑝(𝑥𝑖 = 1, |𝒙K𝑖)
1 − 𝑝(𝑥𝑖 = 1|𝒙K𝑖)

. (12.12)

结合公式 (12.8)和公式 (12.12)，得到

𝑝(𝑥𝑖 = 1|𝒙K𝑖) =
1

1 + exp (−Δ𝐸𝑖(𝒙K𝑖)
𝑇

)
(12.13)

= 𝜎(
∑𝑗 𝑤𝑖𝑗 𝑥𝑗 + 𝑏𝑖

𝑇 ) . (12.14)

吉布斯采样 玻尔兹曼机的吉布斯采样过程为：随机选择一个变量𝑋𝑖，然后根据
其全条件概率𝑝(𝑥𝑖|𝒙K𝑖)来设置其状态，即以𝑝(𝑥𝑖 = 1|𝒙K𝑖)的概率将变量𝑋𝑖设为
1，否则为 0．在固定温度𝑇的情况下，在运行足够时间之后，玻尔兹曼机会达到热
平衡．此时，任何全局状态的概率服从玻尔兹曼分布𝑝(𝒙)，只与系统的能量有关，
与初始状态无关．

要使得玻尔兹曼机达到热平衡，其收敛速度和温度𝑇相关．当系统温度非常
高𝑇 → ∞时，𝑝(𝑥𝑖 = 1|𝒙K𝑖) → 0.5，即每个变量状态的改变十分容易，每一种系
统状态都是一样的，从而很快可以达到热平衡．

当玻尔兹曼机达到热

平衡时，并不意味其能

量最低．热平衡依然是

在所有状态上的一个

分布．

当系统温度非常低𝑇 → 0时，如
果Δ𝐸𝑖(𝒙K𝑖) > 0，则𝑝(𝑥𝑖 = 1|𝒙K𝑖) → 1；如果Δ𝐸𝑖(𝒙K𝑖) < 0，则𝑝(𝑥𝑖 = 1|𝒙K𝑖) → 0，
即有

𝑥𝑖 = {
1 if ∑𝑗 𝑤𝑖𝑗𝑥𝑗 + 𝑏𝑖 ≥ 0,

0 otherwise,
(12.15)

因此，当𝑇 → 0时，随机性方法变成了确定性方法．这时，玻尔兹曼机退化为一个
Hopfield网络．

Hopfield网 络 参 见

第8.6.1节．
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Hopfield网络是一种确定性的动力系统，而玻尔兹曼机是一种随机性的动
力系统．Hopfield网络的每次状态更新都会使得系统的能量降低，而玻尔兹曼机
则以一定的概率使得系统的能量上升．图12.2给出了Hopfield网络和玻尔兹曼
机在运行时系统能量变化的对比．
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(a) Hopfield网络
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𝐸

(b)玻尔兹曼机

图 12.2 Hopfield网络和玻尔兹曼机在运行时系统能量变化的对比

12.1.2 能量最小化与模拟退火
在一个动力系统中，找到一个状态使得系统能量最小是一个十分重要的优

化问题． 特别地，离散状态的能

量最小化是一个组合

优化问题．

如果这个动力系统是确定性的，比如Hopfield网络，一个简单（但是低
效）的能量最小化方法是随机选择一个变量，在其他变量保持不变的情况下，将
这个变量设为会导致整个网络能量更低的状态．当每个变量𝑋𝑖取值为 {0, 1}时，
如果能量差异Δ𝐸𝑖(𝒙K𝑖)大于 0，就设𝑋𝑖 = 1，否则就设𝑋𝑖 = 0．

局部最优在Hopfield
网络中不是一个缺点．

相反，Hopfield网络是
通过利用局部最优点

来存储信息．

这种简单、确定性的方法在运行一定时间之后总是可以收敛到一个解．但是
这个解是局部最优的，不是全局最优的．为了跳出局部最优，就必须允许“偶尔”
可以将一个变量设置为使得能量变高的状态．这样，我们就需要引入一定的随机
性，我们以𝜎 (Δ𝐸𝑖(𝒙K𝑖)

𝑇
)的概率将变量𝑋𝑖设为 1，否则设为 0．这个过程和玻尔兹曼

机的吉布斯采样过程十分类似．
要使得动力系统达到热平衡，温度𝑇的选择十分关键．一个比较好的折中方
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法是让系统刚开始在一个比较高的温度下运行达到热平衡，然后逐渐降低，直到
系统在一个比较低的温度下运行达到热平衡．这样我们就能够得到一个能量全
局最小的分布．这个过程被称为模拟退火（Simulated Annealing）[Kirkpatrick
et al., 1983]．

模拟退火是一种寻找全局最优的近似方法，其名字来自冶金学的专有名词
“退火”，即将材料加热后再以一定的速度退火冷却，可以减少晶格中的缺陷．固
体中的内部粒子会停留在使内能有局部最小值的位置，加热时能量变大，粒子
会变得无序并随机移动．退火冷却时速度较慢，使得粒子在每个温度都达到平衡
态．最后在常温时，粒子以很大的概率达到内能比原先更低的位置．可以证明，模
拟退火算法所得解依概率收敛到全局最优解．

12.1.3 参数学习
不失一般性，假设一个玻尔兹曼机有𝐾个变量，包括𝐾𝑣个可观测变量𝒗 ∈

{0, 1}𝐾𝑣和𝐾ℎ个隐变量𝒉 ∈ {0, 1}𝐾ℎ．

给定一组可观测的向量𝒟 = { ̂𝒗(1), ̂𝒗(2),⋯ , ̂𝒗(𝑁)}作为训练集，我们要学习
玻尔兹曼机的参数𝑾和𝒃使得训练集中所有样本的对数似然函数最大．训练集
的对数似然函数定义为

ℒ(𝒟;𝑾, 𝒃) = 1
𝑁

𝑁
∑
𝑛=1

log𝑝( ̂𝒗(𝑛);𝑾, 𝑏) (12.16)

= 1
𝑁

𝑁
∑
𝑛=1

log∑
𝒉
𝑝( ̂𝒗(𝑛), 𝒉;𝑾, 𝒃) (12.17)

= 1
𝑁

𝑁
∑
𝑛=1

log
∑𝒉 exp ( − 𝐸( ̂𝒗(𝑛), 𝒉))

∑𝒗,𝒉 exp ( − 𝐸(𝒗, 𝒉))
. (12.18)

对数似然函数ℒ(𝒟;𝑾, 𝒃)对参数𝜃的偏导数为 𝜃为𝑾或𝒃．

ℒ(𝒟;𝑾, 𝒃)
𝜕𝜃 = 1

𝑁
𝑁
∑
𝑛=1

𝜕
𝜕𝜃 log∑𝒉

𝑝( ̂𝒗(𝑛), 𝒉;𝑾, 𝒃) (12.19)

= 1
𝑁

𝑁
∑
𝑛=1

𝜕
𝜕𝜃 ( log∑𝒉

exp ( − 𝐸( ̂𝒗(𝑛), 𝒉)) − log∑
𝒗,𝒉

exp ( − 𝐸(𝒗, 𝒉))) (12.20)

= 1
𝑁

𝑁
∑
𝑛=1

∑
𝒉

exp ( − 𝐸( ̂𝒗(𝑛), 𝒉))
∑𝒉 exp ( − 𝐸( ̂𝒗(𝑛), 𝒉))

[ − 𝜕𝐸( ̂𝒗(𝑛), 𝒉)
𝜕𝜃 ]

−∑
𝒗,𝒉

exp ( − 𝐸(𝒗, 𝒉))
∑𝒗,𝒉 exp ( − 𝐸(𝒗, 𝒉))

[ − 𝜕𝐸(𝒗, 𝒉)
𝜕𝜃 ] (12.21)
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= 1
𝑁

𝑁
∑
𝑛=1

∑
𝒉
𝑝(𝒉| ̂𝒗(𝑛))[ − 𝜕𝐸( ̂𝒗(𝑛), 𝒉)

𝜕𝜃 ] −∑
𝒗,𝒉

𝑝(𝒗, 𝒉)[ − 𝜕𝐸(𝒗, 𝒉)
𝜕𝜃 ] (12.22)

= 𝔼�̂�(𝒗)𝔼𝑝(𝒉|𝒗)[ −
𝜕𝐸(𝒗, 𝒉)

𝜕𝜃 ] − 𝔼𝑝(𝒗,𝒉)[ −
𝜕𝐸(𝒗, 𝒉)

𝜕𝜃 ], (12.23)

其中 ̂𝑝(𝒗)表示可观测向量在训练集上的实际经验分布，𝑝(𝒉|𝒗)和𝑝(𝒗, 𝒉)为在当
前参数𝑾,𝒃条件下玻尔兹曼机的条件概率和联合概率．

根据公式(12.2)，𝐸(𝒗, 𝒉) = 𝐸(𝒙) = − (∑𝑖<𝑗 𝑤𝑖𝑗 𝑥𝑖 𝑥𝑗 +∑𝑖 𝑏𝑖 𝑥𝑖)．因此，整个
训练集的对数似然函数ℒ(𝒟;𝑾, 𝒃)对每个权重𝑤𝑖𝑗和偏置𝑏𝑖的偏导数为

𝜕ℒ(𝒟;𝑾, 𝒃)
𝜕𝑤𝑖𝑗

= 𝔼 ̂𝑝(𝒗)𝔼𝑝(𝒉|𝒗)[𝑥𝑖𝑥𝑗] − 𝔼𝑝(𝒗,𝒉)[𝑥𝑖𝑥𝑗], (12.24)

𝜕ℒ(𝒟;𝑾, 𝒃)
𝜕𝑏𝑖

= 𝔼 ̂𝑝(𝒗)𝔼𝑝(𝒉|𝒗)[𝑥𝑖] − 𝔼𝑝(𝒗,𝒉)[𝑥𝑖], (12.25)

其中 𝑖, 𝑗 ∈ [1, 𝐾]．这两个公式涉及计算配分函数和期望，很难精确计算．对于一
个𝐾维的二值随机向量𝒙，其取值空间大小为 2𝐾．当𝐾比较大时，配分函数以及
期望的计算会十分耗时．因此，玻尔兹曼机一般通过MCMC方法（如吉布斯采
样）来进行近似求解．

以参数𝑤𝑖𝑗的梯度为例，公式 (12.24)中第一项是在限定可观测变量 𝒗为训
练样本的条件下 𝑥𝑖𝑥𝑗的期望．为了近似这个期望，我们可以固定住可观测变量
𝒗，只对𝒉进行吉布斯采样．当玻尔兹曼机达到热平衡状态时，采样𝑥𝑖𝑥𝑗的值．在
训练集上所有的训练样本上重复此过程，得到 𝑥𝑖𝑥𝑗的近似期望 ⟨𝑥𝑖𝑥𝑗⟩data．公式
(12.25)中的第二项为玻尔兹曼机在没有任何限制条件下 𝑥𝑖𝑥𝑗的期望．这时可以
对所有变量进行吉布斯采样．当玻尔兹曼机达到热平衡状态时，采样 𝑥𝑖𝑥𝑗的值，
得到近似期望 ⟨𝑥𝑖𝑥𝑗⟩model．

这样当采用梯度上升法时，权重𝑤𝑖𝑗可以用下面公式近似地更新：

𝑤𝑖𝑗 ← 𝑤𝑖𝑗 + 𝛼(⟨𝑥𝑖𝑥𝑗⟩data − ⟨𝑥𝑖𝑥𝑗⟩model), (12.26)

其中 𝛼 > 0为学习率．这个更新方法的一个特点是仅仅使用了局部信息．也就
是说，虽然我们优化目标是整个网络的能量最低，但是每个权重的更新只依赖于
它连接的相关变量的状态．这种学习方式和人脑神经网络的学习方式，赫布规则
（Hebbian Rule，或 Hebb’s Rule），十分类似．

玻尔兹曼机可以用在监督学习和无监督学习中．在监督学习中，可观测的变
量 𝒗又进一步可以分为输入和输出变量，隐变量则隐式地描述了输入和输出变
量之间复杂的约束关系．在无监督学习中，隐变量可以看作可观测变量的内部特
征表示．玻尔兹曼机也可以看作一种随机型的神经网络，是Hopfield神经网络的
扩展，并且可以生成相应的Hopfield神经网络．在没有时间限制时，玻尔兹曼机
还可以用来解决复杂的组合优化问题．
https://nndl.github.io/
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12.2 受限玻尔兹曼机
全连接的玻尔兹曼机在理论上十分有趣，但是由于其复杂性，目前为止并

没有被广泛使用．虽然基于采样的方法在很大程度提高了学习效率，但是每更新
一次权重，就需要网络重新达到热平衡状态，这个过程依然比较低效，需要很长
时间．在实际应用中，使用比较广泛的是一种带限制的版本，也就是受限玻尔兹
曼机．

受限玻尔兹曼机因其

结构最初称为簧风琴

模型，2000年后受限玻
兹曼机的名称才变得

流行．

受限玻尔兹曼机（Restricted Boltzmann Machine，RBM）是一个二分图结
构的无向图模型，如图12.3所示．受限玻尔兹曼机中的变量也分为隐变量和可观
测变量．我们分别用可观测层和隐藏层来表示这两组变量．同一层中的节点之间
没有连接，而不同层一个层中的节点与另一层中的所有节点连接，这和两层的全
连接神经网络的结构相同．

𝑣1 𝑣2 𝑣3 𝑣4

ℎ1 ℎ2 ℎ3

图 12.3 一个有 7个变量的受限玻尔兹曼机

一个受限玻尔兹曼机由 𝐾𝑣个可观测变量和𝐾ℎ个隐变量组成，其定义如下：
（1） 可观测的随机向量𝒗 ∈ ℝ𝐾𝑣．

（2） 隐藏的随机向量𝒉 ∈ ℝ𝐾ℎ．

（3） 权重矩阵𝑾 ∈ ℝ𝐾𝑣×𝐾ℎ，其中每个元素𝑤𝑖𝑗为可观测变量 𝑣𝑖和隐变量
ℎ𝑗之间边的权重．
（4） 偏置𝒂 ∈ ℝ𝐾𝑣和𝒃 ∈ ℝ𝐾ℎ，其中𝑎𝑖为每个可观测的变量 𝑣𝑖的偏置，𝑏𝑗

为每个隐变量ℎ𝑗的偏置．
受限玻尔兹曼机的能量函数定义为

𝐸(𝒗, 𝒉) = −∑
𝑖
𝑎𝑖𝑣𝑖 −∑

𝑗
𝑏𝑗ℎ𝑗 −∑

𝑖
∑
𝑗
𝑣𝑖𝑤𝑖𝑗ℎ𝑗 (12.27)

= −𝒂T𝒗 − 𝒃T𝒉 − 𝒗T𝑾𝒉. (12.28)

受限玻尔兹曼机的联合概率分布𝑝(𝒗, 𝒉)定义为

𝑝(𝒗, 𝒉) = 1
𝑍 exp(−𝐸(𝒗, 𝒉)) (12.29)

= 1
𝑍 exp(𝒂T𝒗) exp(𝒃T𝒉) exp(𝒗T𝑾𝒉), (12.30)

其中𝑍 = ∑𝒗,𝒉 exp(−𝐸(𝒗, 𝒉))为配分函数．
https://nndl.github.io/
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12.2.1 生成模型
在给定受限玻尔兹曼机的联合概率分布𝑝(𝒉, 𝒗)后，可以通过吉布斯采样方

法生成一组服从𝑝(𝒉, 𝒗)分布的样本．
吉布斯采样参见

第11.5.4.3节．

全条件概率 吉布斯采样需要计算每个变量𝑉𝑖和𝐻𝑗的全条件概率．受限玻尔兹
曼机中同层的变量之间没有连接．从无向图的性质可知，在给定可观测变量时，
隐变量之间互相条件独立．同样，在给定隐变量时，可观测变量之间也互相条件
独立．因此有

𝑝(𝑣𝑖|𝒗K𝑖, 𝒉) = 𝑝(𝑣𝑖|𝒉), (12.31)

𝑝(ℎ𝑗|𝒗, 𝒉K𝑗) = 𝑝(ℎ𝑗|𝒗), (12.32)

其中𝒗K𝑖为除变量𝑉𝑖外其他可观测变量的取值，𝒉K𝑗为除变量𝐻𝑗外其他隐变量的
取值．因此，𝑉𝑖的全条件概率只需要计算𝑝(𝑣𝑖|𝒉)，而𝐻𝑗的全条件概率只需要计算
𝑝(ℎ𝑗|𝒗)．

定理 12.2 –受限玻尔兹曼机中变量的条件概率：在受限玻尔兹曼机中，每
个可观测变量和隐变量的条件概率为

𝑝(𝑣𝑖 = 1|𝒉) = 𝜎(𝑎𝑖 +∑
𝑗
𝑤𝑖𝑗ℎ𝑗), (12.33)

𝑝(ℎ𝑗 = 1|𝒗) = 𝜎(𝑏𝑗 +∑
𝑖
𝑤𝑖𝑗𝑣𝑖)), (12.34)

其中𝜎为Logistic函数．

证明.（1）先计算𝑝(ℎ𝑗 = 1|𝒗)．可观测层变量𝒗的边际概率为

𝑃(𝒗) = ∑
𝒉
𝑃(𝒗, 𝒉) = 1

𝑍 ∑
𝒉
exp(−𝐸(𝒗, 𝒉))

= 1
𝑍 ∑

𝒉
exp(𝒂T𝒗 +∑

𝑗
𝑏𝑗ℎ𝑗 +∑

𝑖
∑
𝑗
𝑣𝑖𝑤𝑖𝑗ℎ𝑗)

= exp(𝒂T𝒗)
𝑍 ∑

𝒉
exp(∑

𝑗
ℎ𝑗(𝑏𝑗 +∑

𝑖
𝑤𝑖𝑗𝑣𝑖))

= exp(𝒂T𝒗)
𝑍 ∑

𝒉
∏
𝑗
exp (ℎ𝑗(𝑏𝑗 +∑

𝑖
𝑤𝑖𝑗𝑣𝑖))

= exp(𝒂T𝒗)
𝑍 ∑

ℎ1
∑
ℎ2
⋯∑

ℎ𝑛
∏
𝑗
exp (ℎ𝑗(𝑏𝑗 +∑

𝑖
𝑤𝑖𝑗𝑣𝑖)) 利用分配律．

(12.35)

(12.36)

(12.37)

(12.38)

(12.39)
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= exp(𝒂T𝒗)
𝑍 ∏

𝑗
∑
ℎ𝑗
exp (ℎ𝑗(𝑏𝑗 +∑

𝑖
𝑤𝑖𝑗𝑣𝑖)) 将ℎ𝑗为0或1的取值代

入计算．

= exp(𝒂T𝒗)
𝑍 ∏

𝑗
(1 + exp(𝑏𝑗 +∑

𝑖
𝑤𝑖𝑗𝑣𝑖)) .

(12.40)

(12.41)

固定ℎ𝑗 = 1时，𝑝(ℎ𝑗 = 1, 𝒗)的边际概率为

𝑝(ℎ𝑗 = 1, 𝒗) = 1
𝑍 ∑

𝒉,ℎ𝑗=1
exp (−𝐸(𝒗, 𝒉)) (12.42)

= exp(𝒂T𝒗)
𝑍 ∏

𝑘,𝑘≠𝑗
(1 + exp(𝑏𝑘 +∑

𝑖
𝑤𝑖𝑘𝑣𝑖)) exp(𝑏𝑗 +∑

𝑖
𝑤𝑖𝑗𝑣𝑖). (12.43)

由公式 (12.41)和公式 ( 12.43)，可以计算隐变量ℎ𝑗的条件概率为

𝑝(ℎ𝑗 = 1|𝒗) = 𝑝(ℎ𝑖 = 1, 𝒗)
𝑝(𝒗) (12.44)

=
exp(𝑏𝑗 +∑𝑖 𝑤𝑖𝑗𝑣𝑖)

1 + exp(𝑏𝑗 +∑𝑖 𝑤𝑖𝑗𝑣𝑖)
(12.45)

= 𝜎(𝑏𝑗 +∑
𝑖
𝑤𝑖𝑗𝑣𝑖). (12.46)

（2）同理，可观测变量𝑣𝑖的条件概率𝑝(𝑣𝑖 = 1|𝒉)为

𝑝(𝑣𝑖 = 1|𝒉) = 𝜎(𝑎𝑖 +∑
𝑗
𝑤𝑖𝑗ℎ𝑗). (12.47)

公式 (12.46)和公式 (12.47)也可以写为向量形式，即

𝑝(𝒉 = 1|𝒗) = 𝜎 (𝑾T𝒗 + 𝒃) , (12.48)

𝑝(𝒗 = 1|𝒉) = 𝜎 (𝑾𝒉 + 𝒂) . (12.49)

吉布斯采样 在受限玻尔兹曼机的全条件概率中，可观测变量之间互相条件独
立，隐变量之间也互相条件独立．因此，受限玻尔兹曼机可以并行地对所有的可
观测变量（或所有的隐变量）同时进行采样，从而可以更快地达到热平衡状态．
受限玻尔兹曼机的采样过程如下：
（1） 给定或随机初始化一个可观测的向量𝒗0,计算隐变量的概率，并从中

采样一个隐向量𝒉0．
（2） 基于𝒉0，计算可观测变量的概率，并从中采样一个可观测的向量𝒗1．
（3） 重复 𝑡次后，获得 (𝒗𝑡, 𝒉𝑡)．
（4） 当 𝑡 → ∞时, (𝒗𝑡, 𝒉𝑡)的采样服从𝑝(𝒗, 𝒉)分布．
图12.4也给出了上述过程的示例．
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𝒗(0)

𝒉(0)

𝒗(1)

𝒉(1)

𝒗(2)

𝒉(𝑡)

𝒗(𝑡+1)

⋯

图 12.4 受限玻尔兹曼机的采样过程

12.2.2 参数学习
和玻尔兹曼机一样，受限玻尔兹曼机通过最大化似然函数来找到最优的参

数𝑾,𝒂, 𝒃．给定一组训练样本𝒟 = { ̂𝒗(1), ̂𝒗(2),⋯ , ̂𝒗(𝑁)}，其对数似然函数为

ℒ(𝒟;𝑾, 𝒂, 𝒃) = 1
𝑁

𝑁
∑
𝑛=1

log𝑝( ̂𝒗(𝑛);𝑾, 𝒂, 𝒃). (12.50)

和玻尔兹曼机类似， 参见公式(12.23)．在受限玻尔兹曼机中，对数似然函数ℒ(𝒟;𝑾, 𝒃)对参
数𝑤𝑖𝑗 , 𝑎𝑖, 𝑏𝑗的偏导数为

𝜕ℒ(𝒟;𝑾, 𝒂, 𝒃)
𝜕𝑤𝑖𝑗

= 𝔼 ̂𝑝(𝒗)𝔼𝑝(𝒉|𝒗)[𝑣𝑖ℎ𝑗] − 𝔼𝑝(𝒗,𝒉)[𝑣𝑖ℎ𝑗], (12.51)

𝜕ℒ(𝒟;𝑾, 𝒂, 𝒃)
𝜕𝑎𝑖

= 𝔼 ̂𝑝(𝒗)𝔼𝑝(𝒉|𝒗)[𝑣𝑖] − 𝔼𝑝(𝒗,𝒉)[𝑣𝑖], (12.52)

𝜕ℒ(𝒟;𝑾, 𝒂, 𝒃)
𝜕𝑏𝑗

= 𝔼 ̂𝑝(𝒗)𝔼𝑝(𝒉|𝒗)[ℎ𝑗] − 𝔼𝑝(𝒗,𝒉)[ℎ𝑗], (12.53) 参见习题12-3．

其中 ̂𝑝(𝒗)为训练数据集上𝒗的实际分布．
公式 (12.51)、公式 (12.52)和公式 (12.53)中都需要计算配分函数𝑍以及两个

期望𝔼𝑝(𝒉|𝒗)和𝔼𝑝(𝒉,𝒗)，因此很难计算，一般需要通过MCMC方法来近似计算．
首先，将可观测向量𝒗设为训练样本中的值并固定，然后根据条件概率对隐

向量𝒉进行采样，这时受限玻尔兹曼机的值记为 ⟨⋅⟩data．然后再不固定可观测向
量𝒗，通过吉布斯采样来轮流更新𝒗和𝒉．当达到热平衡状态时，采集𝒗和𝒉的值，
记为 ⟨⋅⟩model．

采用梯度上升方法时，参数𝑾,𝒂, 𝒃可以用下面公式近似地更新：

𝑤𝑖𝑗 ← 𝑤𝑖𝑗 + 𝛼(⟨𝑣𝑖ℎ𝑗⟩data − ⟨𝑣𝑖ℎ𝑗⟩model), (12.54)

𝑎𝑖 ← 𝑎𝑖 + 𝛼(⟨𝑣𝑖⟩data − ⟨𝑣𝑖⟩model), (12.55)

𝑏𝑗 ← 𝑏𝑗 + 𝛼(⟨ℎ𝑗⟩data − ⟨ℎ𝑗⟩model), (12.56)

其中𝛼 > 0为学习率．
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根据受限玻尔兹曼机的条件独立性，可以对可观测变量和隐变量进行分组
轮流采样，如图12.4中所示．这样，受限玻尔兹曼机的采样效率会比一般的玻尔
兹曼机有很大提高，但一般还是需要通过很多步采样才可以采集到符合真实分
布的样本．

12.2.2.1 对比散度学习算法
由于受限玻尔兹曼机的特殊结构，因此可以使用一种比吉布斯采样更有效

的学习算法，即对比散度（Contrastive Divergence）[Hinton, 2002]．对比散度算
法仅需𝑘步吉布斯采样．

为了提高效率，对比散度算法用一个训练样本作为可观测向量的初始值．然
后，交替对可观测向量和隐向量进行吉布斯采样，不需要等到收敛，只需要 𝑘步
就足够了．这就是CD-𝑘算法．通常，𝑘 = 1就可以学得很好．对比散度的流程如算
法12.1所示．

算法 12.1 单步对比散度算法
输入:训练集 { ̂𝒗(𝑛)}𝑁𝑛=1，学习率𝛼

1 初始化：𝑾 ← 0, 𝒂 ← 0, 𝒃 ← 0 ;
2 for 𝑡 = 1⋯𝑇 do
3 for 𝑛 = 1⋯𝑁 do
4 选取一个样本 ̂𝒗(𝑛)，用公式 (12.46)计算𝑝(𝒉 = 1| ̂𝒗(𝑛))，并根据这个

分布采集一个隐向量𝒉;
5 计算正向梯度 ̂𝒗(𝑛)𝒉T;
6 根据𝒉，用公式 (12.47)计算𝑝(𝒗 = 1|𝒉)，并根据这个分布采集重构的

可见变量𝒗′;
7 根据𝒗′，重新计算𝑝(𝒉 = 1|𝒗′)并采样一个𝒉′;
8 计算反向梯度𝒗′𝒉′T;

// 更新参数
9 𝑾 ←𝑾 + 𝛼( ̂𝒗(𝑛)𝒉T − 𝒗′𝒉′T) ;
10 𝒂 ← 𝒂 + 𝛼( ̂𝒗(𝑛) − 𝒗′) ;
11 𝒃 ← 𝒃 + 𝛼(𝒉 − 𝒉′) ;
12 end
13 end
输出:𝑾,𝒂, 𝒃

12.2.3 受限玻尔兹曼机的类型
在具体的不同任务中，需要处理的数据类型不一定都是二值的，也可能是连

续值．为了能够处理这些数据，就需要根据输入或输出的数据类型来设计新的能
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量函数．
一般来说，常见的受限玻尔兹曼机有以下三种：
（1）“伯努利-伯努利”受限玻尔兹曼机（Bernoulli-Bernoulli RBM, BB-

RBM）：上面介绍的可观测变量和隐变量都为二值类型的受限玻尔兹曼机．
（2）“高斯-伯努利”受限玻尔兹曼机（Gaussian-Bernoulli RBM,GB-RBM）：

可观测变量为高斯分布，隐变量为伯努利分布，其能量函数定义为

𝐸(𝒗, 𝒉) = ∑
𝑖

(𝑣𝑖 − 𝜇𝑖)2
2𝜎2𝑖

−∑
𝑗
𝑏𝑗ℎ𝑗 −∑

𝑖
∑
𝑗

𝑣𝑖
𝜎𝑖
𝑤𝑖𝑗ℎ𝑗 , (12.57)

其中每个可观测变量𝑣𝑖服从 (𝜇𝑖, 𝜎𝑖)的高斯分布． 参见习题12-4．

（3）“伯努利-高斯”受限玻尔兹曼机（Bernoulli-GaussianRBM,BG-RBM）：
可观测变量为伯努利分布，隐变量为高斯分布，其能量函数定义为

𝐸(𝒗, 𝒉) = −∑
𝑖
𝑎𝑖𝑣𝑖 +∑

𝑗

(ℎ𝑗 − 𝜇𝑗)2

2𝜎2𝑗
−∑

𝑖
∑
𝑗
𝑣𝑖𝑤𝑖𝑗

ℎ𝑗
𝜎𝑗
, (12.58)

其中每个隐变量ℎ𝑗服从 (𝜇𝑗 , 𝜎𝑗)的高斯分布．

12.3 深度信念网络
深度信念网络（Deep Belief Network，DBN）是一种深层的概率有向图模

型，其图结构由多层的节点构成． 和全连接的前馈神经

网络结构相同．
每层节点的内部没有连接，相邻两层的节点之

间为全连接．网络的最底层为可观测变量，其他层节点都为隐变量．最顶部的两
层间的连接是无向的，其他层之间的连接是有向的．图12.5给出了一个深度信念
网络的示例．

𝑊 (3)

𝑊 (2)

𝑊 (1)

𝒉(3)

𝒉(2)

𝒉(1)

𝒗

𝑝(𝒉(2), 𝒉(3))

𝑝(𝒉(1)|𝒉(2))𝑞(𝒉(2)|𝒉(1))

𝑝(𝒗|𝒉(1))𝑞(𝒉(1)|𝒗)

图 12.5 一个有 4层结构的深度信念网络

对一个有𝐿层隐变量的深度信念网络，令𝒗 = 𝒉(0)表示最底层（第 0层）为
可观测变量，𝒉(1),⋯ , 𝒉(𝐿)表示其余每层的变量．顶部的两层是一个无向图，可以
https://nndl.github.io/

https://nndl.github.io/


12.3 深度信念网络 2021年 5月 18日 301

看作一个受限玻尔兹曼机，用来产生𝑝(𝒉(𝐿−1))的先验分布．除了最顶上两层外，
每一层变量𝒉(𝑙)依赖于其上面一层𝒉(𝑙+1)，即

𝑝(𝒉(𝑙)|𝒉(𝑙+1),⋯ , 𝒉(𝐿)) = 𝑝(𝒉(𝑙)|𝒉(𝑙+1)), (12.59)

其中 𝑙 = {0,⋯ , 𝐿 − 2}．
深度信念网络中所有变量的联合概率可以分解为

𝑝(𝒗, 𝒉(1),⋯ , 𝒉(𝐿)) = 𝑝(𝒗|𝒉(1)) (
𝐿−2
∏
𝑙=1

𝑝(𝒉(𝑙)|𝒉(𝑙+1))) 𝑝(𝒉(𝐿−1), 𝒉(𝐿)) (12.60)

= (
𝐿−1
∏
𝑙=0

𝑝(𝒉(𝑙)|𝒉(𝑙+1))) 𝑝(𝒉(𝐿−1), 𝒉(𝐿)), (12.61)

其中𝑝(𝒉(𝑙)|𝒉(𝑙+1))为Sigmoid型条件概率分布，定义为

𝑝(𝒉(𝑙)|𝒉(𝑙+1)) = 𝜎 (𝒂(𝑙) +𝑾 (𝑙+1)𝒉(𝑙+1)) , (12.62)

其中𝜎(⋅)为按位计算的Logistic函数，𝒂(𝑙)为偏置参数，𝑾 (𝑙+1)为权重参数．这样，
每一个层都可以看作一个Sigmoid信念网络． Sigmoid信念网络参见

第11.1.2.1节．

12.3.1 生成模型
深度信念网络是一个生成模型，可以用来生成符合特定分布的样本．隐变量

用来描述在可观测变量之间的高阶相关性．假如训练数据服从分布𝑝(𝒗)，通过训
练得到一个深度信念网络．

在生成样本时，首先运行最顶层的受限玻尔兹曼机进行足够多次的吉布斯
采样，在达到热平衡时生成样本𝒉(𝐿−1)，然后依次计算下一层变量的条件分布并
采样．因为在给定上一层变量取值时，下一层的变量是条件独立的，所以可以独
立采样．这样，我们可以从第𝐿 − 1层开始，自顶向下进行逐层采样，最终得到可
观测层的样本．

12.3.2 参数学习
深度信念网络最直接的训练方式是最大化可观测变量的边际分布𝑝(𝒗)在训

练集合上的似然．但在深度信念网络中，隐变量𝒉之间的关系十分复杂，由于“贡
献度分配问题”，很难直接学习．即使对于简单的单层Sigmoid信念网络

𝑝(𝑣 = 1|𝒉) = 𝜎 (𝑏 + 𝒘T𝒉) , (12.63)
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在已知可观测变量时，其隐变量的联合后验概率 𝑝(𝒉|𝑣)不再互相独立，因此很
难精确估计所有隐变量的后验概率．早期深度信念网络的后验概率一般通过蒙
特卡罗方法或变分方法来近似估计，但是效率比较低，从而导致其参数学习比较
困难．

为了有效地训练深度信念网络，我们将每一层的 Sigmoid信念网络转换为
受限玻尔兹曼机．这样做的好处是隐变量的后验概率是互相独立的，从而可以很
容易地进行采样．这样，深度信念网络可以看作由多个受限玻尔兹曼机从下到上
进行堆叠，第 𝑙层受限玻尔兹曼机的隐层作为第 𝑙 + 1层受限玻尔兹曼机的可观测
层．进一步地，深度信念网络可以采用逐层训练的方式来快速训练，即从最底层
开始，每次只训练一层，直到最后一层 [Hinton et al., 2006]．

逐层训练是能够有效

训练深度模型的最早

的方法．
深度信念网络的训练过程可以分为逐层预训练和精调两个阶段．先通过逐

层预训练将模型的参数初始化为较优的值，再通过传统学习方法对参数进行
精调．

12.3.2.1 逐层预训练
在逐层预训练阶段，采用逐层训练的方式，将深度信念网络的训练简化为对

多个受限玻尔兹曼机的训练．图12.6给出了深度信念网络的逐层预训练过程．

̂𝒉(0)

𝒉(1)

𝑾 (1)

̂𝒉(1)

𝒉(2)

𝑾 (2)

̂𝒉(2)

𝒉(3)

𝑾 (3)

训练样本

采样

采样

RBM

RBM

RBM

图 12.6 深度信念网络的逐层预训练过程

具体的逐层训练过程为自下而上依次训练每一层的受限玻尔兹曼机．假设
我们已经训练好了前 𝑙 − 1层的受限玻尔兹曼机，那么可以计算隐变量自下而上
的条件概率

𝑝(𝒉(𝑖)|𝒉(𝑖−1)) = 𝜎 (𝒃(𝑖) +𝑾 (𝑖)𝒉(𝑖−1)) , 1 ≤ 𝑖 ≤ (𝑙 − 1) (12.64)

其中 𝒃(𝑖)为第 𝑖层受限玻尔兹曼机的偏置，𝑾 (𝑖)为连接权重．这样，我们可以
按照 𝒗 = 𝒉(0) ⇝ 𝒉(1) ⇝ ⋯ ⇝ 𝒉(𝑙−1)的顺序生成一组 𝒉(𝑙−1)的样本，记为
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�̂�(𝑙−1) = { ̂𝒉(𝑙,1),⋯ , ̂𝒉(𝑙,𝑀)}．然后，将𝒉(𝑙−1)和𝒉(𝑙)组成一个受限玻尔兹曼机，用
�̂�(𝑙−1)作为训练集充分训练第 𝑙层的受限玻尔兹曼机．

算法12.2给出一种深度信念网络的逐层预训练方法．大量的实践表明，逐层
预训练可以产生非常好的参数初始值，从而极大地降低了模型的学习难度．

算法 12.2 深度信念网络的逐层预训练方法
输入:训练集 { ̂𝒗(𝑛)}𝑁𝑛=1，学习率𝛼，深度信念网络层数𝐿，第 𝑙层权重𝑾 (𝑙)，第 𝑙

层偏置𝒂(𝑙)，第 𝑙层偏置𝒃(𝑙);

1 for 𝑙 = 1⋯𝐿 do
2 初始化：𝑾 (𝑙) ← 0, 𝒂(𝑙) ← 0, 𝒃(𝑙) ← 0;
3 从训练集中采样 ̂𝒉(0);
4 for 𝑖 = 1⋯ 𝑙 − 1 do
5 根据分布𝑝(𝒉(𝑖)| ̂𝒉(𝑖−1))采样 ̂𝒉(𝑖);
6 end
7 将 ̂𝒉(𝑙−1)作为训练样本，充分训练第 𝑙层受限玻尔兹曼机，得到参数

𝑾 (𝑙), 𝒂(𝑙), 𝒃(𝑙);
8 end
输出: {𝑾 (𝑙), 𝒂(𝑙), 𝒃(𝑙)}, 1 ≤ 𝑙 ≤ 𝐿

12.3.2.2 精调
经过预训练之后，再结合具体的任务（监督学习或无监督学习），通过传统

的全局学习算法对网络进行精调（Fine-Tuning），使模型收敛到更好的局部最
优点．
作为生成模型的精调 除了顶层的受限玻尔兹曼机，其他层之间的权重可以被
分成向下的生成权重（Generative Weight）𝑾和向上的认知权重（Recognition
Weight）𝑾 ′．生成权重用来定义原始的生成模型，而认知权重用来计算反向（上
行）的条件概率．认知权重的初始值𝑾 ′(𝑙) = 𝑾 (𝑙)T

．

深度信念网络一般采用Contrastive Wake-Sleep算法 [Hinton et al., 2006]
进行精调，其算法过程是：
（1） Wake阶段：a）认知过程，通过外界输入（可观测变量）和向上的认知

权重，计算每一层变量的上行的条件概率𝑝(𝒉(𝑙+1)|𝒉(𝑙))并采样．b）修改下行的
生成权重使得每一层变量的下行的条件概率𝑝(𝒉(𝑙)|𝒉(𝑙+1))最大．也就是“如果现
实跟我想象的不一样，改变我的生成权重使得我想象的东西就是这样的”．
（2） Sleep阶段：a）生成过程，运行顶层的受限玻尔兹曼机并在达到热

平衡时采样，然后通过向下的生成权重逐层计算每一层变量的下行的条件概率
𝑝(𝒉(𝑙)|𝒉(𝑙+1))并采样．b）修改向上的认知权重使得上一层变量的上行的条件概
https://nndl.github.io/
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率𝑝(𝒉(𝑙+1)|𝒉(𝑙))最大．也就是“如果梦中的景象不是我脑中的相应概念，改变我
的认知权重使得这种景象在我看来就是这个概念”．
（3） 交替进行Wake和Sleep过程，直到收敛．

作为判别模型的精调 深度信念网络的一个应用是作为深度神经网络的预训练
模型，提供神经网络的初始权重．这时只需要向上的认知权重，作为判别模型使
用．图12.7给出深度信念网络作为神经网络预训练模型的示例．

𝒗
可观测层

𝒉(1)

𝑊 (1) 𝑊 ′(1)

𝒉(2)

𝑊 (2) 𝑊 ′(2)

𝒉(3)

𝑊 (3) 𝑊 ′(3)

深度信念网络

𝒙
输入层

𝒉(1)

𝑊 ′(1)

𝒉(2)

𝑊 ′(2)

𝒉(3)

𝑊 ′(3)

𝑦
输出层

𝑊 (4)

神经网络

图 12.7 深度信念网络作为神经网络的预训练模型

具体的精调过程为：在深度信念网络的最顶层再增加一层输出层，然后使用
反向传播算法对这些权重进行调优．特别是在训练数据比较少时，预训练的作用
非常大．因为不恰当的初始化权重会显著影响最终模型的性能，而预训练获得的
权重在权值空间中比随机权重更接近最优的权重，避免了反向传播算法因随机
初始化权值参数而容易陷入局部最优和训练时间长的缺点．这不仅提升了模型
的性能，也加快了调优阶段的收敛速度 [Larochelle et al., 2007]．

12.4 总结和深入阅读
玻尔兹曼机是Hopfield网络的随机化版本，最早由 Geoffrey Hinton等人提

出 [Hinton et al., 1984]．玻尔兹曼机能够学习数据的内部表示，并且其参数学习
的方式和赫布型学习十分类似．没有任何约束的玻尔兹曼机因为过于复杂，难以
应用在实际问题上．通过引入一定的约束（即变为二分图），受限玻尔兹曼机在
特征抽取、协同过滤、分类等多个任务上得到了广泛的应用．受限玻尔兹曼机最
早由 [Smolensky, 1986]提出，并命名为簧风琴．[Carreira-Perpinan et al., 2005]
提出了对比散度算法使得受限玻尔兹曼机的训练非常高效．受限玻尔兹曼机一
https://nndl.github.io/
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度变得非常流行，因为其作为深度信念网络的一部分，显著提高了语音识别的精
度 [Dahl et al., 2012; Hinton et al., 2012]，并开启了深度学习的浪潮．

深度神经网络的误差反向传播算法存在梯度消失问题，因此在 2006年以前，
我们还无法有效地训练深度神经网络．[Hinton et al., 2006]提出了深度信念网
络，并通过逐层训练和精调可以有效地学习．[Salakhutdinov, 2015]给出了深度
信念网络可以逐层训练的理论依据．深度信念网络的一个重要贡献是可以为一
个深度神经网络提供较好的初始参数，从而使得训练深度神经网络变得可行．深
度信念网络也成为早期深度学习算法的主要框架之一．

典型的深度信念网络的隐变量是二值的，其后验为伯努利分布，[Welling
et al., 2005]提出一个改进，允许隐变量为其他类型，其后验分布为指数族分
布．[Lee et al., 2009]提出了卷积深度信念网络（Convolutional Deep Belief Net-
work，CDBN），采用和卷积神经网络类似的结构，以便处理高维的图像特征．通
过基于卷积的受限玻尔兹曼机和概率最大汇聚操作，卷积深度信念网络也能够
使用类似深度置信网络的训练方法进行训练．

和深度信念网络类似的一种深度概率模型是深度玻尔兹曼机（Deep Boltz-
mann Machine，DBM）[Salakhutdinov et al., 2010]．深度玻尔兹曼机是由多层
受限玻尔兹曼机堆叠而成，是真正的无向图模型，其联合概率是通过能量函数来
定义．和深度信念网络相比，深度玻尔兹曼机的学习和推断要更加困难．

除了深度信念网络之外，自编码器 [Bengio et al., 2007]以及它的变体，比如
稀疏自编码器 [Ranzato et al., 2006]和去噪自编码器 [Vincent et al., 2008]，也可
以用来作为深度神经网络的参数初始化，并可以得到和深度信念网络类似的效
果．随着人们对深度学习认识的加深，出现了很多更加便捷的训练深度神经网络
的技术，比如 ReLU激活函数、权重初始化、逐层归一化以及残差连接等，使得我
们可以不需要预训练就能够训练一个非常深的神经网络．

优化算法参见第7.2节．

尽管深度信念网络作为一种深度学习模型已经很少使用，但其在深度学习
发展进程中的贡献十分巨大，并且其理论基础为概率图模型，有非常好的解释
性，依然是一种值得深入研究的模型．

　　

习题

习题 12-1 如果使用Metropolis算法对玻尔兹曼机进行采样，给出其提议分布的
具体形式．

Metropolis算 法 参 见
第11.5.4.2节．

习题 12-2 在受限玻尔兹曼机中，证明公式 (12.47)．
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习题12-3 在受限玻尔兹曼机中，证明公式 (12.51)、公式 (12.52)和公式 (12.53)中
参数的梯度．
习题12-4 计算“高斯-伯努利”受限玻尔兹曼机和“伯努利-高斯”受限玻尔兹曼机
的条件概率𝑝(𝒗 = 1|𝒉)和𝑝(𝒉 = 1|𝒗)．
习题 12-5 在受限玻尔兹曼机中，如果可观测变量服从多项分布，隐变量服务伯
努利分布，可观测变量𝑣𝑖的条件概率为

𝑝(𝑣𝑖 = 𝑘|𝒉) =
exp (𝑎(𝑘)𝑖 + Σ𝑗𝑤(𝑘)

𝑖𝑗 ℎ𝑗)

Σ𝐾𝑘′=1 exp (𝑎
(𝑘′)
𝑖 + Σ𝑗𝑤(𝑘′)

𝑖𝑗 ℎ𝑗)
, (12.65)

其中𝑘 ∈ [1, 𝐾]为可观测变量的取值，𝑾 (𝑘)和𝒂(𝑘)为参数，请给出满足这个条件
分布的能量函数．
习题 12-6 在深度信念网络中，试分析逐层训练背后的理论依据．
习题 12-7 分析深度信念网络和深度玻尔兹曼机之间的异同点．
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第 13章 深度生成模型

我不能创造的东西，我就不了解．

——理查德·菲利普斯·费曼（Richard Phillips Feynman）
1965年诺贝尔物理奖获得者

概率生成模型（Probabilistic Generative Model），简称生成模型，是概率统
计和机器学习领域的一类重要模型，指一系列用于随机生成可观测数据的模型．
假设在一个连续或离散的高维空间𝒳中，存在一个随机向量𝑿服从一个未知的
数据分布𝑝𝑟(𝒙), 𝒙 ∈ 𝒳．生成模型是根据一些可观测的样本𝒙(1), 𝒙(2),⋯ , 𝒙(𝑁)来
学习一个参数化的模型𝑝𝜃(𝒙)来近似未知分布𝑝𝑟(𝒙)，并可以用这个模型来生成
一些样本，使得“生成”的样本和“真实”的样本尽可能地相似．生成模型通常包含
两个基本功能：概率密度估计和生成样本（即采样）．图13.1以手写体数字图像
为例给出了生成模型的两个功能示例，其中左图表示手写体数字图像的真实分
布𝑝𝑟(𝒙)以及从中采样的一些“真实”样本，右图表示估计出了分布𝑝𝜃(𝒙)以及从
中采样的“生成”样本．

图 13.1 生成模型的两个功能

生成模型的应用十分广泛，可以用来建模不同的数据，比如图像、文本、声
音等．但对于一个高维空间中的复杂分布，密度估计和生成样本通常都不容易实
现．一是高维随机向量一般比较难以直接建模，需要通过一些条件独立性来简化
模型，二是给定一个已建模的复杂分布，也缺乏有效的采样方法．
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深度生成模型就是利用深度神经网络可以近似任意函数的能力来建模一个
复杂分布𝑝𝑟(𝒙)或直接生成符合分布𝑝𝑟(𝒙)的样本．本章先介绍概率生成模型的
基本概念，然后介绍两种深度生成模型：变分自编码器和生成对抗网络．

13.1 概率生成模型

生成模型一般具有两个基本功能：密度估计和生成样本． 概率密度估计简称密

度估计，参见第9.2节．

13.1.1 密度估计
给定一组数据𝒟 = {𝒙(𝑛)}𝑁𝑛=1，假设它们都是独立地从相同的概率密度函数

为𝑝𝑟(𝒙)的未知分布中产生的．密度估计（Density Estimation）是根据数据集𝒟
来估计其概率密度函数𝑝𝜃(𝒙)．

在机器学习中，密度估计是一类无监督学习问题．比如在手写体数字图像
的密度估计问题中，我们将图像表示为一个随机向量𝑿，其中每一维都表示一个
像素值．假设手写体数字图像都服从一个未知的分布𝑝𝑟(𝒙)，希望通过一些观测
样本来估计其分布．但是，手写体数字图像中不同像素之间存在复杂的依赖关系
（比如相邻像素的颜色一般是相似的），很难用一个明确的图模型来描述其依赖
关系，所以直接建模𝑝𝑟(𝒙)比较困难．因此，我们通常通过引入隐变量 𝒛来简化模
型，这样密度估计问题可以转换为估计变量 (𝒙, 𝒛)的两个局部条件概率𝑝𝜃(𝒛)和
𝑝𝜃(𝒙|𝒛)．一般为了简化模型，假设隐变量 𝒛的先验分布为标准高斯分布𝒩(0, 𝑰)．
隐变量𝒛的每一维之间都是独立的．在这个假设下，先验分布𝑝(𝒛; 𝜃)中没有参数．
因此，密度估计的重点是估计条件分布𝑝(𝒙|𝒛; 𝜃)．

如果要建模含隐变量的分布（如图13.2a），就需要利用EM算法来进行密度
估计．

EM算法参见
第11.2.2.1节．而在EM算法中，需要估计条件分布𝑝(𝒙|𝒛; 𝜃)以及近似后验分布𝑝(𝒛|𝒙; 𝜃)．

当这两个分布比较复杂时，我们可以利用神经网络来进行建模，这就是变分自编
码器的思想．

𝒛

𝒙

(a)含隐变量的生成模型

𝑦

𝒙

(b)带标签的生成模型

图 13.2 生成模型

https://nndl.github.io/

https://nndl.github.io/
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13.1.2 生成样本
生成样本就是给定一个概率密度函数为 𝑝𝜃(𝒙)的分布，生成一些服从这个

分布的样本，也称为采样． 采样方法参见

第11.5节．
我们在第11.5节中介绍了一些常用的采样方法．

对于图13.2a中的图模型，在得到两个变量的局部条件概率𝑝𝜃(𝒛)和𝑝𝜃(𝒙|𝒛)
之后，我们就可以生成数据𝒙，具体过程可以分为两步进行：
（1） 根据隐变量的先验分布𝑝𝜃(𝒛)进行采样，得到样本 𝒛．
（2） 根据条件分布𝑝𝜃(𝒙|𝒛)进行采样，得到样本𝒙．
为了便于采样，通常𝑝𝜃(𝒙|𝒛)不能太过复杂．因此，另一种生成样本的思想是

从一个简单分布𝑝(𝒛), 𝒛 ∈ 𝒵（比如标准正态分布）中采集一个样本 𝒛，并利用一
个深度神经网络 𝑔 ∶ 𝒵 → 𝒳使得 𝑔(𝒛)服从𝑝𝑟(𝒙)．这样，我们就可以避免密度估
计问题，并有效降低生成样本的难度，这正是生成对抗网络的思想．

13.1.3 应用于监督学习
除了生成样本外，生成模型也可以应用于监督学习．监督学习的目标是建模

样本𝒙和输出标签𝑦之间的条件概率分布𝑝(𝑦|𝒙)．根据贝叶斯公式，

𝑝(𝑦|𝒙) = 𝑝(𝒙, 𝑦)
∑𝑦 𝑝(𝒙, 𝑦)

. (13.1)

我们可以将监督学习问题转换为联合概率分布𝑝(𝒙, 𝑦)的密度估计问题．
图13.2b给出了带标签的生成模型的图模型表示，可以用于监督学习．在监

督学习中，比较典型的生成模型有朴素贝叶斯分类器、隐马尔可夫模型． 参见第11.1.2节．

判别模型 和生成模型相对应的另一类监督学习模型是判别模型（Discrimina-
tive Model）．判别模型直接建模条件概率分布𝑝(𝑦|𝒙)，并不建模其联合概率分
布𝑝(𝒙, 𝑦)．常见的判别模型有Logistic回归、支持向量机、神经网络等．由生成模
型可以得到判别模型，但由判别模型得不到生成模型．

13.2 变分自编码器

13.2.1 含隐变量的生成模型
假设一个生成模型（如图13.3所示）中包含隐变量，即有部分变量是不可观

测的，其中观测变量𝑿是一个高维空间𝒳中的随机向量，隐变量𝒁是一个相对低
维的空间𝒵中的随机向量．

本章中，我们假设𝑿和
𝒁都是连续随机向量．

https://nndl.github.io/

https://nndl.github.io/
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𝒛𝜙 𝜃

𝒙
N

实线表示生成模型，虚

线表示变分近似．

图 13.3 变分自编码器

这个生成模型的联合概率密度函数可以分解为

𝑝(𝒙, 𝒛; 𝜃) = 𝑝(𝒙|𝒛; 𝜃)𝑝(𝒛; 𝜃), (13.2)

其中𝑝(𝒛; 𝜃)为隐变量 𝒛先验分布的概率密度函数，𝑝(𝒙|𝒛; 𝜃)为已知 𝒛时观测变量
𝒙的条件概率密度函数，𝜃表示两个密度函数的参数．一般情况下，我们可以假
设𝑝(𝒛; 𝜃)和𝑝(𝒙|𝒛; 𝜃)为某种参数化的分布族，比如正态分布．这些分布的形式已
知，只是参数𝜃未知，可以通过最大化似然来进行估计．

给定一个样本𝒙，其对数边际似然 log𝑝(𝒙; 𝜃)可以分解为

log𝑝(𝒙; 𝜃) = 𝐸𝐿𝐵𝑂(𝑞, 𝒙; 𝜃, 𝜙) + KL(𝑞(𝒛; 𝜙), 𝑝(𝒛|𝒙; 𝜃)), (13.3)

参见公式(11.49)．其中 𝑞(𝒛; 𝜙)是额外引入的变分密度函数，其参数为 𝜙，𝐸𝐿𝐵𝑂(𝑞, 𝒙; 𝜃, 𝜙)为证据
下界，

𝐸𝐿𝐵𝑂(𝑞, 𝒙; 𝜃, 𝜙) = 𝔼𝒛∼𝑞(𝒛;𝜙)[ log
𝑝(𝒙, 𝒛; 𝜃)
𝑞(𝒛; 𝜙) ]. (13.4)

最大化对数边际似然 log𝑝(𝒙; 𝜃)可以用EM算法来求解．在EM算法的每次
迭代中，具体可以分为两步：

EM算法参见
第11.2.2.1节．

（1） E步：固定 𝜃，寻找一个密度函数 𝑞(𝒛; 𝜙)使其等于或接近于后验密度
函数𝑝(𝒛|𝒙; 𝜃)；
（2） M步：固定𝑞(𝒛; 𝜙)，寻找𝜃来最大化𝐸𝐿𝐵𝑂(𝑞, 𝒙; 𝜃, 𝜙)．

不断重复上述两步骤，直到收敛．
在EM算法的每次迭代中，理论上最优的 𝑞(𝒛; 𝜙)为隐变量的后验概率密度

函数𝑝(𝒛|𝒙; 𝜃)，即

𝑝(𝒛|𝒙; 𝜃) = 𝑝(𝒙|𝒛; 𝜃)𝑝(𝒛; 𝜃)
∫𝑧 𝑝(𝒙|𝒛; 𝜃)𝑝(𝒛; 𝜃)𝑑𝒛

. (13.5)

后验概率密度函数𝑝(𝒛|𝒙; 𝜃)的计算是一个统计推断问题，涉及积分计算．当隐变
量𝒛是有限的一维离散变量时，计算起来比较容易．但在一般情况下，这个后验概
https://nndl.github.io/

https://nndl.github.io/
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率密度函数是很难计算的，通常需要通过变分推断来近似估计． 变分推断参见

第11.4节．
在变分推断中，

为了降低复杂度，通常会选择一些比较简单的分布 𝑞(𝒛; 𝜙)来近似推断𝑝(𝒛|𝒙; 𝜃)．
当𝑝(𝒛|𝒙; 𝜃)比较复杂时，近似效果不佳．此外，概率密度函数𝑝(𝒙|𝒛; 𝜃)一般也比
较复杂，很难直接用已知的分布族函数进行建模．

变分自编码器（Variational AutoEncoder，VAE）[Kingma et al., 2014]是一
种深度生成模型，其思想是利用神经网络来分别建模两个复杂的条件概率密度
函数．
（1） 用神经网络来估计变分分布 𝑞(𝒛; 𝜙)，称为推断网络．理论上 𝑞(𝒛; 𝜙)可

以不依赖𝒙．但由于𝑞(𝒛; 𝜙)的目标是近似后验分布𝑝(𝒛|𝒙; 𝜃)，其和𝒙相关，因此变
分密度函数一般写为𝑞(𝒛|𝒙; 𝜙)．推断网络的输入为𝒙，输出为变分分布𝑞(𝒛|𝒙; 𝜙)．
（2） 用神经网络来估计概率分布𝑝(𝒙|𝒛; 𝜃)，称为生成网络．生成网络的输

入为 𝒛，输出为概率分布𝑝(𝒙|𝒛; 𝜃)．
将推断网络和生成网络合并就得到了变分自编码器的整个网络结构，如

图13.4所示，其中实线表示网络计算操作，虚线表示采样操作．

𝑥1

𝑥2
𝒛

̂𝑥1

̂𝑥2

推断网络 𝑓𝐼(𝒙; 𝜙)

𝑞(𝒛|𝒙; 𝜙)

生成网络 𝑓𝐺(𝒛; 𝜃)

𝑝(𝒙|𝒛; 𝜃)

网络计算

采样

图 13.4 变分自编码器的网络结构

变分自编码器的名称来自于其整个网络结构和自编码器比较类似． 自编码器参见

第9.1.3节．
我们可

以把推断网络看作“编码器”，将可观测变量映射为隐变量；把生成网络看作“解
码器”，将隐变量映射为可观测变量．然而，变分自编码器背后的原理和自编码
器完全不同．变分自编码器中的编码器和解码器的输出为分布（或分布的参数），
而不是确定的编码．

13.2.2 推断网络
为简单起见，假设𝑞(𝒛|𝒙; 𝜙)是服从对角化协方差的高斯分布，

𝑞(𝒛|𝒙; 𝜙) = 𝒩(𝒛; 𝝁𝐼 , 𝝈2𝐼 𝑰), (13.6)

https://nndl.github.io/

https://nndl.github.io/
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其中𝝁𝐼和𝝈2𝐼是高斯分布的均值和方差，可以通过推断网络𝑓𝐼(𝒙; 𝜙)来预测．

[
𝝁𝐼
𝝈2𝐼
] = 𝑓𝐼(𝒙; 𝜙), (13.7)

其中推断网络𝑓𝐼(𝒙; 𝜙)可以是一般的全连接网络或卷积网络，比如一个两层的神
经网络，

𝒉 = 𝜎(𝑾 (1)𝒙 + 𝒃(1)), (13.8)

𝝁𝐼 = 𝑾 (2)𝒉 + 𝒃(2), (13.9)

𝝈2𝐼 = softplus(𝑾 (3)𝒉 + 𝒃(3)), (13.10) softplus(𝑥) = log(1 +
e𝑥).

其中𝜙代表所有的网络参数 {𝑾 (1),𝑾 (2),𝑾 (3), 𝒃(1), 𝒃(2), 𝒃(3)}，𝜎和 softplus为激
活函数．这里使用 softplus激活函数是由于方差总是非负的．在实际实现中，也可
以用一个线性层（不需要激活函数）来预测 log(𝝈2𝐼 )．
推断网络的目标 推断网络的目标是使得𝑞(𝒛|𝒙; 𝜙)尽可能接近真实的后验𝑝(𝒛|𝒙; 𝜃)，
需要找到一组网络参数𝜙∗来最小化两个分布的KL散度，即

𝜙∗ = argmin
𝜙

KL (𝑞(𝒛|𝒙; 𝜙), 𝑝(𝒛|𝒙; 𝜃)). (13.11)

然而，直接计算上面的KL散度是不可能的，因为𝑝(𝒛|𝒙; 𝜃)一般无法计算．传统方
法是利用采样或者变分法来近似推断．基于采样的方法效率很低且估计也不是
很准确，所以一般使用的是变分推断方法， 变分推断参见

第11.4节．
即用简单的分布 𝑞去近似复杂的分布

𝑝(𝒛|𝒙; 𝜃)．但是，在深度生成模型中，𝑝(𝒛|𝒙; 𝜃)通常比较复杂，很难用简单分布去
近似．因此，我们需要找到一种间接计算方法．

根据公式 (13.3)可知，变分分布𝑞(𝒛|𝒙; 𝜙)与真实后验𝑝(𝒛|𝒙; 𝜃)的KL散度等
于对数边际似然 log𝑝(𝒙; 𝜃)与其下界𝐸𝐿𝐵𝑂(𝑞, 𝒙; 𝜃, 𝜙)的差，即

KL(𝑞(𝒛|𝒙; 𝜙), 𝑝(𝒛|𝒙; 𝜃)) = log𝑝(𝒙; 𝜃) − 𝐸𝐿𝐵𝑂(𝑞, 𝒙; 𝜃, 𝜙), (13.12)

因此，推断网络的目标函数可以转换为 可以看作EM算法中的
E步．

𝜙∗ = argmin
𝜙

KL (𝑞(𝒛|𝒙; 𝜙), 𝑝(𝒛|𝒙; 𝜃))

= argmin
𝜙

log𝑝(𝒙; 𝜃) − 𝐸𝐿𝐵𝑂(𝑞, 𝒙; 𝜃, 𝜙) 第一项与𝜙无关．

= argmax
𝜙

𝐸𝐿𝐵𝑂(𝑞, 𝒙; 𝜃, 𝜙),

(13.13)

(13.14)

(13.15)

即推断网络的目标转换为寻找一组网络参数 𝜙∗使得证据下界 𝐸𝐿𝐵𝑂(𝑞, 𝒙; 𝜃, 𝜙)
最大，这和变分推断中的转换类似． 参见公式(11.85)．

https://nndl.github.io/
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13.2.3 生成网络
生成模型的联合分布 𝑝(𝒙, 𝒛; 𝜃)可以分解为两部分：隐变量 𝒛的先验分布

𝑝(𝒛; 𝜃)和条件概率分布𝑝(𝒙|𝒛; 𝜃)．
先验分布 𝑝(𝒛; 𝜃) 为简单起见，我们一般假设隐变量 𝒛的先验分布为各向同性
的标准高斯分布𝒩(𝒛|0, 𝑰)．隐变量 𝒛的每一维之间都是独立的．
条件概率分布𝑝(𝒙|𝒛; 𝜃) 条件概率分布𝑝(𝒙|𝒛; 𝜃)可以通过生成网络来建模．为
简单起见，我们同样用参数化的分布族来表示条件概率分布𝑝(𝒙|𝒛; 𝜃)，这些分布
族的参数可以用生成网络计算得到．

根据变量𝒙的类型不同，可以假设𝑝(𝒙|𝒛; 𝜃)服从不同的分布族．
（1）如果𝒙 ∈ {0, 1}𝐷是𝐷维的二值的向量，可以假设𝑝(𝒙|𝒛; 𝜃)服从多变量

的伯努利分布，即

𝑝(𝒙|𝒛; 𝜃) =
𝐷
∏
𝑑=1

𝑝(𝑥𝑑|𝒛; 𝜃) (13.16)

=
𝐷
∏
𝑑=1

𝛾𝑥𝑑𝑑 (1 − 𝛾𝑑)(1−𝑥𝑑), (13.17)

其中 𝛾𝑑 ≜ 𝑝(𝑥𝑑 = 1|𝒛; 𝜃)为第𝑑维分布的参数．分布的参数 𝛾 = [𝛾1,⋯ , 𝛾𝐷]T可以
通过生成网络来预测．
（2）如果𝒙 ∈ ℝ𝐷是𝐷维的连续向量，可以假设𝑝(𝒙|𝒛; 𝜃)服从对角化协方差

的高斯分布，即

𝑝(𝒙|𝒛; 𝜃) = 𝒩(𝒙; 𝝁𝐺 , 𝝈2𝐺𝑰), (13.18)

其中𝝁𝐺 ∈ ℝ𝐷和𝝈𝐺 ∈ ℝ𝐷同样可以用生成网络𝑓𝐺(𝒛; 𝜃)来预测．
生成网络的目标 生成网络𝑓𝐺(𝒛; 𝜃)的目标是找到一组网络参数 𝜃∗来最大化证
据下界𝐸𝐿𝐵𝑂(𝑞, 𝒙; 𝜃, 𝜙)，即 可以看作EM算法中的

M步．

𝜃∗ = argmax
𝜃

𝐸𝐿𝐵𝑂(𝑞, 𝒙; 𝜃, 𝜙). (13.19)

13.2.4 模型汇总
结合公式(13.15)和公式(13.19)，推断网络和生成网络的目标都为最大化证

据下界𝐸𝐿𝐵𝑂(𝑞, 𝒙; 𝜃, 𝜙)．因此，变分自编码器的总目标函数为

max
𝜃,𝜙

𝐸𝐿𝐵𝑂(𝑞, 𝒙; 𝜃, 𝜙) = max
𝜃,𝜙

𝔼𝒛∼𝑞(𝒛;𝜙)[ log
𝑝(𝒙|𝒛; 𝜃)𝑝(𝒛; 𝜃)

𝑞(𝒛; 𝜙) ] (13.20)
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= max
𝜃,𝜙

𝔼𝒛∼𝑞(𝒛|𝒙;𝜙)[ log𝑝(𝒙|𝒛; 𝜃)] − KL (𝑞(𝒛|𝒙; 𝜙), 𝑝(𝒛; 𝜃)), (13.21)

其中𝑝(𝒛; 𝜃)为先验分布，𝜃和𝜙分别表示生成网络和推断网络的参数．
从EM算法角度来看，变分自编码器优化推断网络和生成网络的过程，可以

分别看作EM算法中的E步和M步．但在变分自编码器中，这两步的目标合二
为一，都是最大化证据下界．此外，变分自编码器可以看作神经网络和贝叶斯网
络的混合体．贝叶斯网络中的所有节点都是随机变量．在变分自编码器中，我们
仅仅将隐藏编码对应的节点看成是随机变量，其他节点还是作为普通神经元．这
样，编码器变成一个变分推断网络，而解码器变成一个将隐变量映射到观测变量
的生成网络．

我们分别来看公式(13.21)中的两项．
（1）通常情况下，公式(13.21)中第一项的期望𝔼𝒛∼𝑞(𝒛|𝒙;𝜙)[log𝑝(𝒙|𝒛; 𝜃)]可以

通过采样的方式近似计算．对于每个样本𝒙，根据 𝑞(𝒛|𝒙; 𝜙)采集𝑀个 𝒛(𝑚), 1 ≤
𝑚 ≤ 𝑀，有

𝔼𝒛∼𝑞(𝒛|𝒙;𝜙)[log𝑝(𝒙|𝒛; 𝜃)] ≈
1
𝑀

𝑀
∑
𝑚=1

log𝑝(𝒙|𝒛(𝑚); 𝜃). (13.22)

期望𝔼𝒛∼𝑞(𝒛|𝒙;𝜙)[log𝑝(𝒙|𝒛; 𝜃)]依赖于参数𝜙．但在上面的近似中，这个期望变得和
参数𝜙无关．当使用梯度下降法来学习参数时，期望𝔼𝒛∼𝑞(𝒛|𝒙;𝜙)[log𝑝(𝒙|𝒛; 𝜃)]关
于参数𝜙的梯度为 0．这种情况是由于变量 𝒛和参数𝜙之间不是直接的确定性关
系，而是一种“采样”关系．这种情况可以通过两种方法解决：一种是再参数化，我
们在下一节具体介绍；另一种是梯度估计的方法，具体参考第14.3节．
（2）公式(13.21)中第二项的KL散度通常可以直接计算．特别是当 𝑞(𝒛|𝒙; 𝜙)

和𝑝(𝒛; 𝜃)都是正态分布时，它们的KL散度可以直接计算出闭式解．
给定𝐷维空间中的两个正态分布𝒩(𝝁1, 𝚺1)和𝒩(𝝁2, 𝚺2)，其KL散度为

KL (𝒩(𝝁1, 𝚺1),𝒩(𝝁2, 𝚺2))

= 1
2( tr(𝚺

−1
2 𝚺1) + (𝝁2 − 𝝁1)⊤𝚺−12 (𝝁2 − 𝝁1) − 𝐷 + log |𝚺2||𝚺1|

), (13.23)

其中 tr(⋅)表示矩阵的迹，| ⋅ |表示矩阵的行列式． 矩阵的“迹”为主对角

线（从左上方至右下方

的对角线）上各个元素

的总和．

这样，当𝑝(𝒛; 𝜃) = 𝒩(𝒛;0, 𝑰)以及𝑞(𝒛|𝒙; 𝜙) = 𝒩(𝒛; 𝝁𝐼 , 𝝈2𝐼 𝑰)时，

KL (𝑞(𝒛|𝒙; 𝜙), 𝑝(𝒛; 𝜃))

= 1
2( tr(𝝈

2
𝐼 𝑰) + 𝝁⊤𝐼 𝝁𝐼 − 𝑑 − log(|𝝈2𝐼 𝑰|)), (13.24)

其中𝝁𝐼和𝜎𝐼为推断网络𝑓𝐼(𝒙; 𝜙)的输出．
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13.2.5 再参数化

再参数化（Reparameterization） 再参数化的另一个例

子是逐层归一化，参见

第7.5节．

是将一个函数 𝑓(𝜃)的参数 𝜃用另外一组
参数表示 𝜃 = 𝑔(𝜗)，这样函数𝑓(𝜃)就转换成参数为𝜗的函数 ̂𝑓(𝜗) = 𝑓(𝑔(𝜗))．再
参数化通常用来将原始参数转换为另外一组具有特殊属性的参数．比如当𝜃为一
个很大的矩阵时，可以使用两个低秩矩阵的乘积来再参数化，从而减少参数量．

在公式(13.21)中，期望𝔼𝒛∼𝑞(𝒛|𝒙;𝜙)[ log𝑝(𝒙|𝒛; 𝜃)]依赖于分布 𝑞的参数𝜙．但
是，由于随机变量 𝒛采样自后验分布 𝑞(𝒛|𝒙; 𝜙)，它们之间不是确定性关系，因此
无法直接求解𝒛关于参数𝜙的导数．这时，我们可以通过再参数化方法来将𝒛和𝜙
之间随机性的采样关系转变为确定性函数关系．

我们引入一个分布为𝑝(𝜖)的随机变量 𝜖，期望𝔼𝒛∼𝑞(𝒛|𝒙;𝜙)[ log𝑝(𝒙|𝒛; 𝜃)]可以
重写为

𝔼𝒛∼𝑞(𝒛|𝒙;𝜙)[ log𝑝(𝒙|𝒛; 𝜃)] = 𝔼𝜖∼𝑝(𝜖)[ log𝑝(𝒙|𝑔(𝜙, 𝜖); 𝜃)], (13.25)

其中 𝒛 ≜ 𝑔(𝜙, 𝜖)为一个确定性函数．
假设𝑞(𝒛|𝒙; 𝜙)为正态分布𝑁(𝝁𝐼 , 𝝈2𝐼 𝑰)，其中 {𝝁𝐼 , 𝜎𝐼}是推断网络𝑓𝐼(𝒙; 𝜙)的输

出，依赖于参数𝜙，我们可以通过下面方式来再参数化：

参见习题13-1．𝒛 = 𝝁𝐼 + 𝝈𝐼 ⊙ 𝜖, (13.26)

其中 𝜖 ∼ 𝒩(0, 𝑰)．这样 𝒛和参数 𝜙的关系从采样关系变为确定性关系，使得
𝒛 ∼ 𝑞(𝒛|𝒙; 𝜙)的随机性独立于参数𝜙，从而可以求 𝒛关于𝜙的导数．

13.2.6 训练
通过再参数化，变分自编码器可以通过梯度下降法来学习参数，从而提高变

分自编码器的训练效率．
给定一个数据集𝒟 = {𝒙(𝑛)}𝑁𝑛=1，对于每个样本 𝒙(𝑛)，随机采样𝑀个变量

𝜖(𝑛,𝑚), 1 ≤ 𝑚 ≤ 𝑀，并通过公式(13.26)计算 𝒛(𝑛,𝑚)．变分自编码器的目标函数
近似为

𝒥(𝜙, 𝜃|𝒟) =
𝑁
∑
𝑛=1

( 1𝑀
𝑀
∑
𝑚=1

log𝑝(𝒙(𝑛)|𝒛(𝑛,𝑚); 𝜃) − KL (𝑞(𝒛|𝒙(𝑛); 𝜙),𝒩(𝒛;0, 𝑰))) . (13.27)

如果采用随机梯度方法，每次从数据集中采集一个样本𝒙和一个对应的随
机变量 𝜖，并进一步假设𝑝(𝒙|𝒛; 𝜃)服从高斯分布𝒩(𝒙|𝝁𝐺 , 𝜆𝑰)，其中𝝁𝐺 = 𝑓𝐺(𝒛; 𝜃)
是生成网络的输出，𝜆为控制方差的超参数，则目标函数可以简化为

参见习题13-2．𝒥(𝜙, 𝜃|𝒙) = −12‖𝒙 − 𝝁𝐺‖2 − 𝜆KL (𝒩(𝝁𝐼 , 𝝈𝐼),𝒩(0, 𝑰)), (13.28)
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其中第一项可以近似看作输入𝒙的重构正确性，第二项可以看作正则化项，𝜆可
以看作正则化系数．这和自编码器在形式上非常类似，但它们的内在机理是完全
不同的．

参见习题13-3．

变分自编码器的训练过程如图13.5所示，其中空心矩形表示“目标函数”．

𝒙 ∼ 𝒟

推断网络 𝑓𝐼(𝒙, 𝜙)

𝜇𝐼 𝜎𝐼 ×

+

生成网络 𝑓𝐺(𝒛, 𝜃)

𝝁𝐺

− 1
2
‖𝒙 − 𝝁𝐺‖2

−𝜆𝐷KL(𝒩(𝝁𝐼 , 𝝈𝐼)‖𝒩(0, I))

𝜖 ∼ 𝒩(0, I)

图 13.5 变分自编码器的训练过程

图13.6给出了在MNIST数据集上变分自编码器学习到的隐变量流形的可
视化示例．图13.6a是将训练集上每个样本𝒙通过推断网络映射到 2维的隐变量
空间，图中的每个点表示 𝔼[𝒛|𝒙]，不同颜色表示不同的数字．图13.6b是对 2维
的标准高斯分布上进行均匀采样得到不同的隐变量 𝒛，然后通过生成网络产生
𝔼[𝒙|𝒛]．
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(a)训练集上所有样本在隐空间上的投影 (b)隐变量 𝒛在图像空间的投影

图 13.6 在MNIST数据集上变分自编码器学习到的隐变量流形的可视化示例
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13.3 生成对抗网络

13.3.1 显式密度模型和隐式密度模型
之前介绍的深度生成模型，比如变分自编码器、深度信念网络等，都是显

示地构建出样本的密度函数 𝑝(𝒙; 𝜃)，并通过最大似然估计来求解参数，称为显
式密度模型（Explicit Density Model）．比如，变分自编码器的密度函数为
𝑝(𝒙, 𝒛; 𝜃) = 𝑝(𝒙|𝒛; 𝜃)𝑝(𝒛; 𝜃)．虽然使用了神经网络来估计 𝑝(𝒙|𝒛; 𝜃)，但是我们
依然假设𝑝(𝒙|𝒛; 𝜃)为一个参数分布族，而神经网络只是用来预测这个参数分布
族的参数．这在某种程度上限制了神经网络的能力．

如果只是希望有一个模型能生成符合数据分布𝑝𝑟(𝒙)的样本，那么可以不显
示地估计出数据分布的密度函数．假设在低维空间𝒵中有一个简单容易采样的
分布𝑝(𝒛)，𝑝(𝒛)通常为标准多元正态分布𝒩(0, 𝑰)．我们用神经网络构建一个映
射函数𝐺 ∶ 𝒵 → 𝒳，称为生成网络．利用神经网络强大的拟合能力，使得𝐺(𝒛)服
从数据分布𝑝𝑟(𝒙)．这种模型就称为隐式密度模型（Implicit Density Model）．所
谓隐式模型就是指并不显式地建模𝑝𝑟(𝒙)，而是建模生成过程．图13.7给出了隐
式模型生成样本的过程．

生成网络 𝐺(𝒛, 𝜃)𝒛 ∼ 𝒩(0, 𝑰) = 𝒙

图 13.7 隐式模型生成样本的过程

13.3.2 网络分解
隐式密度模型的一个关键是如何确保生成网络产生的样本一定是服从真实

的数据分布．既然我们不构建显式密度函数，就无法通过最大似然估计等方法
来训练．生成对抗网络（Generative Adversarial Networks，GAN）[Goodfellow
et al., 2014]是通过对抗训练的方式来使得生成网络产生的样本服从真实数据分
布．在生成对抗网络中，有两个网络进行对抗训练．一个是判别网络，目标是尽
量准确地判断一个样本是来自于真实数据还是由生成网络产生；另一个是生成
网络，目标是尽量生成判别网络无法区分来源的样本．这两个目标相反的网络不
断地进行交替训练．当最后收敛时，如果判别网络再也无法判断出一个样本的来
源，那么也就等价于生成网络可以生成符合真实数据分布的样本．生成对抗网络
的流程图如图13.8所示．
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生成网络 𝐺(𝒛, 𝜃)𝒛 ∼ 𝒩(0, 𝑰)

𝒙 ∼ 𝒟

判别网络 𝐷(𝒙, 𝜙) 1/0

图 13.8 生成对抗网络的流程图

13.3.2.1 判别网络
判别网络（Discriminator Network）𝐷(𝒙; 𝜙)的目标是区分出一个样本𝒙是

来自于真实分布𝑝𝑟(𝒙)还是来自于生成模型𝑝𝜃(𝒙)，因此判别网络实际上是一个
二分类的分类器．用标签𝑦 = 1来表示样本来自真实分布，𝑦 = 0表示样本来自生
成模型，判别网络𝐷(𝒙; 𝜙)的输出为𝒙属于真实数据分布的概率，即

𝑝(𝑦 = 1|𝒙) = 𝐷(𝒙; 𝜙), (13.29)

则样本来自生成模型的概率为𝑝(𝑦 = 0|𝒙) = 1 − 𝐷(𝒙; 𝜙)．
给定一个样本 (𝒙, 𝑦)，𝑦 = {1, 0}表示其来自于𝑝𝑟(𝒙)还是𝑝𝜃(𝒙)，判别网络的

目标函数为最小化交叉熵，即

min
𝜙

−(𝔼𝒙[𝑦 log𝑝(𝑦 = 1|𝒙) + (1 − 𝑦) log𝑝(𝑦 = 0|𝒙)]). (13.30)

假设分布 𝑝(𝒙)是由分布 𝑝𝑟(𝒙)和分布 𝑝𝜃(𝒙)等比例混合而成，即 𝑝(𝒙) =
1
2
(𝑝𝑟(𝒙) + 𝑝𝜃(𝒙))，则上式等价于

max
𝜙

𝔼𝒙∼𝑝𝑟(𝒙)[ log𝐷(𝒙; 𝜙)] + 𝔼𝒙′∼𝑝𝜃(𝒙′)[ log(1 − 𝐷(𝒙′; 𝜙))] (13.31)

= max
𝜙

𝔼𝒙∼𝑝𝑟(𝒙)[ log𝐷(𝒙; 𝜙)] + 𝔼𝒛∼𝑝(𝒛)[ log (1 − 𝐷(𝐺(𝒛; 𝜃); 𝜙))], (13.32)

其中𝜃和𝜙分别是生成网络和判别网络的参数．
13.3.2.2 生成网络

生成网络（Generator Network）的目标刚好和判别网络相反，即让判别网
络将自己生成的样本判别为真实样本．

max
𝜃

(𝔼𝒛∼𝑝(𝒛)[ log𝐷(𝐺(𝒛; 𝜃); 𝜙)]) (13.33)

= min
𝜃

(𝔼𝒛∼𝑝(𝒛)[ log (1 − 𝐷(𝐺(𝒛; 𝜃); 𝜙))]). (13.34)

上面的这两个目标函数是等价的．但是在实际训练时，一般使用前者，因为其梯
度性质更好．我们知道，函数 log(𝑥), 𝑥 ∈ (0, 1)在𝑥接近 1时的梯度要比接近 0时
的梯度小很多，接近“饱和”区间．这样，当判别网络𝐷以很高的概率认为生成网
络𝐺产生的样本是“假”样本，即 (1−𝐷(𝐺(𝒛; 𝜃); 𝜙)) → 1，这时目标函数关于𝜃的
梯度反而很小，从而不利于优化．

还有一种改进生成网

络的梯度的方法是将

真实样本和生成样本

的标签互换，即生成样

本的标签为 1．
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13.3.3 训练
和单目标的优化任务相比，生成对抗网络的两个网络的优化目标刚好相反．

因此生成对抗网络的训练比较难，往往不太稳定．一般情况下，需要平衡两个网
络的能力．对于判别网络来说，一开始的判别能力不能太强，否则难以提升生成
网络的能力．但是，判别网络的判别能力也不能太弱，否则针对它训练的生成网
络也不会太好．在训练时需要使用一些技巧，使得在每次迭代中，判别网络比生
成网络的能力强一些，但又不能强太多．

生成对抗网络的训练流程如算法13.1所示．每次迭代时，判别网络更新𝐾次
而生成网络更新一次，即首先要保证判别网络足够强才能开始训练生成网络．在
实践中𝐾是一个超参数，其取值一般取决于具体任务．

算法 13.1 生成对抗网络的训练过程
输入:训练集𝒟，对抗训练迭代次数𝑇，每次判别网络的训练迭代次数𝐾，小批

量样本数量𝑀
1 随机初始化𝜃, 𝜙;
2 for 𝑡 ← 1 to 𝑇 do

// 训练判别网络𝐷(𝒙; 𝜙)
3 for 𝑘 ← 1 to 𝐾 do

// 采集小批量训练样本
4 从训练集𝒟中采集𝑀个样本 {𝒙(𝑚)}, 1 ≤ 𝑚 ≤ 𝑀;
5 从分布𝒩(0, 𝑰)中采集𝑀个样本 {𝒛(𝑚)}, 1 ≤ 𝑚 ≤ 𝑀;
6 使用随机梯度上升更新𝜙，梯度为

𝜕
𝜕𝜙[

1
𝑀

𝑀
∑
𝑚=1

( log𝐷(𝒙(𝑚); 𝜙) + log (1 − 𝐷(𝐺(𝒛(𝑚); 𝜃); 𝜙)))];

7 end
// 训练生成网络𝐺(𝒛; 𝜃)

8 从分布𝒩(0, 𝑰)中采集𝑀个样本 {𝒛(𝑚)}, 1 ≤ 𝑚 ≤ 𝑀;
9 使用随机梯度上升更新𝜃，梯度为

𝜕
𝜕𝜃 [

1
𝑀

𝑀
∑
𝑚=1

𝐷(𝐺(𝒛(𝑚); 𝜃), 𝜙)];

10 end
输出:生成网络𝐺(𝒛; 𝜃)

https://nndl.github.io/
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13.3.4 一个生成对抗网络的具体实现：DCGAN
生成对抗网络是指一类采用对抗训练方式来进行学习的深度生成模型，其

包含的判别网络和生成网络都可以根据不同的生成任务使用不同的网络结构．
本节介绍一个生成对抗网络的具体模型：深度卷积生成对抗网络（Deep

ConvolutionalGenerativeAdversarialNetwork，DCGAN）[Radford et al., 2016]．
在DCGAN中，判别网络是一个传统的深度卷积网络，但使用了带步长的卷积来
实现下采样操作，不用最大汇聚（pooling）操作；生成网络使用一个特殊的深度
卷积网络来实现，如图13.9所示，使用微步卷积来生成 64 × 64大小的图像． 微步卷积参见

第5.5.1节．
第一

层是全连接层，输入是从均匀分布中随机采样的100维向量𝒛，输出是4×4×1024
的向量，重塑为 4 × 4 × 1024的张量；然后是四层的微步卷积，没有汇聚层．

图 13.9 DCGAN中的生成网络（图片来源：[Radford et al., 2016]）

DCGAN的主要优点是通过一些经验性的网络结构设计使得对抗训练更加
稳定．比如：1）使用带步长的卷积（在判别网络中）和微步卷积（在生成网络
中）来代替汇聚操作，以免损失信息；2）使用批量归一化；3）去除卷积层之后的
全连接层；4）在生成网络中，除了最后一层使用Tanh激活函数外，其余层都使
用ReLU函数；5）在判别网络中，都使用LeakyReLU激活函数．

13.3.5 模型分析
我们把判别网络和生成网络合并为一个整体，将整个生成对抗网络的目标

函数看作最小化最大化游戏（Minimax Game）：

min
𝜃

max
𝜙

(𝔼𝒙∼𝑝𝑟(𝒙)[ log𝐷(𝒙; 𝜙)] + 𝔼𝒙∼𝑝𝜃(𝒙)[ log (1 − 𝐷(𝒙; 𝜙))]) (13.35)

= min
𝜃

max
𝜙

(𝔼𝒙∼𝑝𝑟(𝒙)[ log𝐷(𝒙; 𝜙)] + 𝔼𝒛∼𝑝(𝒛)[ log (1 − 𝐷(𝐺(𝒛; 𝜃); 𝜙))]). (13.36)

因为之前提到的生成网络梯度问题，这个最小化最大化形式的目标函数一
般用来进行理论分析，并不是实际训练时的目标函数．
https://nndl.github.io/
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假设𝑝𝑟(𝒙)和𝑝𝜃(𝒙)已知，则最优的判别器为 参见习题13-4．

𝐷⋆(𝒙) = 𝑝𝑟(𝒙)
𝑝𝑟(𝒙) + 𝑝𝜃(𝒙)

. (13.37)

将最优的判别器𝐷⋆(𝒙)代入公式 (13.35)，其目标函数变为

ℒ(𝐺|𝐷⋆) = 𝔼𝒙∼𝑝𝑟(𝒙)[ log𝐷⋆(𝒙)] + 𝔼𝒙∼𝑝𝜃(𝒙)[ log(1 − 𝐷⋆(𝒙))] (13.38)

= 𝔼𝒙∼𝑝𝑟(𝒙)[ log
𝑝𝑟(𝒙)

𝑝𝑟(𝒙) + 𝑝𝜃(𝒙)
] + 𝔼𝒙∼𝑝𝜃(𝒙)[ log

𝑝𝜃(𝒙)
𝑝𝑟(𝒙) + 𝑝𝜃(𝒙)

] (13.39)

= KL(𝑝𝑟, 𝑝𝑎) + KL(𝑝𝜃, 𝑝𝑎) − 2 log 2 (13.40)

= 2 JS(𝑝𝑟, 𝑝𝜃) − 2 log 2, (13.41)

其中 JS(⋅)为 JS散度，𝑝𝑎(𝒙) = 1
2
(𝑝𝑟(𝒙) + 𝑝𝜃(𝒙))为一个“平均”分布． JS散度参见第E.3.3节．

在生成对抗网络中，当判别网络为最优时，生成网络的优化目标是最小化真
实分布𝑝𝑟和模型分布𝑝𝜃之间的 JS散度．当两个分布相同时，JS散度为 0，最优生
成网络𝐺⋆对应的损失为ℒ(𝐺⋆|𝐷⋆) = −2 log 2．

13.3.5.1 训练稳定性
使用 JS散度来训练生成对抗网络的一个问题是当两个分布没有重叠时，它

们之间的 JS散度恒等于常数 log 2．对生成网络来说，目标函数关于参数的梯度
为 0，即 𝜕ℒ(𝐺|𝐷⋆)

𝜕𝜃
= 0．

图13.10给出了生成对抗网络中的梯度消失问题的示例．当真实分布 𝑝𝑟和
模型分布 𝑝𝜃没有重叠时，最优的判别器𝐷⋆对所有生成数据的输出都为 0，即
𝐷⋆(𝐺(𝒛; 𝜃)) = 0, ∀𝒛．因此，生成网络的梯度消失．

0

1

真实数据 𝑝𝑟 生成数据 𝑝𝜃

最优判别器𝐷⋆

图 13.10 生成对抗网络中的梯度消失问题

因此，在实际训练生成对抗网络时，一般不会将判别网络训练到最优，只进
行一步或多步梯度下降，使得生成网络的梯度依然存在．另外，判别网络也不能
太差，否则生成网络的梯度为错误的梯度．但是，如何在梯度消失和梯度错误之
间取得平衡并不是一件容易的事，这个问题使得生成对抗网络在训练时稳定性
比较差．
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13.3.5.2 模型坍塌
如果使用公式(13.33)作为生成网络的目标函数，将最优判别器𝐷⋆代入，可

以得到

ℒ′(𝐺|𝐷⋆) = 𝔼𝒙∼𝑝𝜃(𝒙)[ log𝐷⋆(𝒙)]

= 𝔼𝒙∼𝑝𝜃(𝒙)[ log
𝑝𝑟(𝒙)

𝑝𝑟(𝒙) + 𝑝𝜃(𝒙)
⋅ 𝑝𝜃(𝒙)𝑝𝜃(𝒙)

]

= −𝔼𝒙∼𝑝𝜃(𝒙)[ log
𝑝𝜃(𝒙)
𝑝𝑟(𝒙)

] + 𝔼𝒙∼𝑝𝜃(𝒙)[ log
𝑝𝜃(𝒙)

𝑝𝑟(𝒙) + 𝑝𝜃(𝒙)
]

= −KL(𝑝𝜃, 𝑝𝑟) + 𝔼𝒙∼𝑝𝜃(𝒙)[ log (1 − 𝐷⋆(𝒙))]

= −KL(𝑝𝜃, 𝑝𝑟) + 2 JS(𝑝𝑟, 𝑝𝜃) − 2 log 2 − 𝔼𝒙∼𝑝𝑟(𝒙)[ log𝐷⋆(𝒙)], 根据公式 (13.41)

(13.42)

(13.43)

(13.44)

(13.45)

(13.46)

其中后两项和生成网络无关．因此

argmax
𝜃

ℒ′(𝐺|𝐷⋆) = argmin
𝜃

KL(𝑝𝜃, 𝑝𝑟) − 2 JS(𝑝𝑟, 𝑝𝜃), (13.47)

其中 JS散度 JS(𝑝𝜃, 𝑝𝑟) ∈ [0, log 2]为有界函数，因此生成网络的目标更多的是受
逆向KL散度KL(𝑝𝜃, 𝑝𝑟)影响，使得生成网络更倾向于生成一些更“安全”的样
本，从而造成模型坍塌（Model Collapse）问题．
前向和逆向KL散度 因为KL散度是一种非对称的散度，在计算真实分布𝑝𝑟和
模型分布𝑝𝜃之间的KL散度时，按照顺序不同，有两种KL散度：前向KL散度
（Forward KL divergence）KL(𝑝𝑟, 𝑝𝜃)和逆向KL散度（Reverse KL divergence）
KL(𝑝𝜃, 𝑝𝑟)．前向和逆向KL散度分别定义为

KL(𝑝𝑟, 𝑝𝜃) = ∫𝑝𝑟(𝒙) log
𝑝𝑟(𝒙)
𝑝𝜃(𝒙)

d𝒙, (13.48)

KL(𝑝𝜃, 𝑝𝑟) = ∫𝑝𝜃(𝒙) log
𝑝𝜃(𝒙)
𝑝𝑟(𝒙)

d𝒙. (13.49)

图13.11给出数据真实分布为一个高斯混合分布，模型分布为一个单高斯分
布时，使用前向和逆向KL散度来进行模型优化的示例．黑色曲线为真实分布𝑝𝑟
的等高线，红色曲线为模型分布𝑝𝜃的等高线．

在前向KL散度中，
（1）当𝑝𝑟(𝒙) → 0而𝑝𝜃(𝒙) > 0时，𝑝𝑟(𝒙) log 𝑝𝑟(𝒙)

𝑝𝜃(𝒙)
→ 0．不管𝑝𝜃(𝒙)如何取

值，都对前向KL散度的计算没有贡献．
（2）当𝑝𝑟(𝒙) > 0而𝑝𝜃(𝒙) → 0时，𝑝𝑟(𝒙) log 𝑝𝑟(𝒙)

𝑝𝜃(𝒙)
→ ∞，前向KL散度会变

得非常大．
因此，前向KL散度会鼓励模型分布𝑝𝜃(𝒙)尽可能覆盖所有真实分布𝑝𝑟(𝒙) >

0的点，而不用回避𝑝𝑟(𝒙) ≈ 0的点．
https://nndl.github.io/
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真实分布 𝑝𝑟 前向 KL散度 𝐷𝐾𝐿(𝑝𝑟‖𝑝𝜃) 逆向 KL散度 𝐷𝐾𝐿(𝑝𝜃‖𝑝𝑟)

图 13.11 前向和逆向KL散度

在逆向KL散度中，
（1）当𝑝𝑟(𝒙) → 0而𝑝𝜃(𝒙) > 0时，𝑝𝜃(𝒙) log 𝑝𝜃(𝒙)

𝑝𝑟(𝒙)
→ ∞．即当𝑝𝑟(𝒙)接近于

0，而𝑝𝜃(𝒙)有一定的密度时，逆向KL散度会变得非常大．
（2）当𝑝𝜃(𝒙) → 0时，不管𝑝𝑟(𝒙)如何取值，𝑝𝜃(𝒙) log 𝑝𝜃(𝒙)

𝑝𝑟(𝒙)
→ 0．

因此，逆向KL散度会鼓励模型分布𝑝𝜃(𝒙)尽可能避开所有真实分布𝑝𝑟(𝒙) ≈
0的点，而不需要考虑是否覆盖所有真实分布𝑝𝑟(𝒙) > 0的点．

13.3.6 改进模型
在生成对抗网络中，JS散度不适合衡量生成数据分布和真实数据分布的距

离．由于通过优化交叉熵（JS散度）训练生成对抗网络会导致训练稳定性和模型
坍塌问题，因此要改进生成对抗网络，就需要改变其损失函数．

13.3.6.1 W-GAN
W-GAN是一种通过用Wasserstein距离替代 JS散度来优化训练的生成对抗

网络 [Arjovsky et al., 2017]．
Wasserstein距离也称
为推土机距离，参见

第E.3.4节．
对于真实分布𝑝𝑟和模型分布𝑝𝜃，它们的 1st-Wasserstein距离为

𝑾1(𝑝𝑟, 𝑝𝜃) = inf
𝛾∼Γ(𝑝𝑟,𝑝𝜃)

𝔼(𝒙,𝒚)∼𝛾[‖𝒙 − 𝒚‖], (13.50)

其中Γ(𝑝𝑟, 𝑝𝜃)是边际分布为𝑝𝑟和𝑝𝜃的所有可能的联合分布集合．
当两个分布没有重叠或者重叠非常少时，它们之间的KL散度为+∞，JS散

度为 log 2，并不随着两个分布之间的距离而变化．而 1st-Wasserstein距离依然可
以衡量两个没有重叠分布之间的距离．

两个分布𝑝𝑟和𝑝𝜃的1st-Wasserstein距离通常难以直接计算，但是两个分布
的 1st-Wasserstein距离有一个对偶形式：

𝑾1(𝑝𝑟, 𝑝𝜃) = sup
‖𝑓‖𝐿≤1

(𝔼𝒙∼𝑝𝑟[𝑓(𝒙)] − 𝔼𝒙∼𝑝𝜃 [𝑓(𝒙)]), (13.52)
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在数学中，对于一个实数函数𝑓 ∶ ℝ → ℝ，如果满足函数曲线上任
意两点连线的斜率一致有界，即任意两点的斜率都小于常数𝐾 > 0，

|𝑓(𝑥1) − 𝑓(𝑥2)| ≤ 𝐾|𝑥1 − 𝑥2|, (13.51)

则函数𝑓就称为K-Lipschitz连续函数，𝐾称为Lipschitz常数．
Lipschitz连续要求函数在无限的区间上不能有超过线性的增长．

如果一个函数可导，并满足 Lipschitz连续，那么导数有界．如果一个
函数可导，并且导数有界，那么函数为Lipschitz连续．

参见习题13-5．

数学小知识 | Lipschitz连续函数

♣

其中𝑓 ∶ ℝ𝑑 → ℝ为 1-Lipschitz函数，满足

‖𝑓‖𝐿 ≜ sup
𝒙≠𝒚

|𝑓(𝒙) − 𝑓(𝒚)|
|𝒙 − 𝒚| ≤ 1. (13.53)

公式(13.52)称为Kantorovich-Rubinstein对偶定理．
根据Kantorovich-Rubinstein对偶定理，两个分布𝑝𝑟和𝑝𝜃之间的 1st-Wasser-

stein距离可以转换为一个满足 1-Lipschitz连续的函数在分布𝑝𝑟和𝑝𝜃下期望的
差的上界．通常情况下，1-Lipschitz连续的约束可以宽松为K-Lipschitz连续．这
样分布𝑝𝑟和𝑝𝜃之间的 1st-Wasserstein距离为

参见习题13-6．𝑾1(𝑝𝑟, 𝑝𝜃) =
1
𝐾 sup

‖𝑓‖𝐿≤𝐾
(𝔼𝒙∼𝑝𝑟[𝑓(𝒙)] − 𝔼𝒙∼𝑝𝜃 [𝑓(𝒙)]). (13.54)

评价网络 然而，要计算公式(13.54)中的上界也并不容易．根据神经网络的通用
近似定理，我们可以假设存在一个神经网络使得可以达到这个上界．令𝑓(𝒙; 𝜙)为
一个神经网络，假设存在参数集合Φ，对于所有的𝜙 ∈ Φ，𝑓(𝒙; 𝜙)为K-Lipschitz
连续函数，那么公式（13.54）中的上界可以近似转换为

这里忽略了常数
1
𝐾
，并

不影响网络的优化．
max
𝜙∈Φ

(𝔼𝑥∼𝑝𝑟[𝑓(𝒙; 𝜙)] − 𝔼𝑥∼𝑝𝜃 [𝑓(𝒙; 𝜙)]), (13.55)

其中𝑓(𝒙; 𝜙)称为评价网络（Critic Network）．和标准GAN中的判别网络的值
域为 [0, 1]不同，评价网络𝑓(𝒙; 𝜙)的最后一层为线性层，其值域没有限制．这样只
需要找到一个网络𝑓(𝒙; 𝜙)使其在两个分布𝑝𝑟和𝑝𝜃下的期望的差最大．即对于
真实样本，𝑓(𝒙; 𝜙)的打分要尽可能高；对于模型生成的样本，𝑓(𝒙; 𝜙)的打分要尽
可能低．

为了使得𝑓(𝒙; 𝜙)满足K-Lipschitz连续，一种近似的方法是限制参数的取值
范围．因为神经网络为连续可导函数，满足K-Lipschitz连续可以近似为其关于𝒙
https://nndl.github.io/
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的偏导数的模 ‖𝜕𝑓(𝒙;𝜙)
𝜕𝒙

‖小于某个上界．由于这个偏导数的大小一般和参数的取
值范围相关，我们可以通过限制参数𝜙的取值范围来近似，令𝜙 ∈ [−𝑐, 𝑐]，𝑐为一
个比较小的正数，比如 0.01．
生成网络 生成网络的目标是使得评价网络𝑓(𝒙; 𝜙)对其生成样本的打分尽可能
高，即

max
𝜃

𝔼𝒛∼𝑝(𝒛)[𝑓(𝐺(𝒛; 𝜃); 𝜙)]. (13.56)

因为𝑓(𝒙; 𝜙)为不饱和函数，所以生成网络参数𝜃的梯度不会消失，理论上解决了
原始GAN训练不稳定的问题．并且W-GAN中生成网络的目标函数不再是两个
分布的比率，在一定程度上缓解了模型坍塌问题，使得生成的样本具有多样性．

算法13.2给出W-GAN的训练过程．和原始GAN相比，W-GAN的评价网络
最后一层不使用Sigmoid函数，损失函数不取对数．

算法 13.2 W-GAN的训练过程
输入:训练集𝒟，对抗训练迭代次数𝑇，每次评价网络的训练迭代次数𝐾，小批

量样本数量𝑀，参数限制大小 𝑐;
1 随机初始化𝜃, 𝜙;
2 for 𝑡 ← 1 to 𝑇 do

// 训练评价网络𝑓(𝒙; 𝜙)
3 for 𝑘 ← 1 to 𝐾 do

// 采集小批量训练样本
4 从训练集𝒟中采集𝑀个样本 {𝒙(𝑚)}, 1 ≤ 𝑚 ≤ 𝑀;
5 从分布𝒩(0, 𝑰)中采集𝑀个样本 {𝒛(𝑚)}, 1 ≤ 𝑚 ≤ 𝑀;

// 计算评价网络参数𝜙的梯度

6 𝑔𝜙 =
𝜕
𝜕𝜙[

1
𝑀

𝑀
∑
𝑚=1

(𝑓(𝒙(𝑚); 𝜙) − 𝑓(𝐺(𝒛(𝑚); 𝜃); 𝜙))];

7 𝜙 ← 𝜙 + 𝛼 ⋅ RMSProp(𝜙, 𝑔𝜙) ; // 使用RMSProp算法更新𝜙
8 𝜙 ← clip(𝜙, −𝑐, 𝑐) ; // 梯度截断
9 end

// 训练生成网络𝐺(𝒛; 𝜃)
10 从分布𝒩(0, 𝑰)中采集𝑀个样本 {𝒛(𝑚)}, 1 ≤ 𝑚 ≤ 𝑀;

// 更新生成网络参数𝜃

11 𝑔𝜃 =
𝜕
𝜕𝜃 [

1
𝑀

𝑀
∑
𝑚=1

𝑓(𝐺(𝒛(𝑚); 𝜃); 𝜙)];

12 𝜃 ← 𝜃 + 𝛼 ⋅ RMSProp(𝜃, 𝑔𝜃) ; // 使用RMSProp算法更新𝜃

13 end
输出:生成网络𝐺(𝒛; 𝜃)

https://nndl.github.io/
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13.4 总结和深入阅读
深度生成模型是一种有机融合神经网络和概率图模型的生成模型，将神经

网络作为一个概率分布的逼近器，可以拟合非常复杂的数据分布．
变分自编码器是一个非常典型的深度生成模型，利用神经网络的拟合能力

来有效地解决含隐变量的概率模型中后验分布难以估计的问题 [Kingma et al.,
2014; Rezende et al., 2014]．变分自编码器的详尽介绍可以参考文献 [Doersch,
2016]．[Bowman et al., 2016]进一步将变分自编码器应用于序列生成问题．再参
数化是变分自编码器的重要技巧．对于离散变量的再参数化，可以使用Gumbel-
Softmax方法 [Jang et al., 2017]．

生成对抗网络 [Goodfellow et al., 2014]是一个具有开创意义的深度生成模
型，突破了以往的概率模型必须通过最大似然估计来学习参数的限制．然而，生
成对抗网络的训练通常比较困难．DCGAN[Radford et al., 2016]是一个生成对
抗网络的成功实现，可以生成十分逼真的自然图像．[Yu et al., 2017]进一步在文
本生成任务上结合生成对抗网络和强化学习来建立文本生成模型．对抗生成网
络的训练不稳定问题的一种有效解决方法是W-GAN[Arjovsky et al., 2017]，通
过用Wasserstein距离替代 JS散度来进行训练．

虽然深度生成模型取得了巨大的成功，但是作为一种无监督模型，其主要的
缺点是缺乏有效的客观评价，很难客观衡量不同模型之间的优劣．

习题

习题 13-1 对于一个分布为𝑝𝜃(𝑧)的离散随机变量 𝑧，以及函数𝑓(𝑧)，如何计算期
望ℒ(𝜃) = 𝔼𝑧∼𝑝𝜃(𝑧)[𝑓(𝑧)]关于分布参数𝜃的导数． 参见第13.2.5节．

习题 13-2 推导公式(13.28)．
习题 13-3 通过分析公式(13.28)，给出变分自编码器和自编码器在内在机理上的
不同之处．
习题 13-4 假设一个二分类问题，类别为 𝑐1和 𝑐2，并有𝑝(𝑐1) = 𝑝(𝑐2)．样本𝒙在两
个类的条件分布为𝑝(𝒙|𝑐1)和𝑝(𝒙|𝑐2)，一个分类器𝑓(𝒙) = 𝑝(𝑐1|𝒙)用于预测一个
样本𝒙来自类别 𝑐1的条件概率．证明若采用交叉熵损失，

ℒ(𝑓) = 𝔼𝒙∼𝑝(𝒙|𝑐1)[ log𝑓(𝒙)] + 𝔼𝒙∼𝑝(𝒙|𝑐2)[ log (1 − 𝑓(𝒙))], (13.57)

则最优分类器𝑓⋆(𝒙)为 参见公式(13.37)．

𝑓⋆(𝒙) = 𝑝(𝒙|𝑐1)
𝑝(𝒙|𝑐1) + 𝑝(𝒙|𝑐2)

. (13.58)

https://nndl.github.io/
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习题 13-5 分析下面函数是否满足Lipschitz连续条件．
（1）𝑓 ∶ [−1, 1] → ℝ，𝑓(𝑥) = 𝑥2；
（2）𝑓 ∶ ℝ → ℝ，𝑓(𝑥) = 𝑥2；
（3）𝑓 ∶ ℝ → ℝ，𝑓(𝑥) = √𝑥2 + 1；
（4）𝑓 ∶ [0, 1] → [0, 1]，𝑓(𝑥) = √𝑥．

习题 13-6 证明公式(13.54)．
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第 14章 深度强化学习

除了试图直接去建立一个可以模拟成人大脑的程序之外，

为什么不试图建立一个可以模拟小孩大脑的程序呢？如果它接

受适当的教育，就可能成长为成人的大脑．

——阿兰·图灵（Alan Turing）

在之前的章节中，我们主要关注监督学习，而监督学习一般需要一定数量的
带标签的数据．在很多的应用场景中，通过人工标注的方式来给数据打标签的方
式往往行不通．比如我们通过监督学习来训练一个模型可以自动下围棋，就需要
将当前棋盘的状态作为输入数据，其对应的最佳落子位置（动作）作为标签．训
练一个好的模型就需要收集大量的不同棋盘状态以及对应动作．这种做法实践
起来比较困难，一是对于每一种棋盘状态，即使是专家也很难给出“正确”的动
作，二是获取大量数据的成本往往比较高．对于下棋这类任务，虽然我们很难知
道每一步的“正确”动作，但是其最后的结果（即赢输）却很容易判断．因此，如果
可以通过大量的模拟数据，通过最后的结果（奖励）来倒推每一步棋的好坏，从
而学习出“最佳”的下棋策略，这就是强化学习．

强化学习（Reinforcement Learning，RL），也叫增强学习，是指一类从（与
环境）交互中不断学习的问题以及解决这类问题的方法．强化学习问题可以描
述为一个智能体从与环境的交互中不断学习以完成特定目标（比如取得最大奖
励值）．和深度学习类似，强化学习中的关键问题也是贡献度分配问题 [Minsky,
1961]，每一个动作并不能直接得到监督信息，需要通过整个模型的最终监督信
息（奖励）得到，并且有一定的延时性．

贡献度分配问题即一

个系统中不同的组件

（component）对最终
系统输出结果的贡献

或影响．强化学习也是机器学习中的一个重要分支．强化学习和监督学习的不同在
于，强化学习问题不需要给出“正确”策略作为监督信息，只需要给出策略的（延
迟）回报，并通过调整策略来取得最大化的期望回报．
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14.1 强化学习问题
本节介绍强化学习问题的基本定义和相关概念．

14.1.1 典型例子
强化学习广泛应用于很多领域，比如电子游戏、棋类游戏、迷宫类游戏、控制

系统、推荐等．这里我们介绍几个比较典型的强化学习例子．
多臂赌博机问题 给定𝐾个赌博机，拉动每个赌博机的拉杆（Arm），赌博机会
按照一个事先设定的概率掉出一块钱或不掉钱．每个赌博机掉钱的概率不一样．
多臂赌博机问题（Multi-Armed Bandit Problem）是指，给定有限的机会次数𝑇，
如何玩这些赌博机才能使得期望累积收益最大化．

也 称 为K臂 赌 博 机
问 题（K-Armed Ban-
dit Problem）．

多臂赌博机问题在广告推荐、
投资组合等领域有着非常重要的应用．
悬崖行走问题 在一个网格世界（Grid World）中，每个格子表示一个状态．如
图14.1所示的一个网格世界，每个状态为 (𝑖, 𝑗), 1 ≤ 𝑖 ≤ 7, 1 ≤ 𝑗 ≤ 3，其中格子
(2, 1)到 (6, 1)是悬崖（Cliff）．有一个醉汉，从左下角的开始位置 𝑆，走到右下角
的目标位置𝐸．如果走到悬崖，醉汉会跌落悬崖并死去．醉汉可以选择行走的路
线，即在每个状态时，选择行走的方向：上下左右．动作空间𝒜 = {↑, ↓,←,→}．但
每走一步，都有一定的概率滑落到周围其他格子．醉汉的目标是如何安全地到达
目标位置．

S E1

2

3

1 2 3 4 5 6 7

图 14.1 悬崖行走问题

14.1.2 强化学习定义
我们先描述强化学习的任务定义．
在强化学习中，有两个可以进行交互的对象：智能体和环境．
（1） 智能体（Agent）可以感知外界环境的状态（State）和反馈的奖励

（Reward），并进行学习和决策．智能体的决策功能是指根据外界环境的状态来
做出不同的动作（Action），而学习功能是指根据外界环境的奖励来调整策略．

https://nndl.github.io/
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（2） 环境（Environment）是智能体外部的所有事物，并受智能体动作的
影响而改变其状态，并反馈给智能体相应的奖励．

强化学习的基本要素包括：
（1） 状态𝑠是对环境的描述，可以是离散的或连续的，其状态空间为𝒮．
（2） 动作𝑎是对智能体行为的描述，可以是离散的或连续的，其动作空

间为𝒜．
（3） 策略𝜋(𝑎|𝑠)是智能体根据环境状态 𝑠来决定下一步动作𝑎的函数．
（4） 状态转移概率𝑝(𝑠′|𝑠, 𝑎)是在智能体根据当前状态 𝑠做出一个动作𝑎之

后，环境在下一个时刻转变为状态 𝑠′的概率．
（5） 即时奖励𝑟(𝑠, 𝑎, 𝑠′)是一个标量函数，即智能体根据当前状态 𝑠做出动

作𝑎之后，环境会反馈给智能体一个奖励，这个奖励也经常和下一个时刻的状态
𝑠′有关．
策略 智能体的策略（Policy）就是智能体如何根据环境状态 𝑠来决定下一步的
动作 𝑎，通常可以分为确定性策略（Deterministic Policy）和随机性策略（Sto-
chastic Policy）两种．

确定性策略是从状态空间到动作空间的映射函数𝜋 ∶ 𝒮 → 𝒜．随机性策
略表示在给定环境状态时，智能体选择某个动作的概率分布．

𝜋(𝑎|𝑠) ≜ 𝑝(𝑎|𝑠), (14.1)

∑
𝑎∈𝒜

𝜋(𝑎|𝑠) = 1. (14.2)

通常情况下，强化学习一般使用随机性策略． 参考利用-探索策略．参
见第14.2.2节．

随机性策略可以有很多优点：
1）在学习时可以通过引入一定随机性更好地探索环境；2）随机性策略的动作具
有多样性，这一点在多个智能体博弈时也非常重要．采用确定性策略的智能体总
是对同样的环境做出相同的动作，会导致它的策略很容易被对手预测．

14.1.3 马尔可夫决策过程
为简单起见，我们将智能体与环境的交互看作离散的时间序列．智能体从感

知到的初始环境 𝑠0开始，然后决定做一个相应的动作 𝑎0，环境相应地发生改变
到新的状态 𝑠1，并反馈给智能体一个即时奖励 𝑟1，然后智能体又根据状态 𝑠1做一
个动作𝑎1，环境相应改变为 𝑠2，并反馈奖励 𝑟2．这样的交互可以一直进行下去．

𝑠0, 𝑎0, 𝑠1, 𝑟1, 𝑎1,⋯ , 𝑠𝑡−1, 𝑟𝑡−1, 𝑎𝑡−1, 𝑠𝑡, 𝑟𝑡,⋯ , (14.3)

其中 𝑟𝑡 = 𝑟(𝑠𝑡−1, 𝑎𝑡−1, 𝑠𝑡)是第 𝑡时刻的即时奖励．图14.2给出了智能体与环境的
交互．
https://nndl.github.io/
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智能体

环境

动作 𝑎𝑡状态 𝑠𝑡 奖励 𝑟𝑡+1

图 14.2 智能体与环境的交互

智能体与环境的交互过程可以看作一个马尔可夫决策过程（Markov Deci-
sion Process，MDP）．

马尔可夫过程（Markov Process） 马尔可夫过程参见

第D.3.1节．
是一组具有马尔可夫性质的随机变量序

列 𝑠0, 𝑠1,⋯，𝑠𝑡 ∈ 𝒮，其中下一个时刻的状态 𝑠𝑡+1只取决于当前状态 𝑠𝑡，

𝑝(𝑠𝑡+1|𝑠𝑡,⋯ , 𝑠0) = 𝑝(𝑠𝑡+1|𝑠𝑡), (14.4)

其中𝑝(𝑠𝑡+1|𝑠𝑡)称为状态转移概率，∑
𝑠𝑡+1∈𝒮

𝑝(𝑠𝑡+1|𝑠𝑡) = 1．

马尔可夫决策过程在马尔可夫过程中加入一个额外的变量：动作𝑎，下一个
时刻的状态 𝑠𝑡+1不但和当前时刻的状态 𝑠𝑡相关，而且和动作𝑎𝑡相关，

𝑝(𝑠𝑡+1|𝑠𝑡, 𝑎𝑡,⋯ , 𝑠0, 𝑎0) = 𝑝(𝑠𝑡+1|𝑠𝑡, 𝑎𝑡), (14.5)

其中𝑝(𝑠𝑡+1|𝑠𝑡, 𝑎𝑡)为状态转移概率．
图14.3给出了马尔可夫决策过程的图模型表示．

𝑠1

𝑎1

𝑠2

𝑎2

𝑠3 ⋯

⋯

𝑠𝑇−1

𝑎𝑇−1

𝑠𝑇

图 14.3 马尔可夫决策过程

给定策略𝜋(𝑎|𝑠)，马尔可夫决策过程的一个轨迹（Trajectory）

𝜏 = 𝑠0, 𝑎0, 𝑠1, 𝑟1, 𝑎1,⋯ , 𝑠𝑇−1, 𝑎𝑇−1, 𝑠𝑇 , 𝑟𝑇

的概率为

𝑝(𝜏) = 𝑝(𝑠0, 𝑎0, 𝑠1, 𝑎1,⋯) (14.6)

= 𝑝(𝑠0)
𝑇−1
∏
𝑡=0

𝜋(𝑎𝑡|𝑠𝑡)𝑝(𝑠𝑡+1|𝑠𝑡, 𝑎𝑡). (14.7)
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14.1.4 强化学习的目标函数

14.1.4.1 总回报
给定策略𝜋(𝑎|𝑠)，智能体和环境一次交互过程的轨迹 𝜏所收到的累积奖励

为总回报（Return）．

𝐺(𝜏) =
𝑇−1
∑
𝑡=0

𝑟𝑡+1 (14.8)

=
𝑇−1
∑
𝑡=0

𝑟(𝑠𝑡, 𝑎𝑡, 𝑠𝑡+1). (14.9)

假设环境中有一个或多个特殊的终止状态（Terminal State），当到达终止
状态时，一个智能体和环境的交互过程就结束了．这一轮交互的过程称为一个回
合（Episode）或试验（Trial）．一般的强化学习任务（比如下棋、游戏）都属于
这种回合式任务（Episodic Task）．

如果环境中没有终止状态（比如终身学习的机器人），即𝑇 = ∞，称为持续
式任务（Continuing Task），其总回报也可能是无穷大．为了解决这个问题，我
们可以引入一个折扣率来降低远期回报的权重．折扣回报（Discounted Return）
定义为

𝐺(𝜏) =
𝑇−1
∑
𝑡=0

𝛾𝑡𝑟𝑡+1, (14.10)

其中𝛾 ∈ [0, 1]是折扣率．当𝛾接近于0时，智能体更在意短期回报；而当𝛾接近于
1时，长期回报变得更重要．

14.1.4.2 目标函数
因为策略和状态转移都有一定的随机性，所以每次试验得到的轨迹是一个

随机序列，其收获的总回报也不一样．
在持续式任务中，强化

学习的优化目标也可

以定义为MDP到达平
稳分布时“即时奖励”

的期望．

强化学习的目标是学习到一个策略𝜋𝜃(𝑎|𝑠)
来最大化期望回报（Expected Return），即希望智能体执行一系列的动作来获
得尽可能多的平均回报．

强化学习的目标函数为

参见习题14-1．𝒥(𝜃) = 𝔼𝜏∼𝑝𝜃(𝜏)[𝐺(𝜏)] = 𝔼𝜏∼𝑝𝜃(𝜏)[
𝑇−1
∑
𝑡=0

𝛾𝑡𝑟𝑡+1], (14.11)

其中𝜃为策略函数的参数．
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14.1.5 值函数
为了评估策略𝜋的期望回报，我们定义两个值函数：状态值函数和状态-动

作值函数．
14.1.5.1 状态值函数

策略𝜋的期望回报可以分解为

𝔼𝜏∼𝑝(𝜏)[𝐺(𝜏)] = 𝔼𝑠∼𝑝(𝑠0) [𝔼𝜏∼𝑝(𝜏)[
𝑇−1
∑
𝑡=0

𝛾𝑡𝑟𝑡+1|𝜏𝑠0 = 𝑠]] (14.12)

= 𝔼𝑠∼𝑝(𝑠0) [𝑉𝜋(𝑠)] , (14.13)

其中𝑉𝜋(𝑠)称为状态值函数（State Value Function），表示从状态 𝑠开始，执行策
略𝜋得到的期望总回报

𝑉𝜋(𝑠) = 𝔼𝜏∼𝑝(𝜏)[
𝑇−1
∑
𝑡=0

𝛾𝑡𝑟𝑡+1|𝜏𝑠0 = 𝑠], (14.14)

其中 𝜏𝑠0表示轨迹 𝜏的起始状态．
为了方便起见，我们用 𝜏0∶𝑇来表示轨迹 𝑠0, 𝑎0, 𝑠1,⋯ , 𝑠𝑇，用 𝜏1∶𝑇来表示轨迹

𝑠1, 𝑎1,⋯ , 𝑠𝑇，因此有 𝜏0∶𝑇 = 𝑠0, 𝑎0, 𝜏1∶𝑇．
根据马尔可夫性质，𝑉𝜋(𝑠)可展开得到

𝑉𝜋(𝑠) = 𝔼𝜏0∶𝑇∼𝑝(𝜏) [𝑟1 + 𝛾
𝑇−1
∑
𝑡=1

𝛾𝑡−1𝑟𝑡+1|𝜏𝑠0 = 𝑠] (14.15)

= 𝔼𝑎∼𝜋(𝑎|𝑠)𝔼𝑠′∼𝑝(𝑠′ |𝑠,𝑎)𝔼𝜏1∶𝑇∼𝑝(𝜏) [𝑟(𝑠, 𝑎, 𝑠′) + 𝛾
𝑇−1
∑
𝑡=1

𝛾𝑡−1𝑟𝑡+1|𝜏𝑠1 = 𝑠′] (14.16)

= 𝔼𝑎∼𝜋(𝑎|𝑠)𝔼𝑠′∼𝑝(𝑠′ |𝑠,𝑎) [𝑟(𝑠, 𝑎, 𝑠′) + 𝛾𝔼𝜏1∶𝑇∼𝑝(𝜏)[
𝑇−1
∑
𝑡=1

𝛾𝑡−1𝑟𝑡+1|𝜏𝑠1 = 𝑠′]] (14.17)

= 𝔼𝑎∼𝜋(𝑎|𝑠)𝔼𝑠′∼𝑝(𝑠′ |𝑠,𝑎) [𝑟(𝑠, 𝑎, 𝑠′) + 𝛾𝑉𝜋(𝑠′)] . (14.18)

公式 (14.18)也称为贝尔曼方程（Bellman Equation），表示当前状态的值函数
可以通过下个状态的值函数来计算．

贝尔曼方程因其提出

者、美国国家科学院院

士、动态规划创始人理

查德·贝尔曼（Richard
Bellman，1920～1984）
而得名，也叫作“动态

规划方程”．

如果给定策略𝜋(𝑎|𝑠)，状态转移概率𝑝(𝑠′|𝑠, 𝑎)和奖励 𝑟(𝑠, 𝑎, 𝑠′)，我们就可以
通过迭代的方式来计算𝑉𝜋(𝑠)．由于存在折扣率，迭代一定步数后，每个状态的值
函数就会固定不变．
14.1.5.2 状态-动作值函数

公式 (14.18)中的第二个期望是指初始状态为 𝑠并进行动作𝑎，然后执行策略
𝜋得到的期望总回报，称为状态-动作值函数（State-Action Value Function）：

𝑄𝜋(𝑠, 𝑎) = 𝔼𝑠′∼𝑝(𝑠′|𝑠,𝑎) [𝑟(𝑠, 𝑎, 𝑠′) + 𝛾𝑉𝜋(𝑠′)] , (14.19)
https://nndl.github.io/
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状态-动作值函数也经常称为Q函数（Q-Function）．
状态值函数𝑉𝜋(𝑠)是Q函数𝑄𝜋(𝑠, 𝑎)关于动作𝑎的期望，即

𝑉𝜋(𝑠) = 𝔼𝑎∼𝜋(𝑎|𝑠)[𝑄𝜋(𝑠, 𝑎)]. (14.20)

结合公式(14.19)和公式(14.20)，Q函数可以写为

𝑄𝜋(𝑠, 𝑎) = 𝔼𝑠′∼𝑝(𝑠′|𝑠,𝑎)[𝑟(𝑠, 𝑎, 𝑠′) + 𝛾𝔼𝑎′∼𝜋(𝑎′|𝑠′)[𝑄𝜋(𝑠′, 𝑎′)]], (14.21)

这是关于Q函数的贝尔曼方程．

14.1.5.3 值函数的作用
值函数可以看作对策略𝜋的评估，因此我们就可以根据值函数来优化策略．

假设在状态 𝑠，有一个动作𝑎∗使得𝑄𝜋(𝑠, 𝑎∗) > 𝑉𝜋(𝑠)，说明执行动作𝑎∗的回报比
当前的策略𝜋(𝑎|𝑠)要高，我们就可以调整参数使得策略中动作𝑎∗的概率𝑝(𝑎∗|𝑠)
增加．

14.1.6 深度强化学习
在强化学习中，一般需要建模策略𝜋(𝑎|𝑠)和值函数𝑉𝜋(𝑠), 𝑄𝜋(𝑠, 𝑎)．早期的

强化学习算法主要关注状态和动作都是离散且有限的问题，可以使用表格来记
录这些概率．但在很多实际问题中，有些任务的状态和动作的数量非常多．比如
围棋的棋局有 3361 ≈ 10170种状态，动作（即落子位置）数量为 361．还有些任务
的状态和动作是连续的．比如在自动驾驶中，智能体感知到的环境状态是各种传
感器数据，一般都是连续的．动作是操作方向盘的方向（−90度∼ 90度）和速度
控制（0 ∼ 300公里/小时），也是连续的．

为了有效地解决这些问题，我们可以设计一个更强的策略函数（比如深度
神经网络），使得智能体可以应对复杂的环境，学习更优的策略，并具有更好的泛
化能力．

深度强化学习（DeepReinforcement Learning）是将强化学习和深度学习结
合在一起，用强化学习来定义问题和优化目标，用深度学习来解决策略和值函数
的建模问题，然后使用误差反向传播算法来优化目标函数．深度强化学习在一定
程度上具备解决复杂问题的通用智能，并在很多任务上都取得了很大的成功．

https://nndl.github.io/

https://nndl.github.io/


14.2 基于值函数的学习方法 2021年 5月 18日 336

14.2 基于值函数的学习方法
值函数是对策略𝜋的评估．如果策略𝜋有限（即状态数和动作数都有限），

可以对所有的策略进行评估并选出最优策略𝜋∗．

∀𝑠, 𝜋∗ = argmax
𝜋

𝑉𝜋(𝑠). (14.22)

但这种方式在实践中很难实现．假设状态空间 𝒮和动作空间𝒜都是离散且有限
的，策略空间为 |𝒜||𝒮|，往往也非常大．

一种可行的方式是通过迭代的方法不断优化策略，直到选出最优策略．对于
一个策略𝜋(𝑎|𝑠)，其Q函数为𝑄𝜋(𝑠, 𝑎)，我们可以设置一个新的策略𝜋′(𝑎|𝑠)，

𝜋′(𝑎|𝑠) = {
1 if 𝑎 = argmax�̂� 𝑄𝜋(𝑠, ̂𝑎),

0 otherwise,
(14.23)

即𝜋′(𝑎|𝑠)为一个确定性的策略，也可以直接写为

𝜋′(𝑠) = argmax
𝑎

𝑄𝜋(𝑠, 𝑎). (14.24)

如果执行𝜋′，会有

参见习题14-2．∀𝑠, 𝑉𝜋′(𝑠) ≥ 𝑉𝜋(𝑠). (14.25)

根据公式 (14.25)，我们可以通过下面方式来学习最优策略：先随机初始化一
个策略，计算该策略的值函数，并根据值函数来设置新的策略，然后一直反复迭
代直到收敛．

基于值函数的策略学习方法中最关键的是如何计算策略𝜋的值函数，一般
有动态规划或蒙特卡罗两种计算方式．

14.2.1 动态规划算法
从贝尔曼方程可知，如果知道马尔可夫决策过程的状态转移概率𝑝(𝑠′|𝑠, 𝑎)

和奖励 𝑟(𝑠, 𝑎, 𝑠′)，我们直接可以通过贝尔曼方程来迭代计算其值函数．这种模型
已知的强化学习算法也称为基于模型的强化学习（Model-Based Reinforcement
Learning）算法，这里的模型就是指马尔可夫决策过程．

基于模型的强化学习，

也叫作模型相关的强

化学习，或有模型的强

化学习．在模型已知时，可以通过动态规划的方法来计算．常用的方法主要有策略迭
代算法和值迭代算法．
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14.2.1.1 策略迭代算法
策略迭代（Policy Iteration）算法中，每次迭代可以分为两步：
（1） 策略评估（Policy Evaluation）：计算当前策略下每个状态的值函数，

即算法14.1中的 3-6步．策略评估可以通过贝尔曼方程（公式 (14.18)）进行迭代
计算𝑉𝜋(𝑠)．

如果状态数有限，也可

以通过直接求解贝尔

曼方程来得到𝑉𝜋(𝑠)．
（2） 策略改进（Policy Improvement）：根据值函数来更新策略，即算

法14.1中的 7-8步．
策略迭代算法如算法14.1所示．

算法 14.1 策略迭代算法
输入:MDP五元组：𝒮,𝒜, 𝑃, 𝑟, 𝛾;

1 初始化：∀𝑠, ∀𝑎, 𝜋(𝑎|𝑠) = 1
|𝒜|
;

2 repeat
// 策略评估

3 repeat
4 根据贝尔曼方程（公式 (14.18)），计算𝑉𝜋(𝑠), ∀𝑠;
5 until ∀𝑠，𝑉𝜋(𝑠)收敛;

// 策略改进
6 根据公式 (14.19)，计算𝑄(𝑠, 𝑎);
7 ∀𝑠, 𝜋(𝑠) = argmax𝑎 𝑄(𝑠, 𝑎);
8 until ∀𝑠，𝜋(𝑠)收敛;
输出:策略𝜋

14.2.1.2 值迭代算法
策略迭代算法中的策略评估和策略改进是交替轮流进行，其中策略评估也

是通过一个内部迭代来进行计算，其计算量比较大．事实上，我们不需要每次计
算出每次策略对应的精确的值函数，也就是说内部迭代不需要执行到完全收敛．

值迭代（Value Iteration）算法将策略评估和策略改进两个过程合并，来直
接计算出最优策略．最优策略𝜋∗对应的值函数称为最优值函数，其中包括最优
状态值函数𝑉∗(𝑠)和最优状态-动作值函数𝑄∗(𝑠, 𝑎)，它们之间的关系为

𝑉∗(𝑠) = max
𝑎

𝑄∗(𝑠, 𝑎). (14.26)

根据贝尔曼方程，我们可以通过迭代的方式来计算最优状态值函数𝑉∗(𝑠)和
最优状态-动作值函数𝑄∗(𝑠, 𝑎)：

𝑉∗(𝑠) = max
𝑎

𝔼𝑠′∼𝑝(𝑠′|𝑠,𝑎)[𝑟(𝑠, 𝑎, 𝑠′) + 𝛾𝑉∗(𝑠′)], (14.27)
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𝑄∗(𝑠, 𝑎) = 𝔼𝑠′∼𝑝(𝑠′|𝑠,𝑎)[𝑟(𝑠, 𝑎, 𝑠′) + 𝛾max
𝑎′

𝑄∗(𝑠′, 𝑎′)], (14.28)

这两个公式称为贝尔曼最优方程（Bellman Optimality Equation）．

参见习题14-3．

值迭代算法通过直接优化贝尔曼最优方程（见公式 (14.27)），迭代计算最优
值函数．值迭代算法如算法14.2所示．

算法 14.2 值迭代算法
输入:MDP五元组：𝒮,𝒜, 𝑃, 𝑟, 𝛾;

1 初始化：∀𝑠 ∈ 𝒮, 𝑉(𝑠) = 0 ;
2 repeat

3 ∀𝑠, 𝑉(𝑠) ← max
𝑎

𝔼𝑠′∼𝑝(𝑠′ |𝑠,𝑎)[𝑟(𝑠, 𝑎, 𝑠′) + 𝛾𝑉(𝑠′)] ;

4 until ∀𝑠，𝑉(𝑠)收敛;
5 根据公式 (14.19)计算𝑄(𝑠, 𝑎);
6 ∀𝑠, 𝜋(𝑠) = argmax𝑎 𝑄(𝑠, 𝑎);
输出:策略𝜋

策略迭代算法 VS值迭代算法 在策略迭代算法中，每次迭代的时间复杂度最大
为𝑂(|𝒮|3|𝒜|3)，最大迭代次数为 |𝒜||𝒮|．而在值迭代算法中，每次迭代的时间复杂
度最大为𝑂(|𝒮|2|𝒜|)，但迭代次数要比策略迭代算法更多．

策略迭代算法是根据贝尔曼方程来更新值函数，并根据当前的值函数来改
进策略．而值迭代算法是直接使用贝尔曼最优方程来更新值函数，收敛时的值函
数就是最优的值函数，其对应的策略也就是最优的策略．

值迭代算法和策略迭代算法都需要经过非常多的迭代次数才能完全收敛．
在实际应用中，可以不必等到完全收敛．这样，当状态和动作数量有限时，经过有
限次迭代就可以收敛到近似最优策略．

基于模型的强化学习算法实际上是一种动态规划方法．在实际应用中有以
下两点限制：
（1）要求模型已知，即要给出马尔可夫决策过程的状态转移概率 𝑝(𝑠′|𝑠, 𝑎)

和奖励函数 𝑟(𝑠, 𝑎, 𝑠′)．但实际应用中这个要求很难满足．如果我们事先不知道模
型，那么可以先让智能体与环境交互来估计模型，即估计状态转移概率和奖励
函数．一个简单的估计模型的方法为R-max [Brafman et al., 2002]，通过随机游
走的方法来探索环境．每次随机一个策略并执行，然后收集状态转移和奖励的样
本．在收集一定的样本后，就可以通过统计或监督学习来重构出马尔可夫决策过
程．但是，这种基于采样的重构过程的复杂度也非常高，只能应用于状态数非常
少的场合．
（2）效率问题，即当状态数量较多时，算法效率比较低．但在实际应用中，很
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多问题的状态数量和动作数量非常多．比如，围棋有 19 × 19 = 361个位置，每个
位置有黑子、白子或无子三种状态，整个棋局有 3361 ≈ 10170种状态．动作（即落
子位置）数量为 361．不管是值迭代还是策略迭代，以当前计算机的计算能力，根
本无法计算．一种有效的方法是通过一个函数（比如神经网络）来近似计算值函
数，以减少复杂度，并提高泛化能力． 参见第14.2.4节．

14.2.2 蒙特卡罗方法
在很多应用场景中，马尔可夫决策过程的状态转移概率𝑝(𝑠′|𝑠, 𝑎)和奖励函

数 𝑟(𝑠, 𝑎, 𝑠′)都是未知的．在这种情况下，我们一般需要智能体和环境进行交互，
并收集一些样本，然后再根据这些样本来求解马尔可夫决策过程最优策略．这种
模型未知，基于采样的学习算法也称为模型无关的强化学习（Model-Free Rein-
forcement Learning）算法．

模型无关的强化学

习也叫作无模型的强

化学习．
Q函数𝑄𝜋(𝑠, 𝑎)是初始状态为 𝑠，并执行动作𝑎后所能得到的期望总回报： Q函数的定义参见公

式(14.19)．
𝑄𝜋(𝑠, 𝑎) = 𝔼𝜏∼𝑝(𝜏)[𝐺(𝜏𝑠0=𝑠,𝑎0=𝑎)], (14.29)

其中 𝜏𝑠0=𝑠,𝑎0=𝑎表示轨迹 𝜏的起始状态和动作为 𝑠, 𝑎．
如果模型未知，Q函数可以通过采样来进行计算，这就是蒙特卡罗方法．对

于一个策略 𝜋，智能体从状态 𝑠，执行动作 𝑎开始，然后通过随机游走的方法
来探索环境，并计算其得到的总回报．假设我们进行𝑁次试验，得到𝑁个轨
迹 𝜏(1), 𝜏(2),⋯ , 𝜏(𝑁)，其总回报分别为𝐺(𝜏(1)), 𝐺(𝜏(2)),⋯ ,𝐺(𝜏(𝑁))．Q函数可以
近似为

𝑄𝜋(𝑠, 𝑎) ≈ �̂�𝜋(𝑠, 𝑎) = 1
𝑁

𝑁
∑
𝑛=1

𝐺(𝜏(𝑛)𝑠0=𝑠,𝑎0=𝑎). (14.30)

当𝑁 → ∞时，�̂�𝜋(𝑠, 𝑎) → 𝑄𝜋(𝑠, 𝑎)．
在近似估计出Q函数 �̂�𝜋(𝑠, 𝑎)之后，就可以进行策略改进．然后在新的策略

下重新通过采样来估计Q函数，并不断重复，直至收敛．
利用和探索 但在蒙特卡罗方法中，如果采用确定性策略𝜋，每次试验得到的轨
迹是一样的，只能计算出𝑄𝜋(𝑠, 𝜋(𝑠))，而无法计算其他动作𝑎′的Q函数，因此也
无法进一步改进策略．这样情况仅仅是对当前策略的利用（exploitation），而缺
失了对环境的探索（exploration），即试验的轨迹应该尽可能覆盖所有的状态和
动作，以找到更好的策略．

这也可以看作一个多

臂赌博机问题．

为了平衡利用和探索，我们可以采用𝜖-贪心法（𝜖-greedy Method）．对于一
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个目标策略𝜋，其对应的 𝜖-贪心法策略为

𝜋𝜖(𝑠) = {
𝜋(𝑠), 按概率1 − 𝜖,

随机选择𝒜中的动作, 按概率𝜖.
(14.31)

这样，𝜖-贪心法将一个仅利用的策略转为带探索的策略．每次选择动作𝜋(𝑠)的概
率为 1 − 𝜖 + 𝜖

|𝒜|
，其他动作的概率为 𝜖

|𝒜|
．

同策略 在蒙特卡罗方法中，如果采样策略是𝜋𝜖(𝑠)，不断改进策略也是𝜋𝜖(𝑠)而
不是目标策略𝜋(𝑠)．这种采样与改进策略相同（即都是𝜋𝜖(𝑠)）的强化学习方法
叫作同策略（On-Policy）方法．
异策略 如果采样策略是𝜋𝜖(𝑠)，而优化目标是策略𝜋，可以通过重要性采样，引
入重要性权重来实现对目标策略𝜋的优化． 重要性采样参见

第11.5.3节．
这种采样与改进分别使用不同策略

的强化学习方法叫作异策略（Off-Policy）方法．

14.2.3 时序差分学习方法
蒙特卡罗方法一般需要拿到完整的轨迹，才能对策略进行评估并更新模型，

因此效率也比较低．时序差分学习（Temporal-Difference Learning）方法是蒙
特卡罗方法的一种改进，通过引入动态规划算法来提高学习效率 [Sutton et al.,
2018]．时序差分学习方法是模拟一段轨迹，每行动一步 (或者几步)，就利用贝尔
曼方程来评估行动前状态的价值．

当时序差分学习方法

中每次更新的动作数

为最大步数时，就等价

于蒙特卡罗方法．首先，将蒙特卡罗方法中Q函数 �̂�𝜋(𝑠, 𝑎)的估计改为增量计算的方式，假设
第𝑁次试验后值函数 �̂�𝜋

𝑁(𝑠, 𝑎)的平均为

�̂�𝜋
𝑁(𝑠, 𝑎) =

1
𝑁

𝑁
∑
𝑛=1

𝐺(𝜏(𝑛)𝑠0=𝑠,𝑎0=𝑎) (14.32)

= 1
𝑁 (𝐺(𝜏

(𝑁)
𝑠0=𝑠,𝑎0=𝑎) +

𝑁−1
∑
𝑛=1

𝐺(𝜏(𝑛)𝑠0=𝑠,𝑎0=𝑎)) (14.33)

= 1
𝑁 (𝐺(𝜏

(𝑁)
𝑠0=𝑠,𝑎0=𝑎) + (𝑁 − 1)�̂�𝜋

𝑁−1(𝑠, 𝑎)) (14.34)

= �̂�𝜋
𝑁−1(𝑠, 𝑎) +

1
𝑁 (𝐺(𝜏

(𝑁)
𝑠0=𝑠,𝑎0=𝑎) − �̂�𝜋

𝑁−1(𝑠, 𝑎)), (14.35)

其中 𝜏𝑠0=𝑠,𝑎0=𝑎表示轨迹 𝜏的起始状态和动作为 𝑠, 𝑎．
值函数 �̂�𝜋(𝑠, 𝑎)在第𝑁试验后的平均等于第𝑁 − 1试验后的平均加上一个

增量．更一般性地，我们将权重系数 1
𝑁
改为一个比较小的正数𝛼．这样每次采用

一个新的轨迹 𝜏𝑠0=𝑠,𝑎0=𝑎，就可以更新 �̂�𝜋(𝑠, 𝑎)．

�̂�𝜋(𝑠, 𝑎) ← �̂�𝜋(𝑠, 𝑎) + 𝛼(𝐺(𝜏𝑠0=𝑠,𝑎0=𝑎) − �̂�𝜋(𝑠, 𝑎)), (14.36)
https://nndl.github.io/
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其中增量 𝛿 ≜ 𝐺(𝜏𝑠0=𝑠,𝑎0=𝑎) − �̂�𝜋(𝑠, 𝑎)称为蒙特卡罗误差，表示当前轨迹的真实
回报 𝐺(𝜏𝑠0=𝑠,𝑎0=𝑎)与期望回报 �̂�𝜋(𝑠, 𝑎)之间的差距．

在公式(14.36)中，𝐺(𝜏𝑠0=𝑠,𝑎0=𝑎)为一次试验的完整轨迹所得到的总回报．为
了提高效率，可以借助动态规划的方法来计算𝐺(𝜏𝑠0=𝑠,𝑎0=𝑎)，而不需要得到完整
的轨迹． 贝尔曼方程参见公

式(14.21)．
从 𝑠, 𝑎开始，采样下一步的状态和动作 (𝑠′, 𝑎′)，并得到奖励 𝑟(𝑠, 𝑎, 𝑠′)，然

后利用贝尔曼方程来近似估计𝐺(𝜏𝑠0=𝑠,𝑎0=𝑎)，

𝐺(𝜏𝑠0=𝑠,𝑎0=𝑎,𝑠1=𝑠′,𝑎1=𝑎′) = 𝑟(𝑠, 𝑎, 𝑠′) + 𝛾𝐺(𝜏𝑠0=𝑠′,𝑎0=𝑎′) (14.37)

≊ 𝑟(𝑠, 𝑎, 𝑠′) + 𝛾�̂�𝜋(𝑠′, 𝑎′), (14.38)

其中 �̂�𝜋(𝑠′, 𝑎′)是当前的Q函数的近似估计． 参见习题14-4．

结合公式 (14.36)和公式 (14.38)，有

�̂�𝜋(𝑠, 𝑎) ← �̂�𝜋(𝑠, 𝑎) + 𝛼(𝑟(𝑠, 𝑎, 𝑠′) + 𝛾�̂�𝜋(𝑠′, 𝑎′) − �̂�𝜋(𝑠, 𝑎)), (14.39)

因此，更新 �̂�𝜋(𝑠, 𝑎)只需要知道当前状态 𝑠和动作𝑎、奖励 𝑟(𝑠, 𝑎, 𝑠′)、下一步的状
态 𝑠′和动作𝑎′．这种策略学习方法称为SARSA算法（State Action Reward State
Action，SARSA）[Rummery et al., 1994]．

SARSA算法的学习过程如算法14.3所示，其采样和优化的策略都是𝜋𝜖，因
此是一种同策略算法．为了提高计算效率，我们不需要对环境中所有的 𝑠, 𝑎组合
进行穷举，并计算值函数．只需要将当前的探索 (𝑠, 𝑎, 𝑟, 𝑠′, 𝑎′)中 𝑠′, 𝑎′作为下一次
估计的起始状态和动作．

算法 14.3 SARSA：一种同策略的时序差分学习算法
输入:状态空间𝒮，动作空间𝒜，折扣率 𝛾，学习率𝛼

1 ∀𝑠, ∀𝑎，随机初始化𝑄(𝑠, 𝑎);根据Q函数构建策略𝜋;
2 repeat
3 初始化起始状态 𝑠;选择动作𝑎 = 𝜋𝜖(𝑠) ; // 𝜋𝜖(𝑠)参见公式(14.31)
4 repeat
5 执行动作𝑎，得到即时奖励 𝑟和新状态 𝑠′;
6 在状态 𝑠′，选择动作𝑎′ = 𝜋𝜖(𝑠′);
7 𝑄(𝑠, 𝑎) ← 𝑄(𝑠, 𝑎) + 𝛼(𝑟 + 𝛾𝑄(𝑠′, 𝑎′) − 𝑄(𝑠, 𝑎)); // 更新Q函数
8 𝜋(𝑠) = argmax𝑎∈|𝒜| 𝑄(𝑠, 𝑎); // 更新策略
9 𝑠 ← 𝑠′, 𝑎 ← 𝑎′;
10 until 𝑠为终止状态;
11 until ∀𝑠, 𝑎，𝑄(𝑠, 𝑎)收敛;
输出:策略𝜋(𝑠)
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时序差分学习是强化学习的主要学习方法，其关键步骤就是在每次迭代中
优化Q函数来减少现实 𝑟 + 𝛾𝑄(𝑠′, 𝑎′)和预期𝑄(𝑠, 𝑎)的差距．这和动物学习的
机制十分相像． 多巴胺是一种神经传

导物质，传递开心、兴

奋有关的信息．

在大脑神经元中，多巴胺的释放机制和时序差分学习十分吻合．
[Schultz, 1998]的一个实验中，通过监测猴子大脑释放的多巴胺浓度，发现如果
猴子获得比预期更多的果汁，或者在没有预想到的时间喝到果汁,多巴胺释放大
增．如果没有喝到本来预期的果汁，多巴胺的释放就会大减．多巴胺的释放,来自
对于实际奖励和预期奖励的差异，而不是奖励本身．

时序差分学习方法和蒙特卡罗方法的主要不同为：蒙特卡罗方法需要一条
完整的路径才能知道其总回报，也不依赖马尔可夫性质；而时序差分学习方法只
需要一步，其总回报需要通过马尔可夫性质来进行近似估计．

14.2.3.1 Q学习
Q学习（Q-Learning）算法 [Watkins et al., 1992]是一种异策略的时序差分

学习方法．
事实上，Q学习算法
被提出的时间更早，

SARSA算法是Q学习
算法的改进．

在Q学习中，Q函数的估计方法为

𝑄(𝑠, 𝑎) ← 𝑄(𝑠, 𝑎) + 𝛼(𝑟 + 𝛾max
𝑎′

𝑄(𝑠′, 𝑎′) − 𝑄(𝑠, 𝑎)), (14.40)

相当于让𝑄(𝑠, 𝑎)直接去估计最优状态值函数𝑄∗(𝑠, 𝑎)．
与 SARSA算法不同，Q学习算法不通过𝜋𝜖来选下一步的动作𝑎′，而是直接

选最优的Q函数，因此更新后的Q函数是关于策略𝜋的，而不是策略𝜋𝜖的．
算法14.4给出了Q学习的学习过程．

算法 14.4 Q学习：一种异策略的时序差分学习算法
输入:状态空间𝒮，动作空间𝒜，折扣率 𝛾，学习率𝛼

1 ∀𝑠, ∀𝑎，随机初始化𝑄(𝑠, 𝑎);根据Q函数构建策略𝜋;
2 repeat
3 初始化起始状态 𝑠;
4 repeat
5 在状态 𝑠，选择动作𝑎 = 𝜋𝜖(𝑠);
6 执行动作𝑎，得到即时奖励 𝑟和新状态 𝑠′;
7 𝑄(𝑠, 𝑎) ← 𝑄(𝑠, 𝑎) + 𝛼(𝑟 + 𝛾max𝑎′ 𝑄(𝑠′, 𝑎′) − 𝑄(𝑠, 𝑎)); // 更新Q函数
8 𝑠 ← 𝑠′;
9 until 𝑠为终止状态;
10 until ∀𝑠, 𝑎，𝑄(𝑠, 𝑎)收敛;
输出:策略𝜋(𝑠) = argmax𝑎∈|𝒜| 𝑄(𝑠, 𝑎)

https://nndl.github.io/

https://nndl.github.io/


14.2 基于值函数的学习方法 2021年 5月 18日 343

14.2.4 深度Q网络
为了在连续的状态和动作空间中计算值函数𝑄𝜋(𝑠, 𝑎)，我们可以用一个函数

𝑄𝜙(𝒔, 𝒂)来表示近似计算，称为值函数近似（Value Function Approximation）．

𝑄𝜙(𝒔, 𝒂) ≈ 𝑄𝜋(𝑠, 𝑎), (14.41)

其中 𝒔, 𝒂分别是状态 𝑠和动作 𝑎的向量表示；函数𝑄𝜙(𝒔, 𝒂)通常是一个参数为𝜙
的函数，比如神经网络，输出为一个实数，称为Q网络（Q-network）．

如果动作为有限离散的𝑀个动作 𝑎1,⋯ , 𝑎𝑀，我们可以让Q网络输出一个
𝑀维向量，其中第𝑚维表示𝑄𝜙(𝒔, 𝑎𝑚)，对应值函数𝑄𝜋(𝑠, 𝑎𝑚)的近似值．

𝑄𝜙(𝒔) =
⎡
⎢
⎢
⎢
⎢
⎣

𝑄𝜙(𝒔, 𝑎1)

⋮

𝑄𝜙(𝒔, 𝑎𝑀)

⎤
⎥
⎥
⎥
⎥
⎦

≈
⎡
⎢
⎢
⎢
⎢
⎣

𝑄𝜋(𝑠, 𝑎1)

⋮

𝑄𝜋(𝑠, 𝑎𝑀)

⎤
⎥
⎥
⎥
⎥
⎦

. (14.42)

我们需要学习一个参数𝜙来使得函数𝑄𝜙(𝒔, 𝒂)可以逼近值函数𝑄𝜋(𝑠, 𝑎)．如
果采用蒙特卡罗方法，就直接让𝑄𝜙(𝒔, 𝒂)去逼近平均的总回报 �̂�𝜋(𝑠, 𝑎)；如果采
用时序差分学习方法，就让𝑄𝜙(𝒔, 𝒂)去逼近𝔼𝒔′,𝒂′[𝑟 + 𝛾𝑄𝜙(𝒔′, 𝒂′)]．

以Q学习为例，采用随机梯度下降，目标函数为

ℒ(𝑠, 𝑎, 𝑠′|𝜙) = (𝑟 + 𝛾max
𝑎′

𝑄𝜙(𝒔′, 𝒂′) − 𝑄𝜙(𝒔, 𝒂))
2
, (14.43)

其中 𝒔′, 𝒂′是下一时刻的状态 𝑠′和动作𝑎′的向量表示．
然而，这个目标函数存在两个问题：一是目标不稳定，参数学习的目标依赖

于参数本身；二是样本之间有很强的相关性．为了解决这两个问题，[Mnih et al.,
2015]提出了一种深度Q网络（Deep Q-Networks，DQN）．深度Q网络采取两
个措施：一是目标网络冻结（Freezing Target Networks），即在一个时间段内固
定目标中的参数，来稳定学习目标； 经验回放可以形象地

理解为在回忆中学习．
二是经验回放（Experience Replay），即构建

一个经验池（Replay Buffer）来去除数据相关性．经验池是由智能体最近的经历
组成的数据集．

训练时，随机从经验池中抽取样本来代替当前的样本用来进行训练．这样，
就打破了和相邻训练样本的相似性，避免模型陷入局部最优．经验回放在一定程
度上类似于监督学习．先收集样本，然后在这些样本上进行训练．深度Q网络的
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学习过程如算法14.5所示．
算法 14.5 带经验回放的深度Q网络

输入:状态空间𝒮，动作空间𝒜，折扣率 𝛾，学习率𝛼，参数更新间隔𝐶;
1 初始化经验池𝒟，容量为𝑁;
2 随机初始化𝑄网络的参数𝜙;
3 随机初始化目标𝑄网络的参数 ̂𝜙 = 𝜙;
4 repeat
5 初始化起始状态 𝑠;
6 repeat
7 在状态 𝑠，选择动作𝑎 = 𝜋𝜖;
8 执行动作𝑎，观测环境，得到即时奖励 𝑟和新的状态 𝑠′;
9 将 𝑠, 𝑎, 𝑟, 𝑠′放入𝒟中;
10 从𝒟中采样 𝑠𝑠, 𝑎𝑎, 𝑟𝑟, 𝑠𝑠′;

11 𝑦 = {
𝑟𝑟, 𝑠𝑠′为终止状态,

𝑟𝑟 + 𝛾max𝑎′ 𝑄 ̂𝜙(ss′, 𝒂′), 否则
;

12 以 (𝑦 − 𝑄𝜙(𝒔𝒔, 𝒂𝒂))
2为损失函数来训练𝑄网络;

13 𝑠 ← 𝑠′;
14 每隔𝐶步， ̂𝜙 ← 𝜙;
15 until 𝑠为终止状态;
16 until ∀𝑠, 𝑎，𝑄𝜙(𝒔, 𝒂)收敛;
输出: 𝑄网络𝑄𝜙(𝒔, 𝒂)

整体上，在基于值函数的学习方法中，策略一般为确定性策略．策略优化通
常都依赖于值函数，比如贪心策略 𝜋(𝑠) = argmax𝑎 𝑄(𝑠, 𝑎)．最优策略一般需要
遍历当前状态 s下的所有动作，并找出最优的𝑄(𝑠, 𝑎)．当动作空间离散但是很大
时，遍历求最大需要很高的时间复杂度；当动作空间是连续的并且𝑄(𝑠, 𝑎)非凸
时，也很难求解出最佳的策略．

14.3 基于策略函数的学习方法
强化学习的目标是学习到一个策略𝜋𝜃(𝑎|𝑠)来最大化期望回报．一种直接的

方法是在策略空间直接搜索来得到最佳策略，称为策略搜索（Policy Search）．
策略搜索本质是一个优化问题，可以分为基于梯度的优化和无梯度优化．策略搜
索和基于值函数的方法相比，策略搜索可以不需要值函数，直接优化策略．参数
化的策略能够处理连续状态和动作，可以直接学出随机性策略．

策略梯度（Policy Gradient）是一种基于梯度的强化学习方法．假设𝜋𝜃(𝑎|𝑠)
是一个关于𝜃的连续可微函数，我们可以用梯度上升的方法来优化参数𝜃使得目
https://nndl.github.io/
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标函数𝒥(𝜃)最大． 目标函数 𝒥(𝜃)参见公
式(14.11)．目标函数𝒥(𝜃)关于策略参数𝜃的导数为

𝜕𝒥(𝜃)
𝜕𝜃 = 𝜕

𝜕𝜃 ∫𝑝𝜃(𝜏)𝐺(𝜏)d𝜏 (14.44)

= ∫( 𝜕𝜕𝜃𝑝𝜃(𝜏))𝐺(𝜏)d𝜏 (14.45)

= ∫𝑝𝜃(𝜏) (
1

𝑝𝜃(𝜏)
𝜕
𝜕𝜃𝑝𝜃(𝜏))𝐺(𝜏)d𝜏 (14.46)

= ∫𝑝𝜃(𝜏) (
𝜕
𝜕𝜃 log𝑝𝜃(𝜏))𝐺(𝜏)d𝜏 (14.47)

= 𝔼𝜏∼𝑝𝜃(𝜏) [
𝜕
𝜕𝜃 log𝑝𝜃(𝜏)𝐺(𝜏)] , (14.48)

其中 𝜕
𝜕𝜃
log𝑝𝜃(𝜏)为函数 log𝑝𝜃(𝜏)关于 𝜃的偏导数．从公式 (14.48)中可以看出，

参数𝜃优化的方向是使得总回报𝐺(𝜏)越大的轨迹 𝜏的概率𝑝𝜃(𝜏)也越大．
𝜕
𝜕𝜃
log𝑝𝜃(𝜏)可以进一步分解为

𝜕
𝜕𝜃 log𝑝𝜃(𝜏) =

𝜕
𝜕𝜃 log(𝑝(𝑠0)

𝑇−1
∏
𝑡=0

𝜋𝜃(𝑎𝑡|𝑠𝑡)𝑝(𝑠𝑡+1|𝑠𝑡, 𝑎𝑡)) (14.49)

= 𝜕
𝜕𝜃 (log𝑝(𝑠0) +

𝑇−1
∑
𝑡=0

log𝜋𝜃(𝑎𝑡|𝑠𝑡) +
𝑇−1
∑
𝑡=0

log𝑝(𝑠𝑡+1|𝑠𝑡, 𝑎𝑡)) (14.50)

=
𝑇−1
∑
𝑡=0

𝜕
𝜕𝜃 log𝜋𝜃(𝑎𝑡|𝑠𝑡). (14.51)

可以看出，𝜕
𝜕𝜃
log𝑝𝜃(𝜏)是和状态转移概率无关，只和策略函数相关．

因此，策略梯度 𝜕𝒥(𝜃)
𝜕𝜃
可写为

𝜕𝒥(𝜃)
𝜕𝜃 = 𝔼𝜏∼𝑝𝜃(𝜏) [(

𝑇−1
∑
𝑡=0

𝜕
𝜕𝜃 log𝜋𝜃(𝑎𝑡|𝑠𝑡))𝐺(𝜏)] 𝐺(𝜏) =

𝑇−1
∑
𝑡=0

𝛾𝑡𝑟𝑡+1.

= 𝔼𝜏∼𝑝𝜃(𝜏) [(
𝑇−1
∑
𝑡=0

𝜕
𝜕𝜃 log𝜋𝜃(𝑎𝑡|𝑠𝑡)) (𝐺(𝜏0∶𝑡) + 𝛾𝑡𝐺(𝜏𝑡∶𝑇))]

= 𝔼𝜏∼𝑝𝜃(𝜏) [
𝑇−1
∑
𝑡=0

( 𝜕𝜕𝜃 log𝜋𝜃(𝑎𝑡|𝑠𝑡)𝛾
𝑡𝐺(𝜏𝑡∶𝑇))] , 时刻 𝑡之前的回报和时

刻 𝑡之后的动作无关，
参见习题14-6．

(14.52)

(14.53)

(14.54)

其中𝐺(𝜏𝑡∶𝑇)为从时刻 𝑡作为起始时刻收到的总回报

𝐺(𝜏𝑡∶𝑇) =
𝑇−1
∑
𝑡′=𝑡

𝛾𝑡′−𝑡𝑟𝑡′+1. (14.55)
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14.3.1 REINFORCE算法
公式 (14.54)中，期望可以通过采样的方法来近似．根据当前策略 𝜋𝜃，通

过随机游走的方式来采集多个轨迹 𝜏(1), 𝜏(2),⋯ , 𝜏(𝑁)，其中每一条轨迹 𝜏(𝑛) =
𝑠(𝑛)0 , 𝑎(𝑛)0 , 𝑠(𝑛)1 , 𝑎(𝑛)1 ,⋯．这样，策略梯度 𝜕𝒥(𝜃)

𝜕𝜃
可以写为

𝜕𝒥(𝜃)
𝜕𝜃 ≈ 1

𝑁
𝑁
∑
𝑛=1

(
𝑇−1
∑
𝑡=0

𝜕
𝜕𝜃 log𝜋𝜃(𝑎

(𝑛)
𝑡 |𝑠(𝑛)𝑡 )𝛾𝑡𝐺𝜏(𝑛)𝑡∶𝑇

) . (14.56)

结合随机梯度上升算法，我们可以每次采集一条轨迹，计算每个时刻的梯度
并更新参数，这称为REINFORCE算法[Williams, 1992]，如算法14.6所示．

算法 14.6 REINFORCE算法
输入:状态空间𝒮，动作空间𝒜，可微分的策略函数𝜋𝜃(𝑎|𝑠)，折扣率𝛾，学习率𝛼;

1 随机初始化参数𝜃;
2 repeat
3 根据策略𝜋𝜃(𝑎|𝑠)生成一条轨迹：𝜏 = 𝑠0, 𝑎0, 𝑠1, 𝑎1,⋯ , 𝑠𝑇−1, 𝑎𝑇−1, 𝑠𝑇 ;
4 for t=0 to T do
5 计算𝐺(𝜏𝑡∶𝑇 );
6 𝜃 ← 𝜃 + 𝛼𝛾𝑡𝐺(𝜏𝑡∶𝑇 )

𝜕
𝜕𝜃
log𝜋𝜃(𝑎𝑡|𝑠𝑡) ; // 更新策略函数参数

7 end
8 until 𝜋𝜃收敛;
输出:策略𝜋𝜃

14.3.2 带基准线的REINFORCE算法
REINFORCE算法的一个主要缺点是不同路径之间的方差很大，导致训练

不稳定，这是在高维空间中使用蒙特卡罗方法的通病．一种减少方差的通用方法
是引入一个控制变量．假设要估计函数𝑓的期望，为了减少𝑓的方差，我们引入一
个已知期望的函数𝑔，令

̂𝑓 = 𝑓 − 𝛼(𝑔 − 𝔼[𝑔]). (14.57)

因为𝔼[ ̂𝑓] = 𝔼[𝑓]，我们可以用 ̂𝑓的期望来估计函数𝑓的期望，同时利用函数 𝑔来
减小 ̂𝑓的方差．

函数 ̂𝑓的方差为

var( ̂𝑓) = var(𝑓) − 2𝛼 cov(𝑓, 𝑔) + 𝛼2 var(𝑔), (14.58)

https://nndl.github.io/

https://nndl.github.io/


14.3 基于策略函数的学习方法 2021年 5月 18日 347

其中 var(⋅)和 cov(⋅, ⋅)分别表示方差和协方差．
如果要使得 var( ̂𝑓)最小，令 𝜕 var( ̂𝑓)

𝜕𝛼
= 0，得到

𝛼 = cov(𝑓, 𝑔)
var(𝑔) . (14.59)

因此，

var( ̂𝑓) = (1 − cov(𝑓, 𝑔)2
var(𝑔) var(𝑓)) var(𝑓) (14.60)

= (1 − corr(𝑓, 𝑔)2) var(𝑓), (14.61)

其中 corr(𝑓, 𝑔)为函数𝑓和𝑔的相关性．如果相关性越高，则 ̂𝑓的方差越小．
带基准线的REINFORCE算法 在每个时刻 𝑡，其策略梯度为

𝜕𝒥𝑡(𝜃)
𝜕𝜃 = 𝔼𝑠𝑡 [𝔼𝑎𝑡[𝛾𝑡𝐺(𝜏𝑡∶𝑇)

𝜕
𝜕𝜃 log𝜋𝜃(𝑎𝑡|𝑠𝑡)]] . (14.62)

为了减小策略梯度的方差，我们引入一个和𝑎𝑡无关的基准函数𝑏(𝑠𝑡)，
𝜕 ̂𝒥𝑡(𝜃)
𝜕𝜃 = 𝔼𝑠𝑡 [𝔼𝑎𝑡[𝛾𝑡(𝐺(𝜏𝑡∶𝑇) − 𝑏(𝑠𝑡))

𝜕
𝜕𝜃 log𝜋𝜃(𝑎𝑡|𝑠𝑡)]] . (14.63)

因为𝑏(𝑠𝑡)和𝑎𝑡无关，有

𝔼𝑎𝑡[𝑏(𝑠𝑡)
𝜕
𝜕𝜃 log𝜋𝜃(𝑎𝑡|𝑠𝑡)] = ∫

𝑎𝑡
(𝑏(𝑠𝑡)

𝜕
𝜕𝜃 log𝜋𝜃(𝑎𝑡|𝑠𝑡))𝜋𝜃(𝑎𝑡|𝑠𝑡)d𝑎𝑡

= ∫
𝑎𝑡
𝑏(𝑠𝑡)

𝜕
𝜕𝜃𝜋𝜃(𝑎𝑡|𝑠𝑡)𝑑𝑎𝑡

= 𝜕
𝜕𝜃𝑏(𝑠𝑡)∫𝑎𝑡

𝜋𝜃(𝑎𝑡|𝑠𝑡)d𝑎𝑡 ∫𝑎𝑡 𝜋𝜃(𝑎𝑡|𝑠𝑡)d𝑎𝑡 = 1.

= 𝜕
𝜕𝜃 (𝑏(𝑠𝑡) ⋅ 1) = 0.

(14.64)

(14.65)

(14.66)

(14.67)

因此，𝜕 ̂𝒥𝑡(𝜃)
𝜕𝜃 = 𝜕𝒥𝑡(𝜃)

𝜕𝜃 ．

为了有效减小方差，𝑏(𝑠𝑡)和𝐺(𝜏𝑡∶𝑇)越相关越好，一个很自然的选择是令
𝑏(𝑠𝑡)为值函数 𝑉𝜋𝜃(𝑠𝑡)．但是由于值函数未知，我们可以用一个可学习的函数
𝑉𝜙(𝑠𝑡)来近似值函数，目标函数为

ℒ(𝜙|𝑠𝑡, 𝜋𝜃) = (𝑉𝜋𝜃(𝑠𝑡) − 𝑉𝜙(𝑠𝑡))
2
, (14.68)

其中𝑉𝜋𝜃(𝑠𝑡) = 𝔼[𝐺(𝜏𝑡∶𝑇)]也用蒙特卡罗方法进行估计．采用随机梯度下降法，
参数𝜙的梯度为

𝜕ℒ(𝜙|𝑠𝑡, 𝜋𝜃)
𝜕𝜙 = −(𝐺(𝜏𝑡∶𝑇) − 𝑉𝜙(𝑠𝑡))

𝜕𝑉𝜙(𝑠𝑡)
𝜕𝜙 . (14.69)
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策略函数参数𝜃的梯度为
𝜕 ̂𝒥𝑡(𝜃)
𝜕𝜃 = 𝔼𝑠𝑡 [𝔼𝑎𝑡[𝛾𝑡(𝐺(𝜏𝑡∶𝑇) − 𝑉𝜙(𝑠𝑡))

𝜕
𝜕𝜃 log𝜋𝜃(𝑎𝑡|𝑠𝑡)]] . (14.70)

算法14.7给出了带基准线的REINFORCE算法．
算法 14.7 带基准线的REINFORCE算法

输入:状态空间𝒮，动作空间𝒜，可微分的策略函数𝜋𝜃(𝑎|𝑠)，可微分的状态值
函数𝑉𝜙(𝑠)，折扣率 𝛾，学习率𝛼，𝛽;

1 随机初始化参数𝜃,𝜙;
2 repeat
3 根据策略𝜋𝜃(𝑎|𝑠)生成一条轨迹：𝜏 = 𝑠0, 𝑎0, 𝑠1, 𝑎1,⋯ , 𝑠𝑇−1, 𝑎𝑇−1, 𝑠𝑇 ;
4 for t=0 to T do
5 计算𝐺(𝜏𝑡∶𝑇 );
6 𝛿 ← 𝐺(𝜏𝑡∶𝑇 ) − 𝑉𝜙(𝑠𝑡);
7 𝜙 ← 𝜙 + 𝛽𝛿 𝜕

𝜕𝜙
𝑉𝜙(𝑠𝑡) ; // 更新值函数参数

8 𝜃 ← 𝜃 + 𝛼𝛾𝑡𝛿 𝜕
𝜕𝜃
log𝜋𝜃(𝑎𝑡|𝑠𝑡) ; // 更新策略函数参数

9 end
10 until 𝜋𝜃收敛;
输出:策略𝜋𝜃

14.4 演员-评论员算法
在REINFORCE算法中，每次需要根据一个策略采集一条完整的轨迹，并计

算这条轨迹上的回报．这种采样方式的方差比较大，学习效率也比较低．我们可
以借鉴时序差分学习的思想， 参见第14.2.3节．使用动态规划方法来提高采样的效率，即从状态 𝑠
开始的总回报可以通过当前动作的即时奖励 𝑟(𝑠, 𝑎, 𝑠′)和下一个状态 𝑠′的值函数
来近似估计．

演员-评论员算法（Actor-Critic Algorithm）是一种结合策略梯度和时序差
分学习的强化学习方法．其中演员（Actor）是指策略函数𝜋𝜃(𝑎|𝑠)，即学习一个
策略来得到尽量高的回报，评论员（Critic）是指值函数𝑉𝜙(𝑠)，对当前策略的值
函数进行估计，即评估演员的好坏．借助于值函数，演员-评论员算法可以进行单
步更新参数，不需要等到回合结束才进行更新．

在演员-评论员算法中的策略函数 𝜋𝜃(𝑠, 𝑎)和值函数 𝑉𝜙(𝑠)都是待学习的函
数，需要在训练过程中同时学习．

假设从时刻 𝑡开始的回报𝐺(𝜏𝑡∶𝑇)，我们用下面公式近似计算：
̂𝐺(𝜏𝑡∶𝑇) = 𝑟𝑡+1 + 𝛾𝑉𝜙(𝑠𝑡+1), (14.71)

https://nndl.github.io/
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其中 𝑠𝑡+1是 𝑡 + 1时刻的状态，𝑟𝑡+1是即时奖励．
在每步更新中，分别进行策略函数𝜋𝜃(𝑠, 𝑎)和值函数𝑉𝜙(𝑠)的学习．一方面，

更新参数𝜙使得值函数𝑉𝜙(𝑠𝑡)接近于估计的真实回报 ̂𝐺(𝜏𝑡∶𝑇)，即

min
𝜙

( ̂𝐺(𝜏𝑡∶𝑇) − 𝑉𝜙(𝑠𝑡))
2
, (14.72)

另一方面，将值函数𝑉𝜙(𝑠𝑡)作为基线函数来更新参数𝜃，减少策略梯度的方差，即

𝜃 ← 𝜃 + 𝛼𝛾𝑡( ̂𝐺(𝜏𝑡∶𝑇) − 𝑉𝜙(𝑠𝑡))
𝜕
𝜕𝜃 log𝜋𝜃(𝑎𝑡|𝑠𝑡). (14.73)

在每步更新中，演员根据当前的环境状态 𝑠和策略𝜋𝜃(𝑎|𝑠)去执行动作𝑎，环
境状态变为 𝑠′，并得到即时奖励 𝑟．评论员（值函数𝑉𝜙(𝑠)）根据环境给出的真实
奖励和之前标准下的打分 (𝑟+𝛾𝑉𝜙(𝑠′))，来调整自己的打分标准，使得自己的评分
更接近环境的真实回报．演员则跟据评论员的打分，调整自己的策略𝜋𝜃，争取下
次做得更好．开始训练时，演员随机表演，评论员随机打分．通过不断的学习，评
论员的评分越来越准，演员的动作越来越好．

算法14.8给出了演员-评论员算法的训练过程． 参见习题14-7．

算法 14.8 演员-评论员算法
输入:状态空间𝒮，动作空间𝒜，可微分的策略函数𝜋𝜃(𝑎|𝑠)，可微分的状态值

函数𝑉𝜙(𝑠)，折扣率 𝛾，学习率𝛼 > 0，𝛽 > 0;
1 随机初始化参数𝜃,𝜙;
2 repeat
3 初始化起始状态 𝑠; 𝜆 = 1;
4 repeat
5 在状态 𝑠，选择动作𝑎 = 𝜋𝜃(𝑎|𝑠);
6 执行动作𝑎，得到即时奖励 𝑟和新状态 𝑠′;
7 𝛿 ← 𝑟 + 𝛾𝑉𝜙(𝑠′) − 𝑉𝜙(𝑠);
8 𝜙 ← 𝜙 + 𝛽𝛿 𝜕

𝜕𝜙
𝑉𝜙(𝑠) ; // 更新值函数参数

9 𝜃 ← 𝜃 + 𝛼𝜆𝛿 𝜕
𝜕𝜃
log𝜋𝜃(𝑎|𝑠) ; // 更新策略函数参数

10 𝜆 ← 𝛾𝜆;
11 𝑠 ← 𝑠′;
12 until 𝑠为终止状态;
13 until 𝜃收敛;
输出:策略𝜋𝜃

虽然带基准线的REINFORCE算法也同时学习策略函数和值函数，但是它
并不是一种演员-评论员算法．因为其中值函数只是用作基线函数以减少方差，
并不用来估计回报（即评论员的角色）．
https://nndl.github.io/
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14.5 总结和深入阅读
强化学习是一种十分吸引人的机器学习方法，通过智能体不断与环境进行

交互，并根据经验调整其策略来最大化其长远的所有奖励的累积值．相比其他机
器学习方法，强化学习更接近生物学习的本质，可以应对多种复杂的场景，从而
更接近通用人工智能系统的目标．

强化学习和监督学习的区别在于：1）强化学习的样本通过不断与环境进行
交互产生，即试错学习，而监督学习的样本由人工收集并标注；2）强化学习的反
馈信息只有奖励，并且是延迟的，而监督学习需要明确的指导信息（每一个状态
对应的动作）．

现代强化学习可以追溯到两个来源：一个是心理学中的行为主义理论，即有
机体如何在环境给予的奖励或惩罚的刺激下，逐步形成对刺激的预期，产生能获
得最大利益的习惯性行为；另一个是控制论领域的最优控制问题，即在满足一定
约束条件下，寻求最优控制策略，使得性能指标取极大值或极小值．

强化学习的算法非常多，大体上可以分为基于值函数的方法（包括动态规
划、时序差分学习等）、基于策略函数的方法（包括策略梯度等）以及融合两者
的方法．不同算法之间的关系如图14.4所示．

强化学习

策略搜索

无梯度方法 策略梯度方法

REINFORCE算法

值函数估计

蒙特卡罗方法

时序差分学习方法

SARSA算法
Q学习算法

动态规划算法

策略迭代算法
值迭代算法

演员-评论员算法

图 14.4 不同强化学习算法之间的关系

一般而言，基于值函数的方法在策略更新时可能会导致值函数的改变比较
大，对收敛性有一定影响，而基于策略函数的方法在策略更新时更加更平稳些．
但后者因为策略函数的解空间比较大，难以进行充分的采样，导致方差较大，并
容易收敛到局部最优解．演员-评论员算法通过融合两种方法，取长补短，有着更
好的收敛性．
https://nndl.github.io/
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这些不同的强化学习算法的优化步骤都可以分为 3步：1）执行策略，生成样
本；2）估计回报；3）更新策略．表14.1给出了 4种典型的强化学习算法（SARSA、
Q学习、REINFORCE、演员-评论员算法）优化步骤的比较．

表 14.1 4种强化学习算法优化步骤的比较

算法 步骤

SARSA

（1）执行策略，生成样本：𝑠, 𝑎, 𝑟, 𝑠′, 𝑎′

（2）估计回报：𝑄(𝑠, 𝑎) ← 𝑄(𝑠, 𝑎) + 𝛼(𝑟 + 𝛾𝑄(𝑠′, 𝑎′) − 𝑄(𝑠, 𝑎))

（3）更新策略：𝜋(𝑠) = argmax𝑎∈|𝒜| 𝑄(𝑠, 𝑎)

Q学习
（1）执行策略，生成样本：𝑠, 𝑎, 𝑟, 𝑠′

（2）估计回报：𝑄(𝑠, 𝑎) ← 𝑄(𝑠, 𝑎) + 𝛼(𝑟 + 𝛾max𝑎′ 𝑄(𝑠′, 𝑎′) − 𝑄(𝑠, 𝑎))

（3）更新策略：𝜋(𝑠) = argmax𝑎∈|𝒜| 𝑄(𝑠, 𝑎)

REINFORCE

（1）执行策略，生成样本：𝜏 = 𝑠0, 𝑎0, 𝑠1, 𝑎1,⋯

（2）估计回报：𝐺(𝜏) =
𝑇−1
∑
𝑡=0

𝑟𝑡+1

（3）更新策略：𝜃 ← 𝜃 +∑𝑇−1
𝑡=0 (

𝜕
𝜕𝜃
log𝜋𝜃(𝑎𝑡|𝑠𝑡)𝛾𝑡𝐺(𝜏𝑡∶𝑇 ))

演员-评论员
（1）执行策略，生成样本：𝑠, 𝑎, 𝑠′, 𝑟
（2）估计回报：𝐺(𝑠) = 𝑟 + 𝛾𝑉𝜙(𝑠′)

（3）更新策略：
𝜙 ← 𝜙 + 𝛽(𝐺(𝑠) − 𝑉𝜙(𝑠))

𝜕
𝜕𝜙
𝑉𝜙(𝑠)

𝜆 ← 𝛾𝜆
𝜃 ← 𝜃 + 𝛼𝜆(𝐺(𝑠) − 𝑉𝜙(𝑠))

𝜕
𝜕𝜃
log𝜋𝜃(𝑎|𝑠)

强化学习的主要参考文献为《Reinforcement Learning: An Introduction》
[Sutton et al., 2018]．

在深度强化学习方面，DeepMind的Mnih et al.在 2013年提出了第一个强
化学习和深度学习结合的模型：深度Q网络（DQN）[Mnih et al., 2015]．虽然
DQN模型相对比较简单，只是面向有限的动作空间，但依然在Atari游戏上取得
了很大的成功，超越了人类水平．之后，深度强化学习开始快速发展．一些基于
DQN的改进包括双Q网络 [Van Hasselt et al., 2016]、优先级经验回放 [Schaul
et al., 2015]、决斗网络 [Wang et al., 2015]等．

目前，深度强化学习更多是同时使用策略网络和值网络来近似策略函数和
值函数．在演员-评论员算法的基础上，[Silver et al., 2014]将策略梯度的思想推
广到确定性的策略上，提出了确定性策略梯度（Deterministic Policy Gradient，
https://nndl.github.io/
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DPG）算法．策略函数为状态到动作的映射 𝑎 = 𝜋𝜃(𝑠)．采用确定性策略的一个
好处是方差会变得很小，提高收敛性．确定性策略的缺点是对环境的探索不足，
这可以通过异策略的方法解决．[Lillicrap et al., 2015]进一步在DPG算法的基
础上，利用DQN来估计值函数，提出深度确定性策略梯度（Deep Determinis-
tic Policy Gradient，DDPG）算法．DDPG算法可以适合连续的状态和动作空
间．[Mnih et al., 2016]利用分布式计算的思想提出了异步优势的演员-评论员
（Asynchronous Advantage Actor-Critic，A3C）算法．在A3C算法中，有多个并
行的环境，每个环境中都有一个智能体执行各自的动作并计算累计的参数梯度．
在一定步数后进行累计，利用累计的参数梯度去更新所有智能体共享的全局参
数．因为不同环境中的智能体可以使用不同的探索策略，会导致经验样本之间的
相关性较小，所以能够提高学习效率．

除了本章中介绍的标准强化学习问题之外，还存在一些更加泛化的强化学
习问题．
部分可观测马尔可夫决策过程 部分可观测马尔可夫决策过程（Partially Ob-
servable Markov Decision Processes，POMDP）是一个马尔可夫决策过程的泛
化．POMDP依然具有马尔可夫性质，但是假设智能体无法感知环境的状态 𝑠，只
能知道部分观测值 𝑜．比如在自动驾驶中，智能体只能感知传感器采集的有限的
环境信息．

POMDP可以用一个 7元组描述：(𝒮,𝒜, 𝑇, 𝑅,Ω,𝒪, 𝛾)，其中𝒮表示状态空间，
为隐变量，𝒜为动作空间，𝑇(𝑠′|𝑠, 𝑎)为状态转移概率，𝑅为奖励函数，Ω(𝑜|𝑠, 𝑎)为
观测概率，𝒪为观测空间，𝛾为折扣系数．
逆向强化学习 强化学习的基础是智能体可以和环境进行交互，得到奖励．但
在某些情况下，智能体无法从环境得到奖励，只有一组轨迹示例（Demonstra-
tion）．比如在自动驾驶中，我们可以得到司机的一组轨迹数据，但并不知道司机
在每个时刻得到的即时奖励．虽然我们可以用监督学习来解决，称为行为克隆．
但行为克隆只是学习司机的行为，并没有深究司机行为的动机．

逆向强化学习（Inverse Reinforcement Learning，IRL）就是指一个不带奖
励的马尔可夫决策过程，通过给定的一组专家（或教师）的行为轨迹示例来逆向
估计出奖励函数 𝑟(𝑠, 𝑎, 𝑠′)来解释专家的行为，然后再进行强化学习．
分层强化学习 分层强化学习（Hierarchical Reinforcement Learning，HRL）
是指将一个复杂的强化学习问题分解成多个小的、简单的子问题 [Barto et al.,
2003]，每个子问题都可以单独用马尔可夫决策过程来建模．这样，我们可以将智
能体的策略分为高层次策略和低层次策略，高层次策略根据当前状态决定如何
执行低层次策略．这样，智能体就可以解决一些非常复杂的任务．

https://nndl.github.io/
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习题

习题 14-1 让一个智能体通过强化学习来学习走迷宫，如果智能体走出迷宫，奖
励为+1，其他状态奖励为 0．智能体的目标是最大化期望回报． 参见公式(14.11)．当折扣率 𝛾 = 1
时，智能体是否能学会走迷宫的技巧？如何改进？
习题 14-2 证明公式 (14.25)．
习题 14-3 证明公式 (14.27)和公式 (14.28)会收敛到最优解．
习题 14-4 比较证明公式 (14.21)和公式 (14.38)的不同之处．
习题 14-5 分析SARSA算法和Q学习算法的不同．
习题 14-6 证明公式 (14.54)．
习题14-7 在演员-评论员算法和生成对抗网络中都有两个可学习的模型，其中一
个模型用来评估另一个模型的质量．请分析演员-评论员算法和生成对抗网络在
学习方式上的异同点．
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第 15章 序列生成模型

人类语言似乎是一种独特的现象，在动物世界中没有显著

类似的存在．

——诺姆·乔姆斯基（Noam Chomsky）
美国语言学家、哲学家

在深度学习的应用中，有很多数据是以序列的形式存在，比如声音、语言、视
频、DNA序列或者其他的时序数据等．以自然语言为例，一个句子可以看作符合
一定自然语言规则的词（word）的序列． 这里假定语言的最基

本单位为词（word），
当然也可以为字或字

母（character）．

在认知心理学上有一个经典的实验，让
一个人看下面两个句子：

面包上涂黄油，

面包上涂袜子．

后一个句子在人脑进行语义整合时需要更多的处理时间，说明后一个句子更不
符合自然语言规则．这些语言规则包含非常复杂的语法和语义的组合关系，我们
很难显式地建模这些规则．为了有效地描述自然语言规则，我们可以从统计的角
度来建模．将一个长度为𝑇的文本序列看作一个随机事件𝑋1∶𝑇 = ⟨𝑋1,⋯ , 𝑋𝑇 ⟩，
其中每个位置上的变量𝑋𝑡的样本空间为一个给定的词表（vocabulary）𝒱，整个
序列𝒙1∶𝑇的样本空间为 |𝒱|𝑇．在某种程度上，自然语言也确实有很多随机因素．
比如当我们称赞一个人漂亮时，可以说“美丽”“帅”或者“好看”等．当不指定使用
场合时，这几个词可以交替使用，具体使用哪个词相当于一个随机事件．一个文
本序列的概率大小可以用来评估它符合自然语言规则的程度．

给定一个序列样本𝒙1∶𝑇 = 𝑥1, 𝑥2,⋯ , 𝑥𝑇，其概率是𝑇个词的联合概率： 在本章中，我们用𝑋𝑡
表示位置 𝑡上的随机变
量，𝒙1∶𝑇表示一个序列
样本，𝑥𝑡表示一个序列
样本在位置 𝑡上的值．

𝑝(𝒙1∶𝑇) ≜ 𝑃(𝑿1∶𝑇 = 𝒙1∶𝑇) (15.1)

= 𝑃(𝑋1 = 𝑥1, 𝑋2 = 𝑥2,⋯ , 𝑋𝑇 = 𝑥𝑇). (15.2)
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和一般的概率模型类似，序列概率模型有两个基本问题．1）概率密度估计：
给定一组序列数据，估计这些数据背后的概率分布；2）样本生成：从已知的序列
分布中生成新的序列样本．

序列数据一般可以通过概率图模型来建模序列中不同变量之间的依赖关
系． 不失一般性，本章以自

然语言为例来介绍序

列概率模型．

本章主要介绍在序列数据上经常使用的一种模型：自回归生成模型（Au-
toRegressive Generative Model）．

15.1 序列概率模型
序列数据有两个特点：1）样本是变长的；2）样本空间非常大．对于一个长度

为𝑇的序列，其样本空间为 |𝒱|𝑇．因此，我们很难用已知的概率模型来直接建模
整个序列的概率．

根据概率的乘法公式，序列𝒙1∶𝑇的概率可以写为

𝑝(𝒙1∶𝑇) = 𝑝(𝑥1)𝑝(𝑥2|𝑥1)𝑝(𝑥3|𝒙1∶2)⋯𝑝(𝑥𝑡|𝒙1∶(𝑡−1)) (15.3)

=
𝑇
∏
𝑡=1

𝑝(𝑥𝑡|𝒙1∶(𝑡−1)), (15.4)

其中𝑥𝑡 ∈ 𝒱, 𝑡 ∈ {1,⋯ , 𝑇}为词表𝒱中的一个词，𝑝(𝑥1|𝑥0) = 𝑝(𝑥1)．
因此，序列数据的概率密度估计问题可以转换为单变量的条件概率估计问

题，即给定𝒙1∶(𝑡−1)时𝑥𝑡的条件概率𝑝(𝑥𝑡|𝒙1∶(𝑡−1))．
给定一个包含𝑁个序列数据的数据集𝒟 = {𝒙(𝑛)1∶𝑇𝑛 }

𝑁
𝑛=1，序列概率模型需要

学习一个模型𝑝𝜃(𝑥|𝒙1∶(𝑡−1))来最大化整个数据集的对数似然函数，即

max
𝜃

𝑁
∑
𝑛=1

log𝑝𝜃(𝒙(𝑛)1∶𝑇𝑛) = max
𝜃

𝑁
∑
𝑛=1

𝑇𝑛
∑
𝑡=1

log𝑝𝜃(𝑥(𝑛)𝑡 |𝒙(𝑛)1∶(𝑡−1)). (15.5)

在这种序列模型方式中，每一步都需要将前面的输出作为当前步的输入，是
一种自回归（AutoRegressive）的方式． 自回归模型参见

第6.1.2节．
因此这一类模型也称为自回归生成模型

（AutoRegressive Generative Model）．
由于𝑋𝑡 ∈ 𝒱为离散变量，我们可以假设条件概率𝑝𝜃(𝑥𝑡|𝒙1∶(𝑡−1))服从多项

分布，然后通过不同的模型来估计．
多项分布参见

第D.2.2.1节．本章主要介绍两种比较主流的自回归生成模
型：N元统计模型和深度序列模型．

https://nndl.github.io/

https://nndl.github.io/
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15.1.1 序列生成
一旦通过最大似然估计训练了模型𝑝𝜃(𝑥|𝒙1∶(𝑡−1))，就可以通过时间顺序来

生成一个完整的序列样本．令 ̂𝑥𝑡为在第 𝑡步根据分布𝑝𝜃(𝑥|�̂�1∶(𝑡−1))生成的词，

̂𝑥𝑡 ∼ 𝑝𝜃(𝑥|�̂�1∶(𝑡−1)), (15.6)

其中 �̂�1∶(𝑡−1) = ̂𝑥1,⋯ , ̂𝑥𝑡−1为前面 𝑡 − 1步中生成的前缀序列．
自回归的方式可以生成一个无限长度的序列．为了避免这种情况，通常会设

置一个特殊的符号 ⟨𝐸𝑂𝑆⟩来表示序列的结束．在训练时，每个序列样本的结尾都
加上符号 ⟨𝐸𝑂𝑆⟩．在测试时，一旦生成了符号 ⟨𝐸𝑂𝑆⟩，就中止生成过程．
束搜索 当使用自回归模型生成一个最可能的序列时，生成过程是一种从左到
右的贪婪式搜索过程．在每一步都生成最可能的词，

̂𝑥𝑡 = argmax
𝑥∈𝒱

𝑝𝜃(𝑥|�̂�1∶(𝑡−1)), (15.7)

其中 �̂�1∶(𝑡−1) = ̂𝑥1,⋯ , ̂𝑥𝑡−1为前面 𝑡 − 1步中生成的前缀序列．
这种贪婪式的搜索方式是次优的，生成的序列 �̂�1∶𝑇并不保证是全局最优的．

𝑇
∏
𝑡=1

max
𝑥𝑡∈𝒱

𝑝𝜃(𝑥𝑡|�̂�1∶(𝑡−1)) ≤ max
𝒙1∶𝑇∈𝒱𝑇

𝑇
∏
𝑡=1

𝑝𝜃(𝑥|𝒙1∶(𝑡−1)). (15.8)

一种常用的减少搜索错误的启发式方法是束搜索（Beam Search）． 束搜索也经常称为集

束搜索或柱搜索．

在每一
步中，生成𝐾个最可能的前缀序列，其中𝐾为束的大小（Beam Size），是一个超
参数．图15.1给出了一个束搜索过程的示例，其中词表𝒱 = {𝐴, 𝐵, 𝐶}，束大小为 2．

𝑡 = 1 𝑡 = 2 𝑡 = 3

𝜙

𝐶

𝐶

𝐵

𝐶

𝐵

𝐴𝐴
𝐵

𝐴

𝐶

𝐵

𝐴

𝐶

𝐵

𝐴

𝐴𝐴𝐵

𝐶𝐵𝐴

图 15.1 束搜索过程示例

束搜索的过程如下： 参见习题15-5．在第 1步时，生成𝐾个最可能的词；在后面每一步中，从
𝐾|𝒱|个候选输出中选择𝐾个最可能的序列．

束的大小𝐾越大，束搜索的复杂度越高，但越有可能生成最优序列．在实际
应用中，束搜索可以通过调整束大小𝐾来平衡计算复杂度和搜索质量之间的优
先级．
https://nndl.github.io/

https://nndl.github.io/
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15.2 N元统计模型
由于数据稀疏问题，当 𝑡比较大时，依然很难估计条件概率𝑝(𝑥𝑡|𝒙1∶(𝑡−1))．一

个简化的方法是N元模型（N-Gram Model），假设每个词𝑥𝑡只依赖于其前面的
𝑁 − 1个词（𝑁阶马尔可夫性质），即 马尔可夫性质参见

第D.3.1节．
𝑝(𝑥𝑡|𝒙1∶(𝑡−1)) = 𝑝(𝑥𝑡|𝒙(𝑡−𝑁+1)∶(𝑡−1)). (15.9)

当𝑁 = 1时，称为一元（Unigram）模型；当𝑁 = 2时，称为二元（Bigram）
模型，以此类推．
一元模型 当𝑁 = 1时，序列 𝒙1∶𝑇 中每个词都和其他词独立，和它的上下
文无关．每个位置上的词都是从多项分布独立生成的．在多项分布中，𝜃 =
[𝜃1,⋯ , 𝜃|𝒱|]为词表中每个词被抽取的概率．

多项分布参见

第D.2.2.1节．

在一元模型中，序列𝒙1∶𝑇的概率可以写为

𝑝(𝒙1∶𝑇 ; 𝜃) =
𝑇
∏
𝑡=1

𝑝(𝑥𝑡) =
|𝒱|
∏
𝑘=1

𝜃𝑚𝑘
𝑘 , (15.10)

其中𝑚𝑘为词表中第𝑘个词𝑣𝑘在序列中出现的次数．公式(15.10)和标准多项分布
的区别是没有多项式系数，因为这里词的顺序是给定的．

给定一组训练集 {𝒙(𝑛)1∶𝑇𝑛 }
𝑁′
𝑛=1，其对数似然函数为：

log
𝑁′

∏
𝑛=1

𝑝(𝒙(𝑛)1∶𝑇𝑛 ; 𝜃) = log
|𝒱|
∏
𝑘=1

𝜃𝑚𝑘
𝑘 (15.11)

=
|𝒱|
∑
𝑘=1

𝑚𝑘 log 𝜃𝑘, (15.12)

其中𝑚𝑘为第𝑘个词在整个训练集中出现的次数．
这样，一元模型的最大似然估计可以转化为约束优化问题：

max
𝜃

|𝒱|
∑
𝑘=1

𝑚𝑘 log 𝜃𝑘 (15.13)

s.t.
|𝒱|
∑
𝑘=1

𝜃𝑘 = 1. (15.14)

引入拉格朗日乘子𝜆，定义拉格朗日函数Λ(𝜃, 𝜆)为 拉格朗日乘子参见

第C.3节．

Λ(𝜃, 𝜆) =
|𝒱|
∑
𝑘=1

𝑚𝑘 log 𝜃𝑘 + 𝜆(
|𝒱|
∑
𝑘=1

𝜃𝑘 − 1) . (15.15)

https://nndl.github.io/

https://nndl.github.io/
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令
𝜕Λ(𝜃, 𝜆)
𝜕𝜃𝑘

= 𝑚𝑘
𝜃𝑘

+ 𝜆 = 0, 𝑘 = 1, 2,⋯ , |𝒱| (15.16)

𝜕Λ(𝜃, 𝜆)
𝜕𝜆 =

|𝒱|
∑
𝑘=1

𝜃𝑘 − 1 = 0. (15.17)

求解上述方程得到𝜆 = −∑|𝑉 |
𝑘=1𝑚𝑘，进一步得到

𝜃𝑘 =
𝑚𝑘

∑|𝒱|
𝑘′=1𝑚𝑘′

= 𝑚𝑘
�̄� , (15.18)

其中 �̄� = ∑|𝒱|
𝑘′=1𝑚𝑘′为文档集合的长度．因此，最大似然估计等价于频率估计．

N元模型 同理，N元模型中的条件概率𝑝(𝑥𝑡|𝒙(𝑡−𝑁+1)∶(𝑡−1))也可以通过最大似
然函数得到

参见习题15-1．𝑝(𝑥𝑡|𝒙(𝑡−𝑁+1)∶(𝑡−1)) =
m(𝒙(𝑡−𝑁+1)∶𝑡)

m(𝒙(𝑡−𝑁+1)∶(𝑡−1))
, (15.19)

其中m(𝒙(𝑡−𝑁+1)∶𝑡)为𝒙(𝑡−𝑁+1)∶𝑡在数据集中出现的次数．
N元模型广泛应用于各种自然语言处理问题，如语音识别、机器翻译、拼音

输入法、字符识别等．通过N元模型，我们可以计算一个序列的概率，从而判断该
序列是否符合自然语言的语法和语义规则．
平滑技术 N元模型的一个主要问题是数据稀疏问题．数据稀疏问题在基于统
计的机器学习中是一个常见的问题，主要是由于训练样本不足而导致密度估计
不准确．在一元模型中，如果一个词 𝑣在训练数据集中不存在，就会导致任何包
含 𝑣的句子的概率都为 0．同样在N元模型中，当一个N元组合在训练数据集中
不存在时，包含这个组合的句子的概率为 0．

数据稀疏问题最直接的解决方法就是增加训练数据集的规模，但其边际效
益会随着数据集规模的增加而递减．以自然语言为例，大多数自然语言都服
从Zipf定律（Zipf’s Law）： Zipf定律是美国语言学

家George K. Zipf提出
的实验定律．

“在一个给定自然语言数据集中，一个单词出现的
频率与它在频率表里的排名成反比．出现频率最高的单词的出现频率大约是出
现频率第二位的单词的 2倍，大约是出现频率第三位的单词的 3倍．”因此，在自
然语言中大部分的词都是低频词，很难通过增加数据集来避免数据稀疏问题．

数据稀疏问题的一种解决方法是平滑技术（Smoothing），即给一些没有出
现的词组合赋予一定先验概率．平滑技术是N元模型中一项必不可少的技术，比
如加法平滑的计算公式为

𝑝(𝑥𝑡|𝒙(𝑡−𝑁+1)∶(𝑡−1)) =
m(𝒙(𝑡−𝑁+1)∶𝑡) + 𝛿

m(𝒙(𝑡−𝑁+1)∶(𝑡−1)) + 𝛿|𝒱|
, (15.20)

https://nndl.github.io/

https://nndl.github.io/
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其中𝛿 ∈ (0, 1]为常数．𝛿 = 1时，称为加 1平滑．
除了加法平滑，还有很多平滑技术，比如Good-Turing平滑、Kneser-Ney平

滑等，其基本思想都是增加低频词的频率，而降低高频词的频率． 参见习题15-2．

15.3 深度序列模型
深度序列模型（Deep SequenceModel）是指利用神经网络模型来估计条件

概率𝑝𝜃(𝑥𝑡|𝒙1∶(𝑡−1))．假设一个神经网络𝑓(⋅; 𝜃)，其输入为历史信息 ̃ℎ𝑡 = 𝒙1∶(𝑡−1)，
输出为词表𝒱中的每个词𝑣𝑘(1 ≤ 𝑘 ≤ |𝒱|)出现的概率，并满足

|𝒱|
∑
𝑘=1

𝑓𝑘(𝒙1∶(𝑡−1); 𝜃) = 1, (15.21)

其中𝜃表示网络参数．条件概率𝑝𝜃(𝑥𝑡|𝒙1∶(𝑡−1))可以从神经网络的输出中得到：

𝑝𝜃(𝑥𝑡|𝒙1∶(𝑡−1)) = 𝑓𝑘𝑥𝑡 (𝒙1∶(𝑡−1); 𝜃), (15.22)

其中𝑘𝑥𝑡为𝑥𝑡在词表𝒱中的索引．

15.3.1 模型结构

深度序列模型一般可以分为三个模块：嵌入层、特征层、输出层． 这里的层泛指神经网

络模块（Module），可
以由一个或多个神经

层组成．

15.3.1.1 嵌入层
令 ̃ℎ𝑡 = 𝒙1∶(𝑡−1)表示输入的历史信息，一般为符号序列．由于神经网络

模型一般要求输入形式为实数向量，因此为了使得神经网络模型能处理符号数
据，需要将这些符号转换为向量形式．一种简单的转换方法是通过一个嵌入表
（Embedding Lookup Table）来将每个符号直接映射成向量表示．嵌入表也称
为嵌入矩阵或查询表．图15.2是嵌入矩阵的示例．

𝒎1 𝒎2 𝒎3 𝒎𝑘 𝒎|𝒱|−1𝒎|𝒱|−2 𝒎|𝒱|

图 15.2 嵌入矩阵

https://nndl.github.io/
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令𝑀 ∈ ℝ𝐷𝑥×|𝒱|为嵌入矩阵，其中第𝑘列向量𝒎𝑘 ∈ ℝ𝐷𝑥表示词表中第𝑘个
词对应的向量表示．假设词𝑥𝑡对应词表中的索引为 𝑘，则其 one-hot向量表示为
𝛿𝑡 ∈ {0, 1}|𝒱|，即第𝑘维为 1，其余为 0的 |𝒱|维向量．词𝑥𝑡对应的向量表示为

𝒆𝑡 = 𝑀𝛿𝑡 = 𝒎𝑘. (15.23)

通过上面的映射可以得到序列𝑥1∶(𝑡−1)对应的向量序列 𝒆1,⋯ , 𝒆𝑡−1．

15.3.1.2 特征层
特征层用于从输入向量序列 𝒆1,⋯ , 𝒆𝑡−1中提取特征，输出为一个可以表示

历史信息的向量𝒉𝑡．
特征层可以通过不同类型的神经网络（比如前馈神经网络和循环神经网络

等）来实现．常见的网络类型有以下三种：
（1）简单平均
历史信息的向量𝒉𝑡为前面 𝑡 − 1个词向量的平均，即

𝒉𝑡 =
𝑡−1
∑
𝑖=1

𝛼𝑖𝒆𝑖, (15.24)

其中𝛼𝑖为每个词的权重．
权重𝛼𝑖可以和位置 𝑖及其表示 𝒆𝑖相关，也可以无关．为简单起见，可以设置

𝛼𝑖 =
1

𝑡−1
．权重𝛼𝑖也可以通过注意力机制来动态计算．

注意力机制参见

第8.2节．
参见习题15-3．

（2）前馈神经网络
前馈神经网络要求输入的大小是固定的．因此，和N元模型类似，假设历史

信息只包含前面𝑁 − 1个词． 𝑁为超参数．首先将这𝑁 − 1个词向量𝒆𝑡−𝑁+1,⋯ , 𝒆𝑡−1拼接成一
个𝐷𝑥 × (𝑁 − 1)维的向量𝒉′，即

𝒉′ = 𝒆𝑡−𝑁+1 ⊕⋯⊕ 𝒆𝑡−1, (15.25)

其中⊕表示向量拼接操作．
然后将𝒉′输入到由前馈神经网络构成的隐藏层，最后一层隐藏层的输出𝒉𝑡，

即

𝒉𝑡 = 𝑔(𝒉′; 𝜃𝑔), (15.26)

其中𝑔(⋅; 𝜃𝑔)可以为全连接的前馈神经网络或卷积神经网络，𝜃𝑔为网络参数．
为了增加特征的多样性和提高模型训练效率，前馈神经网络中也可以包

含跳层连接（Skip-Layer Connection）[Bengio et al., 2003]，

跳层连接是指前馈神

经网络中的某一神经

层可以接受来自非相

邻的低层信息，其思想

和残差网络中的直连

边并不完全一样．残差

网络参见第5.4.4节．

比如

𝒉𝑡 = 𝒉′ ⊕ 𝑔(𝒉′; 𝜃𝑔). (15.27)
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（3）循环神经网络
和前馈神经网络不同，循环神经网络可以接受变长的输入序列，依次接受输

入 𝒆1,⋯ , 𝒆𝑡−1，得到时刻 𝑡的隐藏状态

𝒉𝑡 = 𝑔(𝒉𝑡−1, 𝒆𝑡; 𝜃𝑔), (15.28)

其中𝑔(⋅)为一个非线性函数，𝜃𝑔为循环神经网络的参数，𝒉0 = 0．
前馈神经网络模型和循环神经网络模型的不同之处在于循环神经网络利用

隐藏状态来记录以前所有时刻的信息，而前馈神经网络只能接受前𝑁 − 1个时刻
的信息．

15.3.1.3 输出层
输出层一般使用Softmax分类器，接受历史信息的向量表示𝒉𝑡 ∈ ℝ𝐷ℎ，输出

为词表中每个词的后验概率，输出大小为 |𝒱|．

𝒐𝑡 = softmax( ̂𝒐𝑡) (15.29)

= softmax(𝑾𝒉𝑡 + 𝒃), (15.30)

其中输出向量𝒐𝑡 ∈ (0, 1)|𝒱|为预测的概率分布，第𝑘维是词表中第𝑘个词出现的
条件概率； ̂𝒐𝑡是未归一化的得分向量；𝑾 ∈ ℝ|𝒱|×𝐷ℎ是最后一层隐藏层到输出层
直接的权重矩阵，𝒃 ∈ ℝ|𝒱|为偏置．

图15.3给出了两种不同的深度序列模型，图15.3a为前馈神经网络模型（虚
线边为可选的跳层连接），图15.3b为循环神经网络模型．

𝒉𝑡
… …

𝒉′
…

𝒆𝑡−𝑛+2
…

𝒆𝑡−1𝒆𝑡−𝑛+1

𝑥𝑡−𝑛+1

…

𝑥𝑡−𝑛+2

…

𝑥𝑡−1

…

…

𝒐𝑡

嵌入矩阵𝑀
共享参数

(a)前馈神经网络模型

𝒉𝑡
…

𝒉𝑡−1 𝒆𝑡−1
…

𝑥𝑡−1

…

𝒐𝑡

(b)循环神经网络模型

图 15.3 深度序列模型
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15.3.2 参数学习
给定一个训练序列𝒙1∶𝑇，深度序列模型的训练目标是找到一组参数 𝜃使得

对数似然函数最大． 简要起见，这里忽略了

正则化项．

log𝑝𝜃(𝒙1∶𝑇) =
𝑇
∑
𝑡=1

log𝑝𝜃(𝑥𝑡|𝒙1∶(𝑡−1)), (15.31)

其中𝜃表示网络中的所有参数，包括嵌入矩阵𝑀以及神经网络的权重和偏置．
网络参数一般通过梯度上升法来学习，

𝜃 ← 𝜃 + 𝛼𝜕 log𝑝𝜃(𝒙1∶𝑇)𝜕𝜃 , (15.32)

其中𝛼为学习率．

15.4 评价方法
构造一个序列生成模型后，需要有一个度量来评价其好坏．

15.4.1 困惑度
给定一个测试文本集合，一个好的序列生成模型应该使得测试集合中句子

的联合概率尽可能高．
困惑度（Perplexity）是信息论中的一个概念，可以用来衡量一个分布的不

确定性．对于离散随机变量𝑋 ∈ 𝒳，其概率分布为𝑝(𝑥)，困惑度为

2𝑯(𝑝) = 2−∑𝑥∈𝒳 𝑝(𝑥) log2 𝑝(𝑥), (15.33)

其中𝑯(𝑝)为分布𝑝的熵．
困惑度也可以用来衡量两个分布之间差异．对于一个未知的数据分布𝑝𝑟(𝑥)

和一个模型分布𝑝𝜃(𝑥)，我们从𝑝𝑟(𝑥)中采样出一组测试样本𝑥(1),⋯ , 𝑥(𝑁)，模型
分布𝑝𝜃(𝑥)的困惑度为

2𝑯( ̃𝑝𝑟,𝑝𝜃) = 2−
1
𝑁
∑𝑁

𝑛=1 log2 𝑝𝜃(𝑥(𝑛)), (15.34)

其中𝑯( ̃𝑝𝑟, 𝑝𝜃)为样本的经验分布 ̃𝑝𝑟与模型分布𝑝𝜃之间的交叉熵，也是所有样
本上的负对数似然函数．

困惑度可以衡量模型分布与样本经验分布之间的契合程度．困惑度越低则
两个分布越接近．因此，模型分布𝑝𝜃(𝑥)的好坏可以用困惑度来评价．
https://nndl.github.io/
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假设测试集合有𝑁个独立同分布的序列 {𝒙(𝑛)1∶𝑇𝑛 }
𝑁
𝑛=1．我们可以用模型𝑝𝜃(𝒙)

对每个序列计算其概率𝑝𝜃(𝒙(𝑛)1∶𝑇𝑛)，整个测试集的联合概率为

𝑁
∏
𝑛=1

𝑝𝜃(𝒙(𝑛)1∶𝑇𝑛) =
𝑁
∏
𝑛=1

𝑇𝑛
∏
𝑡=1

𝑝𝜃(𝑥(𝑛)𝑡 |𝒙(𝑛)1∶(𝑡−1)). (15.35)

模型𝑝𝜃(𝒙)的困惑度定义为

PPL(𝜃) = 2−
1
𝑇
∑𝑁

𝑛=1 log2 𝑝𝜃(𝒙(𝑛)1∶𝑇𝑛) (15.36)

= 2−
1
𝑇
∑𝑁

𝑛=1∑
𝑇𝑛
𝑡=1 log2 𝑝𝜃(𝑥(𝑛)𝑡 |𝒙(𝑛)1∶(𝑡−1)) (15.37)

= (
𝑁
∏
𝑛=1

𝑇𝑛
∏
𝑡=1

𝑝𝜃(𝑥(𝑛)𝑡 |𝒙(𝑛)1∶(𝑡−1)))
−1/𝑇

, (15.38)

其中𝑇 = ∑𝑁
𝑛=1 𝑇𝑛为测试数据集中序列的总长度．可以看出，困惑度为每个词

条件概率𝑝𝜃(𝑥(𝑛)𝑡 |𝒙(𝑛)1∶(𝑡−1))的几何平均数的倒数．测试集中所有序列的概率越大，
困惑度越小，模型越好．

几何平均数是一种

求数值平均数的方

法，计算公式为：�̄� =
𝑛√∏𝑛

𝑡=1 𝑥𝑡.假设一个序列模型赋予每个词出现的概率均等，即𝑝𝜃(𝑥(𝑛)𝑡 |𝒙(𝑛)1∶(𝑡−1)) =
1
|𝒱|
，

则该模型的困惑度为 |𝒱|．以英语为例，N元模型的困惑度范围一般为50 ∼ 1000．

15.4.2 BLEU算法
BLEU（BiLingual Evaluation Understudy）算法是一种衡量模型生成序列

和参考序列之间的N元词组（N-Gram）重合度的算法，最早用来评价机器翻译
模型的质量，目前也广泛应用在各种序列生成任务中．

令𝒙为从模型分布𝑝𝜃中生成的一个候选（Candidate）序列，𝒔(1),⋯ , 𝒔(𝐾)

为从真实数据分布中采集的一组参考（Reference）序列，𝒲为从生成的候选序
列中提取所有N元组合的集合，这些N元组合的精度（Precision）

𝑃𝑁(𝒙) =
∑

𝑤∈𝒲
min (𝑐𝑤(𝒙),

𝐾
max
𝑘=1

𝑐𝑤(𝒔(𝑘)))

∑
𝑤∈𝒲

𝑐𝑤(𝒙)
, (15.39)

其中 𝑐𝑤(𝒙)是N元组合𝑤在生成序列𝒙中出现的次数，𝑐𝑤(𝒔(𝑘))是N元组合𝑤在
参考序列 𝒔(𝑘)中出现的次数．N元组合的精度𝑃𝑁(𝒙)是计算生成序列中的N元组
合有多少比例在参考序列中出现．

由于精度只衡量生成序列中的N元组合是否在参考序列中出现，生成序列
越短，其精度会越高，因此可以引入长度惩罚因子 (Brevity Penalty)．如果生成序
https://nndl.github.io/
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列的长度短于参考序列，就对其进行惩罚．

𝑏(𝒙) = {
1 if 𝑙𝑥 > 𝑙𝑠

exp (1 − 𝑙𝑠/𝑙𝑥) if 𝑙𝑥 ≤ 𝑙𝑠
(15.40)

其中 𝑙𝑥为生成序列𝒙的长度，𝑙𝑠为参考序列的最短长度．
BLEU算法是通过计算不同长度的N元组合（𝑁 = 1, 2,⋯）的精度，并进行

几何加权平均而得到．

BLEU-N(𝒙) = 𝑏(𝒙) × exp (
𝑁′

∑
𝑁=1

𝛼𝑁 log𝑃𝑁), (15.41)

其中𝑁′为最长N元组合的长度，𝛼𝑁为不同N元组合的权重，一般设为 1
𝑁′
． 参见习题15-4．BLEU

算法的值域范围是 [0, 1]，越大表明生成的质量越好．但是BLEU算法只计算精
度，而不关心召回率（即参考序列里的N元组合是否在生成序列中出现）．

15.4.3 ROUGE算法
ROUGE（Recall-Oriented Understudy for Gisting Evaluation）算法最早

应用于文本摘要领域．和 BLEU算法类似，但ROUGE算法计算的是召回率（Re-
call）．

令𝒙为从模型分布𝑝𝜃中生成的一个候选序列，𝒔(1),⋯ , 𝒔(𝐾)为从真实数据分
布中采样出的一组参考序列，𝒲为从参考序列中提取N元组合的集合，ROUGE-
N算法的定义为

ROUGE-N(𝒙) =

𝐾
∑
𝑘=1

∑
𝑤∈𝒲

min (𝑐𝑤(𝒙), 𝑐𝑤(𝒔(𝑘)))

𝐾
∑
𝑘=1

∑
𝑤∈𝒲

𝑐𝑤(𝒔(𝑘))
, (15.42)

其中 𝑐𝑤(𝒙)是N元组合𝑤在生成序列𝒙中出现的次数，𝑐𝑤(𝒔(𝑘))是N元组合𝑤在
参考序列 𝒔(𝑘)中出现的次数．

15.5 序列生成模型中的学习问题
使用最大似然估计来学习自回归序列生成模型时，会存在以下三个主要问

题：曝光偏差问题、训练目标不一致问题和计算效率问题．下面我们分别介绍这
三个问题以及解决方法．
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15.5.1 曝光偏差问题
在自回归生成模型中，第 𝑡步的输入为模型生成的前缀序列 �̂�1∶(𝑡−1)．而在

训练时，我们使用的前缀序列是训练集中的真实数据𝒙1∶(𝑡−1)，而不是模型预测
的 �̂�1∶(𝑡−1)．这种学习方式也称为教师强制（Teacher Forcing）[Williams et al.,
1989]．

这种教师强制的学习方式存在协变量偏移问题． 协变量偏移问题参见

第10.4.2节．
在训练时，每步的输入

𝒙1∶(𝑡−1)来自于真实数据分布𝑝𝑟(𝒙1∶(𝑡−1))；而在测试时，每步的输入 �̂�1∶(𝑡−1)来自
于模型分布𝑝𝜃(𝒙1∶(𝑡−1))．由于模型分布𝑝𝜃(𝒙1∶(𝑡−1))和真实数据分布𝑝𝑟(𝒙1∶(𝑡−1))
并不严格一致，因此存在协变量偏移问题．一旦在预测前缀 �̂�1∶(𝑡−1)的过程中存
在错误，会导致错误传播，使得后续生成的序列也会偏离真实分布．这个问题称
为曝光偏差（Exposure Bias）问题．
计划采样 为了缓解曝光偏差问题，我们可以在训练时混合使用真实数据和模
型生成数据．在第 𝑡步时，模型随机使用真实数据𝑥𝑡−1或前一步生成的词 ̂𝑥𝑡−1作
为输入．

令 𝜖 ∈ [0, 1]为一个控制替换率的超参数，在每一步时，以 𝜖的概率使用真实
数据𝑥𝑡−1，以 1 − 𝜖的概率使用生成数据 ̂𝑥𝑡−1．当令 𝜖 = 1时，训练和最大似然估
计一样，使用真实数据；当令 𝜖 = 0时，训练时全部使用模型生成数据．

直觉上，如果一开始训练时的 𝜖过小，模型相当于在噪声很大的数据上训练，
会导致模型性能变差，并且难以收敛．因此，一个较好的策略是在训练初期赋
予 𝜖较大的值，随着训练次数的增加逐步减小 𝜖的取值．这种策略称为计划采样
（Scheduled Sampling）[Bengio et al., 2015]．

令 𝜖𝑖为在第 𝑖次迭代时的替换率，在计划采样中可以通过下面几种方法来逐
步减小 𝜖的取值．
（1） 线性衰减：𝜖𝑖 = max(𝜖, 𝑘 − 𝑐𝑖)，其中 𝜖为最小的替换率，𝑘和 𝑐分别为初

始值和衰减率．
（2） 指数衰减：𝜖𝑖 = 𝑘𝑖，其中𝑘 < 1为初始替换率．
（3） 逆Sigmoid衰减：𝜖𝑖 = 𝑘/(𝑘 + exp(𝑖/𝑘))，其中𝑘 ≥ 1来控制衰减速度．
计划采样的一个缺点是过度纠正，即在每一步中不管输入如何选择，目标输

出依然是来自于真实数据．这可能使得模型预测一些不正确的序列．比如一个真
实的序列是“吃饭”，如果在第一步生成时使用模型预测的词是“喝”，模型就会强
制记住“喝饭”这个不正确的序列．
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15.5.2 训练目标不一致问题
序列生成模型的好坏通常采用和任务相关的指标来进行评价，比如BLEU、

ROUGE等．然而，在训练时通常是使用最大似然估计来优化模型，这导致训练目
标和评价方法不一致．并且这些评价指标一般都是不可微的，无法直接使用基于
梯度的方法来进行优化．
基于强化学习的序列生成 为了可以直接优化评价目标，我们可以将自回归序
列生成看作一种马尔可夫决策过程，并使用强化学习的方法来进行训练． 参见第14.1.3节．

在第 𝑡步，动作𝑎𝑡可以看作从词表中选择一个词，策略为𝜋𝜃(𝑎|𝑠𝑡)，其中状态
𝑠𝑡为之前步骤中生成的前缀序列𝒙1∶(𝑡−1)．我们可以把一个序列𝒙1∶𝑇看作马尔可
夫决策过程的一个轨迹（trajectory）：

𝜏 = {𝑠1, 𝑎1, 𝑠2, 𝑎2, ..., 𝑠𝑇 , 𝑎𝑇 }. (15.43)

轨迹 𝜏的概率为

𝑝𝜃(𝜏) =
𝑇
∏
𝑡=1

𝜋𝜃(𝑎𝑡 = 𝑥𝑡|𝑠𝑡 = 𝒙1∶(𝑡−1)), (15.44)

其中状态转移概率𝑝(𝑠𝑡 = 𝒙1∶𝑡−1|𝑠𝑡−1 = 𝒙1∶(𝑡−2), 𝑎𝑡−1 = 𝑥𝑡−1) = 1是确定性的，
可以被忽略．

强化学习的目标是学习一个策略𝜋𝜃(𝑎|𝑠𝑡)使得期望回报最大，

𝒥(𝜃) = 𝔼𝜏∼𝑝𝜃(𝜏)[𝐺(𝜏)] (15.45)

= 𝔼𝒙1∶𝑇∼𝑝𝜃(𝒙1∶𝑇 )[𝐺(𝒙1∶𝑇)], (15.46)

其中𝐺(𝒙1∶𝑇)为序列𝒙1∶𝑇的总回报，可以为BLEU、ROUGE或其他评价指标．
这样，序列生成问题就转换为强化学习问题，其策略函数𝜋𝜃(𝑎|𝑠𝑡)可以通过

REINFORCE算法或演员-评论员算法来进行学习．为了改进强化学习的效率，策
略函数𝜋𝜃(𝑎|𝑠𝑡)一般会通过最大似然估计来进行预训练．

基于强化学习的序列生成模型不但可以解决训练和评价目标不一致问题，
也可以有效地解决曝光偏差问题．

15.5.3 计算效率问题
序列生成模型的输出层为词表中所有词的条件概率，需要 Softmax归一化．

当词表比较大时，计算效率比较低．
在第 𝑡步时，前缀序列为 ̃ℎ𝑡 = 𝒙1∶(𝑡−1)，词𝑥𝑡的条件概率为

𝑠(𝑥𝑡, ̃ℎ𝑡; 𝜃) = [ ̂𝒐𝑡]𝑘𝑥𝑡，
̂𝒐𝑡为未归一化的网络
输出，𝑘𝑥𝑡为𝑥𝑡在词表
𝒱中的索引，参见公
式(15.29)．

𝑝𝜃(𝑥𝑡| ̃ℎ𝑡) = softmax (𝑠(𝑥𝑡, ̃ℎ𝑡; 𝜃)) (15.47)
https://nndl.github.io/
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=
exp (𝑠(𝑥𝑡, ̃ℎ𝑡; 𝜃))

∑𝑣∈𝒱 exp (𝑠(𝑣, ̃ℎ𝑡; 𝜃))
, (15.48)

=
exp (𝑠(𝑥𝑡, ̃ℎ𝑡; 𝜃))

𝑍( ̃ℎ𝑡; 𝜃)
, (15.49)

其中 𝑠(𝑥𝑡, ̃ℎ𝑡; 𝜃)为未经过 Softmax归一化的得分函数，𝑍( ̃ℎ𝑡; 𝜃)为配分函数（Par-
tition Function）：

配分函数参见

第11.1.4节．

𝑍( ̃ℎ𝑡; 𝜃) = ∑
𝑣∈𝒱

exp (𝑠(𝑣, ̃ℎ𝑡; 𝜃)). (15.50)

配分函数的计算需要对词表中所有的词 𝑣计算 𝑠(𝑣, ̃ℎ𝑡; 𝜃)并求和．当词表比
较大时，计算开销非常大．比如在自然语言中，词表𝒱的规模一般在 1万到 10万
之间．在训练时，每个样本都要计算一次配分函数，这样每一轮迭代需要计算𝑇
次配分函数（𝑇为训练文本长度），导致整个训练过程变得十分耗时．因此在实践
中，我们通常采用一些近似估计的方法来加快训练速度．常用的方法可以分为两
类：1）层次化的 Softmax方法，将标准 Softmax函数的扁平结构转换为层次化结
构；2）基于采样的方法，通过采样来近似计算更新梯度．

本节介绍三种加速训练速度的方法：层次化 Softmax、重要性采样和噪声对
比估计．

15.5.3.1 层次化Softmax
我们先来考虑使用两层的树结构来组织词表，即将词表中的词分成𝐾组，并

且每一个词只能属于一个分组，每组大小为 |𝒱|
𝐾
．假设词𝑤所属的组为 𝑐(𝑤)，则

𝑝(𝑤| ̃ℎ) = 𝑝(𝑤, 𝑐(𝑤)| ̃ℎ) (15.51)

= 𝑝(𝑤|𝑐(𝑤), ̃ℎ)𝑝(𝑐(𝑤)| ̃ℎ), (15.52)

其中 𝑝(𝑐(𝑤)| ̃ℎ)是给定历史信息 ̃ℎ条件下，类 𝑐(𝑤)的后验概率，𝑝(𝑤|𝑐(𝑤), ̃ℎ)是
给定历史信息 ̃ℎ和类 𝑐(𝑤)条件下，词𝑤的后验概率．因此，一个词的概率可以分
解为两个概率𝑝(𝑤|𝑐(𝑤), ̃ℎ)和𝑝(𝑐(𝑤)| ̃ℎ)的乘积，它们可以分别利用神经网络来
估计，这样计算 Softmax函数时分别只需要做 |𝒱|

𝐾
和𝐾次求和，从而大大提高了

Softmax函数的计算速度．
一般对于词表大小 |𝒱|，我们将词平均分到√|𝒱|个分组中，每组 √|𝒱|个词．

这样通过一层的分组，我们可以将 Softmax计算加速 1
2
√|𝒱|倍．比如当词表大小

为 40, 000时，将词表中所有词分到 200组，每组 200个词．这样只需要计算两次
200类的Softmax，比直接计算 40, 000类的Softmax加快 100倍．

为了进一步降低 Softmax函数的计算复杂度，我们可以使用更深层的树结
构来组织词汇表．假设用二叉树来组织词表中的所有词，二叉树的叶子节点代表
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词表中的词，非叶子节点表示不同层次上的类别．图15.4给出了平衡二叉树和霍
夫曼编码二叉树的示例．

𝑣1 𝑣2 𝑣3 𝑣4

0

0 1

1

0 1

(a)平衡树

𝑣1

𝑣2

𝑣3 𝑣4

0 1

0 1

0 1

(b)霍夫曼编码树

图 15.4 层次化树结构

如果我们将二叉树上所有左连边标记为 0，右连边标记为 1．每一个词可以
用根节点到它所在的叶子之间路径上的标记来进行编码．图15.4a中所示的四个
词的编码分别为：

𝑣1 = 00, 𝑣2 = 01, 𝑣3 = 10, 𝑣4 = 11. (15.53)

假设词 𝑣在二叉树上从根节点到其所在叶子节点的路径长度为𝑀，其编码
可以表示一个位向量（bit vector）：[𝑏1,⋯ , 𝑏𝑀]T．词𝑣的条件概率为

𝑃(𝑣| ̃ℎ) = 𝑝(𝑏1,⋯ , 𝑏𝑀 | ̃ℎ) (15.54)

=
𝑀
∏
𝑚=1

𝑝(𝑏𝑚|𝑏1,⋯ , 𝑏𝑚−1, ̃ℎ), (15.55)

=
𝑀
∏
𝑚=1

𝑝(𝑏𝑚|𝑏𝑚−1, ̃ℎ). (15.56)

由于 𝑏𝑚 ∈ {0, 1}为二值变量，可以将𝑝(𝑏𝑚|𝑏𝑚−1, ̃ℎ)看作二分类问题，使用
Logistic回归来进行预测：

𝑝(𝑏𝑚 = 1|𝑏𝑚−1, ̃ℎ) = 𝜎(𝒘T
𝑛(𝑏𝑚−1)𝒉 + 𝒃𝑛(𝑏𝑚−1)), (15.57)

其中𝑛(𝑏𝑚−1)为词𝑣在树𝑇上的路径上的第𝑚− 1个节点．
若使用平衡二叉树来进行分组，则条件概率估计可以转换为 log2 |𝒱|个二分

类问题．这时原始预测模型中的 Softmax函数可以用 Logistic函数代替,计算效
率可以加速 |𝒱|

log2 |𝒱|
倍．

将词表中的词按照树结构进行组织，有以下几种转换方式：
https://nndl.github.io/
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（1） 利用人工整理的词汇层次结构， WordNet是按照词义
来组织的英语词汇知

识库，由普林斯顿大学

研发．

比如利用WordNet[Miller, 1995]系
统中的“IS-A”关系（即上下位关系）．例如，“狗”是“动物”的下位词．因为
WordNet的层次化结构不是二叉树，因此需要通过进一步聚类来转换为二叉树．
（2） 使用霍夫曼编码（Huffman Coding）． 霍夫曼编码是David

Huffman于 1952年发
明的一种用于无损数

据压缩的熵编码算法．

熵编码参见第E.1.2节．

霍夫曼编码对出现概率高的词
使用较短的编码，出现概率低的词使用较长的编码．因此训练速度会更快．霍夫
曼编码的算法如算法15.1所示．

算法 15.1 霍夫曼编码树构建算法
输入:词表: 𝒱

1 初始化：为每个词𝑣建立一个叶子节点，其概率为词的出现频率;
2 将所有的叶子节点放入集合𝒮中;
3 while |𝒮| > 1 do
4 从集合𝒮中选择两个概率最低的节点𝑛1和𝑛2;
5 构建一个新节点𝑛′，并将𝑛1和𝑛2作为𝑛′的左右子节点;
6 新节点𝑛′的概率为𝑛1和𝑛2的概率之和;
7 将新节点𝑛′加入集合𝒮中，并把𝑛1和𝑛2从集合𝒮中移除;
8 end
9 集合𝒮中最后一个节点为𝑛;
输出:以𝑛为根节点的二叉树𝑇

15.5.3.2 重要性采样
另一种提高训练效率的方法是基于采样的方法，即通过采样来近似计算训

练时的梯度． 参见第11.5节．

用随机梯度上升来更新参数 𝜃时，第 𝑡个样本 ( ̃ℎ𝑡, 𝑥𝑡)的目标函数关于 𝜃的
梯度为

𝜕 log𝑝𝜃(𝑥𝑡| ̃ℎ𝑡)
𝜕𝜃 = 𝜕𝑠(𝑥𝑡, ̃ℎ𝑡; 𝜃)

𝜕𝜃 −
𝜕 log (∑𝑣 exp (𝑠(𝑣, ̃ℎ𝑡; 𝜃)))

𝜕𝜃 (15.58)

= 𝜕𝑠(𝑥𝑡, ̃ℎ𝑡; 𝜃)
𝜕𝜃 − 1

∑𝑣 exp (𝑠(𝑣, ̃ℎ𝑡; 𝜃))
𝜕∑𝑣 exp (𝑠(𝑣, ̃ℎ𝑡; 𝜃))

𝜕𝜃 (15.59)

= 𝜕𝑠(𝑥𝑡, ̃ℎ𝑡; 𝜃)
𝜕𝜃 −∑

𝑣

1
∑𝑤 exp (𝑠(𝑤, ̃ℎ𝑡; 𝜃))

𝜕 exp (𝑠(𝑣, ̃ℎ𝑡; 𝜃))
𝜕𝜃 (15.60)

= 𝜕𝑠(𝑥𝑡, ̃ℎ𝑡; 𝜃)
𝜕𝜃 − ∑

𝑣

exp (𝑠(𝑣, ̃ℎ𝑡; 𝜃))
∑𝑤 exp (𝑠(𝑤, ̃ℎ𝑡; 𝜃))

𝜕𝑠(𝑣, ̃ℎ𝑡; 𝜃)
𝜕𝜃 (15.61)

= 𝜕𝑠(𝑥𝑡, ̃ℎ𝑡; 𝜃)
𝜕𝜃 − ∑

𝑣
𝑝𝜃(𝑣| ̃ℎ𝑡)

𝜕𝑠(𝑣, ̃ℎ𝑡; 𝜃)
𝜕𝜃 (15.62)

= 𝜕𝑠(𝑥𝑡, ̃ℎ𝑡; 𝜃)
𝜕𝜃 − 𝔼𝑝𝜃(𝑣| ̃ℎ𝑡) [

𝜕𝑠(𝑣, ̃ℎ𝑡; 𝜃)
𝜕𝜃 ] . (15.63)
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公式(15.63)中最后一项是计算 𝜕
𝜕𝜃
𝑠(𝑣, ̃ℎ𝑡; 𝜃)在分布𝑝𝜃(𝑣| ̃ℎ𝑡)下的期望．从公

式(15.61)中可以看出，在计算每个样本的梯度时需要在整个词表上计算两次求
和．一次是求配分函数∑𝑤 exp (𝑠(𝑤, ̃ℎ𝑡; 𝜃))，另一次是计算所有词的梯度的期望
𝔼[ 𝜕

𝜕𝜃
𝑠(𝑣, ̃ℎ𝑡; 𝜃)]．由于自然语言中的词表都比较大，训练速度会非常慢．
为了提高训练效率，可以用采样方法来近似地估计公式 (15.63)中的期望．

但是我们不能直接根据分布𝑝𝜃(𝑣| ̃ℎ𝑡)进行采样，因为直接采样需要先计算分布
𝑝𝜃(𝑣| ̃ℎ𝑡)，而这正是我们希望避免的．

重 要 性 采 样 参 见

第11.5.3节．
重要性采样是用一个容易采样的提议分布𝑞来近似估计分布𝑝．
公式 (15.63)中最后一项可以写为

𝔼𝑝𝜃(𝑣| ̃ℎ𝑡) [
𝜕𝑠(𝑣, ̃ℎ𝑡; 𝜃)

𝜕𝜃 ] = ∑
𝑣∈𝒱

𝑝𝜃(𝑣| ̃ℎ𝑡)
𝜕𝑠(𝑣, ̃ℎ𝑡; 𝜃)

𝜕𝜃 (15.64)

= ∑
𝑣∈𝒱

𝑞(𝑣| ̃ℎ𝑡)
𝑝𝜃(𝑣| ̃ℎ𝑡)
𝑞(𝑣| ̃ℎ𝑡)

𝜕𝑠(𝑣, ̃ℎ𝑡; 𝜃)
𝜕𝜃 (15.65)

= 𝔼𝑞(𝑣| ̃ℎ𝑡) [
𝑝𝜃(𝑣| ̃ℎ𝑡)
𝑞(𝑣| ̃ℎ𝑡)

𝜕𝑠(𝑣, ̃ℎ𝑡; 𝜃)
𝜕𝜃 ] . (15.66)

这样，原始分布𝑝𝜃(𝑣| ̃ℎ𝑡)上的期望转换为提议分布 𝑞(𝑣| ̃ℎ𝑡)上的期望．提议分布 𝑞
需要尽可能和𝑝𝜃(𝑣| ̃ℎ𝑡)接近，并且从 𝑞(𝑣| ̃ℎ𝑡)采样的代价要比较小．在实践中，提
议分布𝑞(𝑣| ̃ℎ𝑡)可以采用N元模型的分布函数．

根据分布𝑞(𝑣| ̃ℎ𝑡)独立采样𝐾个样本𝑣1,⋯ , 𝑣𝐾来近似求解公式(15.66)，即

𝔼𝑝𝜃(𝑣| ̃ℎ𝑡) [
𝜕𝑠(𝑣, ̃ℎ𝑡; 𝜃)

𝜕𝜃 ] ≈ 1
𝐾

𝐾
∑
𝑘=1

𝑝𝜃(𝑣𝑘| ̃ℎ𝑡)
𝑞(𝑣𝑘| ̃ℎ𝑡)

𝜕𝑠(𝑣𝑘, ̃ℎ𝑡; 𝜃)
𝜕𝜃 . (15.67)

在公式 (15.67)中，依然需要计算每一个抽取样本的概率𝑝𝜃(𝑣𝑘| ̃ℎ𝑡)，即

𝑝𝜃(𝑣𝑘| ̃ℎ𝑡) =
𝑠(𝑣𝑘, ̃ℎ𝑡; 𝜃)
𝑍( ̃ℎ𝑡)

, (15.68)

其中配分函数𝑍( ̃ℎ𝑡) = ∑𝑤 exp (𝑠(𝑤, ̃ℎ𝑡; 𝜃))需要在所有样本上计算 𝑠(𝑤, ̃ℎ𝑡; 𝜃)并
求和．为了避免这种情况，我们也使用重要性采样来计算配分函数𝑍( ̃ℎ𝑡)，即

𝑍( ̃ℎ𝑡) = ∑
𝑤
exp (𝑠(𝑤, ̃ℎ𝑡; 𝜃))

= ∑
𝑤
𝑞(𝑤| ̃ℎ𝑡)

1
𝑞(𝑤| ̃ℎ𝑡)

exp (𝑠(𝑤, ̃ℎ𝑡; 𝜃))

= 𝔼𝑞(𝑤| ̃ℎ𝑡) [
1

𝑞(𝑤| ̃ℎ𝑡)
exp (𝑠(𝑤, ̃ℎ𝑡; 𝜃))]

≈ 1
𝐾

𝐾
∑
𝑘=1

1
𝑞(𝑣𝑘| ̃ℎ𝑡)

exp (𝑠(𝑣𝑘, ̃ℎ𝑡; 𝜃)) 通过采样近似估计．

(15.69)

(15.70)

(15.71)

(15.72)
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= 1
𝐾

𝐾
∑
𝑘=1

exp (𝑠(𝑣𝑘, ̃ℎ𝑡; 𝜃))
𝑞(𝑣𝑘| ̃ℎ𝑡)

= 1
𝐾

𝐾
∑
𝑘=1

𝑟(𝑣𝑘),

(15.73)

(15.74)

其中 𝑟(𝑣𝑘) = exp (𝑠(𝑣𝑘, ̃ℎ𝑡;𝜃))
𝑞(𝑣𝑘| ̃ℎ𝑡)

，𝑞(𝑣𝑘| ̃ℎ𝑡)为提议分布．为了提高效率，可以和公
式(15.67)中的提议分布设为一致，并复用在上一步中抽取的样本．

在近似估计了配分函数以及梯度期望之后，公式(15.67)可写为

𝔼𝑝𝜃(𝑣| ̃ℎ𝑡) [
𝜕𝑠(𝑣, ̃ℎ𝑡; 𝜃)

𝜕𝜃 ] ≈ 1
𝐾

𝐾
∑
𝑘=1

𝑝𝜃(𝑣𝑘| ̃ℎ𝑡)
𝑞(𝑣𝑘| ̃ℎ𝑡)

𝜕𝑠(𝑣𝑘, ̃ℎ𝑡; 𝜃)
𝜕𝜃 (15.75)

= 1
𝐾

𝐾
∑
𝑘=1

exp (𝑠(𝑣𝑘, ̃ℎ𝑡; 𝜃))
𝑍( ̃ℎ𝑡)

1
𝑞(𝑣𝑘| ̃ℎ𝑡)

𝜕𝑠(𝑣𝑘, ̃ℎ𝑡; 𝜃)
𝜕𝜃 (15.76)

= 1
𝐾

𝐾
∑
𝑘=1

1
𝑍( ̃ℎ𝑡)

𝑟(𝑣𝑘)
𝜕𝑠(𝑣𝑘, ̃ℎ𝑡; 𝜃)

𝜕𝜃 (15.77)

≈
𝐾
∑
𝑘=1

𝑟(𝑣𝑘)
∑𝐾

𝑘=1 𝑟(𝑣𝑘)
𝜕𝑠(𝑣𝑘, ̃ℎ𝑡; 𝜃)

𝜕𝜃 (15.78)

= 1
∑𝐾

𝑘=1 𝑟(𝑣𝑘)

𝐾
∑
𝑘=1

𝑟(𝑣𝑘)
𝜕𝑠(𝑣𝑘, ̃ℎ𝑡; 𝜃)

𝜕𝜃 . (15.79)

将公式(15.79)代入公式(15.63)，得到每个样本目标函数关于 𝜃的梯度可以
近似为

𝜕 log𝑝𝜃(𝑥𝑡| ̃ℎ𝑡)
𝜕𝜃 = 𝜕𝑠(𝑥𝑡, ̃ℎ𝑡; 𝜃)

𝜕𝜃 − 1
∑𝐾

𝑘=1 𝑟(𝑣𝑘)

𝐾
∑
𝑘=1

𝑟(𝑣𝑘)
𝜕𝑠(𝑣𝑘, ̃ℎ𝑡; 𝜃)

𝜕𝜃 , (15.80)

其中 𝑣1,⋯ , 𝑣𝐾是根据提议分布 𝑞(𝑣| ̃ℎ𝑡)从词表𝒱中采样的词．和公式(15.63)相
比，重要性采样相当于采样了一个词表的子集𝒱′ = {𝑣1,⋯ , 𝑣𝐾}，然后在这个子
集上求梯度 𝜕𝑠(𝑣𝑘, ̃ℎ;𝜃)

𝜕𝜃
的期望；公式(15.63)中分布𝑝𝜃(𝑣| ̃ℎ𝑡)被 𝑟(𝑣𝑘)所替代．这样

目标函数关于 𝜃的梯度就避免了在词表上对所有词进行计算，只需要计算较少
的抽取的样本．采样的样本数量𝐾越大，近似越接近正确值．在实际应用中，𝐾取
100左右就能够以足够高的精度对期望做出估计．通过重要性采样的方法，训练
速度可以加速 |𝒱|

𝐾
倍．

重要性采样的思想和算法都比较简单，但其效果依赖于提议分布 𝑞(𝑣| ̃ℎ𝑡)的
选取．如果 𝑞(𝑣| ̃ℎ𝑡)选取不合适，会造成梯度估计非常不稳定．在实践中，提议分
布𝑞(𝑣| ̃ℎ𝑡)经常使用一元模型的分布函数．虽然直观上𝑞(𝑣| ̃ℎ𝑡)采用N元模型更加
https://nndl.github.io/
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准确，但使用复杂的N元模型分布并不能改进性能，原因是N元模型的分布和神
经网络模型估计的分布之间有很大的差异 [Bengio et al., 2008]．

15.5.3.3 噪声对比估计
除重要性采样外，噪声对比估计（Noise-Contrastive Estimation，NCE）也

是一种常用的近似估计梯度的方法．
噪声对比估计是将密度估计问题转换为二分类问题，从而降低计算复杂度

[Gutmann et al., 2010]．噪声对比估计的思想在我们日常生活中十分常见．比如
我们教小孩认识“苹果”，往往会让小孩从一堆各式各样的水果中找出哪个是“苹
果”．通过不断的对比和纠错，最终小孩会知道“苹果”的特征，并很容易识别出
“苹果”．

噪声对比估计的数学描述如下：假设有三个分布，第一个是需要建模的真实
数据分布𝑝𝑟(𝑥)；第二个是模型分布𝑝𝜃(𝑥)，并期望调整模型参数 𝜃使得𝑝𝜃(𝑥)可
以拟合真实数据分布𝑝𝑟(𝑥)；第三个是噪声分布 𝑞(𝑥)，用来对比学习．给定一个样
本𝑥，如果𝑥是从𝑝𝑟(𝑥)中抽取的，则称为真实样本，如果𝑥是从𝑞(𝑥)中抽取的，则
称为噪声样本．为了判断样本𝑥是真实样本还是噪声样本，引入一个判别函数𝐷．

噪声对比估计是通过调整模型 𝑝𝜃(𝑥)使得判别函数𝐷很容易分辨出样本 𝑥
来自哪个分布．令 𝑦 ∈ {1, 0}表示一个样本 𝑥是真实样本或噪声样本，其条件
概率为

𝑝(𝑥|𝑦 = 1) = 𝑝𝜃(𝑥), (15.81)

𝑝(𝑥|𝑦 = 0) = 𝑞(𝑥). (15.82)

一般噪声样本的数量要比真实样本大很多．为了提高近似效率，我们近似假
设噪声样本的数量是真实样本的𝐾倍，即𝑦的先验分布满足

𝑝(𝑦 = 0) = 𝐾𝑝(𝑦 = 1). (15.83)

根据贝叶斯公式，样本𝑥来自于真实数据分布的后验概率为

𝑝(𝑦 = 1|𝑥) = 𝑝(𝑥|𝑦 = 1)𝑝(𝑦 = 1)
𝑝(𝑥|𝑦 = 1)𝑝(𝑦 = 1) + 𝑝(𝑥|𝑦 = 0)𝑝(𝑦 = 0) (15.84)

= 𝑝𝜃(𝑥)𝑝(𝑦 = 1)
𝑝𝜃(𝑥)𝑝(𝑦 = 1) + 𝑞(𝑥)𝑘𝑝(𝑦 = 1) (15.85)

= 𝑝𝜃(𝑥)
𝑝𝜃(𝑥) + 𝐾𝑞(𝑥) . (15.86)

相反，样本𝑥来自于噪声分布的后验概率为 𝑝(𝑦 = 0|𝑥) = 1 − 𝑝(𝑦 = 1|𝑥)．
从真实分布𝑝𝑟(𝑥)中抽取𝑁个样本𝑥1,⋯ , 𝑥𝑁，将其类别设为 𝑦 = 1，然后从

噪声分布中抽取𝐾𝑁个样本𝑥′1,⋯ , 𝑥′𝐾𝑁，将其类别设为 𝑦 = 0．噪声对比估计的
https://nndl.github.io/
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目标是将真实样本和噪声样本区别开来，可以看作一个二分类问题．噪声对比估
计的损失函数为

ℒ(𝜃) = − 1
𝑁(𝐾 + 1) (

𝑁
∑
𝑛=1

log𝑝(𝑦 = 1|𝑥𝑛) +
𝐾𝑁
∑
𝑛=1

log𝑝(𝑦 = 0|𝑥′𝑛)) . (15.87)

通过不断采样真实样本和噪声样本，并用梯度下降法，可以学习参数 𝜃使得
𝑝𝜃(𝑥)逼近于真实分布𝑝𝑟(𝑥)．

噪声对比估计相当于用判别式的准则ℒ(𝜃)来训练一个生成式模型 𝑝𝜃(𝑥)，
使得判别函数𝐷很容易分辨出样本 𝑥来自哪个分布，其思想与生成对抗网络类
似．

生成对抗网络参见

第13.3节．不同之处在于，在噪声对比估计中的判别函数𝐷是通过贝叶斯公式计算得
到，而生成对抗网络的判别函数𝐷是一个需要学习的神经网络．
基于噪声对比估计的序列模型 在计算序列模型的条件概率时，我们也可以利
用噪声对比估计的思想来提高计算效率 [Mnih et al., 2013, 2012]．在序列模型
中需要建模的分布是𝑝𝜃(𝑣| ̃ℎ)，原则上噪声分布 𝑞(𝑣| ̃ℎ) 𝑝𝜃(𝑣| ̃ℎ)的计算参见公

式(15.48)．
应该是依赖于历史信息 ̃ℎ

的条件分布，但实践中一般使用和历史信息无关的分布 𝑞(𝑣)，比如一元模型的
分布．

给定历史信息 ̃ℎ，我们需要判断词表中每一个词 𝑣是来自于真实分布还是噪
声分布．令

𝑝(𝑦 = 1|𝑣, ̃ℎ) = 𝑝𝜃(𝑣| ̃ℎ)
𝑝𝜃(𝑣| ̃ℎ) + 𝐾𝑞(𝑣)

. (15.88)

对于一个训练序列𝒙1∶𝑇，将 {( ̃ℎ𝑡, 𝑥𝑡)}𝑇𝑡=1作为真实样本． ̃ℎ𝑡 = 𝒙1∶(𝑡−1)．对于每一个𝑥𝑡，从噪
声分布中抽取𝐾个噪声样本{𝑥′𝑡,1,⋯ , 𝑥′𝑡,𝐾}．噪声对比估计的目标函数是

为简单起见，这里省略

了系数
1

𝑇(𝐾+1)
．

ℒ(𝜃) = −
𝑇
∑
𝑡=1

(log𝑝(𝑦 = 1|𝑥𝑡, ̃ℎ𝑡) +
𝐾
∑
𝑘=1

log (1 − 𝑝(𝑦 = 1|𝑥′𝑡,𝑘, ̃ℎ𝑡))) . (15.89)

虽然通过噪声对比估计，将一个 |𝒱|类的分类问题转换为一个二分类问题，
但是依然需要计算𝑝𝜃(𝑣| ̃ℎ)，其中仍然涉及配分函数的计算．为了避免计算配分
函数，我们将负对数配分函数− log𝑍( ̃ℎ; 𝜃)作为一个可学习的参数 𝑧 ̃ℎ（即每一个
̃ℎ对应一个参数），这样条件概率𝑝𝜃(𝑣| ̃ℎ)重新定义为

𝑝𝜃(𝑣| ̃ℎ) = exp (𝑠(𝑣, ̃ℎ; 𝜃)) exp(𝑧 ̃ℎ). (15.90)

噪声对比估计方法的一个特点是会促使未归一化分布 exp (𝑠(𝑣, ̃ℎ; 𝜃))自己
学习到一个近似归一化的分布，并接近真实的数据分布𝑝𝑟(𝑣| ̃ℎ) [Gutmann et al.,
2010]．也就是说，学习出来的 exp(𝑧 ̃ℎ) ≈ 1．这样可以直接令 exp(𝑧 ̃ℎ) = 1, ∀ ̃ℎ，并
https://nndl.github.io/
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用未归一化的分布 exp (𝑠(𝑣, ̃ℎ; 𝜃))来代替𝑝𝜃(𝑣| ̃ℎ)．直接令 exp(𝑧 ̃ℎ) = 1不会影响
模型的性能．因为神经网络有大量的参数，这些参数足以让模型学习到一个近似
归一化的分布 [Mnih et al., 2012]．

公式(15.88)可以写为

𝑝(𝑦 = 1|𝑣, ̃ℎ) =
exp (𝑠(𝑣, ̃ℎ; 𝜃))

exp (𝑠(𝑣, ̃ℎ; 𝜃))) + 𝐾𝑞(𝑣)
(15.91)

= 1
1 + 𝐾𝑞(𝑣)

exp (𝑠(𝑣, ̃ℎ;𝜃))
(15.92)

= 1
1 + exp ( − 𝑠(𝑣, ̃ℎ; 𝜃) + log (𝐾𝑞(𝑣)))

(15.93)

= 1
1 + exp(−(Δ𝑠(𝑣, ̃ℎ; 𝜃)))

(15.94)

= 𝜎(Δ𝑠(𝑣, ̃ℎ; 𝜃)), (15.95)

其中𝜎为Logistic函数，Δ𝑠(𝑣, ̃ℎ; 𝜃) = 𝑠(𝑣, ̃ℎ; 𝜃) − log(𝐾𝑞(𝑣))为模型打分（未归一
化分布）与放大的噪声分布之间的差．

在噪声对比估计中，噪声分布 𝑞(𝑣)的选取也十分关键．首先是从 𝑞(𝑣)中采
样要十分容易．另外，𝑞(𝑣)要和真实数据分布𝑝𝑟(𝑣| ̃ℎ)比较接近，否则分类问题就
变得十分容易，不需要学习到一个接近真实分布的𝑝𝜃(𝑣| ̃ℎ)就可以分出数据来源
了．对自然语言的序列模型，𝑞(𝑣)取一元模型的分布是一个很好的选择．每次迭
代噪声样本的个数𝐾取值在 25 ∼ 100左右．
总结 基于采样的方法并不改变模型的结构，只是近似计算参数梯度．在训练时
可以显著提高模型的训练速度，但是在测试阶段依然需要计算配分函数．而基
于层次化 Softmax的方法改变了模型的结构，在训练和测试时都可以加快计算
速度．

15.6 序列到序列模型
在序列生成任务中，有一类任务是序列到序列生成任务，即输入一个序列，

生成另一个序列，比如机器翻译、语音识别、文本摘要、对话系统、图像标题生
成等．

序列到序列（Sequence-to-Sequence，Seq2Seq）是一种条件的序列生成问
题，给定一个序列𝒙1∶𝑆，生成另一个序列𝒚1∶𝑇．输入序列的长度 𝑆和输出序列的
长度𝑇可以不同．比如在机器翻译中，输入为源语言，输出为目标语言．图15.5给

https://nndl.github.io/
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出了基于循环神经网络的序列到序列机器翻译示例，其中 ⟨𝐸𝑂𝑆⟩表示输入序列
的结束，虚线表示用上一步的输出作为下一步的输入．

机 器 学 习

machine learning ⟨𝐸𝑂𝑆⟩

图 15.5 基于循环神经网络的序列到序列机器翻译

序列到序列模型的目标是估计条件概率

𝑝𝜃(𝒚1∶𝑇 |𝒙1∶𝑆) =
𝑇
∏
𝑡=1

𝑝𝜃(𝑦𝑡|𝒚1∶(𝑡−1), 𝒙1∶𝑆), (15.96)

其中𝒚𝑡 ∈ 𝒱为词表𝒱中的某个词．
给定一组训练数据 {(𝒙𝑆𝑛 , 𝒚𝑇𝑛)}𝑁𝑛=1，我们可以使用最大似然估计来训练模

型参数

̂𝜃 = argmax
𝜃

𝑁
∑
𝑛=1

log𝑝𝜃(𝒚1∶𝑇𝑛 |𝒙1∶𝑆𝑛). (15.97)

一旦训练完成，模型就可以根据一个输入序列𝒙来生成最可能的目标序列

�̂� = argmax
𝒚

𝑝 ̂𝜃(𝒚|𝒙), (15.98)

具体的生成过程可以通过贪婪方法或束搜索来完成．
和一般的序列生成模型类似，条件概率 𝑝𝜃(𝑦𝑡|𝒚1∶(𝑡−1), 𝒙1∶𝑆)可以使用各种

不同的神经网络来实现．这里我们介绍三种主要的序列到序列模型：基于循环神
经网络的序列到序列模型、基于注意力的序列到序列模型、基于自注意力的序列
到序列模型．

15.6.1 基于循环神经网络的序列到序列模型
实现序列到序列的最直接方法是使用两个循环神经网络来分别进行编码和

解码，也称为编码器-解码器（Encoder-Decoder）模型．
编码器 首先使用一个循环神经网络𝑓enc来编码输入序列𝒙1∶𝑆得到一个固定维
数的向量𝒖，𝒖一般为编码循环神经网络最后时刻的隐状态．

𝒉enc𝑡 = 𝑓enc(𝒉enc𝑡−1, 𝒆𝑥𝑡−1 , 𝜃enc), ∀𝑡 ∈ [1 ∶ 𝑆], (15.99)
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𝒖 = 𝒉enc𝑆 , (15.100)

其中𝑓enc(⋅)为编码循环神经网络，可以为LSTM或GRU，其参数为𝜃enc，𝒆𝑥为词𝑥
的词向量．
解码器 在生成目标序列时，使用另外一个循环神经网络𝑓dec来进行解码．在解
码过程的第 𝑡步时，已生成前缀序列为𝒚1∶(𝑡−1)．令𝒉dec𝑡 表示在网络𝑓dec的隐状态，
𝒐𝑡 ∈ (0, 1)|𝒱|为词表中所有词的后验概率，则

𝒉dec0 = 𝒖, (15.101)

𝒉dec𝑡 = 𝑓dec(𝒉dec𝑡−1, 𝒆𝑦𝑡−1 , 𝜃dec), (15.102)

𝒐𝑡 = 𝑔(𝒉dec𝑡 , 𝜃𝑜), (15.103)

其中𝑓dec(⋅)为解码循环神经网络，𝑔(⋅)为最后一层为 Softmax函数的前馈神经网
络，𝜃dec和𝜃𝑜为网络参数，𝒆𝑦为𝑦的词向量，𝑦0为一个特殊符号，比如 ⟨𝐸𝑂𝑆⟩.

基于循环神经网络的序列到序列模型的缺点是：1）编码向量𝒖的容量问题，
输入序列的信息很难全部保存在一个固定维度的向量中；2）当序列很长时，由
于循环神经网络的长程依赖问题，容易丢失输入序列的信息． 长程依赖问题参见

第6.5节．

15.6.2 基于注意力的序列到序列模型

为了获取更丰富的输入序列信息， 注意力机制参见

第8.2节．我们可以在每一步中通过注意力机制来
从输入序列中选取有用的信息．

基于注意力的序列到

序列生成过程见

https://nndl.github.io/
v/sgm-seq2seq

在解码过程的第 𝑡步时，先用上一步的隐状态𝒉dec𝑡−1作为查询向量，利用注意
力机制从所有输入序列的隐状态𝑯enc = [𝒉enc1 ,⋯ , 𝒉enc𝑆 ]中选择相关信息

𝒄𝑡 = att(𝑯enc, 𝒉dec𝑡−1) =
𝑆
∑
𝑖=1

𝛼𝑖𝒉enc𝑖 (15.104)

=
𝑆
∑
𝑖=1

softmax (𝑠(𝒉enc𝑖 , 𝒉dec𝑡−1))𝒉enc𝑖 (15.105)

其中 𝑠(⋅)为注意力打分函数． 注意力打分函数可

以有多种选择，参见

第8.2节．然后，将从输入序列中选择的信息 𝒄𝑡也作为解码器 𝑓dec(⋅)在第 𝑡步时的输
入，得到第 𝑡步的隐状态

𝒉dec𝑡 = 𝑓dec(𝒉dec𝑡−1, [𝒆𝑦𝑡−1 ; 𝒄𝑡], 𝜃dec). (15.106)

最后，将𝒉dec𝑡 输入到分类器𝑔(⋅)中来预测词表中每个词出现的概率．

https://nndl.github.io/
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15.6.3 基于自注意力的序列到序列模型
除长程依赖问题外，基于循环神经网络的序列到序列模型的另一个缺点是

无法并行计算．为了提高并行计算效率以及捕捉长距离的依赖关系，我们可以使
用自注意力模型（Self-Attention Model）来建立一个全连接的网络结构． 自注意力模型参见

第8.3节．
本节介

绍一个目前非常成功的基于自注意力的序列到序列模型：Transformer [Vaswani
et al., 2017]．

15.6.3.1 自注意力
对于一个向量序列𝑯 = [𝒉1,⋯ , 𝒉𝑇 ] ∈ ℝ𝐷ℎ×𝑇，首先用自注意力模型来对其

进行编码，即

self-att(𝑸,𝑲, 𝑽) = 𝑽 softmax (𝑲
T𝑸

√𝐷𝑘
), (15.107)

𝑸 = 𝑾𝑞𝑯,𝑲 = 𝑾𝑘𝑯,𝑽 = 𝑾𝑣𝑯, (15.108)

其中𝐷𝑘是输入矩阵𝑸和𝑲中列向量的维度，𝑾𝑞 ∈ ℝ𝐷𝑘×𝐷ℎ ,𝑾𝑘 ∈ ℝ𝐷𝑘×𝐷ℎ ,𝑾𝑣 ∈
ℝ𝐷𝑣×𝐷ℎ为三个投影矩阵．

15.6.3.2 多头自注意力
自注意力模型可以看作在一个线性投影空间中建立𝑯中不同向量之间的交

互关系．为了提取更多的交互信息，我们可以使用多头自注意力（Multi-Head
Self-Attention），在多个不同的投影空间中捕捉不同的交互信息．假设在𝑀个投
影空间中分别应用自注意力模型，有

MultiHead(𝑯) = 𝑾𝑜[head1;⋯ ;head𝑀], (15.109)

head𝑚 = self-att(𝑸𝑚, 𝑲𝑚, 𝑽𝑚), (15.110)

∀𝑚 ∈ {1,⋯ ,𝑀}, 𝑸𝑚 = 𝑾𝑚
𝑞 𝑯,𝑲 = 𝑾𝑚

𝑘 𝑯,𝑽 = 𝑾𝑚
𝑣 𝑯, (15.111)

其中𝑾𝑜 ∈ ℝ𝐷ℎ×𝑀𝑑𝑣为输出投影矩阵，𝑾𝑚
𝑞 ∈ ℝ𝐷𝑘×𝐷ℎ ,𝑾𝑚

𝑘 ∈ ℝ𝐷𝑘×𝐷ℎ ,𝑾𝑚
𝑣 ∈

ℝ𝐷𝑣×𝐷ℎ为投影矩阵，𝑚 ∈ {1,⋯ ,𝑀}．

15.6.3.3 基于自注意力模型的序列编码
对于一个序列𝒙1∶𝑇，我们可以构建一个含有多层多头自注意力模块的模型

来对其进行编码．由于自注意力模型忽略了序列𝒙1∶𝑇中每个𝒙𝑡的位置信息，因
此需要在初始的输入序列中加入位置编码（Positional Encoding）来进行修正．
对于一个输入序列𝒙1∶𝑇 ∈ ℝ𝐷×𝑇，令

𝑯(0) = [𝒆𝑥1 + 𝒑1,⋯ , 𝒆𝑥𝑇 + 𝒑𝑇 ], (15.112)

https://nndl.github.io/

https://nndl.github.io/
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其中 𝒆𝑥𝑡 ∈ ℝ𝐷为词𝑥𝑡的嵌入向量表示，𝒑𝑡 ∈ ℝ𝐷为位置 𝑡的向量表示，即位置编
码．𝒑𝑡可以作为可学习的参数，也可以通过下面方式进行预定义：

𝒑𝑡,2𝑖 = sin(𝑡/100002𝑖/𝐷), (15.113)

𝒑𝑡,2𝑖+1 = cos(𝑡/100002𝑖/𝐷), (15.114)
参见习题15-7．

其中𝒑𝑡,2𝑖表示第 𝑡个位置的编码向量的第 2𝑖维，𝐷是编码向量的维度．
给定第 𝑙 −1层的隐状态𝑯(𝑙−1)，第 𝑙层的隐状态𝑯(𝑙)可以通过一个多头自注

意力模块和一个非线性的前馈网络得到．每次计算都需要残差连接以及层归一
化操作．具体计算为

𝒁(𝑙) =norm(𝑯(𝑙−1) +MultiHead(𝑯(𝑙−1))), (15.115)

𝑯(𝑙) =norm(𝒁(𝑙) + FFN(𝒁(𝑙))), (15.116)

其中norm(⋅)表示层归一化，FFN(⋅)表示逐位置的前馈神经网络（Position-wise
Feed-Forward Network），是一个简单的两层网络．对于输入序列中每个位置上
向量 𝒛 ∈ 𝒁(𝑙)，

层归一化参见

第7.5.2节．

FFN(𝒛) = 𝑾2ReLu(𝑾1𝒛 + 𝒃1) + 𝒃2, (15.117)

其中𝑾1,𝑾2, 𝒃1, 𝒃2为网络参数．
基于自注意力模型的序列编码可以看作一个全连接的前馈神经网络，第 𝑙层

的每个位置都接受第 𝑙 − 1层的所有位置的输出．不同的是，其连接权重是通过注
意力机制动态计算得到．

15.6.3.4 Transformer模型
Transformer模型 [Vaswani et al., 2017]是一个基于多头自注意力的序列到

序列模型，其整个网络结构可以分为两部分：
基于Transformer的 序
列到序列生成过程见

https://nndl.github.io/
v/sgm-seq2seq（1） 编码器只包含多层的多头自注意力（Multi-Head Self-Attention）模

块，每一层都接受前一层的输出作为输入．编码器的输入为序列 𝒙1∶𝑆，输出为
一个向量序列𝑯enc = [𝒉enc1 ,⋯ , 𝒉enc𝑆 ]．然后，用两个矩阵将𝑯enc映射到𝑲enc和
𝑽 enc作为键值对供解码器使用，即

𝑲enc = 𝑾 ′
𝑘𝑯enc, (15.118)

𝑽 enc = 𝑾 ′
𝑣𝑯enc, (15.119)

其中𝑾 ′
𝑘 和𝑾 ′

𝑣 为线性映射的参数矩阵．
（2） 解码器是通过自回归的方式来生成目标序列．和编码器不同，解码器

由以下三个模块构成：
https://nndl.github.io/

https://nndl.github.io/v/sgm-seq2seq
https://nndl.github.io/v/sgm-seq2seq
https://nndl.github.io/


15.7 总结和深入阅读 2021年 5月 18日 380

a ) 掩蔽自注意力模块：第 𝑡步时，先使用自注意力模型 𝑦0为一个特殊符号．
为了提高训练效率，这

里的自注意力模型实

际上是掩蔽自注意力，

即阻止每个位置看到

它右边的词．

对已生成的前缀
序列𝒚0∶(𝑡−1)进行编码得到𝑯dec = [𝒉dec1 ,⋯ , 𝒉dec𝑡 ]．
b ) 解码器到编码器注意力模块：将𝒉dec𝑡 进行线性映射得到 𝒒dec𝑡 ．将 𝒒dec𝑡

作为查询向量，通过键值对注意力机制来从输入 (𝑲enc, 𝑽 enc)中选取有用
的信息．
c ) 逐位置的前馈神经网络：使用一个前馈神经网络来综合得到所有信息．

将上述三个步骤重复多次，最后通过一个全连接前馈神经网络来计算输出
概率．图15.6给出了Transformer的网络结构示例，其中𝑁×表示重复𝑁次，“Add
& Norm”表示残差连接和层归一化．在训练时，为了提高效率，我们通常将右移
的目标序列（Right-Shifted Output）𝒚0∶(𝑇−1)作为解码器的输入，即在第 𝑡个位
置的输入为 𝑦𝑡−1．在这种情况下，可以通过一个掩码（Mask）来阻止每个位置选
择其后面的输入信息．这种方式称为掩蔽自注意力（Masked Self-Attention）．

图 15.6 Transformer网络结构（图片来源 [Vaswani et al., 2017]）

15.7 总结和深入阅读
序列生成模型主要解决序列数据的密度估计和生成问题，是一种在实际应

用中十分重要的模型．目前主流的序列生成模型都是自回归生成模型．
最早的深度序列模型是神经网络语言模型．[Bengio et al., 2003]最早提出了

基于前馈神经网络的语言模型，随后 [Mikolov et al., 2010]利用循环神经网络来
https://nndl.github.io/

https://nndl.github.io/
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实现语言模型．[Oord et al., 2016]针对语音合成任务提出了WaveNet，可以生成
接近自然人声的语音．

为了解决曝光偏差问题，[Venkatraman et al., 2014]提出了DAD（Data As
Demonstrator）算法，即在训练时混合使用真实数据和模型生成的数据，[Ben-
gio et al., 2015]进一步使用课程学习（Curriculum Learning）控制使用两种数
据的比例．[Ranzato et al., 2015]将序列生成看作强化学习问题，并使用最大似
然估计来预训练模型，并逐步将训练目标由最大似然估计切换为最大期望回报．
[Yu et al., 2017]进一步利用生成对抗网络的思想来进行文本生成．

由于深度序列模型在输出层使用 Softmax进行归一化，因此计算代价很高．
为了提高效率，[Bengio et al., 2008]提出了利用重要性采样来加速 Softmax的计
算，[Mnih et al., 2013]提出了噪声对比估计来计算非归一化的条件概率，[Morin
et al., 2005]使用了层次化Softmax函数来近似扁平的Softmax函数．

在众多的序列生成任务中，序列到序列生成是一种十分重要的任务类型．
[Sutskever et al., 2014]开创性地使用基于循环神经网络的序列到序列模型来
进行机器翻译，[Bahdanau et al., 2014]使用注意力模型来改进循环神经网络
的长程依赖问题，[Gehring et al., 2017]提出了基于卷积神经网络的序列到序
列模型．目前最成功的序列到序列模型是全连接的自注意力模型，比如 Trans-
former[Vaswani et al., 2017]．

Texar1是一个非常好的序列生成框架，提供了很多主流的序列生成模型．

习题

习题 15-1 证明公式 (15.19)．
习题15-2 通过文献了解N元模型中Good-Turing平滑、Kneser-Ney平滑的原理．
习题 15-3 试通过注意力机制来动态计算公式(15.24)中的权重．
习题 15-4 给定一个生成序列“The cat sat on the mat”和两个参考序列“The cat
is on the mat”“The bird sat on the bush”，分别计算BLEU-N和ROUGE-N得分
（𝑁 = 1或𝑁 = 2时）．
习题 15-5 描述束搜索的实现算法．
习题 15-6 根据公式(15.89)和公式(15.95)，计算噪声对比估计的参数梯度，并分
析其和重要性采样中参数梯度（见公式(15.80)）的异同点．
习题 15-7 证明公式(15.113)和公式(15.114)中位置编码可以刻画一个序列中任
意两个词之间的相对距离．

1 https://github.com/asyml/texar

https://nndl.github.io/

https://github.com/asyml/texar
https://nndl.github.io/
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附录A 线性代数

线性代数主要包含向量、向量空间（或称线性空间）以及向量的线性变换和
有限维的线性方程组．

A.1 向量和向量空间

A.1.1 向量
标量（Scalar）是一个实数，只有大小，没有方向．标量一般用斜体小写英文

字母𝑎, 𝑏, 𝑐来表示．向量（Vector）是由一组实数组成的有序数组，同时具有大小
和方向．一个𝑁维向量𝒂是由𝑁个有序实数组成，表示为

𝒂 = [𝑎1, 𝑎2,⋯ , 𝑎𝑁], (A.1)

其中𝑎𝑛称为向量𝒂的第𝑛个分量，或第𝑛维．向量符号一般用黑斜体小写英文字
母𝒂, 𝒃, 𝒄，或小写希腊字母𝛼, 𝛽, 𝛾等来表示．

A.1.2 向量空间
向量空间（Vector Space），也称线性空间（Linear Space），是指由向量组

成的集合，并满足以下两个条件：
（1） 向量加法+：向量空间𝒱中的两个向量𝒂和𝒃，它们的和𝒂 + 𝒃也属于

空间𝒱；
（2） 标量乘法⋅：向量空间𝒱中的任一向量𝒂和任一标量 𝑐，它们的乘积 𝑐 ⋅𝒂

也属于空间𝒱．
欧氏空间 一个常用的线性空间是欧氏空间（Euclidean Space）．一个定义在
实数域上的欧式空间通常表示为ℝ𝑁，其中𝑁为空间维度（Dimension）．欧氏空
间中的向量加法和标量乘法定义为：

[𝑎1, 𝑎2,⋯ , 𝑎𝑁] + [𝑏1, 𝑏2,⋯ , 𝑏𝑁] = [𝑎1 + 𝑏1, 𝑎2 + 𝑏2,⋯ , 𝑎𝑁 + 𝑏𝑁], (A.2)

𝑐 ⋅ [𝑎1, 𝑎2,⋯ , 𝑎𝑁] = [𝑐𝑎1, 𝑐𝑎2,⋯ , 𝑐𝑎𝑁], (A.3)

其中𝑎, 𝑏, 𝑐 ∈ ℝ为标量．
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线性子空间 向量空间𝒱的线性子空间𝒰是𝒱的一个子集，并且满足向量空间
的条件（向量加法和标量乘法）．
线性无关 线性空间𝒱中的𝑀个向量 {𝒗1, 𝒗2,⋯ , 𝒗𝑀}，如果对任意的一组标量
𝜆1, 𝜆2,⋯ , 𝜆𝑀，满足𝜆1𝒗1+𝜆2𝒗2+⋯+𝜆𝑀𝒗𝑀 = 0，则必然 𝜆1 = 𝜆2 = ⋯ = 𝜆𝑀 =
0，那么 {𝒗1, 𝒗2,⋯ , 𝒗𝑀}是线性无关的，也称为线性独立的．
基向量 𝑁维向量空间𝒱的基（Base）ℬ = {𝒆1, 𝒆2,⋯ , 𝒆𝑁 }是𝒱的有限子集，其
元素之间线性无关．向量空间𝒱中所有的向量都可以按唯一的方式表达为 ℬ中
向量的线性组合．对任意𝑣 ∈ 𝒱，存在一组标量 (𝜆1, 𝜆2,⋯ , 𝜆𝑁)使得

𝒗 = 𝜆1𝒆1 + 𝜆2𝒆2 +⋯+ 𝜆𝑁𝒆𝑁 , (A.4)

其中基ℬ中的向量称为基向量（Base Vector）．如果基向量是有序的，则标量
(𝜆1, 𝜆2,⋯ , 𝜆𝑁)称为向量𝒗关于基ℬ的坐标（Coordinate）．

𝑁维空间𝒱的一组标准基（Standard Basis）为

𝒆1 = [1, 0, 0,⋯ , 0], (A.5)

𝒆2 = [0, 1, 0,⋯ , 0], (A.6)

⋯ (A.7)

𝒆𝑁 = [0, 0, 0,⋯ , 1], (A.8)

𝒱中的任一向量𝒗 = [𝑣1, 𝑣2,⋯ , 𝑣𝑁]可以唯一地表示为

[𝑣1, 𝑣2,⋯ , 𝑣𝑁] = 𝑣1𝒆1 + 𝑣2𝒆2 +⋯+ 𝑣𝑁𝒆𝑁 , (A.9)

𝑣1, 𝑣2,⋯ , 𝑣𝑁也称为向量𝒗的笛卡尔坐标（Cartesian Coordinate）．
向量空间中的每个向量可以看作一个线性空间中的笛卡尔坐标．

内积 一个𝑁维线性空间中的两个向量𝒂和𝒃，其内积（Inner Product）为

⟨𝒂, 𝒃⟩ =
𝑁
∑
𝑛=1

𝑎𝑛𝑏𝑛. (A.10)

内积也称为点积（Dot Product）或标量积（Scalar Product）．
正交 如果向量空间中两个向量的内积为 0，则它们正交（Orthogonal）．如果
向量空间中一个向量𝒗与子空间𝒰中的每个向量都正交，那么向量𝒗和子空间𝒰
正交．



A.1 向量和向量空间 386

A.1.3 范数
范数（Norm）是一个表示向量“长度”的函数，为向量空间内的所有向量赋

予非零的正长度或大小．对于一个𝑁维向量𝒗，一个常见的范数函数为ℓ𝑝范数，

ℓ𝑝(𝒗) ≡ ‖𝒗‖𝑝 = (
𝑁
∑
𝑛=1

|𝑣𝑛|
𝑝 )

1/𝑝
, (A.11)

其中𝑝 ≥ 0为一个标量的参数．常用的𝑝的取值有 1，2，∞等．
ℓ1范数 ℓ1范数为向量的各个元素的绝对值之和．

‖𝒗‖1 =
𝑁
∑
𝑛=1

|𝑣𝑛|. (A.12)

ℓ2范数 ℓ2范数为向量的各个元素的平方和再开平方．

‖𝒗‖2 =
√√√
√

𝑁
∑
𝑛=1

𝑣2𝑛 = √𝒗T𝒗. (A.13)

ℓ2范数又称为Euclidean范数或者Frobenius范数．从几何角度，向量也可
以表示为从原点出发的一个带箭头的有向线段，其ℓ2范数为线段的长度，也常称
为向量的模．
ℓ∞范数 ℓ∞范数为向量的各个元素的最大绝对值，

‖𝒗‖∞ = max{𝑣1, 𝑣2,⋯ , 𝑣𝑁 }. (A.14)

图A.1给出了常见范数的示例，其中红线表示不同范数的ℓ𝑝 = 1的点．

𝑝 = 1 𝑝 = 2 𝑝 = ∞ 𝑝 = 1
2

图 A.1 常见的范数

A.1.4 常见的向量
全 0向量指所有元素都为 0的向量，用0表示．全 0向量为笛卡尔坐标系中

的原点．
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全 1向量指所有元素都为 1的向量，用1表示．
one-hot向量为有且只有一个元素为 1，其余元素都为 0的向量．one-hot向

量是在数字电路中的一种状态编码，指对任意给定的状态，状态寄存器中只有 l
位为 1，其余位都为 0．

A.2 矩阵

A.2.1 线性映射

线性映射（Linear Mapping） 从线性空间𝒳到其自
身的线性映射，称为线

性变换（Linear Trans-
formation）．

是指从线性空间𝒳到线性空间𝒴的一个映射
函数𝑓 ∶ 𝒳 → 𝒴，并满足：对于𝒳中任何两个向量𝒖和𝒗以及任何标量 𝑐，有

𝑓(𝒖 + 𝒗) = 𝑓(𝒖) + 𝑓(𝒗), (A.15)

𝑓(𝑐𝒗) = 𝑐𝑓(𝒗). (A.16)

两个有限维欧氏空间的映射函数𝑓 ∶ ℝ𝑁 → ℝ𝑀可以表示为

𝒚 = 𝑨𝒙 ≜

⎡
⎢
⎢
⎢
⎢
⎢
⎢
⎣

𝑎11𝑥1 + 𝑎12𝑥2 +⋯+ 𝑎1𝑁𝑥𝑁
𝑎21𝑥1 + 𝑎22𝑥2 +⋯+ 𝑎2𝑁𝑥𝑁

⋮

𝑎𝑀1𝑥1 + 𝑎𝑀2𝑥2 +⋯+ 𝑎𝑀𝑁𝑥𝑁

⎤
⎥
⎥
⎥
⎥
⎥
⎥
⎦

, (A.17)

其中𝑨是一个由𝑀行𝑁列个元素排列成的矩形阵列，称为𝑀 × 𝑁的矩阵（Ma-
trix）：

𝑨 =

⎡
⎢
⎢
⎢
⎢
⎢
⎢
⎣

𝑎11 𝑎12 ⋯ 𝑎1𝑁
𝑎21 𝑎22 ⋯ 𝑎2𝑁
⋮ ⋮ ⋱ ⋮

𝑎𝑀1 𝑎𝑀2 ⋯ 𝑎𝑀𝑁

⎤
⎥
⎥
⎥
⎥
⎥
⎥
⎦

. (A.18)

向量𝒙 ∈ ℝ𝑁和𝒚 ∈ ℝ𝑀为两个空间中的向量．𝒙和𝒚可以分别表示为𝑁 × 1的
矩阵和𝑀 × 1的矩阵：

𝒙 =

⎡
⎢
⎢
⎢
⎢
⎢
⎢
⎣

𝑥1
𝑥2
⋮

𝑥𝑁

⎤
⎥
⎥
⎥
⎥
⎥
⎥
⎦

, 𝒚 =

⎡
⎢
⎢
⎢
⎢
⎢
⎢
⎣

𝑦1
𝑦2
⋮

𝑦𝑀

⎤
⎥
⎥
⎥
⎥
⎥
⎥
⎦

. (A.19)
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这种表示形式称为列向量，即只有一列的矩阵． 如果没有特别说明，本

书默认向量为列向量．为简化书写、方便排版起见，本书约定行向量（即 1 × 𝑁的矩阵）用逗号隔
离的向量 [𝑥1, 𝑥2,⋯ , 𝑥𝑁]表示；列向量用分号隔开的向量𝒙 = [𝑥1; 𝑥2;⋯ ; 𝑥𝑁]表
示，或用行向量的转置[𝑥1, 𝑥2,⋯ , 𝑥𝑁]T表示．

矩阵𝑨 ∈ ℝ𝑀×𝑁定义了一个从空间ℝ𝑁到空间ℝ𝑀的线性映射．一个矩阵𝑨
从左上角数起的第𝑚行第𝑛列上的元素称为第𝑚, 𝑛项，通常记为 [𝑨]𝑚𝑛或𝑎𝑚𝑛．

A.2.2 仿射变换
仿射变换（Affine Transformation）是指通过一个线性变换和一个平移，将

一个向量空间变换成另一个向量空间的过程．
令𝑨 ∈ ℝ𝑁×𝑁为𝑁 × 𝑁的实数矩阵，𝒙 ∈ ℝ𝑁是𝑁维向量空间中的点，仿射

变换可以表示为

𝒚 = 𝑨𝒙 + 𝒃, (A.20)

其中𝒃 ∈ ℝ𝑁为平移项．当𝒃 = 0时，仿射变换就退化为线性变换．
仿射变换可以实现线性空间中的旋转、平移、缩放变换．仿射变换不改变原

始空间的相对位置关系，具有以下性质．1）共线性（Collinearity）不变：在同一
条直线上的三个或三个以上的点，在变换后依然在一条直线上；2）比例不变：不
同点之间的距离比例在变换后不变；3）平行性不变：两条平行线在转换后依然
平行；4）凸性不变：一个凸集（Convex Set）在转换后依然是凸的．

A.2.3 矩阵操作
加 如果𝑨和𝑩都为𝑀×𝑁的矩阵，则𝑨和𝑩的加也是𝑀×𝑁的矩阵，其每个元
素是A和B相应元素相加，即

[𝑨 + 𝑩]𝑚𝑛 = 𝑎𝑚𝑛 + 𝑏𝑚𝑛. (A.21)

乘积 假设有两个矩阵𝑨和𝑩分别表示两个线性映射 𝑔 ∶ ℝ𝐾 → ℝ𝑀 和 𝑓 ∶
ℝ𝑁 → ℝ𝐾，则其复合线性映射

(𝑔 ∘ 𝑓)(𝒙) = 𝑔(𝑓(𝒙)) = 𝑔(𝑩𝒙) = 𝑨(𝑩𝒙) = (𝑨𝑩)𝒙, (A.22)

其中𝑨𝑩表示矩阵𝑨和𝑩的乘积，定义为

[𝑨𝑩]𝑚𝑛 =
𝐾
∑
𝑘=1

𝑎𝑚𝑘𝑏𝑘𝑛. (A.23)
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两个矩阵的乘积仅当第一个矩阵的列数和第二个矩阵的行数相等时才能定义．
如𝑨是𝑀 × 𝐾矩阵和𝑩是𝐾 × 𝑁矩阵，则乘积𝑨𝑩是一个𝑀 × 𝑁的矩阵．

矩阵的乘法满足结合律和分配律：
（1） 结合律：(𝑨𝑩)𝑪 = 𝑨(𝑩𝑪),
（2） 分配律：(𝑨 + 𝑩)𝑪 = 𝑨𝑪 + 𝑩𝑪，𝑪(𝑨 + 𝑩) = 𝑪𝑨 + 𝑪𝑩.

转置 𝑀 × 𝑁的矩阵𝑨的转置（Transposition）是一个𝑁 × 𝑀的矩阵，记为𝑨T，

𝑨T的第𝑚行第𝑛列的元素是原矩阵𝑨的第𝑛行第𝑚列的元素，

[𝑨T]𝑚𝑛 = [𝑨]𝑛𝑚. (A.24)

Hadamard积 矩阵𝑨和矩阵 𝑩的Hadamard积（Hadamard Product）也称
为逐点乘积，为𝑨和𝑩中对应的元素相乘．

[𝑨 ⊙ 𝑩]𝑚𝑛 = 𝑎𝑚𝑛𝑏𝑚𝑛. (A.25)

一个标量 𝑐与矩阵𝑨乘积为𝑨的每个元素是𝑨的相应元素与 𝑐的乘积

[𝑐𝑨]𝑚𝑛 = 𝑐𝑎𝑚𝑛. (A.26)

Kronecker积 如果𝑨是𝑀×𝑁的矩阵，𝑩是𝑆×𝑇的矩阵，那么它们的Kronecker
积（Kronecker Product）是一个𝑀𝑆 × 𝑁𝑇的矩阵：

[𝑨 ⊗ 𝑩] =

⎡
⎢
⎢
⎢
⎢
⎢
⎢
⎣

𝑎11𝑩 𝑎12𝑩 ⋯ 𝑎1𝑁𝑩

𝑎21𝑩 𝑎22𝑩 ⋯ 𝑎2𝑁𝑩

⋮ ⋮ ⋱ ⋮

𝑎𝑀1𝑩 𝑎𝑀2𝑩 ⋯ 𝑎𝑀𝑁𝑩

⎤
⎥
⎥
⎥
⎥
⎥
⎥
⎦

. (A.27)

外积 两个向量𝒂 ∈ ℝ𝑀和𝒃 ∈ ℝ𝑁的外积（Outer Product）是一个𝑀 × 𝑁的
矩阵，定义为

外积通常看作矩阵的

Kronecker积的一种特
例，但两者并不等价．

⊗既 可 以 表 示 Kro-
necker积，也可以表
示外积，其具体含义不

同一般需要在上下文

中说明．
𝒂 ⊗ 𝒃 =

⎡
⎢
⎢
⎢
⎢
⎢
⎢
⎣

𝑎1𝑏1 𝑎1𝑏2 … 𝑎1𝑏𝑁
𝑎2𝑏1 𝑎2𝑏2 … 𝑎2𝑏𝑁
⋮ ⋮ ⋱ ⋮

𝑎𝑀𝑏1 𝑎𝑀𝑏2 … 𝑎𝑀𝑏𝑁

⎤
⎥
⎥
⎥
⎥
⎥
⎥
⎦

= 𝒂𝒃T, (A.28)

其中 [𝒂 ⊗ 𝒃]𝑚𝑛 = 𝑎𝑚𝑏𝑛．
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向量化 矩阵的向量化（Vectorization）是将矩阵表示为一个列向量．令𝑨 =
[𝑎𝑖𝑗]𝑀×𝑁，向量化算子 vec(⋅)定义为

vec(𝑨) = [𝑎11, 𝑎21,⋯ , 𝑎𝑀1, 𝑎12, 𝑎22,⋯ , 𝑎𝑀2,⋯ , 𝑎1𝑁 , 𝑎2𝑁 ,⋯ , 𝑎𝑀𝑁]T.

迹 方块矩阵𝑨的对角线元素之和称为它的迹（Trace），记为 𝑡𝑟(𝑨)．尽管矩阵
的乘法不满足交换律，但它们的迹相同，即 𝑡𝑟(𝑨𝑩) = 𝑡𝑟(𝑩𝑨)．
行列式 方块矩阵𝑨的行列式是一个将其映射到标量的函数，记作 det(𝑨)或
|𝑨|．行列式可以看作有向面积或体积的概念在欧氏空间中的推广．在𝑁维欧
氏空间中，行列式描述的是一个线性变换对“体积”所造成的影响．

一个𝑁 × 𝑁的方块矩阵𝑨的行列式定义为：

det(𝑨) = ∑
𝜎∈𝑆𝑁

sgn(𝜎)
𝑁
∏
𝑛=1

𝑎𝑛,𝜎(𝑛) (A.29)

其中 𝑆𝑁是 {1, 2,⋯ ,𝑁}的所有排列的集合，𝜎是其中一个排列，𝜎(𝑛)是元素𝑛在
排列𝜎中的位置，sgn(𝜎)表示排列𝜎的符号差，定义为

sgn(𝜎) = {
1 𝜎中的逆序对有偶数个
−1 𝜎中的逆序对有奇数个

(A.30)

其中逆序对的定义为：在排列 𝜎中，如果有序数对 (𝑖, 𝑗)满足 1 ≤ 𝑖 < 𝑗 ≤ 𝑁但
𝜎(𝑖) > 𝜎(𝑗)，则其为𝜎的一个逆序对．
秩 一个矩阵𝑨的列秩是𝑨的线性无关的列向量数量，行秩是𝑨的线性无关的
行向量数量．一个矩阵的列秩和行秩总是相等的，简称为秩（Rank）．

一个𝑀 × 𝑁的矩阵𝑨的秩最大为min(𝑀,𝑁)．若 rank(𝑨) = min(𝑀,𝑁)，则
称矩阵为满秩的．如果一个矩阵不满秩，说明其包含线性相关的列向量或行向
量，其行列式为 0．

两个矩阵的乘积𝑨𝑩的秩 rank(𝑨𝑩) ≤ min ( rank(𝑨), rank(𝑩))．
范数 矩阵的范数有很多种形式，其中常用的ℓ𝑝范数定义为

‖𝑨‖𝑝 = (
𝑀
∑
𝑚=1

𝑁
∑
𝑛=1

|𝑎𝑚𝑛|𝑝)
1/𝑝
. (A.31)

A.2.4 矩阵类型
对称矩阵 对称矩阵（Symmetric Matrix）指其转置等于自己的矩阵，即满足
𝑨 = 𝑨T．
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对角矩阵 对角矩阵（Diagonal Matrix）是一个主对角线之外的元素皆为 0的
矩阵．一个对角矩阵𝑨满足

[𝑨]𝑚𝑛 = 0 ∀𝑚, 𝑛 ∈ {1,⋯ ,𝑁}, and𝑚 ≠ 𝑛. (A.32)

对角矩阵通常指方块矩阵，但有时也指矩形对角矩阵（Rectangular Diago-
nal Matrix），即一个𝑀 × 𝑁的矩阵，其除𝑎𝑖𝑖之外的元素都为 0．一个𝑁 × 𝑁的对
角矩阵𝑨也可以记为diag(𝒂)，𝒂为一个𝑁维向量，并满足

[𝑨]𝑛𝑛 = 𝑎𝑛. (A.33)

𝑁 × 𝑁的对角矩阵𝑨 = diag(𝒂)和𝑁维向量𝒃的乘积为一个𝑁维向量

𝑨𝒃 = diag(𝒂)𝒃 = 𝒂 ⊙ 𝒃, (A.34)

其中⊙表示按元素乘积，即 [𝒂 ⊙ 𝒃]𝑛 = 𝑎𝑛𝑏𝑛, 1 ≤ 𝑛 ≤ 𝑁．
单位矩阵 单位矩阵（Identity Matrix）是一种特殊的对角矩阵，其主对角线元
素为 1，其余元素为 0．𝑁阶单位矩阵 𝑰𝑁，是一个𝑁 × 𝑁的方块矩阵，可以记为
𝐼𝑁 = diag(1, 1,⋯ , 1)．

一个𝑀 × 𝑁的矩阵A和单位矩阵的乘积等于其本身，即

𝑨𝑰𝑁 = 𝑰𝑀𝑨 = 𝑨. (A.35)

逆矩阵 对于一个𝑁 × 𝑁的方块矩阵𝑨，如果存在另一个方块矩阵𝑩使得

𝑨𝑩 = 𝑩𝑨 = 𝑰𝑁 , (A.36)

其中 𝑰𝑁为单位阵，则称𝑨是可逆的．矩阵𝑩称为矩阵𝑨的逆矩阵（Inverse Ma-
trix），记为𝑨−1．

一个方阵的行列式等于 0当且仅当该方阵不可逆．
正定矩阵 对于一个𝑁 × 𝑁的对称矩阵𝑨，如果对于所有的非零向量𝒙 ∈ ℝ𝑁

都满足

𝒙T𝑨𝒙 > 0, (A.37)

则𝑨为正定矩阵（Positive-Definite Matrix）．如果𝒙T𝑨𝒙 ≥ 0，则𝑨是半正定矩
阵（Positive-Semidefinite Matrix）．
正交矩阵 如果一个𝑁 × 𝑁的方块矩阵𝑨的逆矩阵等于其转置矩阵，即

𝑨T = 𝑨−1, (A.38)

则𝑨为正交矩阵（Orthogonal Matrix）．
正交矩阵满足𝑨T𝑨 = 𝑨𝑨T = 𝑰𝑁，即正交矩阵的每一行（列）向量和自身的

内积为 1，和其他行（列）向量的内积为 0．
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Gram矩阵 向量空间中一组向量𝒂1, 𝒂2,⋯ , 𝒂𝑁的Gram矩阵（Gram Matrix）
𝑮是内积的对称矩阵，其元素 [𝑮]𝑚𝑛 = 𝒂T

𝑚𝒂𝑛．

A.2.5 特征值与特征向量
对一个𝑁 × 𝑁的矩阵𝑨，如果存在一个标量𝜆和一个非零向量𝒗满足

𝑨𝒗 = 𝜆𝒗, (A.39)

则𝜆和𝒗分别称为矩阵𝑨的特征值（Eigenvalue）和特征向量（Eigenvector）．
当用矩阵𝑨对它的特征向量 𝒗进行线性映射时，得到的新向量只是在 𝒗的

长度上缩放𝜆倍．给定一个矩阵的特征值，其对应的特征向量的数量是无限多的．
令𝒖和𝒗是矩阵𝑨的特征值𝜆对应的特征向量，则𝛼𝒖和𝒖+𝒗也是特征值𝜆对应
的特征向量．

𝛼为任意实数．

如果矩阵𝑨是一个𝑁 × 𝑁的实对称矩阵，则存在实数 𝜆1,⋯ , 𝜆𝑁，以及𝑁
个互相正交的单位向量𝒗1,⋯ , 𝒗𝑁，使得𝒗𝑛为矩阵𝑨的特征值为 𝜆𝑛的特征向量
（1 ≤ 𝑛 ≤ 𝑁）．

单位向量𝒗的模为1，即
𝒗T𝒗 = 1．

A.2.6 矩阵分解
一个矩阵通常可以用一些比较“简单”的矩阵来表示，称为矩阵分解（Ma-

trix Decomposition, or Matrix Factorization）．

A.2.6.1 特征分解
一个𝑁 × 𝑁的方块矩阵𝑨的特征分解（Eigendecomposition）定义为

𝑨 = 𝑸𝚲𝑸−1, (A.40)

其中𝑸为𝑁 × 𝑁的方块矩阵，其每一列都为𝑨的特征向量，𝚲为对角矩阵，其每
一个对角元素分别为𝑨的一个特征值．

如果𝑨为实对称矩阵，那么其不同特征值对应的特征向量相互正交．𝑨可以
被分解为

𝑨 = 𝑸𝚲𝑸T, (A.41)

其中𝑸为正交矩阵．
A.2.6.2 奇异值分解

一个𝑀×𝑁的矩阵𝑨的奇异值分解（Singular Value Decomposition，SVD）
定义为

𝑨 = 𝑼𝚺𝑽T, (A.42)
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其中𝑼和𝑽分别为𝑀 ×𝑀和𝑁 ×𝑁的正交矩阵，𝚺为𝑀 ×𝑁的矩形对角矩阵．𝚺
对角线上的元素称为奇异值（Singular Value），一般按从大到小排列．

根据公式(A.42)，𝑨𝑨T = 𝑼𝚺𝑽T𝑽𝚺𝑼T = 𝑼𝚺2𝑼T，𝑨T𝑨 = 𝑽𝚺𝑼T𝑼𝚺𝑽T =
𝑽𝚺2𝑽T．因此，𝑼和𝑽分别为𝑨𝑨T和𝑨T𝑨的特征向量，𝑨的非零奇异值为𝑨𝑨T或
𝑨T𝑨的非零特征值的平方根．

由于一个大小为𝑀 × 𝑁的矩阵𝑨可以表示空间ℝ𝑁到空间ℝ𝑀的一种线性
映射，因此奇异值分解相当于将这个线性映射分解为 3个简单操作．

一个向量 𝒙 ∈ ℝ𝑁 左

乘一个正交矩阵𝑼 ∈
ℝ𝑁×𝑁，可以看作对𝒙
进行坐标旋转，即𝑼中
的行向量构成一组正

交基向量．

1）先使用𝑽
在原始空间中进行坐标旋转．2）用𝚺对旋转后的每一维进行缩放．如果𝑀 > 𝑁，
则补𝑀 − 𝑁个 0；相反，如果𝑀 < 𝑁，则舍去最后的𝑁 −𝑀维．3）使用𝑼进行再
一次的坐标旋转．

令𝐾为矩阵𝑨的非零奇异值的数量，矩阵𝑨可以写为 矩 阵 𝑨的 非 零 奇 异
值数量等于矩阵的

秩，即𝐾 = rank(𝑨) <
min(𝑀,𝑁)．𝑨 =

𝐾
∑
𝑘=1

𝜎𝑘𝒖𝑘𝒗T
𝑘, (A.43)

= 𝑼𝐾𝚺𝐾𝑽T
𝐾 , (A.44)

其中𝑼𝐾 = [𝒖1,⋯ , 𝒖𝐾]和𝑽𝐾 = [𝒗1,⋯ , 𝒗𝐾]分别为𝑀 × 𝐾和𝑁 × 𝐾的矩阵，
𝚺𝐾 = diag(𝜎1,⋯ , 𝜎𝐾)为𝐾 × 𝐾的对角矩阵．公式(A.44)也称为紧凑的奇异值分
解（Compact SVD）．如果令𝐾 < 𝑟𝑎𝑛𝑘(𝑨)，并舍去小的奇异值，则公式(A.44)也
称为截断的奇异值分解（Truncated SVD）．在实际应用中，通常使用截断的奇异
值分解来提高计算效率，但是截断的奇异值分解只是一种近似的矩阵分解，不能
精确重构出原始矩阵．



附录B 微积分

微积分（Calculus）是研究函数的微分（Differentiation）、积分（Integra-
tion）及其相关应用的数学分支．

B.1 微分

B.1.1 导数
导数（Derivative）是微积分学中重要的基础概念．
对于定义域和值域都是实数域的函数𝑓 ∶ ℝ → ℝ，若𝑓(𝑥)在点𝑥0的某个邻

域Δ𝑥内，极限

𝑓′(𝑥0) = lim
Δ𝑥→0

𝑓(𝑥0 + Δ𝑥) − 𝑓(𝑥0)
Δ𝑥 (B.1)

存在，则称函数𝑓(𝑥)在点𝑥0处可导，𝑓′(𝑥0)称为其导数，或导函数，也可以记为
d𝑓(𝑥0)
d𝑥
．

在几何上，导数可以看作函数曲线上的切线斜率．图B.1给出了一个函数导
数的可视化示例，其中函数 𝑔(𝑥)的斜率为函数𝑓(𝑥)在点𝑥的导数，Δ𝑦 = 𝑓(𝑥 +
Δ𝑥) − 𝑓(𝑥)．

𝑥

𝑦

0 1 2 3
0

1

2

3

Δ𝑥

Δ𝑦
𝑓(𝑥) = log(𝑥) + 1

𝑔(𝑥)

图 B.1 函数𝑓(𝑥) = log(𝑥) + 1的导数

表B.1给出了几个常见函数的导数．
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表 B.1 几个常见函数的导数

函数 函数形式 导数

常函数 𝑓(𝑥) = 𝐶，其中𝐶为常数 𝑓′(𝑥) = 0

幂函数 𝑓(𝑥) = 𝑥𝑟，其中 𝑟是非零实数 𝑓′(𝑥) = 𝑟𝑥𝑟−1

指数函数 𝑓(𝑥) = exp(𝑥) 𝑓′(𝑥) = exp(𝑥)

对数函数 𝑓(𝑥) = log(𝑥) 𝑓′(𝑥) = 1
𝑥

高阶导数 对一个函数的导数继续求导，可以得到高阶导数．函数 𝑓(𝑥)的导数
𝑓′(𝑥)称为一阶导数，𝑓′(𝑥)的导数称为二阶导数，记为𝑓″(𝑥)、𝑓(2)(𝑥)或 d2𝑓(𝑥)

d𝑥2
．

偏导数 对于一个多元变量函数𝑓 ∶ ℝ𝐷 → ℝ，它的偏导数（Partial Derivative）
是关于其中一个变量𝑥𝑖的导数，而保持其他变量固定，可以记为𝑓′𝑥𝑖 (𝒙)，∇𝑥𝑖𝑓(𝒙)，
𝜕𝑓(𝒙)
𝜕𝑥𝑖
或 𝜕

𝜕𝑥𝑖
𝑓(𝒙)．

B.1.2 微分
给定一个连续函数，计算其导数的过程称为微分（Differentiation）．若函

数𝑓(𝑥)在其定义域包含的某区间内每一个点都可导，那么也可以说函数𝑓(𝑥)在
这个区间内可导．如果一个函数 𝑓(𝑥)在定义域中的所有点都存在导数，则𝑓(𝑥)
为可微函数（Differentiable Function）．可微函数一定连续，但连续函数不一定
可微．例如，函数 |𝑥|为连续函数，但在点𝑥 = 0处不可导．

B.1.3 泰勒公式
泰勒公式（Taylor’s Formula）是一个函数 𝑓(𝑥)在已知某一点的各阶导数

值的情况之下，可以用这些导数值做系数构建一个多项式来近似函数在这一点
的邻域中的值．

如果函数𝑓(𝑥)在𝑎点处𝑛次可导（𝑛 ≥ 1），在一个包含点𝑎的区间上的任意
𝑥，都有

𝑓(𝑥) = 𝑓(𝑎) + 1
1!𝑓

′(𝑎)(𝑥 − 𝑎) + 1
2!𝑓

(2)(𝑎)(𝑥 − 𝑎)2 +⋯

+ 1
𝑛!𝑓

(𝑛)(𝑎)(𝑥 − 𝑎)𝑛 + 𝑅𝑛(𝑥), (B.2)

其中𝑓(𝑛)(𝑎)表示函数𝑓(𝑥)在点𝑎的𝑛阶导数．
上面公式中的多项式部分称为函数𝑓(𝑥)在 𝑎处的 𝑛阶泰勒展开式，剩余的

𝑅𝑛(𝑥)是泰勒公式的余项，是 (𝑥 − 𝑎)𝑛的高阶无穷小．
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B.2 积分
积分（Integration）是微分的逆过程，即如何从导数推算出原函数．积分通

常可以分为定积分（Definite Integral）和不定积分（Indefinite Integral）．
函数𝑓(𝑥)的不定积分可以写为 积分符号∫为一个拉

长的字母𝑆，表示求和
（Sum），和𝚺有类似的
意义．

𝐹(𝑥) = ∫𝑓(𝑥)d𝑥, (B.3)

其中𝐹(𝑥)称为𝑓(𝑥)的原函数或反导函数，d𝑥表示积分变量为𝑥．当𝑓(𝑥)是𝐹(𝑥)
的导数时，𝐹(𝑥)是𝑓(𝑥)的不定积分．根据导数的性质，一个函数𝑓(𝑥)的不定积分
是不唯一的．若𝐹(𝑥)是𝑓(𝑥)的不定积分，𝐹(𝑥) + 𝐶也是𝑓(𝑥)的不定积分，其中𝐶
为一个常数．

给定一个变量为𝑥的实值函数𝑓(𝑥)和闭区间 [𝑎, 𝑏]，定积分可以理解为在坐
标平面上由函数𝑓(𝑥)，垂直直线𝑥 = 𝑎，𝑥 = 𝑏以及𝑥轴围起来的区域的带符号的
面积，记为

∫
𝑏

𝑎
𝑓(𝑥)d𝑥. (B.4)

带符号的面积表示𝑥轴以上的面积为正，𝑥轴以下的面积为负．
积分的严格定义有很多种，最常见的积分定义之一为黎曼积分（Riemann

Integral）．对于闭区间 [𝑎, 𝑏]，我们定义 [𝑎, 𝑏]的一个分割为此区间中取一个有限
的点列

𝑎 = 𝑥0 < 𝑥1 < 𝑥2 < … < 𝑥𝑁 = 𝑏.

这些点将区间 [𝑎, 𝑏]分割为𝑁个子区间 [𝑥𝑛−1, 𝑥𝑛]，其中 1 ≤ 𝑛 ≤ 𝑁．每个区间取
出一个点 𝑡𝑛 ∈ [𝑥𝑛−1, 𝑥𝑛]作为代表．

在这个分割上，函数𝑓(𝑥)的黎曼和定义为
𝑁
∑
𝑛=1

𝑓(𝑡𝑛)(𝑥𝑛 − 𝑥𝑛−1), (B.5)

即所有子区间的带符号面积之和．
不同分割的黎曼和不同．当 𝜆 =

𝑁
max
𝑛=1

(𝑥𝑛 − 𝑥𝑛−1)足够小时，如果所有的黎
曼和都趋于某个极限，那么这个极限就叫作函数𝑓(𝑥)在闭区间 [𝑎, 𝑏]上的黎曼积
分．图B.2给出了不同分割的黎曼和示例，其中𝑁表示分割的子区间数量．
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𝑓(𝑥)

𝑎 𝑏
𝑥

𝑦

(a)𝑁 = 25

𝑓(𝑥)

𝑎 𝑏
𝑥

𝑦

(b)𝑁 = 50

图 B.2 不同分割的黎曼和示例

B.3 矩阵微积分
为了书写简便，我们通常把单个函数对多个变量或者多元函数对单个变量

的偏导数写成向量和矩阵的形式，使其可以被当成一个整体处理．矩阵微积分
（Matrix Calculus）是多元微积分的一种表达方式，即使用矩阵和向量来表示因
变量每个成分关于自变量每个成分的偏导数1．

矩阵微积分的表示通常有两种符号约定： 除特别说明外，本书默

认采用分母布局．
分子布局（Numerator Layout）

和分母布局（Denominator Layout）．两者的区别是一个标量关于一个向量的导
数是写成列向量还是行向量．
标量关于向量的偏导数 对于𝑀维向量𝒙 ∈ ℝ𝑀和函数 𝑦 = 𝑓(𝒙) ∈ ℝ，则 𝑦关
于𝒙的偏导数为

分母布局 𝜕𝑦
𝜕𝒙 = [ 𝜕𝑦𝜕𝑥1

,⋯ , 𝜕𝑦
𝜕𝑥𝑀

]T ∈ ℝ𝑀×1, (B.6)

分子布局 𝜕𝑦
𝜕𝒙 = [ 𝜕𝑦𝜕𝑥1

,⋯ , 𝜕𝑦
𝜕𝑥𝑀

] ∈ ℝ1×𝑀 . (B.7)

在分母布局中，𝜕𝑦
𝜕𝒙
为列向量；而在分子布局中，𝜕𝑦

𝜕𝒙
为行向量．

向量关于标量的偏导数 对于标量𝑥 ∈ ℝ和函数𝒚 = 𝑓(𝑥) ∈ ℝ𝑁，则𝒚关于𝑥的
偏导数为

分母布局 𝜕𝒚
𝜕𝑥 = [𝜕𝑦1𝜕𝑥 ,⋯ , 𝜕𝑦𝑁𝜕𝑥 ] ∈ ℝ1×𝑁 , (B.8)

分子布局 𝜕𝒚
𝜕𝑥 = [𝜕𝑦1𝜕𝑥 ,⋯ , 𝜕𝑦𝑁𝜕𝑥 ]T ∈ ℝ𝑁×1. (B.9)

在分母布局中，𝜕𝒚
𝜕𝑥
为行向量；而在分子布局中，𝜕𝒚

𝜕𝑥
为列向量．

1 详细的矩阵微积分可以参考https://en.wikipedia.org/wiki/Matrix_calculus．

https://en.wikipedia.org/wiki/Matrix_calculus
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向量关于向量的偏导数 对于𝑀维向量𝒙 ∈ ℝ𝑀和函数𝒚 = 𝑓(𝒙) ∈ ℝ𝑁，则
𝑓(𝒙)关于𝒙的偏导数（分母布局）为

𝜕𝑓(𝒙)
𝜕𝒙 =

⎡
⎢
⎢
⎢
⎢
⎣

𝜕𝑦1
𝜕𝑥1

⋯ 𝜕𝑦𝑁
𝜕𝑥1

⋮ ⋱ ⋮
𝜕𝑦1
𝜕𝑥𝑀

⋯ 𝜕𝑦𝑁
𝜕𝑥𝑀

⎤
⎥
⎥
⎥
⎥
⎦

∈ ℝ𝑀×𝑁 , (B.10)

称为函数𝑓(𝒙)的雅可比矩阵（Jacobian Matrix）的转置． 雅可比矩阵通常采

用分子布局．对于𝑀维向量𝒙 ∈ ℝ𝑀和函数 𝑦 = 𝑓(𝒙) ∈ ℝ，则𝑓(𝒙)关于𝒙的二阶偏导数
（分母布局）为

𝑯 = 𝜕2𝑓(𝒙)
𝜕𝒙2 =

⎡
⎢
⎢
⎢
⎢
⎣

𝜕2𝑦
𝜕𝑥21

⋯ 𝜕2𝑦
𝜕𝑥1𝜕𝑥𝑀

⋮ ⋱ ⋮
𝜕2𝑦

𝜕𝑥𝑀𝜕𝑥1
⋯ 𝜕2𝑦

𝜕𝑥2𝑀

⎤
⎥
⎥
⎥
⎥
⎦

∈ ℝ𝑀×𝑀 , (B.11)

称为函数𝑓(𝒙)的Hessian矩阵，也写作∇2𝑓(𝒙)，其中第𝑚, 𝑛个元素为 𝜕2𝑦
𝜕𝑥𝑚𝜕𝑥𝑛

．

B.3.1 导数法则
复合函数的导数的计算可以通过以下法则来简化．

B.3.1.1 加（减）法则
若𝒙 ∈ ℝ𝑀，𝒚 = 𝑓(𝒙) ∈ ℝ𝑁，𝒛 = 𝑔(𝒙) ∈ ℝ𝑁，则

𝜕(𝒚 + 𝒛)
𝜕𝒙 = 𝜕𝒚

𝜕𝒙 + 𝜕𝒛
𝜕𝒙 ∈ ℝ𝑀×𝑁 . (B.12)

B.3.1.2 乘法法则
（1）若𝒙 ∈ ℝ𝑀，𝒚 = 𝑓(𝒙) ∈ ℝ𝑁，𝒛 = 𝑔(𝒙) ∈ ℝ𝑁，则

𝜕𝒚T𝒛
𝜕𝒙 = 𝜕𝒚

𝜕𝒙𝒛 +
𝜕𝒛
𝜕𝒙𝒚 ∈ ℝ𝑀 . (B.13)

（2）若𝒙 ∈ ℝ𝑀，𝒚 = 𝑓(𝒙) ∈ ℝ𝑆，𝒛 = 𝑔(𝒙) ∈ ℝ𝑇，𝑨 ∈ ℝ𝑆×𝑇和𝒙无关，则
𝜕𝒚T𝑨𝒛
𝜕𝒙 = 𝜕𝒚

𝜕𝒙𝑨𝒛 +
𝜕𝒛
𝜕𝒙𝑨

T𝒚 ∈ ℝ𝑀 . (B.14)

（3）若𝒙 ∈ ℝ𝑀，𝑦 = 𝑓(𝒙) ∈ ℝ，𝒛 = 𝑔(𝒙) ∈ ℝ𝑁，则
𝜕𝑦𝒛
𝜕𝒙 = 𝑦 𝜕𝒛𝜕𝒙 + 𝜕𝑦

𝜕𝒙𝒛
T ∈ ℝ𝑀×𝑁 . (B.15)
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B.3.1.3 链式法则
链式法则（Chain Rule）是在微积分中求复合函数导数的一种常用方法．
（1）若𝑥 ∈ ℝ，𝒚 = 𝑔(𝑥) ∈ ℝ𝑀，𝒛 = 𝑓(𝒚) ∈ ℝ𝑁，则

𝜕𝒛
𝜕𝑥 = 𝜕𝒚

𝜕𝑥
𝜕𝒛
𝜕𝒚 ∈ ℝ1×𝑁 . (B.16)

（2）若𝒙 ∈ ℝ𝑀，𝒚 = 𝑔(𝒙) ∈ ℝ𝐾，𝒛 = 𝑓(𝒚) ∈ ℝ𝑁，则
𝜕𝒛
𝜕𝒙 = 𝜕𝒚

𝜕𝒙
𝜕𝒛
𝜕𝒚 ∈ ℝ𝑀×𝑁 . (B.17)

（3）若𝑿 ∈ ℝ𝑀×𝑁为矩阵，𝒚 = 𝑔(𝑿) ∈ ℝ𝐾，𝑧 = 𝑓(𝒚) ∈ ℝ，则
𝜕𝑧
𝜕𝑥𝑖𝑗

= 𝜕𝒚
𝜕𝑥𝑖𝑗

𝜕𝑧
𝜕𝒚 ∈ ℝ. (B.18)

B.4 常见函数的导数
这里我们介绍本书中常用的几个函数．

B.4.1 向量函数及其导数
对一个向量𝒙有

𝜕𝒙
𝜕𝒙 = 𝑰, (B.19)

𝜕‖𝒙‖2
𝜕𝒙 = 2𝒙, (B.20)
𝜕𝑨𝒙
𝜕𝒙 = 𝑨T, (B.21)

𝜕𝒙T𝑨
𝜕𝒙 = 𝑨. (B.22)

B.4.2 按位计算的向量函数及其导数
假设一个函数𝑓(𝑥)的输入是标量𝑥．对于一组𝐾个标量𝑥1,⋯ , 𝑥𝐾，我们可

以通过𝑓(𝑥)得到另外一组𝐾个标量 𝑧1,⋯ , 𝑧𝐾，

𝑧𝑘 = 𝑓(𝑥𝑘), ∀𝑘 = 1,⋯ ,𝐾 (B.23)

为了简便起见，我们定义𝒙 = [𝑥1,⋯ , 𝑥𝐾]T，𝒛 = [𝑧1,⋯ , 𝑧𝐾]T，

𝒛 = 𝑓(𝒙), (B.24)
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其中𝑓(𝒙)是按位运算的，即 [𝑓(𝒙)]𝑘 = 𝑓(𝑥𝑘)．
当𝑥为标量时，𝑓(𝑥)的导数记为𝑓′(𝑥)．当输入为𝐾维向量𝒙 = [𝑥1,⋯ , 𝑥𝐾]T

时，其导数为一个对角矩阵．

𝑖, 𝑗为矩阵元素的下标．𝜕𝑓(𝒙)
𝜕𝒙 = [

𝜕𝑓(𝑥𝑗)
𝜕𝑥𝑖

]
𝐾×𝐾

=

⎡
⎢
⎢
⎢
⎢
⎢
⎢
⎣

𝑓′(𝑥1) 0 ⋯ 0

0 𝑓′(𝑥2) ⋯ 0

⋮ ⋮ ⋱ ⋮

0 0 ⋯ 𝑓′(𝑥𝐾)

⎤
⎥
⎥
⎥
⎥
⎥
⎥
⎦

= diag(𝑓′(𝒙)).

(B.25)

(B.26)

(B.27)

B.4.2.1 Logistic函数
Logistic函数是一种常用的 S型函数，是比利时数学家 Pierre François Ver-

hulst在 1844年～1845年研究种群数量的增长模型时提出命名的，最初作为一种
生态学模型．

Logistic函数定义为

logistic(𝑥) = 𝐿
1 + exp(−𝐾(𝑥 − 𝑥0))

, (B.28)

其中 exp(⋅)函数表示自然对数，𝑥0是中心点，𝐿是最大值，𝐾是曲线的倾斜度．
图B.3给出了几种不同参数的Logistic函数曲线．当 𝑥趋向于−∞时，logistic(𝑥)
接近于 0；当𝑥趋向于+∞时，logistic(𝑥)接近于𝐿.

−10 −5 0 5 10

0.5

1

1.5

2
𝐾 = 1,𝑥0 = 0,𝐿 = 1
𝐾 = 2,𝑥0 = 0,𝐿 = 1
𝐾 = 2,𝑥0 = 0,𝐿 = 2
𝐾 = 1,𝑥0 = 0,𝐿 = 2

图 B.3 Logistic函数

当参数为 (𝑘 = 1, 𝑥0 = 0, 𝐿 = 1)时，Logistic函数称为标准Logistic函数，记
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为𝜎(𝑥)．

𝜎(𝑥) = 1
1 + exp(−𝑥) . (B.29)

标准Logistic函数在机器学习中使用得非常广泛，经常用来将一个实数空间
的数映射到 (0, 1)区间．

标准Logistic函数的导数为

𝜎′(𝑥) = 𝜎(𝑥)(1 − 𝜎(𝑥)). (B.30)

当输入为𝐾维向量𝒙 = [𝑥1,⋯ , 𝑥𝐾]T时，其导数为

𝜎′(𝒙) = diag (𝜎(𝒙) ⊙ (1 − 𝜎(𝒙))). (B.31)

B.4.2.2 Softmax函数
Softmax函数可以将多个标量映射为一个概率分布．对于𝐾个标量𝑥1,⋯ , 𝑥𝐾，

Softmax函数定义为

𝑧𝑘 = softmax(𝑥𝑘) =
exp(𝑥𝑘)

∑𝐾
𝑖=1 exp(𝑥𝑖)

. (B.32)

这样，我们可以将𝐾个标量𝑥1,⋯ , 𝑥𝐾转换为一个分布：𝑧1,⋯ , 𝑧𝐾，满足

𝑧𝑘 ∈ (0, 1), ∀𝑘, (B.33)
𝐾
∑
𝑘=1

𝑧𝑘 = 1. (B.34)

为了简便起见，用𝐾维向量𝒙 = [𝑥1;⋯ ; 𝑥𝐾]来表示 Softmax函数的输入，
Softmax函数可以简写为

̂𝒛 = softmax(𝒙) (B.35)

= 1
∑𝐾

𝑘=1 exp(𝑥𝑘)

⎡
⎢
⎢
⎢
⎢
⎣

exp(𝑥1)

⋮

exp(𝑥𝐾)

⎤
⎥
⎥
⎥
⎥
⎦

(B.36)

= exp(𝒙)
∑𝐾

𝑘=1 exp(𝑥𝑘)
(B.37)

= exp(𝒙)
1T
𝐾 exp(𝒙)

, (B.38)
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其中1𝐾 = [1,⋯ , 1]𝐾×1是𝐾维的全 1向量．
Softmax函数的导数为

𝜕 softmax(𝒙)
𝜕𝒙 =

𝜕 ( exp(𝒙)
1T
𝐾 exp(𝒙)

)

𝜕𝒙

= 1
1T
𝐾 exp(𝒙)

𝜕 exp(𝒙)
𝜕𝒙 +

𝜕 ( 1
1T
𝐾 exp(𝒙)

)

𝜕𝒙 (exp(𝒙))T

= diag (exp(𝒙))
1T
𝐾 exp(𝒙)

− ( 1
(1T

𝐾 exp(𝒙))2
)
𝜕 (1T

𝐾 exp(𝒙))
𝜕𝒙 (exp(𝒙))T

= diag (exp(𝒙))
1T
𝐾 exp(𝒙)

− ( 1
(1T

𝐾 exp(𝒙))2
) diag (exp(𝒙))1𝐾 (exp(𝒙))

T diag (exp(𝒙))1𝐾=exp(𝒙).

= diag (exp(𝒙))
1T
𝐾 exp(𝒙)

− ( 1
(1T

𝐾 exp(𝒙))2
) exp(𝒙) (exp(𝒙))T

= diag ( exp(𝒙)
1T
𝐾 exp(𝒙)

) − exp(𝒙)
1T
𝐾 exp(𝒙)

(exp(𝒙))T

1T
𝐾 exp(𝒙)

= diag ( softmax(𝒙)) − softmax(𝒙) softmax(𝒙)T.

(B.39)

(B.40)

(B.41)

(B.42)

(B.43)

(B.44)

(B.45)



附录C 数学优化

数学优化（Mathematical Optimization）问题，也叫最优化问题，是指在一
定约束条件下，求解一个目标函数的最大值（或最小值）问题．

数学优化问题的定义为：给定一个目标函数（也叫代价函数）𝑓 ∶ 𝒜 → ℝ，
寻找一个变量（也叫参数）𝒙∗ ∈ 𝒟 ⊂ 𝒜，使得对于所有 𝒟中的 𝒙，都满足
𝑓(𝒙∗) ≤ 𝑓(𝒙)（最小化）；或者𝑓(𝒙∗) ≥ 𝑓(𝒙)（最大化），其中𝒟为变量𝒙的约束
集，也叫可行域；𝒟中的变量被称为是可行解．

C.1 数学优化的类型

C.1.1 离散优化和连续优化
根据输入变量𝑿的值域是否为实数域，数学优化问题可以分为离散优化问

题和连续优化问题．

C.1.1.1 离散优化问题
离散优化（Discrete Optimization）问题是目标函数的输入变量为离散变

量，比如为整数或有限集合中的元素．离散优化问题主要有两个分支：
（1） 组合优化（Combinatorial Optimization）：其目标是从一个有限集

合中找出使得目标函数最优的元素．在一般的组合优化问题中，集合中的元素之
间存在一定的关联，可以表示为图结构．典型的组合优化问题有旅行商问题、最
小生成树问题、图着色问题等．很多机器学习问题都是组合优化问题，比如特征
选择、聚类问题、超参数优化问题以及结构化学习（Structured Learning）中标
签预测问题等．
（2） 整数规划（Integer Programming）：输入变量𝒙 ∈ ℤ𝐷为整数向量．

常见的整数规划问题通常为整数线性规划（Integer Linear Programming，ILP）
．整数线性规划的一种最直接的求解方法是：1）去掉输入必须为整数的限制，将
原问题转换为一般的线性规划问题，这个线性规划问题为原问题的松弛问题；2）
求得相应松弛问题的解；3）把松弛问题的解四舍五入到最接近的整数．但是这
种方法得到的解一般都不是最优的，因为原问题的最优解不一定在松弛问题最
优解的附近．另外，这种方法得到的解也不一定满足约束条件．
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离散优化问题的求解一般都比较困难，优化算法的复杂度都比较高．

C.1.1.2 连续优化问题
连续优化（Continuous Optimization）问题是目标函数的输入变量为连续

变量𝒙 ∈ ℝ𝐷，即目标函数为实函数．本节后面的内容主要以连续优化为主．

C.1.2 无约束优化和约束优化
在连续优化问题中，根据是否有变量的约束条件，可以将优化问题分为无约

束优化问题和约束优化问题．
无约束优化（Unconstrained Optimization） 最优化问题一般可以

表示为求最小值问题．

求𝑓(𝒙)最大值等价于
求−𝑓(𝒙)的最小值．

问题的可行域通常为整个实数
域𝒟 = ℝ𝐷，可以写为

min
𝒙

𝑓(𝒙), (C.1)

其中𝒙 ∈ ℝ𝐷为输入变量，𝑓 ∶ ℝ𝐷 → ℝ为目标函数．
约束优化（Constrained Optimization）问题中变量𝒙需要满足一些等式或

不等式的约束．约束优化问题通常使用拉格朗日乘数法来进行求解． 拉格朗日乘数法参见

第C.3节．

C.1.3 线性优化和非线性优化
如果在公式 (C.1)中，目标函数和所有的约束函数都为线性函数，则该问题

为线性规划（Linear Programming）问题．相反，如果目标函数或任何一个约束
函数为非线性函数，则该问题为非线性规划（Nonlinear Programming）问题．

在非线性优化问题中，有一类比较特殊的问题是凸优化（Convex Optimiza-
tion）问题．在凸优化问题中，变量 𝒙的可行域为凸集（Convex Set），即对于
集合中任意两点，它们的连线全部位于集合内部．目标函数 𝑓也必须为凸函数，
即满足

𝑓(𝛼𝒙 + (1 − 𝛼)𝒚) ≤ 𝛼𝑓(𝒙) + (1 − 𝛼)𝑓(𝒚), ∀𝛼 ∈ [0, 1]. (C.2)

凸优化问题是一种特殊的约束优化问题，需满足目标函数为凸函数，并且等
式约束函数为线性函数，不等式约束函数为凸函数．

C.2 优化算法
优化问题一般都可以通过迭代的方式来求解：通过猜测一个初始的估计𝒙0，

然后不断迭代产生新的估计𝒙1, 𝒙2,⋯𝒙𝑡，希望𝒙𝑡最终收敛到期望的最优解𝒙∗．
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一个好的优化算法应该是在一定的时间或空间复杂度下能够快速准确地找到最
优解．同时，好的优化算法受初始猜测点的影响较小，通过迭代能稳定地找到最
优解𝒙∗的邻域，然后迅速收敛于𝒙∗．

优化算法中常用的迭代方法有线性搜索和置信域方法等．线性搜索的策略
是寻找方向和步长，具体算法有梯度下降法、牛顿法、共轭梯度法等． 本书中只介绍梯度下

降法．

C.2.1 全局最小解和局部最小解
对于很多非线性优化问题，会存在若干个局部最小值（Local Minima），其

对应的解称为局部最小解（Local Minimizer）． 局部最小解也称为局

部最小值点，或更一般

性地称为局部最优解．

局部最小解𝒙∗定义为：存在一个
𝛿 > 0，对于所有的满足 ‖𝒙 − 𝒙∗‖ ≤ 𝛿的𝒙，都有𝑓(𝒙∗) ≤ 𝑓(𝒙)．也就是说，在𝒙∗

的邻域内，所有的函数值都大于或者等于𝑓(𝒙∗)．
对于所有的𝒙 ∈ 𝒟，都有𝑓(𝒙∗) ≤ 𝑓(𝒙)成立，则𝒙∗为全局最小解（Global

Minimizer）．
全局最小解也称为全

局最小值点，或更一般

性地称为全局最优解．
求局部最小解一般是比较容易的，但很难保证其为全局最小解．对于线性规

划或凸优化问题，局部最小解就是全局最小解．
要确认一个点𝒙∗是否为局部最小解，通过比较它的邻域内有没有更小的函

数值是不现实的．如果函数𝑓(𝒙)是二次连续可微的，我们可以通过检查目标函数
在点𝒙∗的梯度∇𝑓(𝒙∗)和Hessian矩阵∇2𝑓(𝒙∗)来判断． Hessian矩 阵 参 见 公

式(B.11)．

定理 C.1 –局部最小解的一阶必要条件：如果𝒙∗为局部最小解并且函数𝑓
在𝒙∗的邻域内一阶可微，则在∇𝑓(𝒙∗) = 0．

证明. 如果函数 𝑓(𝒙)是连续可微的，根据泰勒公式（Taylor’s Formula），函数
𝑓(𝒙)的一阶展开可以近似为

𝑓(𝒙∗ + Δ𝒙) = 𝑓(𝒙∗) + Δ𝒙T∇𝑓(𝒙∗), (C.3)

假设∇𝑓(𝒙∗) ≠ 0，则可以找到一个Δ𝒙（比如Δ𝒙 = −𝛼∇𝑓(𝒙∗)，𝛼为很小的
正数），使得

𝑓(𝒙∗ + Δ𝒙) − 𝑓(𝒙∗) = Δ𝒙T∇𝑓(𝒙∗) ≤ 0. (C.4)

这和局部最小的定义矛盾．

函数𝑓(𝒙)的一阶偏导数为 0的点也称为驻点（Stationary Point）或临界点
（Critical Point）．驻点不一定为局部最小解．
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定理 C.2 –局部最小解的二阶必要条件：如果𝒙∗为局部最小解并且函数𝑓
在𝒙∗的邻域内二阶可微，则在∇𝑓(𝒙∗) = 0，∇2𝑓(𝒙∗)为半正定矩阵．

证明. 如果函数𝑓(𝒙)是二次连续可微的，函数𝑓(𝒙)的二阶展开可以近似为

𝑓(𝒙∗ + Δ𝒙) = 𝑓(𝒙∗) + Δ𝒙T∇𝑓(𝒙∗) + 1
2Δ𝒙

T(∇2𝑓(𝒙∗))Δ𝒙. (C.5)

由一阶必要性定理可知∇𝑓(𝒙∗) = 0，则

𝑓(𝒙∗ + Δ𝒙) − 𝑓(𝒙∗) = 1
2Δ𝒙

T(∇2𝑓(𝒙∗))Δ𝒙 ≥ 0. (C.6)

即∇2𝑓(𝒙∗)为半正定矩阵．

C.2.2 梯度下降法
梯度下降法（Gradient Descent Method），也叫作最速下降法（Steepest

Descend Method），经常用来求解无约束优化的最小值问题．
对于函数𝑓(𝒙)，如果𝑓(𝒙)在点𝒙𝑡附近是连续可微的，那么𝑓(𝒙)下降最快的

方向是 𝑓(𝒙)在𝒙𝑡点的梯度方向的反方向．
根据泰勒一阶展开公式，有

𝑓(𝒙𝑡+1) = 𝑓(𝒙𝑡 + Δ𝒙) ≈ 𝑓(𝒙𝑡) + Δ𝒙T∇𝑓(𝒙𝑡). (C.7)

要使得𝑓(𝒙𝑡+1) < 𝑓(𝒙𝑡)，就得使Δ𝒙T∇𝑓(𝒙𝑡) < 0．我们取Δ𝒙 = −𝛼∇𝑓(𝒙𝑡)．
如果𝛼 > 0为一个够小数值时，那么 𝑓(𝒙𝑡+1) < 𝑓(𝒙𝑡)成立．

这样我们就可以从一个初始值𝒙0出发，通过迭代公式

𝒙𝑡+1 = 𝒙𝑡 − 𝛼𝑡∇𝑓(𝒙𝑡), 𝑡 ≥ 0. (C.8)

生成序列 𝒙0, 𝒙1, 𝒙2, … 使得

𝑓(𝒙0) ≥ 𝑓(𝒙1) ≥ 𝑓(𝒙2) ≥ ⋯ (C.9)

如果顺利的话，序列 (𝒙𝑛)收敛到局部最小解𝒙∗．注意，每次迭代步长 𝛼可以
改变，但其取值必须合适，如果过大就不会收敛，如果过小则收敛速度太慢．

梯度下降法的过程如图C.1所示．曲线是等高线（水平集），即函数𝑓为不同
常数的集合构成的曲线．红色的箭头指向该点梯度的反方向（梯度方向与通过
该点的等高线垂直）．沿着梯度下降方向，将最终到达函数𝑓值的局部最小解．
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𝒙0

𝒙1

𝒙2

𝒙3
𝒙4

图 C.1 梯度下降法

梯度下降法为一阶收敛算法，当靠近局部最小解时梯度变小，收敛速度会变
慢，并且可能以“之字形”的方式下降．如果目标函数为二阶连续可微，我们可以
采用牛顿法．牛顿法（Newton’s method）为二阶收敛算法，收敛速度更快，但是
每次迭代需要计算Hessian矩阵的逆矩阵，复杂度较高．

相反，如果我们要求解一个最大值问题，就需要向梯度正方向迭代进行搜
索，逐渐接近函数的局部最大解，这个过程则被称为梯度上升法（Gradient As-
cent Method）．

C.3 拉格朗日乘数法与KKT条件

拉格朗日乘数法（Lagrange Multiplier） 以数学家约瑟夫·拉格

朗日命名．
是一种有效求解约束优化问题的

优化方法．
约束优化问题可以表示为

min
𝒙

𝑓(𝒙)

s.t.
ℎ𝑚(𝒙) = 0, 𝑚 = 1, … ,𝑀

𝑔𝑛(𝒙) ≤ 0, 𝑛 = 1, … , 𝑁

(C.10)

其中ℎ𝑚(𝒙)为等式约束函数，𝑔𝑛(𝒙)为不等式约束函数．𝒙的可行域为

𝒟 = dom(𝑓) ∩
𝑀

⋂
𝑚=1

dom(ℎ𝑚) ∩
𝑁

⋂
𝑛=1

dom(𝑔𝑛) ⊆ ℝ𝐷, (C.11)

其中dom(𝑓)是函数𝑓的定义域．
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C.3.1 等式约束优化问题
如果公式 (C.10)中只有等式约束，我们可以构造一个拉格朗日函数Λ(𝒙, 𝜆)

Λ(𝒙, 𝜆) = 𝑓(𝒙) +
𝑀
∑
𝑚=1

𝜆𝑚ℎ𝑚(𝒙), (C.12)

其中 𝜆为拉格朗日乘数，可以是正数或负数．如果𝑓(𝒙∗)是原始约束优化问题的
局部最优值，那么存在一个𝜆∗使得 (𝒙∗, 𝜆∗)为拉格朗日函数Λ(𝒙, 𝜆)的驻点．因此，
只需要令 𝜕Λ(𝒙,𝜆)

𝜕𝒙
= 0和 𝜕Λ(𝒙,𝜆)

𝜕𝜆
= 0，得到

∇𝑓(𝒙) +
𝑀
∑
𝑚=1

𝜆𝑚∇ℎ𝑚(𝒙) = 0, (C.13)

ℎ𝑚(𝒙) = 0, ∀𝑚 = 1,⋯ ,𝑀. (C.14)

上面方程组的解即为原始问题的可能解．因为驻点不一定是最小解，所以在实际
应用中需根据具体问题来验证是否为最小解．

拉格朗日乘数法是将一个有𝐷个变量和𝑀个等式约束条件的最优化问题转
换为一个有𝐷 + 𝑀个变量的函数求驻点的问题．拉格朗日乘数法所得的驻点会
包含原问题的所有最小解，但并不保证每个驻点都是原问题的最小解．

C.3.2 不等式约束优化问题
对于公式 (C.10)中定义的一般约束优化问题，其拉格朗日函数为

Λ(𝒙, 𝒂, 𝒃) = 𝑓(𝒙) +
𝑀
∑
𝑚=1

𝑎𝑚ℎ𝑚(𝒙) +
𝑁
∑
𝑛=1

𝑏𝑛𝑔𝑛(𝒙), (C.15)

其中𝒂 = [𝑎1,⋯ , 𝑎𝑀]T为等式约束的拉格朗日乘数，𝒃 = [𝑏1,⋯ , 𝑏𝑁]T为不等式
约束的拉格朗日乘数．

不等式约束优化问题

中的拉格朗日乘数也

称为KKT乘数．
当约束条件不满足时，有max𝒂,𝒃 Λ(𝒙, 𝒂, 𝒃) = ∞；当约束条件满足时并且

𝒃 ≥ 0时，max𝒂,𝒃 Λ(𝒙, 𝒂, 𝒃) = 𝑓(𝒙)．因此，原始约束优化问题等价于

min
𝒙

max
𝒂,𝒃

Λ(𝒙, 𝒂, 𝒃), (C.16)

s.t. 𝒃 ≥ 0, (C.17)

这个min-max优化问题称为主问题（Primal Problem）．



C.3 拉格朗日乘数法与KKT条件 409

对偶问题 主问题的优化一般比较困难，我们可以通过交换min-max的顺序来
简化．定义拉格朗日对偶函数为

Γ(𝒂, 𝒃) = inf
𝒙∈𝒟

Λ(𝒙, 𝒂, 𝒃). (C.18)

Γ(𝒂, 𝒃)是一个凹函数，即使𝑓(𝒙)是非凸的．
当𝒃 ≥ 0时，对于任意的 �̃� ∈ 𝒟，有

Γ(𝒂, 𝒃) = inf
𝒙∈𝒟

Λ(𝒙, 𝒂, 𝒃) ≤ Λ(�̃�, 𝒂, 𝒃) ≤ 𝑓(�̃�), (C.19)

令𝒑∗是原问题的最优值，则有

Γ(𝒂, 𝒃) ≤ 𝒑∗, (C.20)

即拉格朗日对偶函数Γ(𝒂, 𝒃)为原问题最优值的下界．
优化拉格朗日对偶函数Γ(𝒂, 𝒃)并得到原问题的最优下界，称为拉格朗日对

偶问题（Lagrange Dual Problem）．

max
𝒂,𝒃

Γ(𝒂, 𝒃), (C.21)

s.t. 𝒃 ≥ 0. (C.22)

拉格朗日对偶函数为凹函数，因此拉格朗日对偶问题为凸优化问题．
令𝒅∗表示拉格朗日对偶问题的最优值，则有𝒅∗ ≤ 𝒑∗，这个性质称为弱对偶

性（Weak Duality）．如果𝒅∗ = 𝒑∗，这个性质称为强对偶性（Strong Duality）．
当强对偶性成立时，令𝒙∗和𝒂∗, 𝒃∗分别是原问题和对偶问题的最优解，那么

它们满足以下条件：

∇𝑓(𝒙∗) +
𝑀
∑
𝑚=1

𝑎∗𝑚∇ℎ𝑚(𝒙∗) +
𝑁
∑
𝑛=1

𝑏∗𝑛∇𝑔𝑛(𝒙∗) = 0, (C.23)

ℎ𝑚(𝒙∗) = 0, 𝑚 = 1,⋯ ,𝑀 (C.24)

𝑔𝑛(𝒙∗) ≤ 0, 𝑛 = 1,⋯ ,𝑁 (C.25)

𝑏∗𝑛𝑔𝑛(𝒙∗) = 0, 𝑛 = 1,⋯ ,𝑁 (C.26)

𝑏∗𝑛 ≥ 0, 𝑛 = 1,⋯ ,𝑁 (C.27)

这 5个条件称为不等式约束优化问题的KKT条件（Karush-Kuhn-Tucker Con-
dition）．KKT条件是拉格朗日乘数法在不等式约束优化问题上的泛化．当原问
题是凸优化问题时，满足KKT条件的解也是原问题和对偶问题的最优解．

在KKT条件中，需要关注的是公式 (C.26)，称为互补松弛（Complementary
Slackness）条件．如果最优解 𝒙∗出现在不等式约束的边界上 𝑔𝑛(𝒙) = 0，则
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𝑏∗𝑛 > 0；如果最优解𝒙∗出现在不等式约束的内部 𝑔𝑛(𝒙) < 0，则𝑏∗𝑛 = 0．互补松弛
条件说明当最优解出现在不等式约束的内部，则约束失效．



附录D 概率论

概率论主要研究大量随机现象中的数量规律，其应用十分广泛，几乎遍及各
个领域．

D.1 样本空间
样本空间是一个随机试验所有可能结果的集合．例如，如果抛掷一枚硬币，

那么样本空间就是集合 {正面，反面}．如果投掷一个骰子，那么样本空间就是
{1, 2, 3, 4, 5, 6}．随机试验中的每个可能结果称为样本点．

有些试验有两个或多个可能的样本空间．例如，从 52张扑克牌中随机抽出
一张，样本空间可以是数字（A到K），也可以是花色（黑桃，红桃，梅花，方块）．
如果要完整地描述一张牌，就需要同时给出数字和花色，这时样本空间可以通过
构建上述两个样本空间的笛卡儿乘积来得到．

在数学中，两个集合𝒳和𝒴的笛卡儿乘积（Cartesian product），又
称直积，在集合论中表示为𝒳 × 𝒴，是所有可能的有序对组成的集合，其
中有序对的第一个对象是𝒳中的元素，第二个对象是𝒴中的元素．

𝒳 × 𝒴 = {⟨𝑥, 𝑦⟩ ∣ 𝑥 ∈ 𝒳 ∧ 𝑦 ∈ 𝒴} .

比如在扑克牌的例子中，如果集合𝒳是 13个元素的点数集合 {A, K, Q, J,
10, 9, 8, 7, 6, 5, 4, 3, 2}，而集合𝒴是4个元素的花色集合 {«,ª,©,¨ }，则这
两个集合的笛卡儿积是有 52个元素的标准扑克牌的集合 {(A, «), (K, «),
..., (2, «), (A, ª), ..., (3, ¨), (2, ¨)}．

数学小知识 |笛卡儿乘积
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D.2 事件和概率
随机事件（或简称事件）指的是一个被赋予概率的事物集合，也就是样本空

间中的一个子集．概率（Probability）表示一个随机事件发生的可能性大小，为 0
到 1之间的实数．比如，一个 0.5的概率表示一个事件有 50%的可能性发生．
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对于一个机会均等的抛硬币动作来说，其样本空间为“正面”或“反面”．我们
可以定义各个随机事件，并计算其概率．比如，
（1） {正面}，其概率为 0.5．
（2） {反面}，其概率为 0.5．
（3） 空集∅，不是正面也不是反面，其概率为 0．
（4） {正面 |反面}，不是正面就是反面，其概率为 1．

D.2.1 随机变量
在随机试验中，试验的结果可以用一个数𝑋来表示，这个数𝑋是随着试验

结果的不同而变化的，是样本点的一个函数．我们把这种数称为随机变量（Ran-
dom Variable）．例如，随机掷一个骰子，得到的点数就可以看成一个随机变量𝑋，
𝑋的取值为 {1, 2, 3, 4, 5, 6}．

如果随机掷两个骰子，整个事件空间Ω可以由 36个元素组成：

Ω = {(𝑖, 𝑗)|𝑖 = 1, … , 6; 𝑗 = 1, … , 6}. (D.1)

一个随机事件也可以定义多个随机变量．比如在掷两个骰子的随机事件中，
可以定义随机变量𝑋为获得的两个骰子的点数和，也可以定义随机变量𝑌 为获
得的两个骰子的点数差．随机变量𝑋可以有 11个整数值，而随机变量𝑌只有 6个
整数值．

𝑋(𝑖, 𝑗) ∶= 𝑖 + 𝑗, 𝑥 = 2, 3, … , 12, (D.2)

𝑌(𝑖, 𝑗) ∶= ∣ 𝑖 − 𝑗 ∣, 𝑦 = 0, 1, 2, 3, 4, 5. (D.3)

其中 𝑖, 𝑗分别为两个骰子的点数．
D.2.1.1 离散随机变量

如果随机变量𝑋所可能取的值为有限可列举的， 一般用大写的字母表

示一个随机变量，用小

字字母表示该变量的

某一个具体的取值．

有𝑁个有限取值

{𝑥1,⋯ , 𝑥𝑁 },

则称𝑋为离散随机变量．
要了解𝑋的统计规律，就必须知道它取每种可能值𝑥𝑛的概率，即

𝑃(𝑋 = 𝑥𝑛) = 𝑝(𝑥𝑛), ∀𝑛 ∈ {1,⋯ ,𝑁} (D.4)

其中 𝑝(𝑥1),⋯ , 𝑝(𝑥𝑁)称为离散随机变量 𝑋的概率分布（Probability Distribu-
tion）或分布，并且满足

𝑁
∑
𝑛=1

𝑝(𝑥𝑛) = 1, (D.5)
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𝑝(𝑥𝑛) ≥ 0, ∀𝑛 ∈ {1,⋯ ,𝑁}. (D.6)

常见的离散随机变量的概率分布有：
伯努利分布 在一次试验中，事件A出现的概率为𝜇，不出现的概率为 1 − 𝜇．若
用变量𝑋表示事件𝑨出现的次数，则𝑋的取值为 0和 1，其相应的分布为

𝑝(𝑥) = 𝜇𝑥(1 − 𝜇)(1−𝑥), (D.7)

这个分布称为伯努利分布（BernoulliDistribution）,又名两点分布或者0-1分布．
二项分布 在N次伯努利试验中，若以变量𝑋表示事件A出现的次数，则𝑋的取
值为 {0,⋯ ,𝑁}，其相应的分布为二项分布（Binomial Distribution）．

“二项分布”名称的来

源是由于其定义形式

为二项式 (𝑝 + 𝑞)𝑁的
展示式中的第𝑘项．

𝑃(𝑋 = 𝑘) = (𝑁𝑘)𝜇
𝑘(1 − 𝜇)𝑁−𝑘, 𝑘 = 0,⋯ ,𝑁, (D.8)

其中 (𝑁
𝑘
)为二项式系数，表示从𝑁个元素中取出 𝑘个元素而不考虑其顺序的组

合的总数．

排列组合是组合学最基本的概念．
排列是指从给定个数的元素中取出指定个数的元素进行排序．𝑁个

不同的元素可以有𝑁!种不同的排列方式，即𝑁的阶乘．

𝑁! ≜ 𝑁 × (𝑁 − 1) ×⋯ × 3 × 2 × 1.

如果从𝑁个元素中取出𝑘个元素，这𝑘个元素的排列总数为

𝑃𝑘𝑁 ≜ 𝑁 × (𝑁 − 1) ×⋯ × (𝑁 − 𝑘 + 1) = 𝑁!
(𝑁 − 𝑘)! .

组合则是指从给定个数的元素中仅仅取出指定个数的元素，不考虑
排序．从𝑁个元素中取出𝑘个元素，这𝑘个元素可能出现的组合数为

𝐶𝑘
𝑁 ≜ (𝑁𝑘) =

𝑃𝑘𝑁
𝑘! =

𝑁!
𝑘!(𝑁 − 𝑘)! .

数学小知识 |排列组合
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D.2.1.2 连续随机变量
与离散随机变量不同，一些随机变量𝑋的取值是不可列举的，由全部实数或

者由一部分区间组成，比如

𝑋 = {𝑥|𝑎 ≤ 𝑥 ≤ 𝑏}, −∞ < 𝑎 < 𝑏 < ∞,
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则称𝑋为连续随机变量．连续随机变量的值是不可数及无穷尽的．
对于连续随机变量𝑋，它取一个具体值𝑥𝑖的概率为 0，这和离散随机变量截

然不同．因此用列举连续随机变量取某个值的概率来描述这种随机变量不但做
不到，也毫无意义．

连续随机变量𝑋的概率分布一般用概率密度函数（ProbabilityDensity Func-
tion，PDF）𝑝(𝑥)来描述．𝑝(𝑥)为可积函数，并满足

∫
+∞

−∞
𝑝(𝑥)d𝑥 = 1, (D.9)

𝑝(𝑥) ≥ 0. (D.10)

给定概率密度函数𝑝(𝑥)，便可以计算出随机变量落入某一个区域的概率．令
ℛ表示𝑥的非常小的邻近区域，|ℛ|表示ℛ的大小，则𝑝(𝑥)|ℛ|可以反映随机变量
处于区域ℛ的概率大小．

常见的连续随机变量的概率分布有：
均匀分布 若𝑎, 𝑏为有限数，[𝑎, 𝑏]上的均匀分布（Uniform Distribution）的概
率密度函数定义为

𝑝(𝑥) = {
1

𝑏−𝑎
, 𝑎 ≤ 𝑥 ≤ 𝑏

0 , 𝑥 < 𝑎或𝑥 > 𝑏
(D.11)

正态分布 正态分布（Normal Distribution），又名高斯分布（Gaussian Distri-
bution），是自然界最常见的一种分布，并且具有很多良好的性质，在很多领域都
有非常重要的影响力，其概率密度函数为

𝑝(𝑥) = 1
√2π𝜎

exp ( − (𝑥 − 𝜇)2
2𝜎2 ), (D.12)

其中𝜎 > 0，𝜇和𝜎均为常数．若随机变量𝑋服从一个参数为𝜇和𝜎的概率分布，
简记为

𝑋 ∼ 𝒩(𝜇, 𝜎2). (D.13)

当𝜇 = 0，𝜎 = 1时，称为标准正态分布（Standard Normal Distribution）．
图D.1a和D.1b分别显示了均匀分布和正态分布的概率密度函数．
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图 D.1 连续随机变量的概率密度函数

D.2.1.3 累积分布函数
对于一个随机变量 𝑋，其累积分布函数（Cumulative Distribution Func-

tion，CDF）是随机变量𝑋的取值小于等于𝑥的概率．

cdf(𝑥) = 𝑃(𝑋 ≤ 𝑥). (D.14)

以连续随机变量𝑋为例，累积分布函数定义为

cdf(𝑥) = ∫
𝑥

−∞
𝑝(𝑡) d𝑡, (D.15)

其中𝑝(𝑥)为概率密度函数．图D.2给出了标准正态分布的概率密度函数和累计分
布函数．
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图 D.2 标准正态分布的概率密度函数和累计分布函数

D.2.2 随机向量
随机向量是指一组随机变量构成的向量．如果𝑋1, 𝑋2,⋯ , 𝑋𝐾为𝐾个随机变

量,那么称𝑿 = [𝑋1, 𝑋2,⋯ , 𝑋𝐾]为一个𝐾维随机向量． 一维随机向量即随机

变量．
随机向量也分为离散随机

向量和连续随机向量．
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D.2.2.1 离散随机向量
离散随机向量的联合概率分布（Joint Probability Distribution）为

𝑃(𝑋1 = 𝑥1, 𝑋2 = 𝑥2,⋯ , 𝑋𝐾 = 𝑥𝐾) = 𝑝(𝑥1, 𝑥2,⋯ , 𝑥𝐾),

其中𝑥𝑘 ∈ Ω𝑘为变量𝑋𝑘的取值，Ω𝑘为变量𝑋𝑘的样本空间．
和离散随机变量类似，离散随机向量的概率分布满足

𝑝(𝑥1, 𝑥2,⋯ , 𝑥𝐾) ≥ 0, ∀𝑥1 ∈ Ω1, 𝑥2 ∈ Ω2,⋯ , 𝑥𝐾 ∈ Ω𝐾 (D.16)

∑
𝑥1∈Ω1

∑
𝑥2∈Ω2

⋯ ∑
𝑥𝐾∈Ω𝐾

𝑝(𝑥1, 𝑥2,⋯ , 𝑥𝐾) = 1. (D.17)

多项分布 一个最常见的离散向量概率分布为多项分布（Multinomial Distri-
bution）．多项分布是二项分布在随机向量的推广．假设一个袋子中装了很多球，
总共有𝐾个不同的颜色．我们从袋子中取出𝑁个球．每次取出一个球时，就在袋
子中放入一个同样颜色的球．这样保证同一颜色的球在不同试验中被取出的概
率是相等的．令𝑿为一个𝐾维随机向量，每个元素𝑋𝑘(𝑘 = 1,⋯ ,𝐾)为取出的𝑁
个球中颜色为𝑘的球的数量，则𝑋服从多项分布，其概率分布为

𝑝(𝑥1, … , 𝑥𝐾 |𝝁) =
𝑁!

𝑥1!⋯𝑥𝐾 !
𝜇𝑥11 ⋯𝜇𝑥𝐾𝐾 , (D.18)

其中𝝁 = [𝜇1,⋯ , 𝜇𝐾]T分别为每次抽取的球的颜色为 1,⋯ ,𝐾的概率；𝑥1,⋯ , 𝑥𝐾
为非负整数，并且满足∑𝐾

𝑘=1 𝑥𝑘 = 𝑁．
多项分布的概率分布也可以用 gamma函数表示：

𝑝(𝑥1,⋯ , 𝑥𝐾 |𝝁) =
Γ(∑𝑘 𝑥𝑘 + 1)
∏𝑘 Γ(𝑥𝑘 + 1)

𝐾
∏
𝑘=1

𝜇𝑥𝑘𝑘 , (D.19)

其中Γ(𝑧) = ∫
∞

0

𝑡𝑧−1
exp(𝑡)d𝑡为 gamma函数． 狄利克雷分布参见

第D.2.2.2节．
这种表示形式和狄利克雷分布类似，

而狄利克雷分布可以作为多项分布的共轭先验．

D.2.2.2 连续随机向量
一个𝐾维连续随机向量𝑿的联合概率密度函数（Joint Probability Density

Function）满足

𝑝(𝒙) = 𝑝(𝑥1,⋯ , 𝑥𝐾) ≥ 0, (D.20)

∫
+∞

−∞
⋯∫

+∞

−∞
𝑝(𝑥1,⋯ , 𝑥𝐾)d𝑥1⋯ d𝑥𝐾 = 1. (D.21)
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多元正态分布 使用最广泛的连续随机向量分布为多元正态分布（Multivariate
Normal Distribution），也称为多元高斯分布（Multivariate Gaussian Distribu-
tion）．若𝐾维随机向量𝑿 = [𝑋1, … , 𝑋𝐾]T服从𝐾元正态分布，其密度函数为

𝑝(𝒙) = 1
(2π)𝐾/2|𝚺|1/2 exp (−

1
2(𝒙 − 𝝁)T𝚺−1(𝒙 − 𝝁)) , (D.22)

其中𝝁 ∈ ℝ𝐾为多元正态分布的均值向量，𝚺 ∈ ℝ𝐾×𝐾为多元正态分布的协方差
矩阵，|𝚺|表示𝚺的行列式．
各项同性高斯分布 如果一个多元高斯分布的协方差矩阵简化为𝚺 = 𝜎2𝑰，即每
一个维随机变量都独立并且方差相同，那么这个多元高斯分布称为各向同性高
斯分布（Isotropic Gaussian Distribution）．
狄利克雷分布 如果一个𝐾维随机向量𝑿服从狄利克雷分布（Dirichlet Distri-
bution），其密度函数为

𝑝(𝒙|𝜶) = Γ(𝛼0)
Γ(𝛼1)⋯Γ(𝛼𝐾)

𝐾
∏
𝑘=1

𝑥𝛼𝑘−1
𝑘 , (D.23)

其中𝜶 = [𝛼1, … , 𝛼𝐾]T为狄利克雷分布的参数．

D.2.3 边际分布

对于二维离散随机向量 (𝑋, 𝑌)， 不失一般性，这里以二

维随机向量进行讨论，

这些结论在多维时依

然成立．

假设𝑋取值空间为Ω𝑥，𝑌取值空间为Ω𝑦，其
联合概率分布满足

𝑝(𝑥, 𝑦) ≥ 0, ∑
𝑥∈Ω𝑥

∑
𝑦∈Ω𝑦

𝑝(𝑥, 𝑦) = 1. (D.24)

对于联合概率分布𝑝(𝑥, 𝑦)，我们可以分别对𝑥和𝑦进行求和．
（1）对于固定的𝑥，

∑
𝑦∈Ω𝑦

𝑝(𝑥, 𝑦) = 𝑝(𝑥). (D.25)

（2）对于固定的𝑦，

∑
𝑥∈Ω𝑥

𝑝(𝑥, 𝑦) = 𝑝(𝑦). (D.26)

由离散随机向量 (𝑋, 𝑌)的联合概率分布，对𝑌的所有取值进行求和得到𝑋
的概率分布；而对𝑋的所有取值进行求和得到𝑌的概率分布．这里𝑝(𝑥)和𝑝(𝑦)
就称为𝑝(𝑥, 𝑦)的边际分布（Marginal Distribution）．
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对于二维连续随机向量 (𝑋, 𝑌)，其边际分布为

𝑝(𝑥) = ∫
+∞

−∞
𝑝(𝑥, 𝑦)d𝑦, (D.27)

𝑝(𝑦) = ∫
+∞

−∞
𝑝(𝑥, 𝑦)d𝑥. (D.28)

一个二元正态分布的边际分布仍为正态分布．

D.2.4 条件概率分布
对于离散随机向量 (𝑋, 𝑌)，已知𝑋 = 𝑥的条件下，随机变量𝑌 = 𝑦的条件概

率（Conditional Probability）为

𝑝(𝑦|𝑥) ≜ 𝑃(𝑌 = 𝑦|𝑋 = 𝑥) = 𝑝(𝑥, 𝑦)
𝑝(𝑥) . (D.29)

这个公式定义了随机变量𝑌关于随机变量𝑋的条件概率分布（Conditional Prob-
ability Distribution），简称条件分布．

对于二维连续随机向量 (𝑋, 𝑌)，已知𝑋 = 𝑥的条件下，随机变量𝑌 = 𝑦的条
件概率密度函数（Conditional Probability Density Function）为

𝑝(𝑦|𝑥) = 𝑝(𝑥, 𝑦)
𝑝(𝑥) . (D.30)

同理，已知𝑌 = 𝑦的条件下，随机变量𝑋 = 𝑥的条件概率密度函数为

𝑝(𝑥|𝑦) = 𝑝(𝑥, 𝑦)
𝑝(𝑦) . (D.31)

D.2.5 贝叶斯定理
通过公式 (D.30)和 (D.31)，两个条件概率𝑝(𝑦|𝑥)和𝑝(𝑥|𝑦)之间的关系为

𝑝(𝑦|𝑥) = 𝑝(𝑥|𝑦)𝑝(𝑦)
𝑝(𝑥) . (D.32)

这个公式称为贝叶斯定理（Bayes’ Theorem），或贝叶斯公式．

D.2.6 独立与条件独立
对于两个离散（或连续）随机变量𝑋和𝑌，如果其联合概率（或联合概率密

度函数）𝑝(𝑥, 𝑦)满足

𝑝(𝑥, 𝑦) = 𝑝(𝑥)𝑝(𝑦), (D.33)
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则称𝑋和𝑌互相独立（Independence），记为𝑋 ⟂⟂ 𝑌．
对于三个离散（或连续）随机变量𝑋、𝑌和𝑍，如果条件概率（或联合概率密

度函数）𝑝(𝑥, 𝑦|𝑧)满足

𝑝(𝑥, 𝑦|𝑧) = 𝑝(𝑥|𝑧)𝑝(𝑦|𝑧), (D.34)

则称在给定变量𝑍时，𝑋和𝑌条件独立（Conditional Independence），记为𝑋 ⟂⟂
𝑌|𝑍．

D.2.7 期望和方差
期望 对于𝑁个取值的离散变量𝑋，其概率分布为 𝑝(𝑥1),⋯ , 𝑝(𝑥𝑁)，𝑋的期望
（Expectation）定义为

𝔼[𝑋] =
𝑁
∑
𝑛=1

𝑥𝑛𝑝(𝑥𝑛). (D.35)

对于连续随机变量𝑋，概率密度函数为𝑝(𝑥)，其期望定义为

𝔼[𝑋] = ∫
ℝ
𝑥𝑝(𝑥) d𝑥. (D.36)

方差 随机变量𝑋的方差（Variance）用来定义它的概率分布的离散程度：

var(𝑋) = 𝔼[(𝑋 − 𝔼[𝑋])
2
]. (D.37)

随机变量𝑋的方差也称为它的二阶矩．√var(𝑋)则称为𝑋的根方差或标准差．
协方差 两个连续随机变量𝑋和𝑌的协方差（Covariance）用来衡量两个随机
变量的分布之间的总体变化性，定义为

cov(𝑋, 𝑌) = 𝔼[(𝑋 − 𝔼[𝑋])(𝑌 − 𝔼[𝑌])], (D.38)

协方差经常也用来衡量两个随机变量之间的线性相关性．如果两个随机变
量的协方差为 0，那么称这两个随机变量是线性不相关．

这里的线性相关和线

性 代 数 中 的线 性 相

关含义不同．
两个随机变量之间没有

线性相关性，并非表示它们之间是独立的，可能存在某种非线性的函数关系．反
之，如果𝑋与𝑌是统计独立的，那么它们之间的协方差一定为 0．

协方差矩阵 两个𝑀和𝑁维的连续随机向量𝑿和𝒀，它们的协方差（Covari-
ance）为𝑀 × 𝑁的矩阵，定义为

cov(𝑿, 𝒀) = 𝔼[(𝑿 − 𝔼[𝑿])(𝒀 − 𝔼[𝒀])
T

]. (D.39)
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协方差矩阵 cov(𝑿, 𝒀)的第 (𝑚, 𝑛)个元素等于随机变量𝑋𝑚和𝑌𝑛的协方差．
两个随机向量的协方差 cov(𝑿, 𝒀)与 cov(𝒀, 𝑿)互为转置关系．

如果两个随机向量的协方差矩阵为对角矩阵，那么称这两个随机向量是无
关的．

单个随机向量𝑿的协方差矩阵定义为

cov(𝑿) = cov(𝑿, 𝑿). (D.40)

D.2.7.1 Jensen不等式
如果𝑋是随机变量，𝑔是凸函数，则

𝑔 (𝔼[𝑋]) ≤ 𝔼 [𝑔(𝑋)] . (D.41)

等式当且仅当 𝑋是一个常数或𝑔是线性时成立，这个性质称为Jensen不等式．
特别地，对于凸函数𝑔定义域上的任意两点𝑥1、𝑥2和一个标量𝜆 ∈ [0, 1]，有

𝑔(𝜆𝑥1 + (1 − 𝜆)𝑥2) ≤ 𝜆𝑔(𝑥1) + (1 − 𝜆)𝑔(𝑥2), (D.42)

即凸函数𝑔上的任意两点的连线位于这两点之间函数曲线的上方．

D.2.7.2 大数定律
大数定律（Law of Large Numbers）是指𝑁个样本𝑋1,⋯ , 𝑋𝑁是独立同分

布的，即𝔼[𝑋1] = ⋯ = 𝔼[𝑋𝑁] = 𝜇，那么其均值

̄𝑋𝑁 = 1
𝑁 (𝑋1 +⋯+ 𝑋𝑁), (D.43)

收敛于期望值𝜇，即

̄𝑋𝑁 → 𝜇 for 𝑁 → ∞. (D.44)

D.3 随机过程
随机过程（Stochastic Process）是一组随机变量𝑋𝑡的集合，其中 𝑡属于一个

索引（index）集合𝒯．索引集合𝒯可以定义在时间域或者空间域，但一般为时
间域，以实数或正数表示．当 𝑡为实数时，随机过程为连续随机过程；当 𝑡为整数
时，为离散随机过程．日常生活中的很多例子包括股票的波动、语音信号、身高的
变化等都可以看作随机过程．常见的和时间相关的随机过程模型包括伯努利过
程、随机游走（Random Walk）、马尔可夫过程等．和空间相关的随机过程通常
称为随机场（Random Field）．比如一张二维的图片，每个像素点（变量）通过
空间的位置进行索引，这些像素就组成了一个随机过程．
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D.3.1 马尔可夫过程
马尔可夫性质 在随机过程中，马尔可夫性质（Markov Property）是指一个随
机过程在给定现在状态及所有过去状态情况下，其未来状态的条件概率分布仅
依赖于当前状态．以离散随机过程为例，假设随机变量𝑋0, 𝑋1,⋯ , 𝑋𝑇构成一个随
机过程．这些随机变量的所有可能取值的集合被称为状态空间（State Space）．
如果𝑋𝑡+1对于过去状态的条件概率分布仅是𝑋𝑡的一个函数，则

𝑃(𝑋𝑡+1 = 𝑥𝑡+1|𝑋0∶𝑡 = 𝑥0∶𝑡) = 𝑃(𝑋𝑡+1 = 𝑥𝑡+1|𝑋𝑡 = 𝑥𝑡), (D.45)

其中𝑋0∶𝑡表示变量集合𝑋0, 𝑋1,⋯ , 𝑋𝑡，𝑥0∶𝑡为在状态空间中的状态序列．
马尔可夫性质也可以描述为给定当前状态时，将来的状态与过去状态是条

件独立的．

D.3.1.1 马尔可夫链
离散时间的马尔可夫过程也称为马尔可夫链（Markov Chain）．如果一个

马尔可夫链的条件概率

𝑃(𝑋𝑡+1 = 𝑠|𝑋𝑡 = 𝑠′) = 𝑚𝑠𝑠′ , (D.46)

只和状态 𝑠和 𝑠′相关，和时间 𝑡无关，则称为时间同质的马尔可夫链（Time-
Homogeneous Markov Chain），其中𝑚𝑠𝑠′称为状态转移概率．如果状态空间
大小𝐾是有限的，状态转移概率可以用一个矩阵𝑴 ∈ ℝ𝐾×𝐾表示，称为状态转移
矩阵（Transition Matrix），其中元素𝑚𝑖𝑗表示状态 𝑠𝑖转移到状态 𝑠𝑗的概率．
平稳分布 假设状态空间大小为𝐾，向量𝝅 = [𝜋1,⋯ , 𝜋𝐾]T为状态空间中的一个
分布，满足 0 ≤ 𝜋𝑘 ≤ 1和∑𝐾

𝑘=1 𝜋𝑘 = 1．
对于状态转移矩阵为𝑴的时间同质的马尔可夫链，若存在一个分布𝝅满足

𝝅 = 𝑴𝝅, (D.47)

则称分布𝝅为该马尔可夫链的平稳分布（Stationary Distribution）．根据特征向
量的定义可知，𝝅为矩阵𝑴的（归一化）的对应特征值为 1的特征向量．

如果一个马尔可夫链的状态转移矩阵𝑴满足所有状态可遍历性以及非周
期性，那么对于任意一个初始状态分布𝝅(0)，在经过一定时间的状态转移之后，
都会收敛到平稳分布，即

𝝅 = lim
𝑇→∞

𝑴𝑇𝝅(0). (D.48)
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定理 D.1 –细致平稳条件（Detailed Balance Condition）：给定一个状
态空间中的分布𝝅 ∈ [0, 1]𝐾，如果一个状态转移矩阵为𝑴 ∈ ℝ𝐾×𝐾的马尔
可夫链满足

𝜋𝑖𝑚𝑖𝑗 = 𝜋𝑗𝑚𝑗𝑖, ∀1 ≤ 𝑖, 𝑗 ≤ 𝐾 (D.49)

则该马尔可夫链经过一定时间的状态转移后一定会收敛到分布𝝅．
细致平稳条件只是马尔可夫链收敛的充分条件，不是必要条件．细致

平稳条件保证了从状态 𝑖转移到状态 𝑗的数量和从状态 𝑗转移到状态 𝑖的数
量相一致，互相抵消，所以数量不发生改变．

D.3.2 高斯过程
高斯过程（Gaussian Process）也是一种应用广泛的随机过程模型．假设有

一组连续随机变量𝑋0, 𝑋1,⋯ , 𝑋𝑇，如果由这组随机变量构成的任一有限集合

𝑋𝑡1,⋯,𝑡𝑁 = [𝑋𝑡1 ,⋯ , 𝑋𝑡𝑁 ]T, 1 ≤ 𝑁 ≤ 𝑇

都服从一个多元正态分布，那么这组随机变量为一个随机过程．高斯过程也可以
定义为：如果𝑋𝑡1,⋯,𝑡𝑁 的任一线性组合都服从一元正态分布，那么这组随机变量
为一个随机过程．
高斯过程回归 高斯过程回归（Gaussian Process Regression）是利用高斯过程
来对一个函数分布进行建模．和机器学习中参数化建模（比如贝叶斯线性回归）
相比，高斯过程是一种非参数模型，可以拟合一个黑盒函数，并给出拟合结果的
置信度 [Rasmussen, 2003]．

假设一个未知函数𝑓(𝒙)服从高斯过程，且为平滑函数．如果两个样本𝒙1, 𝒙2
比较接近，那么对应的𝑓(𝒙1), 𝑓(𝒙2)也比较接近．假设从函数𝑓(𝒙)中采样有限个
样本𝑿 = [𝒙1, 𝒙2,⋯ , 𝒙𝑁]，这𝑁个点服从一个多元正态分布，

[𝑓(𝒙1), 𝑓(𝒙2),⋯ , 𝑓(𝒙𝑁)]T ∼ 𝒩(𝝁(𝑋), 𝑲(𝑋, 𝑋)), (D.50)

其中𝝁(𝑿) = [𝝁(𝒙1), 𝝁(𝒙2),⋯ , 𝝁(𝒙𝑁)]T是均值向量，𝑲(𝑿, 𝑿) = [𝑘(𝒙𝑖, 𝒙𝑗)]𝑁×𝑁

是协方差矩阵，𝑘(𝒙𝑖, 𝒙𝑗)为核函数，可以衡量两个样本的相似度．
在高斯过程回归中，一个常用的核函数是平方指数（Squared Exponential）

核函数：
在支持向量机中，平方

指数核函数也叫高斯

核函数或径向基函数．

为了避免混淆，这里称

为平方指数核函数．𝑘(𝒙𝑖, 𝒙𝑗) = exp (
−‖𝒙𝑖 − 𝒙𝑗‖2

2𝑙2 ) , (D.51)
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其中 𝑙为超参数．当𝒙𝑖和𝒙𝑗越接近，其函数值越大，表明𝑓(𝒙𝑖)和𝑓(𝒙𝑗)越相关．
假设𝑓(𝒙)的一组带噪声的观测值为 {(𝒙𝑛, 𝑦𝑛)}𝑁𝑛=1，其中 𝑦𝑛 ∼ 𝒩(𝑓(𝒙𝑛), 𝜎2)

为𝑓(𝑥𝑛)的观测值，服从正态分布，𝜎为噪声方差．
对于一个新的样本点 𝒙∗，我们希望预测 𝑓(𝒙∗)的观测值 𝑦∗．令向量 𝒚 =

[𝑦1, 𝑦2,⋯ , 𝑦𝑁]T为已有的观测值，根据高斯过程的假设，[𝒚; 𝑦∗]满足

[
𝒚

𝑦∗
] ∼ 𝒩([

𝝁(𝑿)

𝝁(𝒙∗)
] , [

𝑲(𝑿, 𝑿) + 𝜎2𝑰 𝑲(𝒙∗, 𝑿)T

𝑲(𝒙∗, 𝑿) 𝑘(𝒙∗, 𝒙∗)
]) , (D.52)

其中𝑲(𝒙∗, 𝑿) = [𝑘(𝒙∗, 𝒙1),⋯ , 𝑘(𝒙∗, 𝒙𝑛)]．
根据上面的联合分布，𝑦∗的后验分布为

𝑝(𝑦∗|𝑿, 𝒚) = 𝒩(�̂�, �̂�2), (D.53)

其中均值 �̂�和方差 �̂�为

�̂� = 𝑲(𝒙∗, 𝑿)(𝑲(𝑿, 𝑿) + 𝜎2𝑰)−1(𝒚 − 𝝁(𝑿)) + 𝝁(𝒙∗), (D.54)

̂𝜎2 = 𝑘(𝒙∗, 𝒙∗) − 𝑲(𝒙∗, 𝑿)(𝑲(𝑿, 𝑿) + 𝜎2𝑰)−1𝑲(𝒙∗, 𝑿)T. (D.55)

从公式 (D.54)可以看出，均值函数𝝁(𝒙)可以近似地互相抵消．在实际应用
中，一般假设𝝁(𝒙) = 0，均值 �̂�可以简化为

�̂� = 𝐾(𝒙∗, 𝑿)(𝐾(𝑿, 𝑿) + 𝜎2𝑰)−1𝒚. (D.56)

高斯过程回归可以认为是一种有效的贝叶斯优化方法，广泛地应用于机器
学习中．



附录E 信息论

信息论（Information Theory）是数学、物理、统计、计算机科学等多个学科
的交叉领域．信息论是由克劳德·香农最早提出的，主要研究信息的量化、存储和
通信等方法．

克劳德·香农（Claude
Shannon，1916～2001），
美国数学家、电子工程

师和密码学家，被誉为

信息论的创始人．

这里，“信息”是指一组消息的集合．假设在一个噪声通道上发送消
息，我们需要考虑如何对每一个信息进行编码、传输以及解码，使得接收者可以
尽可能准确地重构出消息．

在机器学习相关领域，信息论也有着大量的应用．比如特征抽取、统计推断、
自然语言处理等．

E.1 熵
熵（Entropy）最早是物理学的概念，用于表示一个热力学系统的无序程度．

在信息论中，熵用来衡量一个随机事件的不确定性．

E.1.1 自信息和熵
自信息（Self Information）表示一个随机事件所包含的信息量．一个随机

事件发生的概率越高，其自信息越低．如果一个事件必然发生，其自信息为 0．
对于一个随机变量𝑋（取值集合为𝒳，概率分布为𝑝(𝑥), 𝑥 ∈ 𝒳），当𝑋 = 𝑥

时的自信息𝐼(𝑥)定义为

𝐼(𝑥) = − log𝑝(𝑥). (E.1)

在自信息的定义中，对数的底可以使用 2、自然常数 𝑒或是 10．当底为 2时，
自信息的单位为bit；当底为 𝑒时，自信息的单位为nat．

对于分布为𝑝(𝑥)的随机变量𝑋，其自信息的数学期望，即熵𝐻(𝑋)定义为 𝐻(𝑋)也 经 常 写 作
𝐻(𝑝)．

𝐻(𝑋) = 𝔼𝑋[𝐼(𝑥)] (E.2)

= 𝔼𝑋[− log𝑝(𝑥)] (E.3)

= − ∑
𝑥∈𝒳

𝑝(𝑥) log𝑝(𝑥), (E.4)

其中当𝑝(𝑥𝑖) = 0时，我们定义 0 log 0 = 0，这与极限一致，lim𝑝→0+ 𝑝 log𝑝 = 0．
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熵越高，则随机变量的信息越多；熵越低，则随机变量的信息越少．如果变量
𝑋当且仅当在𝑥时𝑝(𝑥) = 1，则熵为 0．也就是说，对于一个确定的信息，其熵为
0，信息量也为 0．如果其概率分布为一个均匀分布，则熵最大．

假设一个随机变量𝑋有三种可能值𝑥1, 𝑥2, 𝑥3，不同概率分布对应的熵如下：

𝑝(𝑥1) 𝑝(𝑥2) 𝑝(𝑥3) 熵

1 0 0 0

1
2

1
4

1
4

3
2
log 2

1
3

1
3

1
3

log 3

E.1.2 熵编码
信息论的研究目标之一是如何用最少的编码表示传递信息．假设我们要传

递一段文本信息，这段文本中包含的符号都来自于一个字母表𝑨，我们就需要对
字母表𝑨中的每个符号进行编码．以二进制编码为例，我们常用的ASCII码就是
用固定的 8bits来编码每个字母．但这种固定长度的编码方案不是最优的．一种
高效的编码原则是字母的出现概率越高，其编码长度越短．比如对字母𝑎, 𝑏, 𝑐分
别编码为 0, 10, 110．

给定一串要传输的文本信息，其中字母 𝑥的出现概率为 𝑝(𝑥)，其最佳编码
长度为− log2 𝑝(𝑥)，整段文本的平均编码长度为−∑𝑥 𝑝(𝑥) log2 𝑝(𝑥)，即底为 2
的熵．

在对分布 𝑝(𝑥)的符号进行编码时，熵𝐻(𝑝)也是理论上最优的平均编码长
度，这种编码方式称为熵编码（Entropy Encoding）．

由于每个符号的自信息通常都不是整数，因此在实际编码中很难达到理论
上的最优值．霍夫曼编码（Huffman Coding）和算术编码（Arithmetic Coding）
是两种最常见的熵编码技术．

霍夫曼编码参见算

法15.1．

E.1.3 联合熵和条件熵
对于两个离散随机变量𝑋和𝑌，假设𝑋取值集合为𝒳；𝑌取值集合为𝒴，其联

合概率分布满足为𝑝(𝑥, 𝑦)，则
𝑋和𝑌的联合熵（Joint Entropy）为

𝐻(𝑋, 𝑌) = − ∑
𝑥∈𝒳

∑
𝑦∈𝒴

𝑝(𝑥, 𝑦) log𝑝(𝑥, 𝑦). (E.5)
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𝑋和𝑌的条件熵（Conditional Entropy）为

𝐻(𝑋|𝑌) = − ∑
𝑥∈𝒳

∑
𝑦∈𝒴

𝑝(𝑥, 𝑦) log𝑝(𝑥|𝑦) (E.6)

= − ∑
𝑥∈𝒳

∑
𝑦∈𝒴

𝑝(𝑥, 𝑦) log 𝑝(𝑥, 𝑦)𝑝(𝑦) . (E.7)

根据其定义，条件熵也可以写为

𝐻(𝑋|𝑌) = 𝐻(𝑋, 𝑌) − 𝐻(𝑌). (E.8)

E.2 互信息
互信息（Mutual Information）是衡量已知一个变量时，另一个变量不确定

性的减少程度．两个离散随机变量𝑋和𝑌的互信息定义为

𝐼(𝑋; 𝑌) = ∑
𝑥∈𝒳

∑
𝑦∈𝒴

𝑝(𝑥, 𝑦) log 𝑝(𝑥, 𝑦)
𝑝(𝑥) 𝑝(𝑦) . (E.9)

互信息的一个性质为

𝐼(𝑋; 𝑌) = 𝐻(𝑋) − 𝐻(𝑋|𝑌) (E.10)

= 𝐻(𝑌) − 𝐻(𝑌|𝑋). (E.11)

如果变量𝑋和𝑌互相独立，它们的互信息为零．

E.3 交叉熵和散度

E.3.1 交叉熵
对于分布为𝑝(𝑥)的随机变量，熵𝐻(𝑝)表示其最优编码长度．交叉熵（Cross

Entropy）是按照概率分布𝑞的最优编码对真实分布为𝑝的信息进行编码的长度，
定义为

𝐻(𝑝, 𝑞) = 𝔼𝑝[− log 𝑞(𝑥)] (E.12)

= −∑
𝑥
𝑝(𝑥) log 𝑞(𝑥). (E.13)

在给定𝑝的情况下，如果 𝑞和𝑝越接近，交叉熵越小；如果 𝑞和𝑝越远，交叉
熵就越大．
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E.3.2 KL散度
KL散度（Kullback-Leibler Divergence），也叫KL距离或相对熵(Relative

Entropy)，是用概率分布 𝑞来近似𝑝时所造成的信息损失量．KL散度是按照概
率分布 𝑞的最优编码对真实分布为𝑝的信息进行编码，其平均编码长度（即交叉
熵）𝐻(𝑝, 𝑞)和𝑝的最优平均编码长度（即熵）𝐻(𝑝)之间的差异．对于离散概率
分布𝑝和𝑞，从𝑞到𝑝的KL散度定义为

KL(𝑝, 𝑞) = 𝐻(𝑝, 𝑞) − 𝐻(𝑝) (E.14)

= ∑
𝑥
𝑝(𝑥) log 𝑝(𝑥)𝑞(𝑥) , (E.15)

其中为了保证连续性，定义 0 log 0
0
= 0, 0 log 0

𝑞
= 0．

KL散度总是非负的，KL(𝑝, 𝑞) ≥ 0，可以衡量两个概率分布之间的距离．KL
散度只有当𝑝 = 𝑞时，KL(𝑝, 𝑞) = 0．如果两个分布越接近，KL散度越小；如果两
个分布越远，KL散度就越大．但KL散度并不是一个真正的度量或距离，一是KL
散度不满足距离的对称性，二是KL散度不满足距离的三角不等式性质．

E.3.3 JS散度
JS散度（Jensen-Shannon Divergence）是一种对称的衡量两个分布相似度

的度量方式，定义为

JS(𝑝, 𝑞) = 1
2 KL(𝑝,𝑚) +

1
2 KL(𝑞,𝑚), (E.16)

其中𝑚 = 1
2
(𝑝 + 𝑞)．

JS散度是KL散度一种改进．但两种散度都存在一个问题，即如果两个分布
𝑝, 𝑞没有重叠或者重叠非常少时，KL散度和 JS散度都很难衡量两个分布的距离．

E.3.4 Wasserstein距离
Wasserstein距离（Wasserstein Distance）也用于衡量两个分布之间的距

离．对于两个分布𝑞1, 𝑞2，𝑝th-Wasserstein距离定义为

𝑊𝑝(𝑞1, 𝑞2) = ( inf
𝛾(𝑥,𝑦)∈Γ(𝑞1,𝑞2)

𝔼(𝑥,𝑦)∼𝛾(𝑥,𝑦)[𝑑(𝑥, 𝑦)𝑝])
1
𝑝
, (E.17)

其中Γ(𝑞1, 𝑞2)是边际分布为 𝑞1和 𝑞2的所有可能的联合分布集合，𝑑(𝑥, 𝑦)为𝑥和
𝑦的距离，比如ℓ𝑝距离等．
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如果将两个分布看作两个土堆，联合分布 𝛾(𝑥, 𝑦)看作从土堆 𝑞1的位置𝑥到
土堆𝑞2的位置𝑦的搬运土的数量，并有

∑
𝑥
𝛾(𝑥, 𝑦) = 𝑞2(𝑦), (E.18)

∑
𝑦
𝛾(𝑥, 𝑦) = 𝑞1(𝑥). (E.19)

𝑞1和𝑞2为𝛾(𝑥, 𝑦)的两个边际分布．
𝔼(𝑥,𝑦)∼𝛾(𝑥,𝑦)[𝑑(𝑥, 𝑦)𝑝]可以理解为在联合分布 𝛾(𝑥, 𝑦)下把形状为 𝑞1的土堆

搬运到形状为𝑞2的土堆所需的工作量，

𝔼(𝑥,𝑦)∼𝛾(𝑥,𝑦)[𝑑(𝑥, 𝑦)𝑝] = ∑
(𝑥,𝑦)

𝛾(𝑥, 𝑦)𝑑(𝑥, 𝑦)𝑝, (E.20)

其中从土堆𝑞1中的点𝑥到土堆𝑞2中的点𝑦的移动土的数量和距离分别为 𝛾(𝑥, 𝑦)
和 𝑑(𝑥, 𝑦)𝑝．因此，Wasserstein距离可以理解为搬运土堆的最小工作量，也称
为推土机距离（Earth-Mover’s Distance，EMD）．图E.1给出了两个离散变量分
布的Wasserstein距离示例．图E.1c中同颜色方块表示在分布𝑞1中为相同位置．

(a) 𝑞1(𝑥) (b) 𝑞2(𝑥) (c) 𝑞1到𝑞2最优的运输方案

图 E.1 Wasserstein距离示例

Wasserstein距离相比KL散度和 JS散度的优势在于：即使两个分布没有重
叠或者重叠非常少，Wasserstein距离仍然能反映两个分布的远近．

对于ℝ𝐷空间中的两个高斯分布𝑝 = 𝒩(𝝁1, 𝚺1)和 𝑞 = 𝒩(𝝁2, 𝚺2)，它们的
2nd-Wasserstein距离为

𝑊2(𝑝, 𝑞) = ‖𝝁1 − 𝝁2‖22 + tr (𝚺1 + 𝚺2 − 2(𝚺1/22 𝚺1𝚺1/22 )
1/2
). (E.21)

当两个分布的方差为 0时，2nd-Wasserstein距离等价于欧氏距离．

E.4 总结和深入阅读
本章比较简略地介绍了本书所需要的数学基础知识．若要深入了解这些知

识，可以参考这些数学分支的专门书籍．
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关于线性代数的知识可以参考《Introduction to Linear Algebra》[Strang,
2016]、《Differential Equations and Linear Algebra》[Strang, 2014]或《Intro-
duction toApplied LinearAlgebra: Vectors,Matrices, andLeast Squares》[Boyd
et al., 2018]．

关于微积分的知识，可以参考《Calculus》[Stewart, 2011]或《Thomas’ Cal-
culus》[Thomas et al., 2005]．

关于数学优化的知识，可以参考《Numerical Optimization》[Nocedal et al.,
2006]和《Convex Optimization》[Boyd et al., 2014]．

关于概率论的知识，可以参考《数理统计学教程》[陈希孺, 2009b]或《概率
论与数理统计》[陈希孺, 2009a]．

关于信息论的知识，可以参考《Information Theory, Inference, and Learn-
ing Algorithms》[MacKay, 2003]或《Elements of Information Theory》[Cover
et al., 2006]．
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